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Maǵıster de la Universidad de Buenos Aires en
Explotación de Datos y Descubrimiento de

Conocimiento
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Resumen

En los últimos años han habido grandes avances en las tareas de
generación de texto. Especialmente, el desarrollo y generalización de
los modelos preentrenados permite el entrenamiento de modelos para
tareas especializadas a bajo costo computacional. Por otro lado, el re-
sumen abstracto de texto es una tarea para la cual son relativamente
pocos los conjuntos de datos disponibles en español. Por este motivo,
este trabajo se enfoca en el entrenamiento de modelos de aprendizaje
automático para resumen en español y la construcción de conjuntos
de datos apropiados para esta tarea. Como parte del mismo se dispo-
nibilizan 5 modelos entrenados a partir de arquitecturas basadas en
Transformers y 2 conjuntos de datos obtenidos de Common Crawl.
Además, se comparan métricas calculadas automáticamente con pun-
tajes obtenidos mediante etiquetado manual.

Palabras claves: Resumen abstracto, generación de texto, procesamiento
del lenguaje natural.
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Generation of text summaries in Spanish

Abstract

In the last few years there has been several advances in text gen-
eration tasks. Especially, the development and generalization of pre-
trained models allows the training of models for specialized tasks -a.k.a.
downstream tasks- at low computational cost. On the other hand, ab-
stract text summarization is a task for which relatively few data sets
are available in Spanish. For this reason, this work focuses on the
training of machine learning models for summarization in Spanish and
the construction of appropriate datasets for this task. As part of it, 5
models trained from architectures based on Transformers and 2 data
sets obtained from Common Crawl are available. Additionally, auto-
matically calculated metrics are compared to scores obtained through
manual tagging.

Keywords: Abstract Summary, Text Generation, Trans-
formers, Common Crawl.
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A Leandro Lombardi por haber dirigido este trabajo y

enriquecerme con sus reflexiones en el proceso.
A Diego Kozlowski y a Juan Manuel Barriola, por haber

compartido incontables horas aprendiendo juntos.
A Marcelo Soria, por la buena predisposición que siem-

pre ha tenido, dentro y fuera del ámbito de la maestŕıa.
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7.1 Consideraciones éticas . . . . . . . . . . . . 104
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1 Introducción

En esta sección se comienza introduciendo el área dentro
del procesamiento del lenguaje natural (PLN) al cual se
aboca este trabajo. Luego, se define el objetivo principal
del mismo y se continúa dando un marco general de los
enfoques que se desarrollan posteriormente. Por último, se
comenta la organización del resto del trabajo.

1.1 Modelos de secuencia a secuencia

En el campo del procesamiento del lenguaje natural (PLN)
existen distintas formas de estructurar la información pa-
ra modelos de aprendizaje automático. En este trabajo nos
interesan especialmente los llamados modelos de secuencia
a secuencia (abreviados Seq2Seq en inglés). Éstos se carac-
terizan por recibir como entrada una secuencia de texto y
producir como salida una nueva secuencia de texto.

Estos modelos son capaces de resolver diversos proble-
mas, algunos ejemplos son:

• Modelado del lenguaje: esta es la tarea más conocida,
consistente en predecir el próximo token (palabra, par-
te de palabra u otro tipo de śımbolo) en un documento.
Los modelos de lenguaje en ocasiones son entrenados
para generar texto de cualquier dominio y, en otros ca-
sos, estos modelos son especializados en alguna área en
particular.

• Traducción: en esta tarea el modelo recibe como entra-
da una frase y genera la misma frase en otro idioma.
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• Resumen (summarization): puede ser abstracto, con-
sistente en generar un texto nuevo que resuma un tex-
to más largo, o resumen extractivo, cuando se resume
un texto a partir de una porción de ese mismo texto.

• Simplificación: en este caso el texto original es simpli-
ficado, por ejemplo, omitiendo términos poco impor-
tantes, aclarando o ejemplificando términos inusuales,
cambiando estructuras sintácticas, etc.

Si bien han habido distintas maneras de modelar len-
guaje natural, en la actualidad los métodos con mejores re-
sultados se enmarcan en una familia de modelos llamados
transformers [58]. Recientemente este campo de investiga-
ción ha suscitado gran interés, en particular por los sorpren-
dentes avances logrados para generar texto libre a partir de
GPT-2 [45].

Por lo general, existen dos instancias en la aplicación de
modelos tan grandes como éstos. En una primera instancia
el modelo es preentrenado, en esta etapa el modelo ajusta
sus parámetros de modo de ubicarse en algún lugar del
espacio de parámetros que se estima cercano al objetivo
que tiene después y, por lo tanto, es la tarea más costosa.
Para poder aplicar el modelo en una tarea en particular es
necesario continuar con el entrenamiento pero adaptando
la salida del modelo para el caso, el llamado ajuste fino
del modelo.

La gran mayoŕıa de estos desarrollos suelen publicarse
acompañados con el código para reproducir los experimen-
tos y con los modelos ya entrenados. Sin embargo, gran
parte estos esfuerzos están orientados al inglés y, en menor
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número, a otros idiomas.

1.2 Objetivo

A partir de lo dicho anteriormente se proponen tres objeti-
vos a desarrollar.

En primer lugar, se desea investigar y desarrollar mo-
delos de resumen abstracto de texto en español, a partir
de los avances más recientes que existen en el área. Se se-
lecciona esta tarea ya que tiene diversas ramificaciones y
existen conjuntos de datos disponibles. Por ejemplo, sobre
una noticia de un periódico se pueden generar resúmenes
largos, cortos o, incluso, se pueden considerar como tareas
de resumen a la generación de t́ıtulos o copetes.

Para llevar a cabo esta tarea se comienza investigando
los métodos recientes de resumen abstracto y se definen los
enfoques y la metodoloǵıa a seguir.

En segundo lugar, se propone analizar los resultados de
los modelos empleando tanto métricas calculadas automáti-
camente como métricas basadas en anotaciones humanas,
ya que ésto permite inspeccionar los resultados en dimen-
siones que no seŕıan posibles de otra manera. Por este mo-
tivo se recopilan otros trabajos donde se realizan análisis
similares para poder definir una metodoloǵıa de evaluación,
especialmente en lo que respecta a la evaluación mediante
etiquetado manual.

En tercer lugar, este trabajo tiene como objetivo disponi-
bilizar los modelos y conjuntos de datos creados como parte
del mismo. Ésto tiene por fin poder ayudar a la difusión de
estas técnicas en idioma español. Para ello, se propone revi-
sar los canales actuales para divulgar estos recursos y com-
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patibilizar los mismos al formato requerido. Como parte de
este objetivo también se incluirá código donde se muestre
cómo acceder o utilizar a estos recursos.

1.3 Śıntesis de la metodoloǵıa

Para el entrenamiento de los modelos de resumen se pro-
ponen dos enfoques. En primer lugar, una posibilidad es
preentrenar un modelo en español y luego realizar un ajus-
te fino a la tarea de resumen.

Considerando el enorme costo que tiene el preentrena-
miento de estos modelos [53] y la poca disponibilidad de
modelos en español, se vuelve relevante encontrar formas
de reaprovechar los modelos existentes, para evitar el en-
trenamiento desde cero. Por este motivo, en este trabajo se
propone adaptar el modelo Beto [9] para la generación de
texto. Para ello, se inicializa un modelo Encoder-Decoder
[50] con el conjunto de parámetros de Beto tanto en el en-
coder como en el decoder y luego se entrena este modelo de
lenguaje sobre un conjunto de datos constrúıdo para este
fin. Posteriormente, se propone especializar al modelo en la
tarea de resumen abstracto.

Para entrenar este modelo se construye un conjunto de
datos a partir de noticias disponibles en Common Crawl.

En segundo lugar, otro enfoque posible es emplear un
modelo multilenguaje ya preentrenado (que incluya el idio-
ma español) y especializarlo en la tarea mencionada. Ac-
tualmente el modelo más grande con estas caracteŕısticas
es MT5 [64].

Se proponen dos tareas de resumen abstracto. En pri-
mer lugar, se toma como benchmark la parte en español
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del conjunto de datos de resumen abstracto MLSUM [52].
Este conjunto de datos cuenta con noticias y sus resúmenes
obtenidos del diario El Páıs de España.

En segundo lugar, se construye un conjunto de datos de
noticias y t́ıtulos a partir de Common Crawl. En este caso,
el resumen que el modelo aprende a generar es el t́ıtulo de
la noticia.

Al finalizar este trabajo se espera poder disponibilizar
públicamente:

• Modelo de lenguaje EncoderDecoder preentrenado en
noticias

• Modelo EncoderDecoder especializado en resúmenes
de noticias

• Modelo EncoderDecoder especializado en t́ıtulos de no-
ticias

• Modelo MT5 especializado en resúmenes de noticias

• Modelo MT5 especializado en t́ıtulos de noticias

• Conjunto de datos 1: noticias de Common Crawl para
entrenar el modelo de lenguaje

• Conjunto de datos 2: pares de noticias y t́ıtulos para
entrenar modelo de resumen

1.4 Organización de la tesis

El resto de la tesis está organizada como se indica a conti-
nuación.

En la segunda sección se desarrollan las ideas básicas de
las técnicas de PLN recientes. Se comienza revisando lo que
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es un modelo de lenguaje probabĺıstico y embeddings. Lue-
go se relaciona ésto con las arquitecturas de redes recurren-
tes, el mecanismo de atención y, por último, transformers.

En la tercera sección se ahonda en las arquitecturas de
transformers y la diferencia entre preentrenar modelos y
hacer realizar ajustes finos sobre una tarea espećıfica. En
especial, la sección se enfoca en BERT, en T5 y en cómo
reaprovechar modelos preentrenados para el problema de la
tesis.

En la cuarta sección se explican los aspectos metodológi-
cos del trabajo. En particular, se refiere a qué modelos se
entrenan y cómo. A su vez, se detallan los conjuntos de da-
tos empleados, algunos de los cuales han sido creados para
este trabajo y otro es un benchmark de la tarea de resumen
abstracto.

En la quinta sección se describen las métricas que se
emplean en el trabajo y por qué no es suficiente emplear
una evaluación automática para medir la calidad de los
modelos.

En la sexta sección se describen los resultados obtenidos.
Para ello se comienza mostrando los resultados obtenidos
automáticamente para cada uno de los modelso y se los
compara con las referencias disponibles. Además, se anali-
zan los resultados obtenidos mediante anotaciones manua-
les. Posteriormente se ejemplifica con textos generados por
los modelos y se los compara con los equivalentes humanos.
Finalmente, se describe cómo se abren los modelos y datos
a través de la plataforma HuggingFace.

En la séptima sección se plantean las conclusiones y
ĺıneas de investigación futuras.
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2 Marco teórico

En la presente sección se comienza explicando qué es un
modelo de lenguaje y cómo se puede entrenar un modelo
de lenguaje usando redes neuronales. De este modo, nos
encontramos con el concepto de embedding. En la segunda
subsección extendemos la explicación sobre embeddings y
comentamos cómo se relaciona con las redes recurrentes,
especialmente en lo que respecta a la generación de texto.
Finalmente, en la tercera subsección llegamos al llamado
mecanismo de atención y, especialmente, introducimos la
arquitectura conocida como transformers.

2.1 Modelo probabiĺıstico de lenguaje

La generación de resúmenes se enmarca en la tarea más
amplia conocida como generación de texto o modelos de
lenguaje.

Podemos definir un modelo probabiĺıstico de lenguaje
como la probabilidad de la siguiente palabra dadas las an-
teriores:

P̂ (w1
T ) =

T∏
t=1

P̂ (wt|w1
t−1) (2.1)

donde wt es la t-ésima palabra y wi
j = (wi, wi+1, ..., wj−1, wj)

Las palabras en una oración ocupan una posición que es
relevante para poder modelar la probabilidad de la próxima
palabra. Teniendo en cuenta ésto y, debido a la necesidad de
reducir la complejidad del problema, surgen los modelos de
n-gramas, en el cual se reduce el contexto a las últimas n - 1
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palabras y se construyen tablas de probabilidad condicional
con sus combinaciones. Entonces, en este caso definimos:

P̂ (wt|wt−1
1 ) ≈ P̂ (wt|wt−1

t−n+1) (2.2)

Estos modelos encuentran dos grandes limitaciones. La
primera es que el contexto es muy acotado, generalmente
las últimas 2 o 3 palabras. Y en segundo lugar, la capacidad
de generalización se ve reducida por no tomar en cuenta la
similaridad entre las palabras. En este sentido, la frase “La
economı́a argentina no para de crecer”debeŕıa ayudarnos a
completar, por ejemplo, la frase “La economı́a chilena ...”,
ya que argentina y chilena se encuentran cerca de economı́a
y juegan un rol similar [3].

Entre los intentos de sortear este segundo problema po-
demos mencionar el agrupamiento de palabras en clusters
según si son parecidas o no en algún sentido, como por
ejemplo, empleando n-gramas de clases de palabras [7].

En [3] se plantea un enfoque distinto y que inspira a pos-
teriores trabajos en el área. Alĺı se asigna cada palabra a un
vector en Rm para luego estimar la probabilidad conjunta
de las secuencias de palabras en función de sus respectivos
vectores. La representación de śımbolos en un espacio vec-
torial en el contexto de redes neuronales también se puede
encontrar en otros trabajos de la época pero en otros usos,
como en la predicción de la estructura secundaria de pro-
téınas [49] o en problemas de texto a fonema [25].

Dos elementos importantes a remarcar son:

• cada palabra queda asignada como un punto en el es-
pacio vectorial
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• la dimensión de dicho espacio es mucho menor que el
tamaño del vocabulario

Estas dos condiciones permiten ajustar una red neuro-
nal para estimar la función de probabilidad conjunta de un
cierto número de términos previos para predecir el siguien-
te. Además, es interesante mencionar que en ese mismo
trabajo se plantea que si bien los parámetros de la red son
inicializados al azar podŕıan ser inicializados usando valores
ya aprendidos anteriormente.

El modelo es la función f definida como:

f (wt, · · · , wt−n+1) = P̂
(
wt|wt−1

1

)
(2.3)

Con la restricción de que las estimaciones sean probabi-
lidades:

|V |∑
i=1

f (i, wt−1, · · · , wt−n+1) = 1 (2.4)

donde V es el vocabulario.
En la práctica, la ecuación 2.3 se descompone en dos

partes:

1. Una asignación desde una palabra hasta un vector me-
diante la matriz C. Esta matriz tiene parámetros libres
con dimensión |V |.m .

2. A continuación, una función g asigna la secuencia de
(C (wt−n+1) , · · · , C (wt−1)) a una distribución de pro-
babilidades condicionales sobre la próxima palabra da-
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Figura 1: Arquitectura del Modelo de lenguaje neuronal probabiĺıstico

das las anteriores, es decir:

f (i, wt−1, · · · , wt−n+1) = g (i, C (wt−1) , · · · , C (wt−n+1))
(2.5)

Esa función g no es más que la red neuronal. La arquitectu-
ra de este modelo se puede ver en la figura 1 [3]. Nótese que
los parámetros de C son compartidos para cada palabra.

Los parámetros θ se entrenan maximizando la función de
log-verosimilitud promedio en el corpus de entrenamiento
y agregando un factor de penalización R.

L =
1

T

∑
t

log f (wt, wt−1, · · · , wt−n+1; θ) +R(θ) (2.6)
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El modelo toma una ventana fija de palabras y trata de
predecir la siguiente. La primera capa (la proyección) no
presenta no linealidades y es conocido como embedding del
modelo, mientras que la segunda capa es la capa oculta y
emplea funciones de activación de tipo tangente hiperbóli-
ca. En cuanto a la capa de salida, usa una función softmax.
La función softmax es elegida ya que genera como salida
un vector de probabilidades, es decir, que suma 1 y que no
presenta valores negativos. De esta manera, la salida del
modelo es:

P̂ (wt|wt−1, · · ·wt−n+1) =
eywt∑
i e
yi

(2.7)

Se puede ver en la ecuación 2.7 cómo se normaliza el
valor de y. Por su parte, y queda definido como:

y = b+Wx+ U tanh(d+Hx) (2.8)

y donde x es:

x = (C (wt−1) , C (wt−2) , · · · , C (wt−n+1)) (2.9)

Siendo b,W,U, d,H,C los parámetros del modelo.
La idea de aplicar redes neuronales al modelado de len-

guaje se extiende desde entonces y muchos de los siguientes
avances en los modelos de lenguaje se relacionaron a:

• Reaprovechar la información contextual de las palabras
mediante el uso de embeddings.

• Extender la ventana de palabras que considera o ‘re-
cuerda’ el modelo.
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2.2 Embeddings y redes recurrentes

La idea de entrenar un embedding como forma de represen-
tar una palabra en un espacio vectorial ‘manejable’ cobra
mucha fuerza, especialmente con el desarrollo de modelos
entrenados sobre corpus much́ısimos más grandes que los
que se usaban previamente. El primero de éstos modelos,
Word2Vec [38], es entrenado sobre “Google News”. A este
modelo le siguen Glove, entrenado sobre Wikipedia, Giga-
word, Twitter y CommonCrawl [43] y FastText, entrenado
en Wikipedia y CommonCrawl [4]. En este último caso,
vale agregar que el modelo no está entrenado sobre pala-
bras enteras sino sobre partes de palabras, lo cual permite
capturar nueva información. Una descripción detallada de
estos modelos se puede encontrar en el Apéndice 8.1.

Algunos avances algoŕıtmicos que permiten el entrena-
miento de embeddings son el uso de softmax jerárquico [40]
en vez de la función softmax, la actualización parcial de pe-
sos mediante el muestreo negativo y el muestreo de palabras
en relación inversa a la frecuencia [39].

Dada una palabra, su embedding captura la información
contextual, es decir, qué palabras tienden a acompañar-
le. Se puede demostrar [29] que, por ejemplo, el skip-gram
Word2Vec con negative sampling factoriza una matriz de
PMI [12] (corrida por una constante global) :

MSGNS
ij = Wi · Cj = ~wi · ~cj = PMI (wi, cj)− log k (2.10)

En [39] se plantea una nueva tarea para evaluar los em-
beddings, consistente en tratar de adivinar la mejor ana-
loǵıa para distintos tipos de relación bajo la pregunta “¿qué
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palabra es similar a C, en el mismo sentido (o en la misma
proporción) en que lo son A y B?”. Por ejemplo, “¿qué pa-
labra es similar a Berlin en el mismo sentido en que Francia
y Paris son similares? La respuesta esperada en este caso
es Alemania.

Para responder esta pregunta se pueden emplear los vec-
tores del embedding haciendo la siguiente operación:

X = vector(biggest)− vector(big) + vector(small) (2.11)

El segundo punto mencionado anteriormente se refiere a
cómo mantener la dependencia de largo plazo en los mo-
delos de lenguaje. En [3] este problema es especialmente
importante porque el modelo toma como entrada una ven-
tana fija. Un gran avance frente a ésto se produjo con el de-
sarrollo de redes neuronales recurrentes [32], especialmente
las LSTM [22] y GRU [11]. Esta clase de redes se caracte-
riza por tomar como entrada información secuencial y por
mantener una cierta memoria de la información anterior.
De esta manera, los datos previos pueden afectar a las pre-
dicciones del modelo.

Sin extendernos demasiado, esta información puede pa-
sar de izquierda a derecha siguiendo un orden temporal,
por ejemplo, de la misma manera que se lee una frase en
español, o bien puede ser bidireccional, es decir, en el orden
temporal y en el inverso. Aśı, pueden existir redes Bi-LSTM
o Bi-GRU.

A diferencia de los embeddings, las redes recurrentes per-
miten aprender relaciones contextuales en base a la posi-
ción, ya que comprimen la información de las palabras an-
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teriores a una palabra determinada. Si además la red es bi-
direccional, entonces toma tanto información previa como
posterior. A este proceso por el cual comprimen la infor-
mación se lo conoce como encoding. El paso siguiente es
generar un resultado, a ello se lo conoce como decoding.
En la figura 2 se puede ver una arquitectura simplificada
de un ejemplo de traducción con una red recurrente. Puede
apreciarse que cada token de la entrada ingresa de a uno
por vez a la red, el primer bloque arriba del token es la re-
presentación vectorial (word vector) y en el segundo nivel
se encuentra la capa oculta (o hidden state). Se puede ver,
también, que las capas ocultas a partir del primer token to-
man como entrada la salida de la capa oculta anterior. El
encoder finaliza con el token eos (end of sentence), a partir
de alĺı el decoder comienza a generar las salidas (arriba de
los bloques amarillos), cada uno es a su vez la entrada de
la etapa siguiente hasta generar otro eos.

Figura 2: Ejemplo de red recurrente. En rojo el encoder, en azul el decoder.

La naturaleza secuencial de estas redes hace que, por un
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lado, sea posible recordar información previa trasladándola,
con lo cual han sido ampliamente empleadas en tareas de
generación de texto, como traducción [10] [55]. Sin embar-
go, también limita qué tan lejana puede ser esa información,
ya que para trasladar la información previa es necesario
realizar much́ısimas operaciones en las cuales se puede caer
en el problema del “desvanecimiento del gradiente”. Un se-
gundo limitante que se deriva de la naturaleza secuencial
es que el entrenamiento no es completamente paralelizable,
lo cual lo vuelve lento y poco escalable.

2.3 El mecanismo de atención y transformers

Uno de los grandes avances para extender y mejorar la pre-
cisión de la “memoria” de las redes recurrentes es el me-
canismo de atención [2] [63]. Este mecanismo lo que hace
es permitir asignarle un peso relativo a cada uno de las
entradas de los T peŕıodos previos.

Intuitivamente podemos interpretar que el decoder pue-
de darle mayor o menos importancia a distintas palabras
de la secuencia ingresada, en cierta medida disminuyendo
la necesidad de compresión del encoder. Para ello se pesa
cada embedding contextual h por el peso α, donde éste es
el resultado de una softmax :

αij =
exp (eij)∑Tx
k=1 exp (eik)

(2.12)

donde
eij = a (si−1, hj) (2.13)

es un modelo de alineación que asigna un valor basado en
el estado oculto previo si−1 y el embedding en esa posición
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hj. Gráficamente el mecanismo se puede describir como en
la figura 3.

Figura 3: Ejemplo de mecanismo de atención, tomado de [2]

Esta idea es la base de un gran cambio en la arquitectu-
ra de los modelos, especialmente a partir de [58], cuando se
introduce la arquitectura conocida como Transformer. En
ella se elimina la recurrencia en las redes (y por lo tanto,
la secuencialidad en la computación) y se basa la red ex-
clusivamente en mecanismos de atención. La arquitectura
propuesta es la de la figura 4 que detallamos a continuación.

La información de entrada se incorpora toda simultánea-
mente a la red y no secuencialmente como en las redes recu-
rrentes. Lo mismo es cierto para la salida (hasta la posición
actual). Ésto introduce un primer problema que, aunque no
es central en el modelo, śı es relevante mencionar. Dado que
el proceso no es autorregresivo el modelo requiere alguna
manera para identificar la posición de los tokens y, por lo
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Figura 4: Transformers original, tomado de [58]

tanto, aprender una representación para cada token según
su posición. Como vemos en la imagen, la información pasa
por los embeddings y luego por un encoding posicional.
Este encoding posicional viene justamente a resolver el pro-
blema. Sea pos la posición del token e i la dimensión, se
define el Positional Encoding (PE) como:
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PE(pos,2i) = sin
(
pos/100002i/dmodel

)
PE(pos,2i+1) = cos

(
pos/100002i/dmodel

) (2.14)

Luego del encoding posicional vemos que la información
pasa por los mecanismos de atención, que son la clave de la
arquitectura. Una función de atención puede ser descripta
como una relación entre una query y un conjunto llave-
valor (key-value) a una salida. La query es la pregunta,
que codifica qué información a recuperar. El conjunto llave-
valor es una forma de almacenar información, en la cual la
llave indica la posición y el valor guarda la información de
interés.

El mecanismo de atención empleado en Transformers se
conoce como Scaled Dot-Product Attention:

Attention (Q,K, V ) = softmax

(
QKT

√
dk

)
V (2.15)

Donde Q es una matriz de queries, K una matriz de keys
y V una matriz de valores.

Como se ve en la ecuación 2.15 y en la figura 5, el primer
paso en el cálculo es el producto punto entre Q y K. Esto
es similar a la distancia coseno entre Q y K, con lo que
tendremos valores más altos alĺı donde los vectores sean
más similares:

similaridad = cos(θ) =
Q ·K
‖Q‖‖K‖

(2.16)

Luego, dividimos por
√
dk, siendo dk la dimensión de las

queries y keys. Este escalamiento se hace para evitar que
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los valores caigan en rangos extremos de la softmax. Por
último, la softmax nos da una distribución sobre los values
V , pudiendo de esa manera recuperar información de la
memoria del modelo.

Es preciso aclarar que en Transformers se usan capas
de atención con múltiples cabezas (o multi-head attention
layers). Estas capas no son más que la concatenación de
muchas capas de atención:

MultiHead (Q,K, V ) = Concat ( head 1, . . . , head h)WO

where head i = Attention
(
QWQ

i , KW
K
i , V W

V
i

)
(2.17)

En la versión original de este trabajo usan 8 capas de
atención (h = 8) y dk = dv = dmodel/h = 64

Figura 5: Mecanismo de atención, tomado de [58]
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El modelo emplea los mecanismos de atención de tres
maneras:

• En el encoder (lado izquierda de la arquitectura) se em-
plea una capa de autoatención (self-attention layer).
Esto quiere decir que toda la información proviene del
mismo lugar, el paso anterior en el modelo.

• En el decoder también se emplea una capa de auto-
atención pero enmascarada (masked multi-head atten-
tion). Ésto se debe a que toma la información del texto
objetivo hasta e incluyendo esa posición.

• Por último, el modelo cuenta con una capa encoder-
decoder, en la que las keys y los values provienen del
encoder mientras que las queries provienen del deco-
der.

Posteriormente han habido diferentes variantes de esta
arquitectura, implementando mejoras para aplicar el mode-
lo en imágenes, para mejorar la performance en secuencias
más largas, estabilizar el entrenamiento de modelos de re-
inforcement learning, entre otras tareas [61].
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3 Modelos preentrenados y ajuste fino

Modelos como ULMFit [23], BERT[15] o GPT-2[45] divi-
den el entrenamiento en dos etapas. A la tarea de entrenar
un modelo en un conjunto de datos extremadamente gran-
de de manera no supervisada se la conoce como preentre-
namiento. En esta etapa se espera que el modelo aprenda
representaciones generales del lenguaje que sean de utili-
dad para más de una tarea espećıfica. Luego, este modelo
preentrenado puede ser adaptado en tareas espećıficas (a
veces llamadas downstream tasks en inglés) que, general-
mente, requiere un cambio menor en la arquitectura del
modelo, a ésto se lo conoce como ajuste fino (o fine-tuning
en inglés). Si bien existen distintas técnicas para realizar
un ajuste fino, la idea principal es reutilizar el conocimien-
to existente en los parámetros aprendidos previamente.

El surgimiento y extensión de este tipo de modelos gene-
ra un cambio de paradigma en el mundo de la Inteligencia
Artificial. Por este motivo, en [5] se los conoce como mo-
delos fundacionales. Alĺı se resume la relevancia de estos
modelos en dos palabras: emergencia y homogeneización.
La emergencia implica que el aprendizaje de estos modelos
surge impĺıcitamente de los patrones de datos, antes que
expĺıcitamente. Esto hace referencia a que durante el pre-
entrenamiento no se emplea un objetivo supervisado sino
semi-supervisado, por ejemplo, predecir la siguiente palabra
en un modelo de lenguaje. En cuanto a la homogeneización,
en este caso el término capta la consolidación de metodo-
loǵıas para construir modelos de Machine Learning en una
gran variedad de aplicaciones.
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Esta sección comienza describiendo el modelo conocido
como BERT. En segundo lugar, se estudian técnicas para
reaprovechar modelos preentrenados, lo cual se toma co-
mo base para uno de los enfoques para generar resúmenes
implementados en este trabajo. En la subsección siguiente
describimos el modelo T5, el cual cuenta con una versión
multilenguaje que empleamos en un segundo enfoque para
generar resúmenes.

3.1 BERT

GPT-2 toma el decoder de Transformers, con lo cual usa el
método de preentrenamiento “natural”para esta arquitec-
tura, es decir, tratar de predecir la siguiente palabra.

En BERT se implementa un modelo basado práctica-
mente sólo en bloques de encoder de Transformers, difiere
levemente ya que en vez de usar activaciones ReLU usa ac-
tivaciones GELU. Para poder lograr un entrenamiento bi-
direccional (como en [44]) BERT se preentrena con nuevas
tareas de no supervisadas:

• Masked Language Model (MLM): en vez de predecir
la siguiente palabra, en esta tarea se enmascaran (se
ocultan) al azar una serie de tokens (el 15 % en BERT),
reemplazándolos por el token [MASK]. A este tipo de
tarea también se le llama cloze task. Ahora bien, en la
tarea de ajuste fino el token [MASK] no aparece, con lo
cual se está introduciendo un sesgo. Para mitigar este
sesgo, al 80 % de los tokens elegidos se los reemplaza
por [MASK], a un 10 % por un token al azar, y a otro
10 % se lo deja sin intercambiar. Finalmente, la tarea
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consiste en predecir ese token. Por ejemplo, dada la
frase ‘El gato está [MASK] la caja’, el modelo debeŕıa
predecir un vector con la probabilidad de corresponder
a la máscara de cada palabra.

• Next Sencence Prediction (NSP): ciertas tareas se ba-
san en entender relaciones entre dos frases, lo cual no
está capturado en una tarea de modelado de lenguaje,
por ejemplo, en las tareas de QA y Natural Language
Inference (NLI). Por este motivo, los autores crean la
tarea NSP que consiste en tomar al azar dos frases, en
la mitad de los casos la segunda frase es la frase que le
sigue en el texto original. En la otra mitad de los casos
la segunda frase es una frase de otro lugar del testo.
El objetivo de la tarea es predecir la segunda frase le
sigue o no le sigue a la primera.

El preentrenamiento se realiza sobre BooksCorpus (800
millones de palabras) y sobre English Wikipedia (2.500 mi-
llones de palabras).

Por otro lado, BERT es capaz tanto de representar una
sola frase como pares de frases en una sola secuencia. Para
hacerlo realiza las siguientes representaciones:

• El primer token de cada secuencia es [CLS].

• Si hay más de una las frases se separan con [SEP].

• Se agrega un embedding identificando si un token per-
tenece a la frase A o a la frase B.

Aśı, dado un token, su representación se construye su-
mando el embedding del token correspondiente, el embed-
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ding que identifica el segmento (A o B) y el embedding de
la posición.

Una de las ventajas de BERT es que exceptuando la
última capa el resto de la arquitectura (y por lo tanto de los
parámetros) del preentrenamiento se reaprovechan a la hora
de hacer un ajuste fino del modelo a una tarea espećıfica,
lo que puede verse en la Figura 6. Vale la pena aclarar que
la entrada es de 512 tokens.

Figura 6: Preentrenamiento y ajuste fino, tomado de [15]

Además, los autores muestran que haciendo un ajuste
fino de BERT se alcanzan resultados state-of-the-art en
distintas tareas. El proceso de ajuste fino consiste senci-
llamente en pasar la información de entrada y salida para
una tarea espećıfica y entrenar todos los parámetros con
ello, en algunos casos es necesario adaptar la última capa
para que corresponda al formato de salida que espera. Sin
embargo, este proceso es relativamente poco costoso.

Además de realizar ajuste fino en [15] también se mues-
tra que es posible alcanzar resultados muy cercanos al state-
of-the-art empleando alguna o algunas de las capas de BERT
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como embeddings en un modelo Bi-LSTM.
Con los grandes resultados obtenidos por Transformers

en general y por BERT en particular, surgen otras ĺıneas
de trabajo como:

• Análisis del funcionamiento interno de BERT [57] [37]
[13].

• Modelos basados en BERT entrenados en otros idiomas
[36] [51], entre los cuales nos interesa destacar Beto [9].

• Mejoras sobre la versión original de BERT, cambian-
do hiperparámetros y métodos de entrenamiento [34]
o reduciendo la cantidad de parámetros requeridos y
aumentando la velocidad de entrenamiento [28].

3.2 Reaprovechamiento de modelos preentrenados

Dado que entrenar este tipo de modelos es muy costoso
pero, al mismo tiempo, los parámetros ya aprendidos en-
cierran información muy valiosa, en [50] se propone una
arquitectura con encoder y decoder similar al Transformer
original que es inicializada con parámetros preentrenados
en modelos basados en BERT, RoBERTa y GPT-2, que
pueda seguir siendo preentrenada para tareas de genera-
ción de texto.

A diferencia de BERT esta arquitectura se adapta bien
a problemas de secuencia a secuencia (seq2seq), como tra-
ducción y resumen abstracto.

En los casos en que se usa BERT como decoder, los
parámetros faltantes (ya que BERT hereda la arquitectura
del encoder de Transformer, no del decoder) son inicializa-
dos de manera aleatoria.
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Los autores realizan más de 300 experimentos donde
prueban distintas combinaciones para inicializar los paráme-
tros. Como encoder prueban:

• Valores aleatorios

• BERT

• RoBERTa

Como decoder prueban:

• Valores aleatorios

• BERT

• GPT-2

Además, se prueban dos modelos donde se comparten
los valores de encoder y decoder, BERTSHARE y RoBER-
TaSHARE. Por último, también se prueba una arquitectura
puramente decoder inicializada con GPT-2. Todas las va-
riantes se pueden ver en la Figura 7.

En los experimentos realizados se incluyen las siguientes
tareas:

• Sentence Fusion: esta tarea consiste en agrupar varias
frases en una sola frase coherente.

• Split and rephrase: esta es la tarea contraria a la ante-
rior, consiste en separar coherentemente una frase en
dos o más nuevas frases más cortas.

• Machine translation: en este caso la tarea consiste en
traducir una frase de un idioma a otro.
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Figura 7: Arquitecturas y número de parámetros probadas en [50]

• Abstractive summarization: resumen abstracto. En es-
te caso los conjuntos de datos empleados son Giga-
word [41], CNN and Daily-Mail [21] y BBC extreme
[42].

En el caso de resumen abstracto los modelos se evalúan
usando métricas automáticas como Rouge-1, Rouge-2, Rouge-
L, extensión y repetición, y empleando anotaciones huma-
nas. Todos los modelos basados en BERT superan a los mo-
delos inicializados con parámetros aleatorios por mucha di-
ferencia, y RoBERTaSHARE, BERTSHARE y BERT2BERT
superan a GPT-2, en los 3 conjuntos de datos y en todas las
métricas. Considerando tanto métricas automáticas como
evaluadas manualmente por humanos RoBERTaSHARE es
el mejor modelo de resumen abstracto y BERTSHARE el
segundo mejor modelo.

Como conclusión, en ese trabajo se muestra que los mo-
delos inicializados con parámetros de modelos preentrena-
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dos obtienen mejores resultados que los modelos inicializa-
dos con valores aleatorios de parámetros. Por este motivo,
resaltamos la importancia de reutilizar modelos ya preen-
trenados en nuestros experimentos.

3.3 T5

En modelos vistos hasta aqúı se cuenta con un modelo pre-
entrenado que, para usarlo en una tarea espećıfica, requiere
que se realice un ajuste fino. Ahora bien, si se quiere resol-
ver una segunda tarea se debe volver a aplicar un ajuste
fino sobre el modelo original generando aśı un nuevo mode-
lo. De este modo contamos con un modelo ajustado a cada
tarea espećıfica (dos en total, en este ejemplo). Por supues-
to, cada modelo puede tener distintos hiperparámetros.

En [46] se plantea un enfoque en el cual se preentrena
un modelo que luego es ajustado en múltiples tareas pe-
ro siempre utilizando el mismo modelo, hiperparámetros y
función de pérdida. Este modelo es llamado Text-to-Text
Transfer Transformer o T5. El modelo emplea la arqui-
tectura original de Transformer con cambios menores pero
con mejoras en la representación de la información y en el
entrenamiento.

En cuanto a cómo se representa la información, todos
los problemas son tratados como problemas de secuencia
a secuencia (o texto a texto), lo que justamente permite
unificar los problemas. Para hacerlo se introduce un prefijo
(prefix token, en inglés) en la entrada que identifica qué
tipo de problema es llamado token de control.

Supongamos que se desea traducir de español a inglés
la frase “El gato está en la caja.”, con la salida esperada
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“The cat is in the box”. En este caso, se procesa la entrada
para agregar un token de control, resultando, por ejemplo,
“translate Spanish to English: El gato está en la caja. 2se
entrena con la misma salida “The cat is in the box”.

Para tareas de clasificación, se entrena el modelo pa-
ra que prediga un solo token, correspondiente a la salida
esperada. Si se predice un token que no existe entre las cla-
ses esperadas, entonces se considera a la predicción como
errónea. Por ejemplo, en la tarea de MNLI el objetivo es
predecir si una premisa implica, contradice o nada de lo
anterior, es decir, es neutral, con respecto a una hipótesis.
Aśı, un caso con el formato adecuado para T5 se veŕıa co-
mo “mnli premise: I hate pigeons. hypothesis: My feelings
towards pigeons are filled with animosity.”, donde la salida
esperada es “entailment”.

Pueden verse otros ejemplos en la Figura 8. Ah́ı, por
ejemplo, se ve que en el caso de la tarea conocida como Co-
La donde se predice la aceptabilidad de una frase, se agrega
el token de control “cola sentence”. En la figura se obser-
va que la entrada formateada queda como “cola sentence:
The course is jumping well”, mientras que la salida espera-
da es “not acceptable”. Considérese que la salida también
esta formatada, ya que originalmente “not acceptable”se
representa numéricamente como 0.

Para poder entrenar un modelo que efectivamente re-
suelva múltiples tareas los autores de [46] construyen el
conjunto de datos Colossal Clean Crawled Corpus (C4),
tomando y limpiando 750 GB de información en inglés de
Common Crawl.

El modelo luego es ajustado en las siguientes tareas:
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Figura 8: Diagrama de modelo unificado T5, tomado de [46]

• Los problemas de clasificación de Glue [60] y Super-
Glue [59], y los autores agregan una tarea adicional,
en total sumando 17.

• Resumen abstracto usando CNN/Daily-Mail.

• Question Answering en SQuAD [47].

• Traducción de inglés a alemán, fracés y rumano.

En [46] además realizan muchos experimentos donde ana-
lizan los siguientes aspectos de entrenar un modelo:

• Arquitecturas: comparan modelos transformer con
las arquitecturas encoder-decoder de 12 capas, encoder-
decoder con 6 capas, encoder-decoder compartiendo
parámetros, puro decoder (que la llaman language mo-
del) y una arquitectura decoder con visibilidad comple-
ta del mecanismo de auto-atención de la entrada, lla-
mada prefix language model. La arquitectura que mejor
resultado obtiene es la encoder-decoder.

• Objetivo no supervisado: cómo preentrenar el mo-
delo de manera no supervisada es crucial, ya que en
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Figura 9: Distintos esquemas de objetivos, tomado de [46]

esa instancia es cuando el modelo gana conocimiento
de propósito general, lo que permite una mejor gene-
ralización en las tareas posteriores. Los distintos tipos
de objetivos probados y ejemplos pueden verse en la
figura 9. El objetivo que mejores resultados obtiene es
llamado i.i.d. denoising (‘i.i.d noise, replace spans’ en
la tabla). En este caso lo que se hace es tomar aleato-
riamente palabras y enmascararlas con distintos tokens
(a diferencia de BERT que sólo usa [MASK]). Luego,
el modelo debe generar una frase con máscaras en las
palabras originalmente visibles y predecir las palabras
enmascaradas en la entrada. Además, no se enmasca-
ran tokens individuales sino ventanas, es decir, conjun-
to de tokens sucesivos. Entonces, cuántos tokens suce-
sivos van a enmascararse y qué porcentaje del total
de las palabras se enmascaran son hiperparámetros.
Luego de diversos experimentos se determina que una
longitud promedio de la ventana de 3 y un porcentaje
de corrupción de 15 %. Este objetivo además de ser le-
vemente mejor que los demás en cuanto a performance
tiene un costo computacional algo menor gracias a que
el uso de ventanas reduce la extensión de los objetivos.
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• Conjuntos de datos: se analizan distintos conjuntos
de datos para preentrenar el modelo. Se consideran C4
habiendo aplicado filtros para limpiarlo, C4 sin limpiar,
un conjunto de datos de noticias, uno basado en Red-
dit, Wikipedia y, finalmente, Wikipedia sumado a un
corpus de libros. Como es esperable, omitir la limpie-
za de C4 claramente empeora los resultados obtenidos.
Sin embargo, no es tan clara la conclusión con respec-
to a los demás conjuntos de datos. En ciertos casos
usar conjuntos de datos del mismo dominio que las ta-
reas en las que se va a realizar un ajuste fino genera
mejores resultados, a pesar de ser corpus mucho más
chicos. Sin embargo, justamente su tamaño es una li-
mitación ya que, como también muestran, cuando las
observaciones se repiten en grandes cantidades los mo-
delos tienden a memorizar y sobreajustar el conjunto
de entrenamiento. 64 repeticiones es el número óptimo
que los autores encuentran, y hasta 256 hay buenos re-
sultados, pero más allá de eso se encuentran problemas
serios de performance. Además, es preciso mencionar
que este número está en relación directa al tamaño de
la arquitectura que se está entrenando.

• Estrategias de entrenamiento: en primer lugar se
analizan tres estrategias de ajuste fino:

– Entrenar todos los parámetros de manera simulta-
nea

– Agregar capas adaptadoras (o adapter layers), con-
sistente en bloques de capas densa-RELU-densa
(dense-RELU-dense) que se agregan después de las
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capas feed-forward. Con estos bloques se agrega un
hiperparámetro que regula la dimensionalidad del
mismo y, por lo tanto, cuánto parámetros nuevos
se agregan. Finalmente, en este caso se dejan free-
zados los demás parámetros y sólo se entrenan las
capas adaptadoras y las capas de normalización.

– Un tercer procedimiento que se considera es el lla-
mado gradual unfreezing que consiste en entrenar
primero la primera capa (la más exterior), luego
de cierta cantidad de pasos o epochs agregar la se-
gunda capa más exterior, y aśı sucesivamente hasta
entrenar todas las capas.

La estrategia que obtiene mejores resultados es entre-
nar todas las capas, aunque el entrenamiento con ca-
pas adaptadoras también genera buenos resultados en
ciertas tareas. En segundo lugar, hasta el momento nos
hemos centrado en la estrategia de preentrenar (usando
un objetivo no supervisado) y luego ajustar (usando los
conjuntos de datos correspodientes a cada tarea). Sin
embargo, también existe el llamado aprendizaje mul-
titarea (multi-task learning, en inglés), por el cual se
aprenden todas las tareas simultáneamente. Además,
ya que T5 implementa un estrategia secuencia a se-
cuencia para todas las tareas, aplicar aprendizaje mul-
titarea es, en este caso, mezclar todos los conjuntos de
datos, incluyendo a la tarea no supervisada como una
tarea adicional. El mayor desaf́ıo en este caso es qué
estrategia usar para balancear los conjuntos de datos.
Por último, los autores también prueban preentrenar
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usando aprendizaje multitarea y luego hacer un ajus-
te fino a cada tarea, y obtienen resultados similares a
preentrenar de manera no supervisada y luego ajustar.
Finalmente, eligen preentrenamiento multitarea y lue-
go ajuste fino para las versiones finales de los modelos,
ya que permite monitorear la performance de las tareas
durante el preentrenamiento.

• Scaling: los autores del trabajo también analizan cuál
es la mejor manera de aprovechar más capacidad o pre-
supuesto de cómputo, a ello lo llaman scaling. Realizan
distintas pruebas con 4 veces más cómputo y lo com-
paran con un modelo base, las pruebas que realizan
son:

– Usar el mismo modelo pero con 4 veces más pasos.

– Usar el mismo modelo pero con un tamaño de lote
(o batch size, en inglés) 4 veces mayor.

– Usar un modelo con el doble de parámetros y en-
trenarlo el doble de pasos.

– Usar un modelo con 4 veces más parámetros.

– Preentrenar y ajustar 4 modelos diferentes y luego
ensamblar sus predicciones. En este caso se usa 4
veces el cómputo del baseline de manera ortogonal.

– Preentrenar un solo modelo y hacer cuatro modelos
ajustados y luego ensamblar sus predicciones. En
este caso se usa menos que 4 veces el cómputo del
baseline de manera ortogonal.

Los resultados muestran que no hay una única estra-
tegia que sea estŕıctamente superior. Preentrenar un
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modelo más grande se muestra efectivo y parece com-
plementarse bien con un incremento en la cantidad de
pasos. Por otro lado, preentrenar un modelo más gran-
de también tiene un mayor costo a la hora de hacer un
ajuste fino. A su vez, los autores muestran que ensam-
blar modelos también puede ser muy efectivo en ciertas
tareas, incluso sin hacer preentrenamientos separados.

Los autores abren el modelo T5 en distintos tamaños,
obteniendo state-of-the-art en casi todas las tareas y, como
es esperado, el mejor resultado lo obtienen con el modelo
más grande, T5 11B, de aproximadamente 11 mil millones
de parámetros.

En total, superan el estado del arte (a octubre de 2019)
en 18 de las 24 tareas en las que se prueba.

En Glue [60] T5 supera, en promedio, los resultados ob-
tenidos por humanos. Además, supera los resultados huma-
nos en todas las tareas excepto en WNLI y RTE. A modo
de ejemplo, en Glue podemos encontrar tareas como Quo-
ra Question Pairs, en la cual se predice si dos preguntas
significan lo mismo o no y The Corpus of Linguistic
Acceptability, en donde se predice si una frase está bien
formada o no.

En cuanto a SuperGlue [59], T5 obtiene, en promedio,
un resultado levemente peor que los resultados humanos,
sin embargo, mejora el estado del arte en la mayoŕıa de las
tareas. Entre las tareas de SuperGlue podemos mencionar
Choice of Plausible Alternatives (COPA), en la cual
la tarea consiste en elegir la alternativa más lógica en base
a una premisa. Por ejemplo:

- Premise: The man broke his toe. What was the CAUSE
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of this?
- Alternative 1: He got a hole in his sock.
- Alternative 2: He dropped a hammer on his foot.
A modo de ejemplo, otra tarea de SuperGlue es BoolQ,

en donde se presenta un texto, una pregunta (que se respon-
de en base al texto) y el objetivo es predecir la respuesta,
que puede ser verdadero o falso. Esta tarea es una versión
más dif́ıcil de la tarea NLI de Glue.

Por otra parte, en [64] los autores entrenan el modelo
MT5, una versión multilenguaje de T5. Para ello, constru-
yen el corpus MC4, el equivalente multilenguaje de C4, con
un total de 101 idiomas. Es interesante mencionar que el
español aparece como el tercer lenguaje con más páginas
en este conjunto de datos, por detrás el inglés y el ruso.

Para entrenar este modelo siguen lo expuesto previa-
mente para T5, con un mayor tamaño, empleando sólo un
objetivo no supervisado para entrenar y empleando activa-
ciones GeGLU [54]. El vocabulario es de un total de 250.000
wordpieces.

En ese trabajo comparan los resultados de mT5 con
otros modelos multilenguaje como mBERT [14], XLM-R
[27], mBART [33] y MARGE [30].
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4 Metodoloǵıa

En esta sección se detallan los aspectos metodológicos del
trabajo y se organiza en dos subsecciones. En la primera se
explican las estrategias elegidas para entrenar los modelos
de lenguaje, las arquitecturas elegidas y los modelos preen-
trenados que se usan. Además, se definen las tareas sobre
las cuales se va a hacer el ajuste fino.

En la segunda sección se especifican los conjuntos de da-
tos sobre los cuales se entrenan los modelos. Alĺı se mencio-
nan dos conjuntos de datos creados a tal fin, que llamamos
CC-NEWS-ES y CC-NEWS-ES-titles, y un conjunto de da-
tos actualmente disponible que se emplea como benchmark,
MLSUM.

4.1 Modelos

Según lo que hemos visto previamente, para desarrollar un
modelo de resumen abstracto a bajo costo y empleando las
técnicas más recientes analizamos dos alternativas viables:

• Emplear alguno de los modelos multilenguaje mencio-
nados anteriormente y realizar un ajuste fino en es-
pañol.

• Usar la estrategia de inicializar un modelo preentrena-
do en una arquitectura encoder-decoder como en [50].
En este caso, el único modelo disponible para hacerlo
es Beto [9].

En cuanto a la primera estrategia, los modelos mBERT
(reportado en [52]) y MARGE presentan benchmarks de
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resumen abstracto en español sobre el conjunto de datos
MLSUM. Sin embargo, MARGE no está disponible públi-
camente al momento de escribir este trabajo. Por otra par-
te, dado que mBERT es un modelo únicamente encoder
para generar texto es necesario adaptar la salida, como se
realiza en [16].

Por otra parte, tanto mBART como XLM-R usan un
conjunto de datos que consta de 9.374 millones de tokens
en la sección en español, mientras que el corpus de mT5
(mC4) consta de 433.000 millones de tokens en español.

En otro sentido, mT5 tiene distintas versiones, siendo la
más chica mT5 Small, con alrededor de 300 M de paráme-
tros.

Modelo ArquitecturaN° de
parám.

N° de
tokens en
español

Conjunto
de datos

mBERT encoder 180 M 962 1 Wikipedia

XLM encoder 570 M 2.412 MultiUN
[66]

XLM-R encoder 270-550
M

9.374 CC-100

mBART encoder-
decoder

680 M 9.374 CC25

MARGE encoder-
decoder

960 M 9.780 2 Wikipedia
+ CC-
NEWS
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Modelo ArquitecturaN° de
parám.

N° de
tokens en
español

Conjunto
de datos

mT5 encoder-
decoder

300 M -
13.000 M

433.000 mC4

Cuadro 1: Estad́ısticas de modelos multilengua-
je

En la tabla 1 se ven las estad́ısticas de los distintos mo-
delos multilenguajes. Debido a que es uno de los modelos
más recientes y que, además, es el modelo con el mayor
corpus en español en el entrenamiento se elige a mT5 como
modelo para realizar el ajuste fino. Además, para reducir
los costos de entrenamiento se toma sólo mT5 small, ya
que consta de una cantidad de parámetros que permite un
entrenamiento accesible. Sin embargo, es probable que se
obtuviesen mejores resultados con los modelos más grandes.

De esta manera, la primera estrategia será hacer un ajus-
te fino de mT5 small a las distintas tareas.

En segundo lugar, se propone utilizar Beto para iniciali-
zar un modelo encoder-decoder sin compartir parámetros.
Siguiendo a [50] podemos llamar a este modelo Beto2Beto.
Ahora bien, en el conjunto de datos sobre el cual Beto es
entrenado no predominan ni noticias ni el español hablado
en Latinoamérica. Entonces, para orientar el conocimiento
general del modelo al lenguaje de noticias y, además, para
dar mayor peso al español hablado en los páıses de Améri-
ca Latina se construye el conjunto de datos CC-NEWS-ES.
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De esta manera, el procedimiento consta de dos instancias:
en primer lugar, se inicializa el modelo encoder-decoder con
Beto tanto en el encoder como en el decoder; en segundo
lugar, preentrenamos ese modelo en CC-NEWS-ES. Luego,
este modelo es ajustado a tareas espećıficas.

Los modelos son evaluados en dos tareas:

• Resumen abstracto en el conjunto de datos MLSUM

• Generación de t́ıtulos, que es también una tarea de re-
sumen abstracto en un conjunto de datos constrúıdo a
tal fin. Este conjunto de datos lo llamamos CC-NEWS-
ES-titles

En resumidas cuentas, como parte de este trabajo se
entrenan 5 modelos:

• MT5-small-mlsum: modelo mt5 especializado en ML-
SUM.

• MT5-small-cc-news-es-titles: modelo mt5 especializado
en CC-NEWS-ES-titles.

• Beto2Beto: modelo encoder-decoder inicializado con
Beto tanto en el encoder como decoder, preentrenado
sobre CC-NEWS.

• Beto2Beto-cc-news-es-titles: Beto2Beto especializado en
CC-NEWS-ES-titles.

• Beto2Beto-mlsum: Beto2Beto especializado en MLSUM.

4.2 Datos

En esta subsección se describen los datos empleados en el
trabajo.
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4.2.1 CC-NEWS-ES

Common Crawl (CC) 3 es una organización que se dedica
a recolectar información pública de la web, organizarla y
hacerla accesible. En 2016 CC lanza un ı́ndice especial para
noticias: CC-NEWS 4 .

Los datos de CC son varios órdenes de magnitud más
grandes que otros corpus ampliamente usados en las tareas
de NLP como Wikipedia y BookCorpus. Esto lo hace útil
y ampliamente elegido para entrenar modelos como, por
ejemplo, T5. Sin embargo, vale la pena advertir que este
corpus contiene discursos de odio, contenido sexual expĺıci-
to, contenido racista, entre otros tipos de expresiones que
pueden generar sesgos inapropiados en los modelos entre-
nados, dando lugar a expresiones potencialmente dañinas o
no seguras.

En [35] se realiza un estudio de este problema, encon-
trando que entre el 4 % y 6 % de las páginas web tienen
discursos de odio, y que entre el 1 % y 2 % tienen conte-
nido sexual expĺıcito. También muestra que estas páginas
inapropiadas permanecen en el conjunto de datos luego de
haber limpiado el mismo mediante técnicas basadas en per-
plexity, técnicas usada comúnmente para mejorar la calidad
de los datos antes de entrenar. Por último, el análisis alĺı
desarrollado está basado en el ı́ndice de páginas web, no
en el ı́ndice de noticias que usamos en este trabajo y pre-
suponemos más curado, ya que hay una lista en la cual se
explicitan las páginas en las cuales recolectar los datos.

En CC-NEWS la información se almacena en archivos
3https://commoncrawl.org
4https://commoncrawl.org/2016/10/news-dataset-available/
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WARC de 1 GB aproximadamente cada uno y en total hay
aproximadamente 4 TB de información por año.

En el caso de CC-NEWS la información no es almacena-
da ni por dominio ni por lenguaje, sino por fecha de crea-
ción. Tampoco consta de un ı́ndice para buscar por idioma.
Por este motivo, el proceso efectuado es el siguiente:

1. Se recorren los archivos WARC de 2019

2. Para cada archivo se obtienen el dominio de nivel su-
perior y el cuerpo de la noticia

3. Para cada párrafo se predice el lenguaje usando Fast-
Text y si es español con una probabilidad mayor a 0.5
entonces éste es inclúıdo.

4. Si el texto tiene más de 50 palabras se incluye en el
conjunto de datos

Dominio N° de textos N° de palabras

ar 532.703 145.127.369

bo 29.557 7.289.964

br 107 14.207

cl 116.661 33.463.315

co 78.662 19.264.943

com 3.650.951 844.093.906

cr 16.542 3.820.752

es 1.838.794 482.943.483

gt 4.833 838.121
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Dominio N° de textos N° de palabras

hn 36.559 5.499.330

mx 724.908 162.198.054

ni 40.643 10.850.146

pa 18.447 4.347.245

pe 230.962 35.212.326

pr 7.756 1.663.300

py 30.651 20.807.689

sv 454 353.145

uy 80.948 27.256.206

ve 33.148 6.965.782

total 7.473.286 1.812.009.283

Cuadro 2: Estad́ısticas de CC-NEWS-ES

4.2.2 CC-NEWS-ES-titles

En segundo lugar, se crea el conjunto de datos CC-NEWS-
ES-titles consistente en el cuerpo de la noticia y su t́ıtulo,
con la información de 2019 y 2020. Este corpus consta de
402.310 observaciones, distribuidos en:

Entrenamiento: 370.125 Validación: 16.092 Test: 16.092
Debido a que es común que los t́ıtulos tengan ciertos

sesgos es poco probable que éstos se puedan obtener direc-
tamente del cuerpo de la noticia, lo cual hace que generar-
los sea una tarea muy adecuada para modelos de resumen
abstracto.
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Puede verse un ejemplo a continuación:

• text: Instagram elimina un video de Madonna por des-
informar sobre el coronavirus‘Tengo esa autoridad. Pue-
do hacerlo con una orden ejecutiva‘, afirmó el manda-
tario, quien detalló que planea tomar la decisión este
mismo sábado como pronto.A principios de mes, el se-
cretario de Estado de EE.UU., Mike Pompeo, ya dejó
entrever que el Gobierno de Trump consideraba res-
tringir el acceso a TikTok en Estados Unidos ante la
posibilidad de que Estados Unidos supera las 150.000
muertes a causa de la pandemiaEn un evento organiza-
do por el diario The Hill, Pompeo explicó que la Admi-
nistración está valorando imponer sanciones y aseguró
que ‘en breve‘ comunicarán al público ‘la serie de deci-
siones‘ que se han tomado.TikTok es una red social de-
sarrollada por ByteDance, con sede en Peḱın (China),
en la que se comparten videos cortos y que ha logrado
un gran éxito entre el público adolescente, pero que a
la vez ha levantado

• output text: ¿Por qué Donald Trump anunció que prohi-
birá TikTok en Estados Unidos?

4.2.3 MLSUM

En [52] se presenta MLSUM, el primer conjunto de datos
multilenguaje orientado a resúmenes y el primero de gran
escala en español. Este corpus provee de noticias en francés,
alemán, español, ruso y turco, y se complementa muy bien
con el conjunto de datos más famoso en su tipo CNN/Daily
Mail, puesto que éste también tiene su fuente en noticias.
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Los periódicos que toma son:

• Le Monde de Francia

• Suddeutsche Zeitung de Alemania

• El Pais de España

• Moskovskij Komsomolets de Rusia

• Internet Haber de Turqúıa

En este trabajo tomamos sólo la sección en español del
mismo, cuyas estad́ısticas son:

1. Total de casos: 290,645

2. Training: 266,367

3. Extensión promedio del art́ıculo: 800.50

4. Extensión promedio del resumen: 20.71

5. Ratio de compresión (4/5): 38.7

6. Novelty (unigramas): 15.34

7. Tamaño del vocabulario total: 1,257,920

8. Palabras que ocurren más de 10 veces: 229,033

Además, luego de un análisis manual se notó que el ob-
jetivo es predecir el subt́ıtulo de las noticias.

53



5 Evaluación de modelos

Comenzamos esta sección describiendo brevemente las métri-
cas de evaluación automáticas que se emplean en el trabajo,
espećıficamente perplexity y las variantes de rouge. Luego,
nos centramos en algunas cŕıticas a este método de eva-
luación y revisamos autores que se refieren a la necesidad
de una evaluación basada en anotaciones manuales. Am-
bas técnicas son posteriormente empleadas para analizar la
calidad de los modelos.

5.1 Perplexity y Rouge

En los modelos de lenguaje la métrica generalmente ele-
gida para evaluar la performance de los mismos es cono-
cida como perplexity [24]. Dada una secuencia de tokens
X = (x0, x1, ..., xt) entonces la perplexity de X es:

PPL(X) = exp

{
−1

t

t∑
i

log pθ (xi | x<i)

}
(5.1)

donde log pθ (xi | x<i) es el logaŕıtmo de la verosimilitud
del token i-ésimo, condicional en los tokens previos.

Por otro lado, para evaluar la calidad en la generación
de resúmenes se emplea la métrica conocida como Rouge
[31], la cual mide el solapamiento entre palabras en el texto
generado y el texto objetivo. Existen distintas versiones de
esta métrica, las más comunes son Rouge-N y Rouge-L.

Rouge-N se define como el recall de n-gramas entre un
texto candidato y múltiples textos objetivo, ya que para un
mismo texto pueden haber múltiples resúmenes correctos:
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Rouge-N =

∑
S∈[ ReferenceSummaries ]

∑
gram n∈S Count match ( gram n)∑

S∈[ ReferenceSummaries ]

∑
gram n∈S Count ( gram n)

(5.2)
Se reportan Rouge-1, el recall de unigramas (tokens), y

Rouge-2, el recall de bigramas.
Por otro lado, Rouge-L es el F-score de la subsecuencia

común más extensa (LCS). Sea X un texto de referencia
de longitud m e Y un texto candidato de longitud n:

Rouge-L = 2∗precision∗recall/(precision+recall) (5.3)

siendo:

precision =
LCS(X, Y )

n
(5.4)

y

recall =
LCS(X, Y )

m
(5.5)

Rogue-L tiene las siguientes propiedades:

• Rouge-L es 0 si no hay nada en común, i.e. LCS(X, Y ) =
0

• Rouge-L es 1 si X = Y

• No hay necesidad de predefinir la extensión de n-gramas

• Las medidas basadas en n-gramas no toman en consi-
deración el orden, mientras que el LCS śı capta aspec-
tos de la estructura de las oraciones.

Por último, Rouge-Lsum (LCS a nivel de resumen) compu-
ta la suma de LCS para todas las frases que forman parte
de un mismo resumen.
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5.2 Cŕıticas a Rouge

En [56] se estudian algunos limitantes de Rouge, concluyen-
do que esta métrica presenta limitaciones para diferenciar
resúmenes que son ciertos de los que no. Además, mues-
tran que un cambio en el preprocesamiento como eliminar
stopwords o aplicar stemming puede afectar la métrica.

Véase, por ejemplo, la Figura 10. Alĺı tenemos:

• Referencia: The rooms were neat and clean. En es-
pañol: los cuartos estaban ordenados y limpios.

• Resumen 1: Clean room. En español: cuarto limpio.

• Resumen 2: The rooms were dirty. En español: Los
cuartos estaban sucios.

Para cada resumen se aplican cuatro tipo de preproce-
samientos (uno de los cuales es no hacer ningún prepro-
cesamiento) y se calculan cuatro métricas de calidad. En
la mayor parte de los escenarios el resumen 2 obtiene un
puntaje superior o igual, a pesar de que el significado es
contrario al del texto de referencia. Esto se debe a que la
cantidad de términos que coinciden con el texto de refe-
rencia es mayor en términos relativos al resumen 1. A su
vez, ésto también se debe a que el término que no coinci-
de (dirty) está al final del texto, lo cual favore a rouge-2
y rouge-L. Por otro lado, el resumen 1 dice room en vez
del rooms, esta diferencia mı́nima afecta las métricas en los
casos en que no se aplica stemming.

En términos generales rouge no mide si el resumen refle-
ja correctamente los hechos que se desean transmitir. Por
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Figura 10: Ejemplos de cálculo de Rouge, tomado de [56]

este motivo, muchas veces los trabajos acompañan sus re-
sultados con trabajos de etiquetado manual [17][8].

En [26] se muestra que un problema importante en la
tarea de resumen es la falta de restricciones en torno a en
qué enfocar el resumen. Para ello realizan el siguiente expe-
rimento. Empleando anotadores construyen dos conjuntos
de datos: en el primero se les pide a los anotadores resu-
mir noticias sin ningún tipo de restricción, en el segundo
se les pide que lo hagan de modo de contestar tres pre-
guntas. Luego, se plantea la siguiente pregunta, ¿cuántas
frases por art́ıculo se consideraŕıan relevantes si el mı́nimo
de personas que acuerdan en ello es X?

Figura 11: Cantidad de frases relevantes para los grupos restrictos e irres-
trictos, tomado de [26]

Como se puede ver en la Figura 11 hay una amplia dife-
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rencia en el acuerdo de si una frase es relevante o no, según
si se restringe la tarea de resumen o no.

En [26] también lleva a cabo un análisis para entender
si rouge es una métrica adecuada de evaluación. Para ello,
toman 100 notas al azar y el resumen generado por 13 sis-
temas distintos (tanto extractivos como abstractos). Cada
resumen es luego puntuado por 5 anotadores distintos en
las siguientes dimensiones:

1. Relevancia: si se selecciona contenido importante.

2. Consistencia: si los hechos que marca el resumen están
alineados con la fuente.

3. Fluidez: calidad de la frases individuales.

4. Coherencia: calidad del conjunto de todas las frases.

Luego, se obtiene el valor final como el promedio del
puntaje dado por los 5 anotadores. Estos valores son lue-
go comparados con el rouge y se calculan las correlaciones
de Pearson y de Kendall. Además, se emplean 1, 5 y 10
resúmenes. En todos los casos se aprecia que hay una muy
baja correlación entre las métricas automáticas y huma-
nas. Además, se analizan muestras a mano y se concluye
que en un 30 % de las mismas hay hechos incorrectos que,
en muchos casos, podŕıan pasar como ciertos.

Con lo dicho previamente no se pretende descartar las
métricas basadas en rouge sino remarcar que éstas son in-
suficientes para poder evaluar modelos y que, por lo tanto,
es valioso incluir un proceso de evaluación humana en esta
tarea.
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En [26] también remarcan la importancia del llamado
layout bias en las noticias. Este sesgo se refiere a que en las
noticias es común incluir la parte más importante de la in-
formación en los primeros párrafos y en el resto se incluyen
detalles o información de contexto. Como las noticias son
una de las principales fuentes para este tipo de modelos,
estos modelos a su vez pueden verse afectados por este tipo
de señal.

Por último en [65] también realizan un análisis basado
en anotaciones para profundizar en la calidad de los mo-
delos. Para ello toman una muestra de 100 documentos de
cada conjunto de datos y distintos anotadores puntúan 5
resúmenes (incluyendo los originales que en adelante de-
nomino “humanos”) de 1 (resumen pobre) a 5 (buen resu-
men). Luego, realizan un test-t para ver si las puntuaciones
son significativamente diferentes o no.

Por lo aqúı expuesto, en este trabajo también realizamos
un análisis basado en anotaciones humanas para poder en-
tender en mayor profundidad ventajas y desvantajas de los
modelos entrenados.
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6 Resultados

La sección comienza con comentarios acerca de las tecno-
loǵıas empleadas y de los modelos que se entrenan. Además,
se detalla la forma de entrenamiento de los mismos y los
resultados obtenidos según las métricas previamente men-
cionadas. Luego esta sección continua con los resultados ob-
tenidos a partir de las anotaciones humanas, alĺı se ahonda
en la metodoloǵıa empleada y se analizan los puntajes obte-
nidos para cada modelo. Continuamos mostrando algunos
de los resúmenes empleados en el conjunto analizado y, lue-
go, ejemplos de t́ıtulos generados. Por último, se describe
cómo se disponibilizan los modelos y conjuntos de datos al
público en general mediante HuggingFace y de qué manera
se pueden usar.

6.1 Entrenamiento de modelos y métricas automáticas

Todo el trabajo es desarrollado usando el lenguaje de pro-
gramación Python. Para la creación de los conjuntos de da-
tos se usan paquetes comunes tales como pandas, requests,
multiprocessing, beautifulsoup, numpy, json, etc. Además,
el entorno elegido es AWS y se emplea S3 para almace-
naje y SageMaker para el entrenamiento de los modelos.
Por este motivo también se emplea el paquete boto3 (pa-
ra interactuar con los servicios de AWS). Por último, para
el entrenamiento de los modelos se eligen las libreŕıas de
HuggingFace transformers y datasets.

Como se menciona previamente, se entrenan 5 modelos:

• Beto2Beto
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• Beto2Beto-cc-news-es-titles

• Beto2Beto-mlsum

• MT5-small-mlsum

• MT5-small-cc-news-es-titles

6.1.1 Beto2Beto

En primer lugar, se preentrena Beto2Beto como en [50] to-
mando como modelo preentrenado tanto del encoder como
del decoder el modelo BERT en español Beto [9].

Los parámetros empleados son:

• Encoder max length: 40

• Decoder max length: 128

• 3 epochs, un total de 68.000 pasos.

Beto2Beto se entrena sobre un conjunto de datos cons-
trúıdo a partir de CC-NEWS-ES. Para ello primero se pre-
procesan los textos realizando los siguientes pasos:

1. Se pasa todo el texto a minúscula.

2. Se convierte a unidecode. Esta decisión por un lado
reduce el vocabulario, ya que unifica textos en don-
de se incluyen tildes, por ejemplo ‘hab́ıa’ y ‘habia’ o
‘mañana’ y ‘manana’ se convierten en el mismo token.
Esta decisión por un lado facilita al modelo aprender
embeddings para ese tipo de ejemplos y, por otro la-
do, disminuye la dimensión del problema. Sin embargo,
esta decisión trae aparejado que el texto generado no
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distinguirá entre palabras con tildes y sin tildes o ‘ñ’ y
‘n’ a la hora de generar nuevo texto.

3. Se eliminan los ‘xa0’.

4. Se eliminan los caracteres no alfanuméricos.

5. Se eliminan múltiples espacios consecutivos.

En segundo lugar, se preparan los datos para entrenar
bajo un esquema de prefix language model, como se vio ante-
riormente. Para ello se eliminan los documentos con menos
de 64 palabras. Seguidamente cada documento se divide en
una entrada (text) de hasta 40 tokens y una salida (output
text) de hasta 128 tokens. Se eligen 128 tokens como máxi-
mo para que no crezca demasiado el costo computacional
del entrenamiento.

Puede verse un ejemplo a continuación:

• text: El fin de esta serie medieval-fantástica exitosa en
todo el planeta, que cuenta la historia de

• output text: familias que pelean por reinar en el mundo
ficticio de Westeros, desató las pasiones de los fanáti-
cos presentes en el pub Brennanś, que incluso teńıa pa-
ra la ocasión su propio Trono de Hierro (emblema del
poder).El establecimiento, en el oeste de Los Ángeles,
también sirvió un coctel inspirado en ‘Juego de Tro-
nos‘: el ‘night king‘, o ‘rey de la noche‘, el gran vi-
llano de la serie, y que consist́ıa en un whisky sour
con hielo azul, según aseguró a la AFP un aficionado
a la bebida.La última temporada fue, en efecto, objeto
de fuertes polémicas incluso antes de su episodio final.
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Las cŕıticas se centraron sobre todo en la aceleración
del ritmo de la serie del canal de pago HBO, que dio
lugar a cambios apresurados y a que algunas escenas
cruciales hayan durado apenas unos minutos, después
de años de espera.Eso no molestó sin embargo a Co-
rey Ben-David, seguidora de la ‘Madre de Dragones‘
y quien se disfrazó de ella para participar en la fiesta
de este domingo. ‘Dany hizo lo que ella misma dijo.
Su evolución es lógica‘, dice la mujer de 34 años, que
ha léıdo todos los libros de George R. R. Martin que
inspiraron la serie televisiva.

Aśı, con todos los textos en español de 2019 se construye
un primer conjunto de datos, consistente en 5.959.789 de
notas, con una mediana de 155 palabras por nota. Este con-
junto de datos está dividido en: Entrenamiento: 5.893.175
Test: 66.614

Adicionalmente, se incluyen dos conjuntos de testeo. El
primero (Test-1), con datos de inicios de 2020 que, presun-
tamente, debeŕıa tener pocas diferencias con la información
usada para entrenar de 2019. Además, un segundo conjun-
to de testeo basado en información de todo 2020, el cual se
espera que sea muy diferente al de 2019, por la preponde-
rancia de la pandemia del coronavirus en las noticias.

El preentrenamiento se realiza tomando los primeros 40
caracteres del texto como entrada y los siguientes como
objetivo. Se trunca el objetivo a los 128 tokens para evitar
un mayor costo de entrenamiento, ya que el tamaño del
encoder y del decoder tienen un impacto importante en el
costo computacional.

En una máquina ml.p3.8xlarge, lleva aproximadamente
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160 horas de cómputo y se alcanza una pérdida en test de
2.651. Puede verse la evolución de la pérdida en la Figura
12.

Figura 12: Perplexity del modelo Beto2Beto

6.1.2 Ajuste fino a MLSUM

A partir de Beto2Beto se entrena un modelo de resumen
abstracto sobre el conjunto de datos MLSUM. También se
hace lo mismo para esta tarea a partir de MT5-small. Am-
bos modelos usan los siguientes parámetros en el ajuste
fino:

• Encoder max length: 512

• Decoder max length: 64

• 10 epochs

En la tabla 3 se pueden ver las métricas de performance
de estos dos modelos junto a los modelos M-BERT [52] y a
MARGE-NEWS [30].
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5

Métrica MT5-
mlsum

Beto2Beto-
mlsum

M-BERT MARGE-
NEWS

eval loss 1.925 2.502

eval rou-
ge1

26.4352 26.1256

eval rou-
ge2

8.9293 9.2552

eval rou-
geL

21.2622 21.4899

eval rou-
geLsum

21.5518 21.8194

eval
length

33.9532 19.239

test loss 2.006 2.577

test rou-
ge1

26.0756 25.8639

test rou-
ge2

8.4669 8.911

test rou-
geL

20.8167 21.2426 20.44

test rou-
geLsum

21.0822 21.5859 22.72

5Si bien esos trabajos no lo aclaran presuponemos que las métricas reportadas son de
test (y no de validation). Desafortunadamente al momento de escribir ésto ninguno de
esos modelos se encuentra disponible al público como para replicar esos resultados.
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Métrica MT5-
mlsum

Beto2Beto-
mlsum

M-BERT MARGE-
NEWS

test
length

33.803 19.2463

Cuadro 3: Performance en MLSUM

Como se puede ver, nuestros modelos alcanzan un mejor
resultado en RougeL que M-BERT y un peor resultado que
MARGE-NEWS en rougeLsum. El modelo basado en MT5
tiene un promedio en torno a los 33-34 tokens, el modelo
basado en Beto2beto tiene un largo en torno a los 19 to-
kens. Esto se debe a que usan distintos tokenizadores (MT5
usa Sentencepiece y BERT está basado en WordPiece). Si
se tokeniza sólo usando espacios entonces la diferencia se
reduce drásticamente. En ese caso MT5 muestra una exten-
sión promedio de 21.08 palabras y Beto2beto una longitud
de 19.59, en una muestra al azar de 100 casos. Vale la pensa
observar que la estad́ıstica reportada de MLSUM para su
parte en español es de 20.71 palabras.

6.1.3 Ajuste fino en CC-NEWS-ES-titles

Por otro lado, se realiza un ajuste fino de Beto2Beto y
MT5 a la tarea de generación de t́ıtulos sobre el conjunto
de datos antes mencionado, CC-NEWS-ES-titles.

Los parámetros empleados son:

• Encoder max length: 512

• Decoder max length: 36
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• 10 epochs.

• batch size: 128 para MT5 y 256 para Beto2beto.

Los resultados obtenidos son:

Métrica MT5-small-cc-
news-es-titles

Beto2Beto-cc-
news-es-titles

eval loss 2.879 4.54

eval rouge1 22.6623 23.7478

eval rouge2 7.7894 7.3616

eval rougeL 19.8015 20.6615

eval rougeLsum 19.8092 20.7371

eval length 17.1839 16.1806

test loss 2.878 4.515

test rouge1 22.9263 23.7415

test rouge2 7.9146 7.3548

test rougeL 20.0272 20.746

test rougeLsum 20.0387 20.8149

test length 17.1696 16.1926

Cuadro 4: Pérdida y Rogue en CC-NEWS-ES-
titles

Tanto en MLSUM como en este último conjunto de datos
podemos concluir que Beto2beto obtiene un mejor rouge
pero una loss más alta.

Por lo visto anteriormente es deseable tener una medi-
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ción más precisa de la performance de estos modelos me-
diante un etiquetado manual de las predicciones.

6.2 Evaluación con anotaciones

Por lo expuesto previamente además de emplear la métri-
ca rouge se decide complementar el análisis de resultados
usando anotaciones humanas. Siguiendo una metodoloǵıa
similar a la ya expuesta de [26] se toma una muestra de 98
notas al azar de MLSUM y cinco anotadores puntúan los
resúmenes en tres ejes.

Los tres ejes elegidos son los mismos que en el traba-
jo mencionado pero se juntan fluidez y coherencia en un
punto que llamamos ‘coherencia y cohesión’. De este mo-
do las aristas que se consideran para evaluar la calidad de
los resúmenes son ‘relevancia’, ‘consistencia’ y ‘coherencia
y cohesión’.

Los puntajes para cada concepto pueden ir de 0 a 2 según
una gúıa predefinida con la cual se capacita a los anotado-
res. En el apéndice 8.2 se puede ver la gúıa empleada.

Para cada nota se consideran 4 resúmenes:
- Humanos
- Beto2Beto
- MT5
- Pegasus
Debido a que al momento de desarrollar este trabajo no

se encontró otro modelo de resumen abstracto en español
basado en Transformers y que, por lo tanto, sea fácilmente
aplicable a este conjunto de datos mediante un ajuste fino,
se opta por emplear un modelo en inglés como comparación.
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Para ello, se elige el modelo Pegasus [65] el cual está
especializado en numerosos conjuntos de datos, uno de los
cuales es CNN/Daily Mail. Debido a que la temática es si-
milar a la empleada en este trabajo se elige esa versión del
modelo. Para poder emplear ese modelo cada nota debe ser
traducida a inglés, luego resumida con el modelo y, final-
mente, traducida a español. Para la traducción se emplea
el servicio AWS Translate.

En cuanto a la tarea de anotación en śı, estos cinco ano-
tadores presentaban las siguientes caracteŕısticas:

• Todos los anotadores cuentan con estudios terciarios o
superiores.

• Una de las personas es profesora de literatura y otra
es licenciada en actuación, con lo cual tienen cierta
formación espećıfica.

• Una de las personas es experta en aprendizaje au-
tomático.

• Ninguna de las personas teńıa experiencia previa en
anotaciones de datos en el área del procesamiento del
lenguaje natural.

Por otro lado, la anotación fue una tarea remunerada
para dos de las cinco personas, el resto no percibió remune-
ración. La tarea llevó a cada persona entre 10 y 12 horas, las
cuales fueron repartidas en alrededor de 2 semanas. Todos
los anotadores fueron solicitados etiquetar todos los casos
pero hubo 5 datos faltantes, sobre un total de 1960 anota-
ciones. Este número resulta de multiplicar la cantidad de
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anotadores (5) por la cantidad de notas (98) por la canti-
dad de modelos (4). Estos anotadores se desempeñaron de
manera independiente, sin comunicación entre śı.

Para entender el grado de acuerdo entre los anotadores
la métrica Kappa es comúnmente usada. Sin embargo, esta
métrica mide el acuerdo sólo entre dos anotadores. En nues-
tro caso, al tener un número mayor es necesario emplear
alguna de las generalizaciones de Kappa, como el Kappa
de Fleiss o el Kappa de Rudolph. El Kappa de Fleiss [19]
supone fijos los marginales, es decir, supone fija la cantidad
de casos que caen en cada una de las posibles categoŕıas.
En este sentido, los jueces pueden votar la categoŕıa de-
seada siempre y cuando al final del estudio las cantidades
totales por categoŕıa se mantengan fijas. Por su parte, Ru-
dolph [48] propone una alternativa libre de esta condición
De este modo, cada juez es libre de votar una categoŕıa sin
otro tipo de condiciones. Por último, el Kappa de Rudolph
compara el nivel de acuerdo entre los jueces contra el ni-
vel de acuerdo que ocurriŕıa suponiendo una distribución
uniforme de las categoŕıas. Un Kappa igual a 1 indica un
perfecto acuerdo y un Kappa igual a 0 indica un nivel de
acuerdo igual al ocurrido mediante el azar.

Para nuestro estudio, el Kappa de Rudolph es de 0.469,
lo cual indica un nivel de acuerdo sustancialmente superior
al que seŕıa esperable por el azar. Vale la pena mencionar
que el nivel de acuerdo es más alto en veracidad (0.513) y
en coherencia y cohesión (0.506) que en relevancia (0.389).

Una primera observación al respecto de los resultados
es que los resúmenes generados mediante Pegasus son mu-
cho más extensos. Esto se debe a que fue ajustado en otro
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conjunto de datos. Por este motivo, los resultados de este
modelo no son completamente comparables ya que, al ser
los resúmenes más extensos, es esperable que incluyan más
información relevante. La extensión mediana de los resúme-
nes es de:

1. MT5 - 20 palabras

2. Beto2Beto - 19 palabras

3. Humanos - 21 palabras

4. Pegasus - 58 palabras

5. texto base - 736 palabras

En primer lugar analizamos la coherencia y la cohesión.
En la figura 13 podemos ver un conteo de todos los puntajes
obtenidos. Se puede apreciar que “humanos”tiene la mayor
cantidad de 2 (el puntaje más alto). Vale la pena remarcar
que ésta es la categoŕıa en donde Humanos saca el mayor
puntaje de todas las dimensiones y mayor diferencia contra
los modelos. Es seguido por MT5 y, más atrás, Beto2Beto.
Pegasus aparece como el que obtiene menos puntajes 2 pero
también menos puntajes 0 y mayor puntaje 1. Ésto indica
que, si bien las frases no están completamente bien forma-
das, tampoco están completamente incorrectas. El origen
de esta diferencia tiene que ver con que Pegasus casi nunca
genera una sola frase sino varias frases. Por este motivo, es
improbable que no haya al menos una frase que esté bien
formada. En cambio, los otros dos modelos y el resumen
humano en muchas ocasiones tiene una sola oración y falta
de coherencia o cohesión llegando aśı a tener mayor pro-
porción de 0.
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Figura 13: Coherencia y Cohesión

En cuanto a la veracidad, Pegasus es el modelo con ma-
yor proporción de 2, en segundo lugar MT5 y, en tercer
lugar, Humanos. Sin embargo, Humanos presenta mayor
cantidad de unos que MT5, con lo cual es dif́ıcil concluir
que uno es estrictamente mejor que otro. Beto2Beto está
bastante más atrás que el resto, con una menor cantidad
de 2 y una mayor cantidad de 0.
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Figura 14: Veracidad

Por último, en lo que respecta a relevancia como es es-
perable Pegasus obtiene un resultado mucho mejor que los
modelos y “humanos”. Esto se debe, como ya se dijo, a que
la extensión de los resúmenes es mucho mayor. Además, de-
be tenerse presente que lo que aqúı llamamos Humanos, aśı
como el objetivo que aprendieron los modelos MT5 y Be-
to2Beto en realidad son los subt́ıtulos, no resúmenes propia-
mente dichos. Como tal, es esperable que MT5, Beto2Beto
y Humanos tengan una peor relevancia en sus resúmenes.
Más allá de eso, vemos que Humanos tiene mejores resul-
tados que MT5 y éste, a su vez, que Beto2Beto.
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Figura 15: Relevancia

Hasta acá algunas conclusiones que se desprenden son:

1. Humanos obtiene el mejor resultado en coherencia y
cohesión pero en segundo lugar y tercer lugar, están
MT5 y Beto2Beto. Sin embargo, acá es necesario ma-
tizar este resultado, ya que si bien Pegasus obtiene una
menor cantidad de 2, obtiene una mayor cantidad de
1 y una menor cantidad de 0.

2. Además, MT5 obtiene un resultado muy similar a hu-
manos en relevancia (tiene una mayor cantidad de do-
ses pero una menor cantidad de unos) pero un resulta-
do bastante peor a humanos en veracidad.

3. Beto2Beto no muestra resultados comparables a los
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demás en ninguno de los ejes analizados.

4. Pegasus obtiene indudablemente un mejor puntaje en
relevancia pero ésto es dif́ıcilmente atribuible a que el
modelo es mejor en śı sino que se debe a que fue ajus-
tado sobre un conjunto de resúmenes más extensos y
que, por lo tanto, tiende a predecir resúmenes más lar-
gos. A su vez, fue entrenado sobre un conjunto de datos
de resúmenes propiamente dichos, y no de subt́ıtulos
como MLSUM.

5. Pegasus también obtiene un mejor resultado en vera-
cidad pero ésto no se debe a la extensión del resu-
men sino probablemente a un mejor entrenamiento.
Para poder concluir al respecto seŕıa necesario hacer
un análisis pormenorizado del objetivo con el cual se
entrenó, una posibilidad es que éste tuviese gran canti-
dad de información, obligando al modelo a tener mayor
precisión en la extracción de determinadas entidades.

Para poder tener una mayor precisión sobre los resul-
tados se desean corroborar mediante test de hipótesis las
diferencias obtenidas entre MT5 (el mejor modelo de los
entrenados en este trabajo) y los resúmenes humanos (que
los tomamos como benchmark). Para ello se emplea el test
de los rangos con signos de Wilcoxon, el cual es un test no
paramétrico y sirve para evaluar de si la distribución de las
diferencias entre dos grupos es simétrica alrededor del 0.
Para ello se emplea la implementación de scipy.

Las hipótesis planteadas y los resultados son:

1. Tomando la métrica de coherenćıa y cohesión para
MT5 y Humanos:
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H0: la mediana de la distribución de las diferencias
entre Humanos y MT5 es positiva.

H1: la mediana de la distribución de las diferencias
entre Humanos y MT5 es negativa.

P-valor: 0.99999

Este resultado es claramente esperable ya que Huma-
nos obtiene un puntaje sumamente superior a MT5.

2. Tomando la métrica de relevancia para MT5 y “hu-
manos”:

H0: la mediana de la distribución de las diferencias
entre Humanos y MT5 es positiva.

H1: la mediana de la distribución de las diferencias
entre Humanos y MT5 es negativa.

P-valor: 0.9982

Vale la pena recordar para este caso que si bien Huma-
nos obtiene una mayor cantidad de doses, MT5 obtiene
una mayor cantidad de unos, pero esto no llega a com-
pensar la diferencia.

3. Tomando la métrica de veracidad para MT5 y “hu-
manos”:

H0: la mediana de la distribución de las diferencias
entre MT5 y Humanos es positiva.

H1: la mediana de la distribución de las diferencias
entre MT5 y Humanos es negativa.

P-valor: 0.520

En este caso no podemos rechazar la hipótesis nula,
sugiriendo que los resultados obtenidos entre MT5 y
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humanos son relativamente similares, al menos en el
conjunto de datos analizados.

En términos generales, con este conjunto de datos no se
encuentra evidencia que indique que los resúmenes huma-
nos tienen mayor veracidad que los de MT5 pero si mayor
relevancia y coherencia.

Además, es de interés analizar si estos resultados se sos-
tienen a nivel de caso. En particular, se desea saber en
cuántos casos un modelo obtiene un mejor resultado que
los resúmenes humanos. Para ello, se sigue el siguiente pro-
cedimiento. Para cada modelo, variable y caso se suma el
total de puntajes obtenidos de los distintos jueces. Luego
se compara el valor obtenido contra el resumen humano.
Finalmente, se cuenta en cuántos casos obtiene un mejor
puntaje el modelo (indicado por la variable ‘Mejor’) y en
cuántos casos obtiene un mejor puntaje el humano (indica-
do por la variable ‘Peor’). Este procedimiento sólo se reali-
za como complemento al análisis previo y no es de ninguna
manera concluyente por śı mismo, ya que es bien sabido
que la suma no es una operación válida para las variables
ordinales.

En el eje vertical se ve la cantidad de casos en los que el
modelo obtiene un mejor o peor resultado que “humanos”.
Pegasus obtiene un mejor resultado que los demás en Vera-
cidad y Relevancia (incluso mejor que los humanos), pero
obtiene un peor puntaje que MT5 (y que “humanos”) en
Coherencia y cohesión. Todos los modelos obtienen un peor
resultado que humanos en Coherencia y cohesión. MT5 so-
lamente supera a Humanos en el caso de Veracidad.
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Figura 16: Modelos contra humanos

6.3 Discusión sobre Beto2Beto y MT5

Es interesante también preguntarse sobre la diferencia en
performance entre Beto2Beto y MT5. Anteriormente se ve
que ambos obtienen resultados parecidos en términos de
rouge, sin embargo en las anotaciones humanas MT5 ob-
tiene métricas sustancialmente mejores, especialmente en
veracidad.

Entonces, ¿de dónde surge la diferencia de los modelos?
En primer lugar, ambos son modelos Transformers que em-
plean la arquitectura original con diferencias menores.

En segundo lugar, Beto2Beto pesa 947 MB y tiene 248.101.146
parámetros mientras que MT5 pesa 1.12G y tiene 300.176.768
parámetros. Si bien existe diferencia, MT5 small es el mo-
delo más parecido en cuanto a tamaño a Beto2Beto ya que
MT5 también está disponibilizado en versiones mucho más
grandes: Base (580M), Large (1.2 mil de millones), XL (3.7
mil de millones) y XXL(13 mil de millones).

Por otro lado, existe una gran diferencia en cuanto a los
conjuntos de datos empleados en el entrenamiento de cada
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modelo. Mientras que el conjunto de datos de entrenamien-
to de Beto consta de 3.000 millones de tokens a los que hay
que sumar 1.8 mil millones de CC-NEWS-ES empleados en
Beto2Beto, solamente la sección en español de MT5 incluye
433.000 millones de tokens.

Otra diferencia sustancial en los modelos es que mien-
tras que Beto es entrenado como un masked language
model, MT5 es preentrenado con un entrenamiento multi-
tarea, mezclando la tarea semisupervisada llamada i.i.d.
noise, replace spans con tareas supervisadas. Muchas de
estas tareas obligan al modelo a buscar partes de la in-
formación en lugares relativamente distintos de cada texto
de entrada, por ejemplo, en la tarea de resumen abstracto
usando CNN/Daily-Mail. En mi opinión, tanto el uso de un
conjunto de datos mucho más grande como el uso de tareas
supervisadas variadas como parte del preentrenamiento son
los factores que permiten que MT5 tenga un resultado sus-
tancialmente mejor que Beto2Beto, especialmente en las
métricas de veracidad y relevancia.

En cuanto a la facilidad de entrenamiento podemos decir
que el proceso es similar para ambos modelos con la libreŕıa
transformers de HuggingFace. Sin embargo, el hecho de
que MT5 use prefijos para hacer ajustes finos a distintas ta-
reas permite que, con más esfuerzo, uno puede incrementar
la performance del modelo incluyendo diversas tareas en
español como parte del preentrenamiento. De este modo,
se mejora sobre una tarea al mismo tiempo que se agregan
nuevas tareas en un mismo modelo.
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6.4 Ejemplos de generación

En esta subsección presentamos algunos ejemplos tomados
al azar de generación con los modelos entrenados. Primero,
se encuentran algunos de los ejemplos de resúmenes gene-
rados sobre MLSUM y que fueron usados en la evaluación
manual. Luego, se pueden observar t́ıtulos generados so-
bre noticias de distintos portales de noticias. Además, en el
apéndice 8.3 se incluyen ejemplos generados con el modelo
Beto2Beto.

En todos los casos se emplean los parámetros por default
que implican, básicamente, una búsqueda greedy de la si-
guiente palabra, ya que éste es el enfoque usado al entrenar
y testear. Los resultados no son generados con beam search
ni muestreo de palabras. 6

6.4.1 Ejemplos de generación en MLSUM

A continuación se incluyen resúmenes generados por Be-
to2Beto y MT5 junto al resumen humano en MLSUM.

6Un abordaje detallado de los parámetros que implementa el paquete transformers se
puede ver en https://huggingface.co/blog/how-to-generate
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Resumen hu-
mano

Beto2Beto MT5

Doce meses des-
pués de la mo-
ción de censu-
ra, sus protago-
nistas, que en-
tonces dudaron,
ven claro que fue
un acierto¸

la jugada que
cambió la histo-
ria de españa pa-
rece ajedrez, to-
do calculado¸

El presidente del
Gobierno vuelve
a ganar la vota-
ción de la mo-
ción de censura
hace un año

Los Reyes presi-
den este sábado
el desfile de
las Fuerzas
Armadas¸

el desfile de las
fuerzas armadas,
presidido por
margarita ro-
bles, se celebra
este sábado en
sevilla¸

El tradicional
desfile de las
Fuerzas Arma-
das celebra el
30o aniversario
de la interven-
ción de España
en operaciones
de paz en el
extranjero
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Resumen hu-
mano

Beto2Beto MT5

La tradicional
receta de Sene-
gal se creó en la
ciudad de Saint
Louis en el siglo
XIX y uniŕıa el
pescado local
con el arroz
de la antigua
Indochina, la
cebolla europea
y el tomate de
América im-
portado por los
colonos france-
ses. Se va a abrir
un proceso ante
la UNESCO
para que sea
declarado Patri-
monio Cultural
Inmateriaļ

la cocinera sey-
nabou dbiouge
elabora su plato
más famoso en
senegaļ

La cocinera Sey-
nabou Dbiouge
cocina en el res-
taurante Darou
Salam de Saint
Louis, en Sene-
gal
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Resumen hu-
mano

Beto2Beto MT5

‘Bohemian
Rhapsody’ y
‘Rocketman’
prefiguran otro
olimpo para las
figuras del rock:
los que tienen
peĺıcula y los
que no. En Es-
paña, Fernando
León prepara
una serie sobre
Sabina¸

el interés por
las series de
televisión se
dispara en es-
tos tiempos.
¿ qué actores
y series pue-
den desarrollar
en las figuras
de la música
popular?¸

El interés au-
diovisual en las
estrellas de la
música no se re-
duce al ámbito
anglosajón, a la
espera de más
proyectos

Amadou Diaw es
una persona cla-
ve en el desa-
rrollo educativo
de Senegal en el
último cuarto de
siglo y uno de los
principales me-
cenas culturales
de Saint Louis¸

amadou diaw,
impulsor de la
revitalización
de la ciudad
senegalesa,
reivindica la
hospitalidad y
la fluidez en las
relaciones¸

El promotor de
la revitalización
de Saint Louis,
Amadou Diaw,
abre cada d́ıa las
puertas de su ca-
sa, situada en el
sur de la isla de
Saint Louis, en
el barrio de Sin-
doné
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Resumen hu-
mano

Beto2Beto MT5

El hijo jinete de
la fallecida du-
quesa arremete
contra su her-
mano Carlos y
abre interrogan-
tes sobre la si-
tuación financie-
ra de la saga¸

el primogénito
de la duquesa de
alba, carlos fitz
- james stuart,
se tambalea con
la declaración
de su hermano
carlos¸

El primogénito,
Carlos Fitz-
James Stuart,
ha sido el primer
duque de Arjona
y XIV conde de
Salvatierra

Dicen que lo
quiere el pueblo.
¿Qué pueblo?
Aśı llaman hoy
a esa parte de
la ciudadańıa
dispuesta a
obedecer sin
rechistar a quie-
nes le mandan
desobedecer las
leyes¸

los que se
reconcilian
demuestran
magnanimi-
dad, prudencia,
empat́ıa, vir-
tudes sin duda
humanistas¸

La reconciliación
es pasar de una
querella pública
a un acuerdo pri-
vado
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Resumen hu-
mano

Beto2Beto MT5

Cuando has sido
un personaje
público muchas
cosas propias de
esa vida públi-
ca se quedan
adheridas. Es
dif́ıcil enfren-
tarse al d́ıa sin
secretarias ni
camareros¸

este primer fin
de semana de ju-
nio va a ser algo
más que toros y
pasar página¸

El monarca
emérito de-
sea “dejar de
desarrollar
actividades ins-
titucionales a
partir del 2 de
junio”

En poĺıtica no se
trata de calcular
lo que vas a ga-
nar sino de to-
mar buenas deci-
siones, y ya ga-
narás poder reaļ

a los pactos hay
que confundir a
los oponentes,
por impasi-
bilidad o por
gestualidad¸

El PP tiene
buenas op-
ciones desde
el bloquismo,
pero también
la ansiedad
por mandar en
Madrid
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Resumen hu-
mano

Beto2Beto MT5

Las reformas
más urgen-
tes exigen un
Gobierno sus-
tentado por una
mayoŕıa¸

la concre fórmu-
la de gobierno
que alcancen
los partidos
importa menos
que garantizar
la estabilidad
parlamentaria¸

La nueva legis-
latura no pue-
de estar marca-
da por los sobre-
saltos y los envi-
tes parlamenta-
rios llevados al
ĺımite

Cuadro 5: Ejemplos de generación en MLSUM

6.4.2 Ejemplos de generación en CC-NEWS-ES-titles

A continuación se incluyen resúmenes generados por Be-
to2Beto y MT5 entrenados en CC-NEWS-ES-titles junto al
t́ıtulo generado por humanos. Estos ejemplos no son parte
de CC-NEWS-ES-titles, por lo que no son conocidos por
los modelos.
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Humano Beto2Beto MT5 URL

Santiago Ca-
fiero respondió
las cŕıticas por
Formosa: “A
nosotros no
nos tienen que
venir a decir
qué hacer con
los derechos
humanos”

amnistia inter-
nacional pide
intervencion
del estado en
formosa

Amnist́ıa In-
ternacional
pide inter-
vención del
Estado frente
a la situación
en Formosa

url

Amado Bou-
dou consiguió
que le bajaran
10 meses de
su condena
por “est́ımulo
educativo”
y ya puede
pedir salidas
transitorias

sigue la discu-
sion sobre si
amado boudou
debe volver a
prision

El juez obliga
a defender
el beneficio
del est́ımulo
educativo

url

Entre Ŕıos:
un grupo de
pescadores se
sorprendió con
una especie del
ŕıo Paraná

pescadores pa-
ranaenses cap-
taron un ejem-
plar de mangu-
ruyu piraguazu

Otro grupo de
pescadores en-
trerrianos sor-
prendieron por
el tamaño de
manguruyú pi-
raguazú

url
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Humano Beto2Beto MT5 URL

Qué es y en
qué consiste
la Superliga
europea: equi-
pos, formato y
otras claves

¿ que es la
superliga euro-
pea?

La Superliga
europea, una
competición
elitista

url

La chocotorta
fue elegida
como el mejor
postre del
mundo

chocotorta, el
mejor postre
del mundo

La chocotorta,
el mejor postre
argentino de
los argentinos

url

Cuáles son los
cinco indica-
dores que el
Gobierno bus-
ca remontar
tras la derrota
en las PASO y
el tembladeral
poĺıtico

el gobierno es-
pera que el pre-
supuesto 2022
sea el mas ro-
busto de los ul-
timos años

El Frente de
Todos y la cri-
sis poĺıtica en
el oficialismo

url

El impacto de
las PASO: la
economı́a y
otros motivos
para la bronca

el gobierno de
alberto fernan-
dez y el gabine-
te que quiere

El Gobierno
deberá remon-
tar cuestas a
plena luz

url
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Humano Beto2Beto MT5 URL

Felipe Solá
presentó su
renuncia desde
México

el sorpresivo
pedido de
renuncia de
alberto fer-
nandez a la
cancilleria

El excanciller
se enteró de
su desplaza-
miento en El
Salvador

url

Axel Kicillof
viajó a El
Calafate para
reunirse con
la vicepresi-
denta Cristina
Kirchner

kicillof se
reunio con
cristina kirch-
ner en un vuelo
privado

El gobernador
bonaerense re-
gresa a San-
ta Cruz en un
vuelo de ĺınea

url

“Chino” Nava-
rro: “Estába-
mos en cáıda
hace 30 d́ıas,
desde la fo-
to de Sof́ıa
Pacchi”

el festejo en
olivos fue la
consecuencia
de una crisis
interna

Navarro: “No
es una crisis
institucional,
es una crisis
poĺıtica”

url

Cuadro 6: Ejemplos de generación en CC-
NEWS-ES-titles
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6.5 Disponibilización de modelos y conjuntos de datos en
HuggingFace

HuggingFace es una organización enfocada en el desarrollo
de NLP que cuenta con una plataforma en la cual se dispo-
nibilizan numerosos recursos, entre los cuales se destacan
los modelos y los conjuntos de datos. Como parte de esta
tesis se entrenaron 5 modelos y se crearon 2 conjuntos de
datos, y se subieron a esa plataforma.

Los conjuntos de datos son:

• CC-NEWS-ES: https://huggingface.co/datasets/LeoCordoba/CC-
NEWS-ES

• CC-NEWS-ES-titles: https://huggingface.co/datasets/LeoCordoba/CC-
NEWS-ES-titles

Los modelos entrenados son:

• MT5-small-mlsum: https://huggingface.co/LeoCordoba/mt5-
small-mlsum

• MT5-small-cc-news-es-titles: https://huggingface.co/LeoCordoba/mt5-
small-cc-news-es-titles

• Beto2Beto: https://huggingface.co/LeoCordoba/beto2beto

• Beto2Beto-cc-news-es-titles: https://huggingface.co/LeoCordoba/beto2beto-
cc-news-es-titles

• Beto2Beto-mlsum: https://huggingface.co/LeoCordoba/beto2beto-
mlsum

Estos modelos pueden ser probados directamente desde
la plataforma de HuggingFace (a excepción de Beto2Beto,

90



debido a la arquitectura). Además, los conjuntos de datos
son accesibles públicamente y de manera sencilla.

Por ejemplo, el modelo mt5-small-mlsum se puede
usar sencillamente como en el siguiente ejemplo en lenguaje
Python:

1 article = """ La chocotorta, el tradicional y práctico antojo dulce de los

2 argentinos, fue elegida como el mejor postre del mundo por crı́ticos de

3 restaurants internacionales, a casi 40 a~nos de su creación. El ránking

4 Taste Atlas ubicó primero en su lista al postre insignia local de

5 galletitas, queso crema y dulce de leche, por delante del helado de

6 pistacho italiano y la tarta alemana de manzana. \Este postre argentino

7 sin hornear fue influenciado por la cocina italiana y se inspiró en el

8 famoso tiramisú italiano. Está elaborado con tres ingredientes básicos

9 argentinos: galletas de chocolate, dulce de leche y queso crema",

10 explica la página web que exhorta a los turistas de todo el mundo a

11 que prueben la chocotorta. En la votación, superó también a los waffles

12 belgas y el zserbó húngaro. A nivel local le sigue el alfajor, con

13 4,2 puntos contra los 4,7 de la torta. En el texto que acompa~na al

14 listón dorado de \postre número uno", los expertos ense~nan además cómo

15 se hacen las chocotortas, paso por paso. \Las galletas se ablandan en

16 leche y se cubren con una combinación de queso crema y dulce de leche.

17 Las formas de la chocotorta pueden variar, mientras que las galletas

18 se pueden remojar con leche con chocolate, café o incluso licor de

19 café", detallan. Por último, adjudican su creación a una \campa~na de

20 márketing" dise~nada para promover las galletitas icónicas que le dan

21 su nombre. La chocotorta, infaltable en los cumplea~nos argentinos, fue

22 creada en 1982 por una creativa de las agencias más importantes del

23 paı́s, Marité Mabraga~na."""

24

25 from transformers import pipeline

26

27 summarizer = pipeline("summarization", model="LeoCordoba/mt5-small-mlsum")

28

29 summarizer(article, min_length=5, max_length=64)

30

31 ## Resultando en:

32 [{'summary_text': 'El ránking Taste Atlas ubicó primero en su lista al

33 postre insignia local de galletitas, queso crema y dulce de leche'}]
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Además, se puede acceder a los conjuntos de datos como
se muestra a continuación:

1 from datasets import load_dataset

2

3 # cargamos el dataset CC-NEWS-ES-titles, el argumento 'split' es optativo

4 ccnews_titles = load_dataset("LeoCordoba/CC-NEWS-ES-titles", split="train")

5

6 print(ccnews_titles)

7

8 ## Lo cual muestra:

9

10 Dataset({

11 features: ['text', 'output_text'],

12 num_rows: 370125

13 })

14

15 print(ccnews_titles[0])

16

17 # A continuación se puede ver un diccionario, reducido por simplicidad

18 {'output_text': 'MPT reconoce ardua labor de efectivos (...)',

19 'text': ', se designó a la virgen Santa Rosa de Lima, como

20 su patrona (...)'}

21

22

23 # De manera similar podemos acceder a CC-NEWS-ES

24 # Nótese que como 'name' se puede pasar el dominio del paı́s deseado

25 ccnews = load_dataset("LeoCordoba/CC-NEWS-ES", name="py")

26

27 ## Con print podemos ver la siguiente información

28 print(ccnews)

29

30 DatasetDict({

31 train: Dataset({

32 features: ['country', 'text', 'id'],

33 num_rows: 30651

34 })

35 })
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6.6 Discusión en torno a la calidad de los modelos

Como se vio en la subsección Evaluación con anotaciones,
MT5 obtuvo mejores resultados que Beto2Beto. En esta
subsección vamos a rever los resultados del modelo pero
con el foco puesto en la comparación con los resúmenes hu-
manos. Para ello analizaremos distintos tipos de fortalezas
y de errores.

En primer lugar, tomando las anotaciones humanas y
ordenando de mayor a menor diferencia en puntaje, en la
dimensión de relevancia podemos encontrar un caso en el
que MT5 parece haber generado un resumen sustancial-
mente más relevante que el humano.

• MT5: El monarca emérito desea “dejar de desarrollar
actividades institucionales a partir del 2 de junio”

• Humano: Cuando has sido un personaje público mu-
chas cosas propias de esa vida pública se quedan adhe-
ridas. Es dif́ıcil enfrentarse al d́ıa sin secretarias ni ca-
mareros

• Enlace a la nota original

Es interesante mencionar también que en ese caso ni el
t́ıtulo ni el subt́ıtulo ni la imagen que acompañan son alusi-
vos a que el rey emérito deja sus actividades institucionales.
Esto parece indicar cierto sesgo editorial en no revelar toda
la información en los titulares o, tal vez, cierta inclinación
estética. En cualquier caso, en cuanto resúmen MT5 parece
haber logrado un mejor resultado.
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En segundo lugar, también entre los casos mejor pun-
tuados en relevancia podemos mencionar el siguiente:

• MT5: El futbolista José Antonio Reyes, de 35 años, ha
fallecido este sábado en un accidente de tráfico

• Humano: El jugador del Extremadura y ex del Sevilla,
Madrid y Arsenal fallece en accidente de tráfico en la
autov́ıa A-376, que une Sevilla a Utrera. El jugador iba
acompañado de su primo Jonathan Reyes, que también
ha perdido la vida, y de Juan Manuel Calderón, que
ha sido hospitalizado de extrema gravedad

• Enlace a la nota original

En este caso, si bien en una primera mirada MT5 pa-
rece ser más informativo que el humano, la diferencia de
puntaje en este caso viene del hecho de que el subt́ıtulo
no contiene toda la información relevante del titular. Por
el contrario, el t́ıtulo de esa noticia es Los equipos de José
Antonio Reyes, lo que incluye el nombre, que es justamente
la pieza de información faltante en el subt́ıtulo. Esto mismo
se complementa también con la imagen de la noticia.

Esta situación nos habla de la complejidad de la evalua-
ción y de cómo, a veces, la construcción de un conjunto de
datos puede ocultar determinadas decisiones. En este caso,
la elección del subt́ıtulo sin el t́ıtulo podŕıa haber quitado
parte relevante de la información, penalizando los resúme-
nes humanos, por un lado, y complejizando el aprendizaje
de la tarea, por otro.

En tercer lugar, el caso donde MT5 obtuvo un peor re-
sultado relativo al resumen Humano es el siguiente:
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• MT5: El ministro de Finanzas asegura que la Dirección
Central no teńıa conocimiento de estas acciones

• Humano: Inspectores tributarios dan el alto a conduc-
tores con veh́ıculos de lujo para revisar si tienen cuen-
tas pendientes

• Enlace a la nota original

En este caso puede verse que MT5 genera una frase bien
formada, con coherencia y cohesión y que además capta al-
go que está contenido en el texto y es, por lo tanto, veŕıdi-
co. Sin embargo, no logra captar el elemento central de la
noticia, que hay un operativo de tránsito con fines recau-
datorios.

Un cuarto y último caso para destacar la dificultad de
analizar la relevancia es el siguiente:

• MT5: Los sondeos a pie de urna indican que se revirtió
otra racha: la baja movilización juvenil, de solo el 28 %
en 2014

• Humano: Las nuevas generaciones rompen con los par-
tidos tradicionales en varios páıses y siguen dos cami-
nos dispares: el ecologismo o el ultranacionalismo

• Enlace a la nota original

Esta noticia es mucho más larga y más compleja que la
mayoŕıa de las demás. Cuenta con una gran cantidad de
cifras y con información de distintos páıses. Por un lado
es probable que no toda la noticia haya podido entrar en
el modelo, lo cual de por śı es una limitación. En segundo
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lugar, debido a la estructura de pirámide invertida de las
noticias es probable que el modelo haya intentado buscar
lo más relevante en las primeras secciones, cuando en este
caso se necesitaba una abstracción mucho mayor. Forzar un
resumen más abstracto para evitar simplemente buscar en
el texto de entrada es un desaf́ıo técnico que probablemen-
te requiera un mejor corpus de entrenamiento o mejores
técnicas de muestreo en ese corpus.

Sin embargo, las dificultades para generar buenos resúme-
nes no son tan peligrosas como un texto directamente falso.
Por ejemplo, el siguiente:

• MT5: El secretario estadounidense Patrick Shanahan
asegura que el gigante asiático puede dominar el gigan-
te asiático

• Humano: Los titulares de Defensa de ambos páıses se
reúnen en un foro de Seguridad en Singapur

• Enlace a la nota original

Si bien la frase esta mal formada, lo peligroso de la mis-
ma es que parece indicar que Patrick Shanahan aseguró que
China (el gigante asiático) podŕıa dominar algo, cuando lo
que en verdad dijo es que Ninguna nación puede,o debeŕıa,
dominar el Indo-Paćıfico.

Por otro lado, entre los resúmenes humanos se destaca
como uno de los peores puntuados en veracidad el siguiente:

• En este relato hay un viaje espacial, una esposa harta
de no ver a su marido y una barra libre abierta las 24
horas para colmar los excesos de dos rockeros
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• Enlace a la nota original

Ese resumen en cuestión es incorrecto y por dos motivos.
Por un lado, porque no se hace mención a que el exceso de
alcohol sea un problema en los rockeros sino el exceso de
drogas. Por otro lado, porque en rigor el problema descrip-
to no es de dos rockeros sino de uno solo, Elton John. Se
menciona a su vez a su compañero, Bernie Taupin, pero no
pareceŕıa haber tenido problemas de excesos con el alcohol
ni con las drogas, según la nota.

Por último, en lo que respecta a la coherencia y cohe-
sión, en algunos casos MT5 genera repeticiones sobre un o
varios gramas. Si bien esto puede parecer problemático es,
sin lugar a dudas, el inconveniente más fácil de resolver ya
que se puede identificar algoŕıtmicamente y usar otra de las
ramas en la búsqueda.

Dicho lo anterior, ¿qué condiciones hacen falta para que
estos modelos puedan funcionar en el mundo real?

Por un lado creo que es necesario definir un mejor con-
junto de datos, el cual debe estar orientado a la ĺınea edi-
torial en cuestión. Por ejemplo, puede ser más informativa,
más literaria o más orientada al clicbait. En este último
caso, cierta información se mantiene deliberadamente ocul-
ta del titular para que quien lo lea sienta la necesidad de
entrar a la nota. A su vez, debeŕıan generarse simultánea-
mente t́ıtulo y subt́ıtulo, entendiendo que la información
que no está contenida en uno puede estarlo en el otro.

En segundo lugar, entendiendo que la generación del tex-
to puede volverse repetitiva o falta de coherencia, seŕıa ne-
cesario tener algún método de contingencia, basado en al-
guna lógica que analice la estructura del texto.
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En tercer lugar, creo que la tarea más dif́ıcil es mejorar
la veracidad de los modelos. Debido a que el modelo extrae
información del texto que se le ingresa, puede ocurrir que
establezca una relación errónea relacionada a una entidad
del texto, por ejemplo, una fecha, una persona o un lugar
puede ser intercambiado por otra mencionada en el mis-
mo texto, generando la ilusión de que la frase es correcta
cuando no lo es. Para mejorar la calidad en este aspecto es
probable que sea necesario emplear una métrica distinta al
rouge.

Por lo expuesto anteriormente, creo que los primeros dos
puntos son realizables en el corto plazo, sin tanta nueva in-
vestigación pero el tercero puede aún ser dif́ıcil de alcanzar,
al menos en el idioma español. Pegasus obtiene resultados
mucho mejores en este aspecto, una hipótesis es que fue
entrenado en un corpus con mucha más información en el
objetivo a predecir pero su análisis excede a este trabajo.

Finalmente, algunas consideraciones adicionales sobre
los humanos como generadores de resúmenes y como eva-
luadores de los mismos.

Como se mencionó previamente qué es un buen resumen
no es algo sencillo de evaluar, sobre todo ya que ésto depen-
de de la ĺınea editorial. En algunos casos hay información
que ya se supone conocida, por ejemplo, véase la siguiente
noticia:

• T́ıtulo: Messi: “Contra el Liverpool cometimos errores
boludos”

• Subt́ıtulo: El delantero argentino asegura que La Liga
echa de menos a Cristiano y cuenta que todav́ıa sigue
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en contacto con Neymar

• Enlace a la nota original

La noticia comienza hablando sobre la derrota que sufrió
el Barcelona ante Liverpool, la cual es de gran envergadu-
ra porque se presupońıa que las condiciones estaban dadas
para que el primero avanzase a la siguiente ronda. Este con-
texto, que es clave, se desconoce en el t́ıtulo, y el subt́ıtulo
se centra en las declaraciones sobre Cristiano y Neymar.

Ahora bien, ¿cómo evaluar este caso? Desde el punto de
vista de la información, cierta parte importante está ausen-
te. Por otro lado, los lectores de la sección de deportes de
este diario tal vez ya cuentan con esa información porque,
por ejemplo, ya aparece en otra noticia ubicada más arriba
en el portal.

Entonces qué es lo relevante a incluir no siempre es fácil
de evaluar, esto lo vimos en el nivel de acuerdo, ya que el
Kappa para relevancia es mucho más bajo que el promedio,
0.389 contra 0.469. Desde este punto de vista podemos decir
que es más fácil evaluar la calidad de los resúmenes en las
demás dimensiones: veracidad, y coherencia y cohesión.

Por otro lado, debido a que Pegasus está especializa-
do en resúmenes (mucho más informativos que los t́ıtulo o
subt́ıtulos), éste obtiene mejores puntajes que los propios
humanos en relevancia.

Para concluir, podemos decir que las anotaciones huma-
nas son útiles para evaluar los modelos principalmente en
cuanto a la veracidad, y la coherencia y cohesión pero en
cuanto a la relevancia es posible que sea necesario reducir
el dominio de lo que es relevante y dar una indicación o
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instrucción más precisa de qué se espera. Esta indicación
o instrucción podŕıa permitir los sesgos propios de la ĺınea
editorial que se quiere generar, como habilitar a que cierta
información se presuponga, se deje solamente en el t́ıtulo, o
que se espere una imagen que complemente el texto. En es-
te sentido, concluimos del mismo modo a [26], alĺı muestran
que la detección de contenido relevante vaŕıa fuertemente
según si se restringe o no la definición de relevancia. Para
ello realizan un experimento en donde distintos anotadores
tienen que escribir un resumen, en un caso sin restricciones,
y en otro caso, respondiendo tres preguntas.

En otras palabras, debido a que la pregunta sobre qué
es un buen resumen es altamente subjetiva, es esperable
encontrar un nivel de acuerdo más bajo que en otras tareas.
Una forma de mitigar ésto es reduciendo fuertemente el
dominio del problema mediante una definición clara de qué
se espera que incluya el resumen, por ejemplo, exigiendo
que responda ciertas preguntas. Aún aśı, no está claro qué
tanto se puede reducir esta subjetividad, por la naturaleza
misma del problema.

Una posible extensión del modelo MT5 seŕıa entrenar
distintos prefijos con distintos estilos de t́ıtulos y/o subt́ıtu-
lo. Aśı también, seŕıa posible dar distintos est́ılos según la
sección del diario: deportes, poĺıtica, economı́a, etc.
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7 Conclusiones

En el presente trabajo se aplican métodos para entrenar
modelos de resumen abstracto en español. Estos métodos
están basados en la arquitectura conocida como Transfor-
mer. La base teórica detrás de esta arquitectura y otras
posteriores están desarrolladas en las secciones Marco teóri-
co y Modelos preentrenados y ajuste fino. Alĺı se detalla la
diferencia entre modelos preentrenados y la especialización
de esos modelos en tareas puntuales, este último proceso
conocido como ajuste fino.

A partir de lo visto alĺı, en la sección Metodoloǵıa se
plantean dos técnicas para entrenar modelos de resumen
en español. La primera de ellas es inicializar un modelo
encoder-decoder basado en Beto (un modelo Bert entre-
nado en español), continuar el preentrenamiento en datos
similares (usando el conjunto CC-NEWS-ES) y, finalmen-
te, ajustar en las tareas definidas. El segundo enfoque es
emplear MT5 haciendo un ajuste fino del modelo a las ta-
reas. Además, las tareas definidas son dos: la predicción
de t́ıtulos a partir del conjunto CC-NEWS-ES-titles y la
predicción de los resúmenes de la sección en español de
MLSUM, que surgen de el diario El Páıs de España.

Los resultados obtenidos son medidos con la métrica rou-
ge y sus variantes. Según esta métrica podemos ver que
Beto2Beto obtiene un mejor resultado que MT5 pero am-
bos tienen un mejor resultado que mBert que es el modelo
usado en MLSUM como benchmark. Sin embargo, como
se ve en la sección Evaluación de modelos, las métricas
automáticas no reflejan fielmente la calidad de los resúme-
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nes. Por este motivo, complementamos el análisis con una
evaluación basada en anotaciones humanas y comparamos
Beto2Beto, MT5 y el resumen humano usando datos de
MLSUM. Como benchmark se usa el modelo Pegasus, el
cual está entrenado en un conjunto de datos en inglés, con
lo cual es necesario primero traducir de español a inglés y
luego de vuelta de inglés a español. Además, está entrena-
do con un resúmenes bastante más largos lo que afecta en
parte algunos resultados.

Del análisis basado en anotaciones humanas podemos
decir que MT5 sólo obtiene resultados comparables a los
humanos en veracidad. Tanto en coherencia y cohesión co-
mo en relevancia queda relegado contra los humanos. Pega-
sus obtiene un mejor resultado aunque no totalmente com-
parable en relevancia y un mejor resultado en veracidad.
Beto2Beto queda muy detrás en los tres ejes de análisis.

Evaluar la relevancia de un resumen es una tarea al-
tamente subjetiva y, sin una adecuada delimitación de la
misma, el grado de acuerdo entre anotadores se puede ver
afectado. En este trabajo, vemos que el nivel de acuerdo
entre anotadores con respecto a la relevancia es menor que
con respecto a la veracidad y a la coherencia y cohesión. Pa-
ra una futura ĺınea de investigación, se recomienda acotar
la evaluación de los resúmenes mediante preguntas claras
que deban ser respondidas.

La diferencia en los resultados entre MT5 y Beto2Beto
es mayor en veracidad que en coherencia y cohesión. Una
posible explicación sobre esta diferencia es que MT5 usa
un entrenamiento multitarea con objetivos supervisados y
semi-supervisados durante el preentrenamiento. Además, el
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conjunto de datos usado es mucho mayor al de Beto2Beto
(unos 2 órdenes de magnitud de diferencia).

Como parte de este trabajo y en ĺınea con el tercer objeti-
vo que nos propusimos, se entrenan 5 modelos y se constru-
yen dos conjuntos de datos, todos disponibles en la plata-
forma de HuggingFace. El entrenamiento de estos modelos
implica un nivel de esfuerzo y costos razonable, gracias al
empleo de los paquetes disponibilizados por HuggingFace,
aśı como también gracias al empleo de cómputo en AWS.

Como ĺıneas de investigación futura se puede mencio-
nar el desarrollo de modelos basados en aprendizaje semi-
supervisado. En este enfoque se construye un problema su-
pervisado a partir de información que no está etiquetada,
es decir, que no está manualmente curada. Por ejemplo,
en [17] se aprende a generar un resumen abstracto de opi-
niones sobre Yelp y sobre Rotten Tomatoes tomando co-
mo target un comentario (de los más valorados) y como
entrada los 3 comentarios más parecidos al elegido en el
objetivo. De este modo se obtienen excelentes resultados
sin información etiquetada. Pueden verse otras aproxima-
ciones semi-supervisadas a PLN en Marge [30] o en [6] y
en [62]. Por otro lado, los conjuntos de datos disponibiliza-
dos permiten otras ĺıneas de trabajo posibles. Por ejemplo,
con CC-NEWS-ES es posible realizar un análisis de tópicos
por páıs, comparando los temas que en cada páıs se tratan.
Siguiendo con esta idea, es posible realizar un análisis de
sesgos y comparar los sesgos entre los distintos páıses, a
partir de entrenar un embedding por páıs.
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7.1 Consideraciones éticas

En esta sección describimos los riesgos éticos implicados por
los conjuntos de datos creados durante este trabajo y los
modelos, siguiendo los lineamiento establecidos por ACL.
En primer lugar, los dos conjuntos de datos abiertos se
basan en el mismo origen: el ı́ndice de noticias de Common
Crawl. Como se mencionó previamente, este ı́ndice no es el
mismo que se usa habitualmente, por ejemplo, como parte
de C4. Dicho ésto, vale aclarar que no se usaron anotaciones
manuales como parte de la construcción de estos conjuntos
de datos.

Este ı́ndice se basa en la extracción de noticias a par-
tir de las suscripciones a los RSS de las webs y también
basándose en los mapas de los sitios de noticias. En el pri-
mer caso, está claro que el portal de noticias está intentado
facilitar el acceso programático mediante el establecimien-
to de un protocolo RSS, sin embargo, en el segundo caso
no es obvio que el acceso programático de terceros sea algo
buscado. Si bien han habido algunas discusiones sobre la
legalidad o ilegalidad de extraer las páginas webs de ma-
nera automática, el caso de Common Crawl no parece ser
sustancialmente distinto al ı́ndice que construye Google,
solamente que en un caso la información se disponibiliza
publicamente y en otro no. Dicho ésto, no se han podido
encontrar antecedentes de acciones legales contra Common
Crawl que argumenten algún accionar indebido. Por otro
lado, Common Crawl tiene publicados los términos de uso
y, a su vez, describen algunos aspectos técnicos relevantes
como, por ejemplo, que honran los archivos robotos.txt,
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en los cuales se puede establecer la velocidad de consumo
de la información (para evitar enlentecer la página en cues-
tión), aśı como también los meta-tag NOFOLLOW del
mapa del sitio.

Como fue mencionado anteriormente, el ı́ndice de noti-
cias de Common Crawl no consta con un atributo con el
idioma. Por este motivo, se usó un proceso que selecciona
los párrafos en base un modelo que predice el idioma. Es
probable que esto haya introducido algún sesgo contra los
textos bilingües o en los que se emplean términos en inglés
dentro de un texto mayormente en español.

Como es esperable, siendo un corpus de noticias es po-
sible encontrar distintos tipos de sesgos, como sesgos de
género y de raza, y también es posible hallar expresiones
discriminatorias o potencialmente dañinas. Además, este
tipo de expresiones es probable que vaŕıen según la ĺınea
editorial según la cual se redactó el texto en śı.

Por este motivo, es recomendable que si se usaran es-
tos datos para entrenar un modelo con una aplicación tal
que los sesgos de éstos pudieran reproducirse o exacerbar-
se, se considere aplicar una serie de preprocesamientos a
fin de reducir los mismos. Por ejemplo, se podŕıan definir
reglas para eliminar noticias enteras o párrafos. Estas re-
glas tendŕıan por fin identificar expresiones potencialmente
maliciosas para eliminarlas.

Otra observación relacionada a las noticias es que los
t́ıtulos y el texto en śı puede tener una organización que
imprime su propio sesgo a los modelos de lenguaje. Por un
lado, los t́ıtulos están muchas veces escritos de modo que
incitan al lector a hacer clic, con lo cual no siempre fun-
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cionan como un resumen efectivo. En segundo lugar, los
cuerpos de las noticias pueden estar organizados según lo
que se llama una pirámide invertida, es decir, la mayor
parte de la información se encuentra al comienzo y luego
se completa la noticia con detalles. Ambas caracteŕısticas
pueden o no afectar el rendimiento del modelo que se en-
trene con estos datos pero vale la pena analizar las posibles
implicancias.

Vale la pena agregar también una observación técnica.
La extracción del cuerpo y de los t́ıtulos se basó en tags
html. Para el cuerpo se usó el tag body y para el t́ıtulo
el tag h1. Esta elección parece ser en términos generales
correcta pero, por supuesto, podŕıa fallar.

En cuanto a los modelos entrenados como parte de es-
te trabajo, es preciso mencionar que sus sesgos no fueron
analizados. Con lo cual, antes de emplearlos en una apli-
cación real es altamente recomendable evaluar los mismos
atendiendo con especial cuidado los grupos menos represen-
tados o con sesgos potencialmente perjudiciales. Para ello,
se sugiere establecer un conjunto de casos de evaluación,
donde se pueda analizar el comportamiento del modelo en
torno a distintos ejes, como valores, profesiones, oficios, etc.

Por último, en este trabajo se analizan otras caracteŕısti-
cas de los modelos, entre las cuales se destaca como poten-
cialmente perjudicial la veracidad, ya que en muchas oca-
siones los modelos generan resúmenes verośımiles pero no
veŕıdicos.
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8 Apéndice

8.1 La representación del lenguaje mediante embeddings de
palabras

La idea de entrenar un embedding como forma de represen-
tar una palabra en un espacio vectorial ‘manejable’ cobra
mucha fuerza especialmente con el desarrollo de modelos
entrenados sobre corpus masivos. El primero de éstos mo-
delos, Word2Vec [38], es entrenado sobre Google News. A
este modelo le siguen Glove, entrenado sobre Wikipedia,
Gigaword, Twitter y CommonCrawl [43] y FastText, entre-
nado en Wikipedia y CommonCrawl [4].

8.1.1 Word2Vec

En 2013 la disciplina del procesamiento del lenguaje natu-
ral da un salto con el algoritmo conocido como Word2Vec
[38]. Con la publicación de este modelo se disponibilizan
los parámetros entrenados de varios modelos en un corpus
muy grande (al menos para ese entonces) de Google News.

En este trabajo se plantean dos arquitecturas nuevas que
permiten un entrenamiento más rápido y con mejores re-
sultados que las arquitecturas previas.

Una de estas arquitecturas es la llamada Continuous Bag
of Words o CBox y es similar al modelo en [3] pero se
elimina la capa oculta. Se toman como entrada los vectores
one-hot de cada palabra, luego se los agrega y se los pasa
a la capa que los proyecta. Esta capa es el embedding y
equivale a la C en el modelo anterior. Es de dimensión
|V |.m donde |V | es la cantidad de palabras distintas y m la
dimensión del embedding. En el trabajo original se prueba

118



el entrenamiento con embeddings de un m de 100, 300 y
600.

Vale la penar notar que el embedding es compartido en-
tre todas las palabras, haciendo que los vectores de éstas
sean promediados sin importar la posición de cada término
en la frase. En este caso se usan palabras anteriores y pos-
teriores indistintamente, y el objetivo en CBow es predecir
la palabra del medio de una ventana de ancho fijo. A las
palabras previas y posteriores se las conoce como el con-
texto.
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Figura 17: CBow architecture

La segunda arquitectura propuesta es el modelo skip-
gram. En este caso, dada una oración se toma una palabra
y se intenta predecir otra palabra tomadas de esa misma
frase, empleando una arquitectura muy similar, donde el
vector de entrada pasa a la capa de proyección (o embed-
ding) y luego se pasa a la capa de salida.
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Figura 18: Skip-gram architecture

En la capa de salida vez de usar softmax se usa hierar-
chical softmax [40].

Por otra parte, en este trabajo se plantea una nueva for-
ma de presentar el resultado de los embeddings. En vez de
presentar las palabras más similares a una determinada pa-
labra, se propone una nueva tarea. Ésta consiste en tratar
de adivinar la mejor analoǵıa para distintos tipos de rela-
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ción bajo la pregunta “¿qué palabra es similar a C, en el
mismo sentido (o en la misma proporción) en que lo son A
y B?”. Por ejemplo, “¿qué palabra es similar a ‘Berlin’ en
el mismo sentido en que ‘Francia’ y ‘Paris’ son similares?
La respuesta esperada en este caso es Alemania.

Para responder esta pregunta se pueden emplear los vec-
tores del embedding haciendo la siguiente operación:

X = vector(”biggest”)− vector(”big”) + vector(”small”)
(8.1)

Luego, resta encontrar la palabra correspondiente al vec-
tor más similar a X, y con eso tendremos la respuesta al
problema.

Una manera gráfica de entender esta tarea es realizando
una proyección de los embeddings sobre un espacio de 2 di-
mensiones para graficarlo. En [39] se realiza eso, empleando
PCA y tomando los primeros dos componentes para gene-
rar la Figura 19.
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Figura 19: Vectores proyectados con PCA

Además, se presenta un metodo de evaluación basado
en relaciones semánticas y sintácticas llamado Semantic-
Syntactic Word Relationship test set. Presenta las siguien-
tes subtareas de analoǵıas:

• Ciudades capitales comunes

• Todas las ciudades capitales

• Monedas

• Ciudad-en-estado

• Hombre-Mujer

• Adjetivo a adverbio

• Opuestos

• Comparaciones
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• Superlativos

• Gerundios

• Gentilicios de nacionalidades

• Pretéritos

• Sustantivos plurales

• Adjetivos plurales

Las tareas para cada uno de esos grupos consiste en en-
contrar la palabra que cumple con una determinada ana-
loǵıa. Por ejemplo, en la tarea de pretéritos se desea conocer
qué palabra es similar a ‘nadando’ en la misma manera en
que lo son ‘caminando’ y ‘caminó’. La respuesta a la ana-
loǵıa se considera correcta sólo si corresponde exactamente
a la palabra esperada, los sinónimos se consideran incorrec-
tos.

En [20] se propone un nuevo conjunto de testeo de ana-
loǵıas en el cual se excluyeron (en parte) homónimos (ya
que presentan dificultades para ser evaluados), se trató de
excluir la mayor cantidad posibles de palabras evidente-
mente ambiguas y se acepta más de una respuesta correcta
posible, basándose en WordNet [18].

8.1.2 Extensiones a Word2Vec

En [39] los autores realizan varios avances que se comentan
en esta sección.

Hay determinadas palabras que aparecen más frecuente-
mente en los corpus que otras. Por ejemplo, en un modelo
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skip-gram la coocurrencia de Argentina y Mendoza proba-
blemente sea de más ayuda que la coocurrencia de Argen-
tina y la, ya que la aparece much́ısimas más veces y con
muchas más palabras. De la misma forma, la representa-
ción de la no debeŕıa cambiar mucho por estar presente un
poco menos en el conjunto de entrenamiento. Por este mo-
tivo, para balancear el conjunto de entrenamiento se realiza
un proceso llamada subsampling de palabras, en el cual
cada palabra tiene una probabilidad de ser eliminada de:

P (wi) = 1−

√
t

f (wi)
(8.2)

Donde f(wi) es la frecuencia de la palabra wi y t es
una constante, generalmente cerca de 10−5. Esta fórmula
tiene la ventaja de disminuir fuertemente las palabras más
frecuente que el punto de corte pero mantiene el ranking
de la frecuencia de las palabras.

Una segunda extensión al algoritmo original de Word2vec
es Negative sampling. En cada paso del entrenamiento
del modelo se compara el vector predicho con el vector espe-
rado. El vector predicho consta de un valor de probabilidad
para cada una de las palabras de V mientras que el vector
esperado consta de un 1 para la palabra observada y 0 para
cada otra palabra. Ahora bien, en cada paso se actualizan
los pesos de todas las palabras. Con negative sampling,
en cambio, se toma otra estrategia: se define un número k
(de 5 a 20 en conjuntos de datos chicos y de 2 a 5 en con-
juntos de datos más grandes) de palabras negativas que se
usarán para evaluar. Es decir, sólo se evalua el valor positi-
vo y k valores negativos. La ventaja de ésto es que sólo una
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pequeña parte del total de parámetros serán actualizados,
ahorrando much́ısimo costo computacional.

Para elegir las muestras negativas se toman al azar k
elementos. Si ésto se hiciera en base a la distribución de los
datos la distribución seŕıa:

P (wi) =
f (wi)∑n

j=0 (f (wj))
(8.3)

Se realiza un cambio que disminuye un poco a las pala-
bras más frecuentes, quedando definida la distribución de
la siguiente manera [1]:

P (wi) =
f (wi)

3/4∑n
j=0

(
f (wj)

3/4
) (8.4)

El valor de 3/4 es definido emṕıricamente.
De esta forma, si en el modelo skip-gram la función ob-

jetivo original es:

1

T

T∑
t=1

∑
−c≤j≤c,j 6=0

log p (wt+j|wt) (8.5)

Siendo:

p (wO|wI) =
exp

(
v′>wO

vwI

)∑W
w=1 exp (v′>w vwI

)
(8.6)

Con negative sampling:

log σ
(
v′>wO

vwI

)
+

k∑
i=1

Ewi∼Pn(w)

[
log σ

(
−v′>wi

vwI

)]
(8.7)
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en donde P es la distribución de la que se extraen los
casos negativos.

Una tercera extensión a mencionar es la composición
de frases. Sin necesidad de ahondar en detalles, un pro-
blema con la implementación original que se subsana en
este trabajo es el uso de frases como tokens. Por ejemplo,
es necesario aprender un embedding espećıfico para Buenos
Aires, ya que se usa en contextos diferentes a Buenos y a
Buenos y tiene un significado propio. Para ello, los autores
generan una técnica para encontrar frases que son compo-
sición de términos y agrandar V .

En este trabajo se introduce una nueva propiedad alge-
braica de interés, veamos los siguiente ejemplos:

vec(Russia) + vec(river) es cercano a vec(V olgaRiver)
(8.8)

vec(Germany) + vec(capital) es cercano a vec(Berlin)
(8.9)

Los vectores de palabras del embedding son entrenados
para predecir las palabras cercanas en una frase. Además,
se encuentran relacionados logaŕıtmicamente con las pro-
babilidades computadas en la salida del modelo. Por este
motivo, la suma de dos vectores de palabras está relacio-
nada con el producto de dos distribuciones de contexto.
El producto opera como una función AND. Esto es lo que
permite que al sumar dos vectores tengamos un nuevo vec-
tor que es similar a alguna palabra que tiene sentido en el
contexto de esas dos palabras.
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8.1.3 Global Vectors (GloVe)

En [43] se plantea que existen dos familias de técnicas que
permiten generar vectores de palabras:

1. Métodos de factorización de matrices como Latent Se-
mantic Analysis (LSA). En este tipo de modelos lo que
se intenta es generar una matriz que contenga informa-
ción estad́ıstica relevante y luego reducir su dimensio-
nalidad. En LSA se emplea una matriz de términos y
documentos, donde en cada fila hay un término y en ca-
da columna un documento, y en las celdas la cantidad
de ocurrencias. Luego, se reduce la dimensionalidad de
la matriz aplicando una descomposición en valores sin-
gulares de la misma, esto permite conservar en cierta
medida las propiedades estad́ısticas reduciendo el ta-
maño de la matriz.

2. Modelos basados en ventana, donde básicamente se
trata de construir un problema predictivo en el con-
texto de una palabra, como los ya presentados [3] y
[38]. Estos modelos tienen la ventaja de permitir re-
laciones algebraicas interesantes pero, por otra parte,
no aprovechan los estad́ısticos globales del corpus sino
que aprenden sólo por el contexto.

GloVe pretende acercar ambas familias de técnicas con
un enfoque conjunto.

Este trabajo arranca con la siguiente observación: dadas
dos palabras, como hielo (ice) y vapor (steam), la palabra
sólido debeŕıa aparecer más frecuentemente con hielo que
con vapor. Con lo cual, la probabilidad de sólido dado que
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Probabilidad y ratio k = solid k = gas k = water k = fashion

P (k|ice) 1,9× 10−4 6,6× 10−5 3,0× 10−3 1,7× 10−5

P (k|steam) 2,2× 10−5 7,8× 10−4 2,2× 10−3 1,8× 10−5

P (k|ice)/P (k|steam) 8,9 8,5× 10−2 1,36 0,96

Cuadro 7: Probabilidad y ratios, tomado de [43]

está la palabra hielo debeŕıa ser mayor que la probabilidad
de sólido dado que está presente la palabra vapor. El ra-
tio entre ambas probabilidades debeŕıa ser mucho mayor a
1. En cambio, si en vez de sólido tuviésemos una palabra
no relacionada con hielo ni con vapor el ratio debeŕıa ser
cercano a 1. Puede observarse lo dicho en la tabla 7.

De esta manera, se plantea que puede ser interesante
modelar como objetivo el ratio de las probabilidades, ya
que este valor es altamente informativo de la relación entre
tres palabras.

Antes de seguir con la derivación del modelo se defi-
ne lo siguiente. Siendo X la matriz de coocurrencias entre
pares de palabras, donde Xij representa la cantidad de ve-
ces que la palabra j ocurre en el contexto de i. Entonces
Xi =

∑
kXik es la cantidad de veces que cualquier palabra

aparece en el contexto de i. De esta forma tenemos que la
probabilidad de ver la palabra j en el contexto de i es:

Pij = P (j|i) = Xij/Xi (8.10)
5Los autores no reportan el número de tokens, como aproximación se toman la

cantidad de palabras en Wikipedia para el idioma español (accedidas el 29/04/2021 en
https://es.wikipedia.org/w/index.php?title=Especial:Estad %C3 %ADsticas&action=raw)

6Los autores no reportan el número de tokens sino el número de páginas, un total de
19.102.397 en español. Además, indican que cortan los documentos a un máximo de 512
tokens. De alĺı que inferimos que el total de tokens es, como máximo, 9.780.427.264
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Ahora bien, dadas tres palabras i, j y k, la forma más
general para modelar el ratio de probabilidad es:

F (wi, wj, w̃k) =
Pik
Pjk

(8.11)

donde w ∈ Rd son vectores de palabras y w̃ ∈ Rd son los
vectores de palabras de contexto, es decir, hay dos tipos de
embeddings. En nuestro ejemplo i era hielo, j era vapor y
k era sólido.

Como se pretende obtener vectores de palabras que co-
difiquen el ratio entre ambas probabilidades pero en el es-
pacio vectorial, podemos restringir F a que dependa de la
diferencia entre las palabras objetivo:

F (wi − wj, w̃k) =
Pik
Pjk

(8.12)

Siendo que se desean obtener embeddings que tengan
las propiedades algebraicas que vimos en Word2Vec F no
debeŕıa ser una red que oculte la relación lineal entre los
vectores. En definitiva, se intenta conservar la relación li-
neal entre wi − wj y w̃k. Por este motivo se plantea a F
como:

F
(

(wi − wj)T w̃k
)

=
Pik
Pjk

(8.13)

Debe tenerse en cuenta que la distinción entre un término
como objetivo y como contexto es arbitraria, con lo cual
el modelo debe ser invariante al cambio de rol para una
palabra. Para mantener la simetŕıa se comienza pidiendo
homomorfismo, con lo cual se puede mostrar que:
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F
(

(wi − wj)T w̃k
)

=
F
(
wT
i w̃k

)
F
(
wT
j w̃k

) (8.14)

De esta forma:

Pik = Xik/Xi = F
(
wT
i w̃k

)
(8.15)

La solución a 8.14 es F = exp o, lo que es igual:

wT
i w̃k = log (Pik) = log (Xik)− log (Xi) (8.16)

Aśı, podemos convertir el ratio de probabilidad en un
diferencia de logaritmos. Por otra parte, el término log(Xi)
no depende de k con lo que puede ser absorbido en un
término de sesgo bi. Además, para mantener la simetŕıa
con k es necesario agregar un término b̃k.

Aśı tenemos que:

wT
i w̃k + bi + b̃k = log (Xik) (8.17)

Una última cuestión a considerar es que un problema de
esta especificación del modelo es que le da la misma im-
portancia a todos los pares de coocurrencias, sin importar
si son frecuentes o no. Para ello se agrega una función que
pesa la importancia del par. De esta manera, se tiene la
siguiente función de costo del modelo:

J =
V∑

i,j=1

f (Xij)
(
wT
i w̃j + bi + b̃j − logXij

)2

(8.18)

Como f toman:
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f(x) =

{
(x/xmáx)α if x < xmáx

1 otherwise
(8.19)

En este caso los autores argumentan que el modelo no
depende demasiado de xmáx, que lo fijan en 100 y que en-
contraron los mejores resultados con α = 3/4.

En este trabajo, además, los autores hacen una compa-
ración entre las funciones objetivos de Word2Vec y GloVe.
Comienzan planteando que la función objetivo global de un
modelo skip-gram se puede pensar como:

J = −
∑

i∈corpus
j∈context(i)

logQij (8.20)

Donde Qij es una función softmax que modela la proba-
bilidad de ver a j en el contexto de i. Si en vez de evaluar
el modelo corriendo una ventana por el contexto primero
agrupamos aquellas palabras que ocurren juntas, haciendo
uso de la matriz de coocurrencia X:

J = −
V∑
i=1

V∑
j=1

Xij logQij (8.21)

Luego, recordando que Xi =
∑

kXik y que Pij = Xij/Xi

tenemos que:

J = −
V∑
i=1

Xi

V∑
j=1

Pij logQij =
V∑
i=1

XiH (Pi, Qi) (8.22)

Donde vemos que H es la función de entroṕıa cruza-
da entre Pi y Qi, pesada por Xi. Los autores argumentan
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que esta función para medir distancia entre probabilidades
tiene el defecto de darle demasiado peso a los términos po-
co frecuentes. Además, requiere que Q sea normalizada, lo
cual genera un costo computacional insoslayable. Aunque,
como vimos antes, existen aproximaciones que mejoran la
eficiencia en el cómputo.

Además, los autores argumentan que una alternativa
seŕıa tomar la diferencia de cuadrados de los P y Q sin
normalizar pesados por la cantidad de ocurrencias, obte-
niendo:

Ĵ =
∑
i,j

Xi

(
P̂ij − Q̂ij

)2

(8.23)

donde P̂ij = Xij y Q̂ij = exp
(
wT
i w̃j

)
. Además, argu-

mentan que Xij puede crecer mucho en la práctica, lo cual
puede generar problemas numéricos. Para resolver eso se
puede aplicar logaritmos a P̂ij y a Q̂ij teniendo:

Ĵ =
∑
i,j

Xi

(
log P̂ij − log Q̂ij

)2

=
∑
i,j

Xi

(
wT
i w̃j − logXij

)2

(8.24)
Por último, es evidente que Xi como factor de peso no

tiene por qué ser óptimo, con lo cual podemos generalizar
ésto reemplazando por una función f(Xij) lo cual nos deja
en la ecuación 8.18.
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8.2 Gúıa para anotadores

Relevancia: ¿se selecciona contenido importante? Qué es
importante o relevante es una cuestión subjetiva, sin em-
bargo, en términos generales un resumen no debeŕıa incluir
detalles o comentarios marginales o “al pasar”de la noticia
original. Puntajes:

• 2: el resumen refleja lo más importante de la nota y no
se incluye información irrelevante

• 1: O bien el resumen refleja algo importante pero tal
vez no lo más importante, o bien incluye lo más im-
portante de la nota pero también incluye información
irrelevante.

• 0: El resumen no refleja lo más importante de la nota,
sólo incluye información irrelevante

Veracidad: ¿los hechos que marca el resumen están ali-
neados con la fuente? En este caso nos interesa saber si los
hechos mencionados en la nota se reflejan fielmente en el
resumen. En ocasiones un resumen puede contener infor-
mación que parece real pero no lo es. Por ejemplo, fecha,
lugares, personas, etc. Por ejemplo, a veces se menciona un
sustantivo que śı aparece en la nota pero asociado a una
acción que corresponde a otro sustantivo.

• 2: Todos los hechos mencionados son ciertos.

• 1: Algunos hechos mencionados son ciertos pero otros
no.

• 0: Ningún hecho mencionado es cierto.
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Coherencia y cohesión: las frases, ¿tienen coherencia
y cohesión?

• 2: Todas las frases están bien formadas (son coherentes
y muestran cohesión).

• 1: Algunas frases están bien formadas (son coherentes
y muestran cohesión) pero otras no.

• 0: Ninguna frase está bien formada.

Nota: los errores de tipeo no deben ser considerados salvo
que sean tan graves como para realmente afectar el signifi-
cado.

8.3 Modelo de lenguaje - Beto2Beto

A continuación se presentan resultados de generación de
texto empleando Beto2Beto. El único postprocesamiento
realizado es la eliminación de los tokens como CLS, SEP Y
UNK. Debe tenerse presente que Beto2Beto se basa en una
arquitectura encoder-decoder y que no es la arquitectura
más adecuada para la generación de texto libre.
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Entrada Salida

El ministro de economia
de la argentina dijo que

el gobierno de mauricio
macri no tiene nada que
ver con la crisis econo-
mica y social, pero si es
cierto lo contrario. en es-
te momento hay una si-
tuacion muy dificil pa-
ra todos los argentinos
: tenemos un deficit fis-
cal primario del 27 por
ciento anual ( 18 pun-
tos porcentuales ) dijo a
periodistas fernandez al
ser consultado sobre las
medidas anunciadas ayer
tras conocerse su decision
final respecto hacia ar-
gentina luego se conocie-
ran datos oficiales publi-
cados hoy donde estima-
ban haber caido hasta 40
mil millones durante 2016
- 2019 debido principal-
mente parcialmente tam-
bien factores externos co-
mo inflacionaria e incerti-
dumbre politica
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Entrada Salida

El fiscal general de la na-
ción dijo estar en contra
de ese fallo.

no es un fallo de la cor-
te suprema, sino que se
trata del tribunal cons-
titucional. el presidente
tiene una responsabilidad
muy grande en este tema
y por eso le pedimos a
los magistrados ( jueces
) tener claridad sobre lo
actuado hasta ahora pa-
ra poder actuar con total
transparencia e imparcia-
lidad dijo al ser consul-
tado si habian pedido su
destitucion o bien porque
estaban dispuestos hacer-
lo sin ningun tipo contra-
vencional ni penal alguno
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Entrada Salida

River derrotó a su clásico
rival el domingo pasado

y se quedo con el titu-
lo de la superliga. en ese
contexto, los hinchas del
millonario no dudaron un
segundo para festejar su
triunfo : es una alegria
inmensa poder estar aca
hoy ( por ayer ) por-
que nos da mucha fuer-
za seguir trabajando dia
a partido estamos muy
contentos que esten aqui
todos ustedes! gracias al
club xeneize siempre lo
digo asi cuando me toca
jugar contra boca juniors
o river plate pero nunca
mas voy hacer esto como
entrenador?
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Entrada Salida

La economı́a mexicana
volvió a caer este trimes-
tre, debido principalmen-
te a

la desaceleracion de las
exportaciones, que se
contrajo un 0. 1 en el se-
gundo trimestre del ano
y una caida interanual
cercana al 3 por ciento
frente a igual periodo
previo ( - 2 ) debido prin-
cipalmente sobre todo
para los sectores ma-
nufacturero e industrial
con menor dinamismo
economico como son
automotriz o telefonia
celular entre otros rubros
mas importantes durante
este primer semestre
fiscal 2019
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Entrada Salida

Las criptomonedas son
monedas que se usan ca-
da vez mas

en todo el mundo. son un
medio de pago que se uti-
liza para comprar bille-
tes, monedas y otros pro-
ductos financieros a tra-
ves del internet o la ban-
ca tradicional como par-
te importante tambien es
una forma segura e in-
dependientemente si es-
tas usando criptomone-
das tradicionales ( bit-
coin ) u otras divisas
virtuales con las cuales
cuentas actualmente sin
necesidad tener acceso al
sistema financiero mun-
dial por lo general no
existen bancos centrales
ni reguladores internacio-
nales autorizados especi-
ficando su uso especifi-
co dentro los mercados
emergentes donde operan
estos instrumentos ban-
carios
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