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Resumen

Hace tan solo 30 anos se descubrié el primer exoplaneta orbitando a una estrella
de tipo solar. Al dia de hoy, més de 5900 han sido detectados y su nimero sigue
creciendo radpidamente gracias a los avances tecnolégicos.

El método de velocidad radial (RV, por sus siglas en inglés) ha resultado uno de los
mas exitosos y prometedores para la deteccion de planetas a partir de los movimientos
que estos inducen en su estrella. Si bien las mejoras instrumentales han logrado medir
variaciones de velocidades cada vez mas pequenas, el ruido por la propia actividad
estelar y el muestreo irregular pueden dificultar la deteccion de senales planetarias
y generar falsas detecciones. Debido a ello, técnicas de aprendizaje automatico han
comenzado a ser exploradas con el objetivo de solventar este problema.

En esta tesis se construye una red neuronal convolucional con una capa de atencion
para detectar senales planetarias en estrellas de tipo solar, utilizando mediciones
simuladas de RV generadas sobre calendarios de observacion representativos de la
busqueda de exoplanetas. La red obtiene un 54 % menos de falsos positivos que el
enfoque tradicional basado en la hipotesis nula, sin aumentar la cantidad de falsos
negativos. Esta mejora esta principalmente concentrada en senales de baja amplitud,
asociadas a planetas de baja masa. Por otro lado, se analizaron los pesos de la capa
de atencién con el objetivo de identificar qué regiones de la entrada prioriza el modelo
durante la clasificacion. Se encontré una correlacion entre estos pesos y la prediccion
de la red.

Se evalué su desempeno sobre 159 senales reales de estrellas con al menos un
planeta detectado, obteniendo una correcta clasificacion en la mayoria de los casos.
Ademés, se los utilizé para realizar un ajuste fino (fine-tuning) sobre la red, mejorando
su capacidad de deteccion sobre datos reales. Estos resultados muestran el potencial
uso de redes neuronales como posible herramienta superadora para la deteccién de
senales planetarias en mediciones de velocidad radial.






Abstract

Only 30 years ago, the first exoplanet orbiting a Sun-like star was discovered. To
date, more than 5900 have been detected, and the number continues to grow rapidly
thanks to technological advances.

The radial velocity (RV) method has proven to be one of the most successful
and promising techniques for detecting planets through the motions they induce on
their host stars. While instrumental improvements have enabled the measurement
of increasingly smaller velocity variations, stellar activity and irregular sampling can
make the detection of planetary signals more difficult and lead to false positives.
For this reason, machine learning techniques have recently begun to be explored to
address this challenge.

In this thesis, we develop a convolutional neural network with an attention la-
yer to detect planetary signals in Sun-like stars, using simulated RV measurements
generated over observation calendars representative of exoplanet searches. The net-
work achieves 54 % fewer false positives than the traditional null-hypothesis-based
approach, without increasing the number of false negatives. This improvement is
mainly concentrated in low amplitude signals, associated with low mass planets. In
addition, the attention layer weights were analyzed to identify which regions of the
input the model prioritizes during classification, revealing a correlation between these
weights and the network’s predictions.

The method was further evaluated on 159 real signals from stars with at least one
confirmed planet and achieved correct classifications in most cases. These data were
also used to perform fine-tuning on the network, enhancing its detection capability on
real observations. Overall, these results highlight the potential of neural networks as a
promising tool for the detection of planetary signals in radial velocity measurements.
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To see a world in a grain of sand

And a heaven in a wild flower,

Hold infinity in the palm of your hand
And eternity in an hour

1 Introduccion

La astronomia es una de las ciencias mas antiguas de la humanidad. A lo largo
de la historia, innumerables civilizaciones han observado el cielo para comprender su
entorno, guidandose por los astros en actividades tan diversas como la agricultura,
la navegacién y la organizacion del tiempo. Desde tiempos antiguos, los planetas
eran reconocidos como astros errantes, diferentes de las estrellas fijas debido a su
movimiento particular en el cielo. Fue recién en 1609 cuando Galileo Galilei, utilizando
por primera vez un telescopio para observar el cielo, descubrié que los planetas no
eran simples puntos de luz como las estrellas, sino otros mundos con sus propias
caracteristicas. Dentro de esta vasta area del conocimiento, una pregunta fundamental
fue respondida por primera vez hace poco mas de tres décadas. ; Existen planetas fuera
del Sistema Solar?

1.1. Exoplanetas: contexto historico

Los exoplanetas son planetas que orbitan una estrella que no es el Sol. La primera
deteccion fue realizada en 1992, Aleksander Wolszczan y Dale Frail (Wolszczan and
Frail 1992) anunciaron el descubrimiento de dos exoplanetas orbitando un pulsar lla-
mado PSR B1257+12. Este se realiz6 analizando variaciones regulares del orden de
los milisegundos en los tiempos de llegada de los pulsos. No fue hasta 1995 que Michel
Mayor y Didier Queloz (Mayor and Queloz 1995) descubrieron el primer exoplaneta
orbitando una estrella de la secuencia principal, 51 Pegasi, perteneciente a la cons-
telacion de Pegaso. Este hallazgo marco el comienzo de la exoplanetologia moderna,
por lo que se les otorgd el premio Nobel de Fisica en 2019.

Ahora bien, para comprender la trascendencia de este descubrimiento es necesario
considerar el marco historico en el que se produjo, ya que el paradigma respecto a la
misma existencia o abundancia de los exoplanetas sufrié cambios radicales a lo largo
del siglo XX (Mayor 2019). Previo a los afios 1940, se creia que la formacién de una
nebulosa protoplanetaria se debia al encuentro de dos estrellas. La tan baja probabi-
lidad para este evento condujo a que las estimaciones para la cantidad de exoplanetas



en nuestra galaxia fueran cercanas a cero. Durante esa misma década, hubo muchos
astronomos que afirmaron la deteccién de exoplanetas en algunas estrellas cercanas
al Sol. A pesar de que estas afirmaciones fueron posteriormente encontradas erréneas,
influyeron fuertemente en la percepcién cientifica de la época, llevando a un increible
aumento en las estimaciones del nimero de planetas (Dick 1991) en nuestra galaxia.

El proceso de formacién de las estrellas tiene su origen en el colapso gravitatorio de
una gran nube de gas turbulento molecular. Sin embargo, la conservacion del momento
angular durante este colapso predice velocidades de rotacion estelar mucho mayores
que las observadas, por lo que se propuso que la falta de momento angular podria
almacenarse en discos protoplanetarios o, incluso, en planetas ya formados (Struve
1952). A partir de la década de 1970, observaciones en el espectro infrarrojo revelaron
la presencia de estos discos de polvo y gas alrededor de estrellas jovenes (Mendoza
1966 1968). Esto permitié justificar que muchas estrellas, si no todas, debian albergar
sistemas planetarios.

Por otro lado, los modelos de formacién planetaria previos a 1995 estaban alta-
mente sesgados por el Unico sistema planetario conocido: el nuestro. Estos proponian
que los planetas gigantes solo podian formarse lejos de su estrella, en regiones frias
del disco protoplanetario, como ocurre con Jupiter y Saturno en el sistema solar. En
ese contexto, se consideraba que planetas masivos en orbitas extremadamente cer-
canas simplemente no podian existir. Sin embargo, el primer exoplaneta detectado
por Mayor y Queloz pertenece a los actualmente denominados Hot Jupiter: orbita
a tan solo 0.05 unidades astronémicas’ de su estrella y tiene una masa comparable
a la de Jupiter. Asi, no sélo el paradigma respecto a la formaciéon y abundancia de
los exoplanetas sufrié varios cambios, sino que el propio descubrimiento del primero
de ellos desafi6 la estructura concebida para estos y dio inicio a una nueva era en la
comprension de los sistemas planetarios.

Con el pasar de los anos se desarrollaron multiples técnicas para la deteccion de
los exoplanetas, alcanzandose casi 6000 confirmados al dia de la fecha, tal como se
muestra en la figura 1.1. El método maés exitoso de todos hasta el momento resulta el
de transito: el planeta se cruza en la linea de vision entre el observador y la estrella,
resultando en variaciones periddicas en el brillo de la misma. La mision KEPLER
(Borucki et al. 2011) de 2009 revolucioné la estadistica planetaria con esta técnica,
con la confirmacion de mas de 2700 exoplanetas en tan solo nueve anos.

Sin embargo, la deteccion de los distintos tipos de exoplanetas esta altamente in-
fluenciada por las seniales que podemos detectar de cada uno. Este sesgo se observa
en la figura 1.2, donde se grafica la masa de estos exoplanetas en unidades de la
masa de Jupiter (My,,) en funcién de su perfodo orbital. De esta, se observan tres

1Una unidad astronémica (UA) se define como la distancia media entre la Tierra y el Sol, y su
valor actual estd fijado por la Unién Astronémica Internacional (UAI) en 149.597.870,7 km.
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Figura 1.1: Cantidad acumulada de exoplanetas detectados en funcién de los anos separado
por los métodos utilizados. Datos extraidos de NASA FExoplanet Archive.

regiones primordiales donde se ubican los exoplanetas detectados. En primer lugar,
se observa una concentracién en la regién superior izquierda, correspondiente a pla-
netas con masas similares a la de Jupiter y periodos orbitales cortos. Estos son los
ya mencionados Hot Jupiter, faciles de detectar a pesar de ser poco comunes. En
segundo lugar, hay una agrupacién justo debajo, con planetas de masa entre 0.01 y
0.1 My, y periodos cortos, denominados sub-Neptunos. Por iltimo, se identifica una
concentracién de planetas similares a Juipiter, pero con periodos orbitales entre 102
y 10* dias. Sin embargo, hay una clara ausencia de planetas detectados con masas
similares a la Tierra, de 3 x 107® My, y perfodos cercanos a 3.65 x10? d, lo cual se
atribuye a las grandes dificultades para su deteccion.

Multiples misiones posteriores, como TESS y GAIA, han sido lanzadas en busca
de estos nuevos mundos, incrementando enormemente el volumen de datos. Natu-
ralmente, frente a esta cantidad de informacion, la comunidad cientifica ha volcado
su atencién hacia herramientas y enfoques propios de la ciencia de datos. Técnicas
como el aprendizaje automatico, la estadistica bayesiana y el andlisis automatizado
de series temporales se han vuelto fundamentales para filtrar, clasificar y caracterizar
las senales potencialmente planetarias entre millones de curvas de luz o mediciones de
velocidad radial. Ademads, estas herramientas pueden lograr mejorar la sensibilidad y
precision para detectar senales muy sutiles que pueden encontrarse enmascaradas por
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Figura 1.2: Masa de los exoplanetas (Mj,p) descubiertos en funcién de su perfodo orbital
(dias). Datos extraidos de NASA Ezoplanet Archive.

ruido estelar y fenémenos instrumentales, permitiendo asi encontrar planetas similares
a la Tierra. Es en este area donde se engloba el trabajo de la presente tesis.

1.2. Este trabajo

Este trabajo se focalizé en el modelo de velocidad radial (RV, por sus siglas en
inglés) para la deteccién y caracterizacién de exoplanetas. En particular, se profundizé
respecto a un trabajo realizado previamente (Nieto and Diaz 2023) en el cual se
verifico la utilidad de una red neuronal para identificar la presencia de exoplanetas en
senales de velocidad radial sintéticas. Se incorporaron mejoras en las simulaciones para
la velocidad radial y se analiz6 el funcionamiento de la red neuronal confeccionada
tanto sobre datos sintéticos como reales. A continuacion, se detalla el contenido de
cada capitulo.

En el capitulo 2, se deduce el modelo fisico de velocidad radial que se utilizara a lo
largo de la tesis. Se describe brevemente el mecanismo de deteccién basado en el uso de
espectrografos échelle y la obtencién de la velocidad radial mediante el desplazamiento
de las lineas de absorcion en el espectro, utilizando la funcién de correlacién cruzada
(CCF). Luego, se introduce el periodograma de Lomb-Scargle generalizado (GLS)



como herramienta para identificar senales periédicas, correspondientes a los periodos
de los planetas, en mediciones de velocidad radial. Ademads, se presenta el método de
la False Alarm Probability (FAP) utilizado para evaluar la significancia estadistica de
las detecciones. Por 1ltimo, se discuten las limitaciones del método debido a la propia
actividad estelar.

En el capitulo 3, se explican brevemente distintas estructuras de redes neuronales
utilizadas en el trabajo. Se desarrolla el interés y beneficio que puede traer el apren-
dizaje automaético en la busqueda de exoplanetas. Luego, se describe el trabajo previo
a este realizado en esta érea.

En el capitulo 4, en primer lugar, se detallan los modelos fisicos utilizados para
la generacién de datos sintéticos de velocidad radial y los métodos seguidos para su
analisis. En segundo lugar, se describe la forma en la que se obtuvieron datos reales
de velocidad radial y su procesamiento para ser utilizados en la red. Por ultimo, se
muestra la red neuronal confeccionada y las caracteristicas de su entrenamiento.

En el capitulo 5, se analiza el rendimiento de la red neuronal tanto sobre datos
sintéticos como sobre datos reales. Luego, se explora la posibilidad de utilizar la capa
de atenciéon de esta red neuronal como método interpretativo. Por ultimo, se realiza
un ajuste fino sobre sus tltimas capas con datos reales.



2 Velocidad radial

El método de velocidad radial (RV, por sus siglas en inglés) es una de las técnicas
mas consolidadas, eficaces y exitosas para la deteccion indirecta de exoplanetas. El
mismo se basa en el analisis del movimiento oscilatorio de una estrella causado por
la interaccion gravitatoria con un cuerpo orbitante, como un planeta. En un sistema
binario de dos cuerpos masivos que interactiian gravitacionalmente, ambos orbitan
alrededor del centro de masa comun. En el caso de un sistema estrella-planeta, este
centro de masa se encuentra mucho mas cerca de la estrella, debido a su masa con-
siderablemente mayor. Como resultado, la estrella describe una orbita de pequena
amplitud, que puede ser detectada mediante observaciones precisas. Este método fue
utilizado para la deteccién de més de mil exoplanetas confirmados y es la técnica que
se utilizara en este trabajo.

2.1. Modelo fisico

El efecto observado se deduce a partir de un modelo fisico basado en las leyes
de la mecanica newtoniana, en el cual se consideran dos cuerpos puntuales que solo
interactian entre si mediante la atraccién gravitatoria.

Considerando dos objetos de masas m; (la estrella) y masa ms (el planeta), las
ecuaciones de movimiento descritas en un sistema de referencia inercial resultan:

mims _,

Flzmlf’l:—f—G ’[“3 r (21)
ﬁg = m27§’2 = —Gmlgnzf (22)
r

donde G es la constante de gravitacién universal y 7 = r5 — 77 el vector de posicién
relativa, que apunta desde la estrella al planeta. Dividiendo la ecuacién 2.1 por m;y
y 2.2 por my y restando ambas ecuaciones, se obtiene la ecuacién de movimiento
relativo para el vector 7
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7+ G(m, —|—m2)% = 0. (23)

Se puede demostrar que este movimiento transcurre en un plano conocido como el

plano orbital y que la ecuacion tiene una solucién general en coordenadas polares
(Diaz 2018) dada por

p
= 24
" 1+ ecos(d — w) (24)
con
h2
= 2.5

donde h = 26 y e v w son dos constantes de integracion.
En el caso particular en que 0 < e < 1y p = a(l — €?), la ecuacién describe una
elipse de excentricidad e y semieje mayor a:

B a(l —e?)
"= 1+ecos(f — @) (2.6)

Las distancias de mayor y menor acercamiento, denominadas peridpside y apodpside,
ocurren cuando # = w y § = m 4+ w, respectivamente. En esos puntos, la distancia r
toma los valores a(l —e) y a(1 +e) (ver figura 2.1).

Para simplificar la expresion del angulo, es 1til introducir una nueva variable
angular: v = 6 — w, conocida como la anomalia verdadera. Este angulo mide la
posicion del cuerpo a lo largo de su dérbita, tomando como referencia la direccion de
la peridpside.

Ahora, se quiere obtener como se va a detectar este movimiento desde la Tierra.
Para ello, la orientacion del plano orbital tridimensional se puede describir mediante
el uso de tres angulos (ver figura 2.2):

= La inclinacion orbital I es el angulo entre el plano de la érbita y el plano del
cielo (el de referencia). La linea donde se cruzan ambos planos se conoce como
la linea de nodos.

= La longitud del nodo ascendente €) representa el angulo medido desde una direc-
cién de referencia fija en el plano del cielo hasta la linea de nodos. La velocidad
radial no depende del valor de 2.

» El argumento de periapsis w es el dangulo medido a lo largo del plano orbital
entre la linea de nodos y la direccion de la periapside.



Figura 2.1: Esquema de la trayectoria de un planeta alrededor de una estrella ubicada en
el centro de coordenadas vista sobre el plano orbital. Fuente: Diaz (2018)

Para obtener el movimiento visto desde la Tierra, se puede proyectar el movimiento
de la estrella en un sistema cartesiano centrado en el centro de masa y orientado de
forma tal que Z apunte al observador en la Tierra y el plano XY se corresponda con
el plano del cielo. Para simplificar, se considera que €2 = 0; es decir, la direccién
de referencia coincide con la linea de nodos (el eje x). Con estas consideraciones, se
obtiene que las componentes cartesianas para el movimiento de la estrella respecto al
centro de masa son:

x =rycos(w+ ) 2.7)
y = rysen(w + v) cos [ (2.8)
z =rysen(w + v)sen [ 2.9)
donde
1 — 2
g2 (=€) (2.10)

my + mso 1 + ecos(v)

es la distancia entre la estrella y el centro de masa del sistema.

Para obtener la velocidad radial vista por un observador desde la Tierra, solo es
necesario derivar la componente z respecto al tiempo. Usando que
h  2ma®V1—e? 911
I (211)
con P el periodo orbital, se obtiene la velocidad radial V' de la estrella en funcion de
la anomalia verdadera v:



Cuerpo celeste

Anomalia verdadera /v

Longitud del nodo ascendente Direccién de
referencia

Inclinacion

£3

Nodo ascendente

Figura 2.2: Representacién esquematica de los elementos orbitales de un cuerpo celeste.
Se muestran la anomalia verdadera (v), el argumento de periapsis (w), la longitud del
nodo ascendente (2), la inclinacién (I) y el plano de referencia en color gris, con el nodo
ascendente y la direccion de referencia indicados. La érbita eliptica del cuerpo celeste se
ilustra en el plano orbital de color amarillo.

V =V, + K [cos(v + w) + e cosw] (2.12)

donde la amplitud de la oscilacién K sera

PP (277G)1/3 1 mg sen(I)
-\ P V1= e2 (my +mg)?/3
y Vi es la constante correspondiente a la velocidad del centro de masa con respecto
al observador en la Tierra.

Si se desprecia mo en comparacion con m; en el denominador, se obtiene que la
senal de velocidad radial escala linealmente con la masa ms del planeta, e inversamente
con el perfodo de rotacion PY/3. Cabe destacar que la amplitud de la velocidad radial
depende del producto de ms y sen(I). Por lo tanto, utilizando tnicamente datos
de velocidad radial, no es posible medir la masa real de los planetas, sino solo la
denominada masa minima, mgsen(/).

(2.13)



2.2. Deteccion

Ya se mostré que la presencia de un planeta en orbita alrededor de una estrella
produce movimientos peridédicos en la velocidad radial observada de esta. Para detec-
tar estos movimientos, contamos inicamente con la informacién que recibimos de las
estrellas: su luz. Esta seccién describe los instrumentos y procedimientos utilizados
para inferir la velocidad radial a partir de observaciones espectroscopicas.

2.2.1. Espectroscopia Doppler

Se denomina espectro de la luz a la distribucién de su intensidad en funcién de la
longitud de onda. En el caso de las estrellas, se observa un espectro de absorcion ca-
racterizado por una serie de lineas mas oscuras superpuestas a un fondo continuo. Este
tipo de espectro se origina cuando la luz emitida por las capas internas calientes de la
estrella atraviesa su atmosfera, que es mas fria. Los atomos presentes en esta region
pueden absorber fotones de ciertas longitudes de onda especificas, correspondientes a
las transiciones energéticas de sus electrones (caracteristicas de cada dtomo). Como
resultado, en el espectro se observan las denominadas lineas de absorcion: caidas en
la intensidad de luz en aquellas longitudes de onda donde ocurrié dicha absorcién. A
modo de ejemplo, se muestra en la figura 2.3 el espectro del Sol.

Figura 2.3: Espectro solar en el rango de luz visible. Se observan muchas lineas de ab-
sorcion, correspondientes a distintos elementos, a lo largo del mismo. Fuente: Sharp and

KPNO/NOIRLab/NSO/NSF/AURA (2020)

Si existe un movimiento relativo entre la estrella y el observador, la posicion de las
lineas se desplaza: hacia longitudes de onda mayores (corrimiento al rojo, o redshift)
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si la estrella se aleja, y hacia longitudes de onda menores (corrimiento al azul, o
blueshift) si se acerca. Este fendmeno es denominado efecto Doppler y su efecto se
ilustra en la figura 2.4. Las lineas tienen longitudes de onda bien definidas cuando la
fuente esta en reposo. Sin embargo, en presencia de un movimiento relativo estas se
encontraran desplazadas, lo que permitira inferir la velocidad radial de la estrella.

Figura 2.4: Ilustracién del método de velocidad radial. La estrella y el exoplaneta orbitan
el centro de masa comun (marcado con una cruz verde). A la izquierda, la estrella se mueve
hacia el observador, provocando un corrimiento al azul de su espectro. A la derecha, se
aleja, generando un corrimiento al rojo. Estas variaciones permiten inferir la presencia del
exoplaneta. Fuente: adaptado de una ilustracion de Johan Jarnestad para The Royal Swedish
Academy of Sciences (Jarnestad 2019).

La férmula para el efecto Doppler no relativista para una linea de longitud de
onda A\ estd dada por la ecuacién 2.14

Ur

A=A <1 + ?) (2.14)

donde A es la longitud de onda medida por el observador, Ay es la longitud de onda
en la fuente, v, es la velocidad radial y ¢ es la velocidad de la luz en el vacio. Como
se mencioné anteriormente, un valor negativo de v, (estrella acercdndose) produce un
corrimiento hacia el azul (A < Ag), mientras que un valor positivo (estrella alejandose)
genera un corrimiento hacia el rojo (A > A).

Midiendo estos desplazamientos a lo largo del tiempo, es posible reconstruir la
componente radial de la velocidad de la estrella, lo que se conoce como series tem-
porales. Si se detecta una variacién periddica en esta, se puede inferir la presencia de
un planeta orbitando a su alrededor. La figura 2.5 muestra, a modo de ejemplo, la
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variacion de la velocidad radial de la estrella 51 Peg, causada por el primer exoplaneta
detectado mediante este método.

Figura 2.5: Velocidad radial en funcién de la fase orbital (fraccién del periodo completado)
para 51 Peg. Fuente: Mayor and Queloz (1995)

2.2.2. Funcién de correlacion cruzada (CCF)

Existe una dificultad técnica enorme al momento de detectar estos desplazamientos
en las lineas espectrales. Actualmente, se logran medir variaciones en velocidad radial
del orden de los 0.3 m s~ !, las cuales producen un desplazamiento Doppler en estas
lineas del orden de la milmillonésima parte de la longitud de onda. Esto se traduce
en un desplazamiento de tan solo unas decenas de miles de atomos en los detectores
(Mayor 2019) o la milésima parte del tamano de un pixel (Figueira 2017).

Estos sorprendentes resultados, muy por debajo de la propia precisién instrumen-
tal, se deben al uso de la funcién de correlacién cruzada (CCF, por sus siglas en
inglés) y otras técnicas basadas también en el principio de la combinacién de lineas.
En particular, en lugar de utilizar cada linea de absorciéon de manera independiente,
la CCF permite obtener la informacién de miles de ellas a la vez, condensando el
efecto Doppler en una tnica linea resultante.

Para entender el funcionamiento de la CCF, resulta ttil remontarse al primer
espectrografo CORAVEL que realizaba esta correlacién cruzada de manera Optica.
En este, se obtenia el espectro de la estrella y se lo proyectaba sobre una plantilla.
Esta consistia en una placa de vidrio recubierta con cromo, excepto en las posiciones
correspondientes a ciertas lineas de absorcién atomica caracteristicas de la estrella.
Cuando estas lineas del espectro coincidian con los orificios en la placa de vidrio,
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la luz transmitida resultaba minima. Sin embargo, en caso de que hubiera efecto
Doppler, las lineas de absorcién estarian desplazadas y no coincidirian con las de la
placa. Este dispositivo permitia determinar cudnto habia que desplazar el espectro
para minimizar la luz transmitida, para asi obtener la velocidad radial a partir de
miles de lineas de absorcién simultdneamente.

Actualmente, este mismo procedimiento se realiza de manera numérica, logrando
mejorar la precision y la adaptabilidad segiin las lineas presentes en la estrella. En
este caso, se genera una méascara numérica M(\) que juega el rol de la plantilla en
el dispositivo 6ptico. Esta méscara consiste en rectdngulos coincidentes con las lineas
de absorcién mds prominentes del espectro S(A) (panel izquierdo de la figura 2.6).
La mascara es desplazada en el espacio de velocidades, en bisqueda del minimo de
correlacién entre ambas funciones.

Figura 2.6: Representacién del método numérico para hallar la velocidad radial a partir
de la correlacién cruzada. Una maéscara con rectangulos en la posicién de ciertas lineas
de absorcién se desplaza a lo largo del espectro (panel izquierdo). Se busca el minimo de
correlacién entre el espectro y la mascara, a partir del cual se obtiene la velocidad radial
(panel derecho). Fuente: (Astudillo-Defru 2015)
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La funcién de correlacion C se obtiene a partir de la ecuacién 2.15

Cl) = s & Rl = / " S(0) Mo — €) dv (2.15)

de la cual se busca el valor de € que la minimice. En caso de utilizar una cantidad su-
ficiente de lineas, la CCF se ajusta muy bien por una gaussiana invertida y representa
de forma simultanea la informacién de todas las lineas de absorcién. Mientras que el
minimo corresponde a la velocidad radial de la estrella, se puede obtener informacién
adicional sobre la actividad estelar a partir del ancho a mitad de altura (FWHM) o
del bisector span (BIS SPAN)

De esta forma, la CCF resulta una herramienta fundamental para obtener veloci-
dades radiales 6rdenes de magnitud por debajo de la propia resolucion instrumental.

2.2.3. Instrumentos

Como ya se comentd, la deteccion de velocidad radial de una estrella requiere ins-
trumentos extremadamente precisos. Para ello, se emplean espectrografos de alta reso-
lucién, como HARPS (High Accuracy Radial Velocity Planet Searcher) o ESPRESSO
(Echelle Spectrograph for Rocky Exoplanet- and Stable Spectroscopic Observations),
que permiten registrar con mucha precision el espectro de una estrella.

La luz que ingresa al telescopio se inyecta por una fibra éptica a estos espectrogra-
fos, situados en salas controladas térmica y mecanicamente. Estos son espectrografos
de tipo échelle que utilizan una red de difraccién de alta densidad (la red échelle) para
dispersar la luz. Luego, como los distintos 6rdenes de difraccién se encuentran super-
puestos, se utiliza un segundo elemento dispersor conocido como dispersor cruzado
(cross-disperser) para separarlos, tal como se observa en la figura 2.7. Finalmente, el
espectro completo se obtiene en una imagen bidimensional sobre un detector CCD
(charge-coupled device) de 4096 x 4096 pixeles. Cada orden ocupa una fila horizontal
en el detector y cubre un segmento del espectro en longitud de onda, tal como se
observa en la figura 2.3.
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Figura 2.7: Esquema del funcionamiento de la red echelle junto al dispersor cruzado, que
separa la luz en los distintos 6rdenes m. Fuente: Astudillo-Defru (2015).

2.2.4. Periodogramas

Una vez obtenida la velocidad radial de una estrella a lo largo del tiempo, uno
busca detectar variaciones periodicas en la senal. Para identificar estos periodos, se
utiliza el analisis de Fourier adaptado a datos no equiespaciados en el tiempo. El
método mas cominmente empleado es el periodograma de Lomb-Scargle generalizado
(GLS) (Zechmeister and Kiirster 2009), que permite estimar la potencia espectral de
una senal en funcion de la frecuencia.

Sean {y;}¥, las mediciones de una serie temporal obtenidas en los instantes
{t;}¥,, con errores asociados {o;}¥,. Para construir el periodograma, se ajusta a
los datos y; una funcién sinusoidal de la forma

y(t) = acos(wt) + bsen(wt) + ¢ (2.16)

para una frecuencia w dada y se buscan los coeficientes a,b y ¢ que minimicen la
diferencia cuadrada entre los datos y; y la funcién y(t):

2: WE)QZ (t:)]? (2.17)

=1

=L .1 i = L N o =
donde w; = 5 57 son los pesos normalizados con W = S Y Yo w; = 1. La

minimizaciéon de x? lleva a un sistema de tres ecuaciones lineales cuya resolucién se
encuentra en (Zechmeister and Kiirster 2009). Una vez obtenidos los coeficientes, se
define el periodograma Lomb-Scargle generalizado o potencia p(w) como:

X5 — X (w)
plw) = B (2.18)
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donde 2 es la funcién y? evaluada para el promedio ponderado por los errores de
los datos y(t;) =y = Zfil w;y;. En la ecuacién 2.18, p(w) se encuentra normalizado,
por lo que puede tomar valores entre 0 y 1. Si se obtiene que p(w) = 0 para alguna
frecuencia, se interpreta que la funcion periédica no mejora el ajuste respecto a una
constante; mientras que si p(w) = 1, el ajuste reproduce exactamente todos los datos.
De esta forma, al definir una serie de frecuencias candidatas, se puede construir el
periodograma GLS. Ademads, cabe aclarar que se puede obtener la potencia en funcién
del periodo simplemente tomando la inversa de la frecuencia, que es lo que se usara
durante el resto del trabajo.

Es importante remarcar que si la serie temporal abarca un intervalo temporal
At = tfinat — tiniciat, €l ancho a mitad de altura de un pico en frecuencia sera del
orden de o, = A%. Esto actiia como la incertidumbre en la frecuencia del pico y
permite calcular un error en el perfodo dado por op = P?0,,.

En la figura 2.8a se muestra una serie temporal con una evidente senal periédica
y en la 2.8b el periodograma correspondiente.
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(a) Datos simulados de velocidad radial para dis- (b) Periodograma GLS. Se marca el pico médximo
tintos dias de observacion. y su incerteza.

Figura 2.8: Resultados simulados de velocidad radial de una estrella con un exoplaneta (a)
y su periodograma (b).

2.2.5. False Alarm Probability (FAP)

Una vez construido un periodograma, resulta fundamental evaluar la significancia
estadistica de los picos detectados, con el objetivo de discernir si estos corresponden
a senales periddicas genuinas, posiblemente debidas a la presencia de un planeta, o si
son simplemente debidos al ruido.
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En este contexto, el andlisis se centra en evaluar la hipdtesis nula Hy, que postula
que las observaciones consisten inicamente en ruido estelar o instrumental (es decir,
que no hay senal periédica presente). Cada valor del periodograma de Lomb-Scargle
puede interpretarse como una estadistica de prueba que cuantifica la probabilidad de
obtener un pico de esa magnitud bajo H,. Esta probabilidad, conocida como Fualse
Alarm Probability (FAP), cuantifica la significancia estadistica de los picos observados.
En la practica, se da mayor importancia a evitar las falsas alarmas, es decir, picos
que se producirfan unicamente por el azar. Sin embargo, el periodo de la senal no
es conocido de antemano y se deberian analizar multiples valores del periodograma
en distintas frecuencias. Por ello, la FAP se define a partir de la distribucién de
probabilidad del maximo valor del periodograma bajo la hipdtesis nula (es decir, sin
la componente sinusoidal en los datos, en caso de que la hubiese). Si el valor de la FAP
resulta menor a cierto valor critico, se considera que el pico es debido a la presencia
de un planeta; es decir, se rechazara la hipotesis nula. El valor critico que se tomara
en este trabajo es FAP 4o = 0,05.

Se puede hallar el valor de la FAP para el pico méximo analiticamente, a partir de
la formula de Baulev (Baluev 2008), o con Monte Carlo. En este trabajo se opt6 por
la segunda opcién, ya que el resultado analitico no resulta confiable en todo rango de
valores (Nieto and Diaz 2023).

2.3. Limitaciones debido a la actividad estelar

El desarrollo de herramientas estadisticas y computacionales han permitido lle-
gar a detectar variaciones en la velocidad radial del orden de 10 cms™!. Esta es
aproximadamente la velocidad inducida por un planeta como la Tierra orbitando una
estrella similar al Sol. Sin embargo, existen distintos mecanismos estelares, propios de
la estrella, que también pueden producir variaciones en la velocidad radial y pueden
interferir en la deteccién de senales planetarias. Mientras los avances instrumentales
siguen progresando, la propia actividad estelar sigue siendo una barrera para obtener
mediciones confiables por debajo de 1-2 ms™!. Algunos de estos mecanismos son las
pulsaciones, la granulacion y la modulacion rotacional.

Las pulsaciones de una estrella se deben a un desequilibrio entre la gravedad y la
presién interna: la primera intenta comprimir la estrella, mientras que la presion del
gas y de radiacién busca expandirla. Esto genera oscilaciones en su estructura, lo que
provoca que la estrella se expanda y se contraiga con cierta periodicidad, lo cual se
evidencia como un acercamiento y un alejamiento de la estrella, provocando el efecto
Doppler.

La granulacién en una estrella es causada por corrientes de conveccion de plasma
y se observa como la aparicién de granulos sobre su fotésfera, tal como se observa
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en la figura 2.9. En el centro de estos hay plasma caliente en direcciéon ascendente,
mientras que en el borde exterior plasma con menor temperatura desciende. Esta
diferencia de temperatura en la corriente de conveccion genera un efecto Doppler
resultante corrido hacia el azul: las regiones ascendentes son mds calientes (mayor
brillo) y cubren un drea mayor que las regiones descendentes. Se diferencian tres tipos
de granulacion, clasificados por escala y origen: granulaciéon normal, mesogranulacién
y supergranulacion. Los cambios en estas estructuras granulares ocasionan un cambio
en la medicion de velocidad radial.

Figura 2.9: Granulacion solar: en el panel izquierdo, la superficie del Sol con el patrén de
granulacién, donde las estructuras en forma de células granulares (con dimensiones de 30 a
1500 km) cubren toda la superficie del Sol; en el panel derecho, una ilustracién de la seccién
transversal de una célula granular, donde el gas caliente asciende en los granulos (regién
naranja) y desciende por la zona intergranular (regién marrén oscuro). Adaptado de (Dalal
et al. 2023)

La modulaciéon rotacional se genera por la aparicién y desaparicion en el campo
de visiéon de estructuras en la superficie de la estrella debido a su rotacion. Si se
observara en detalle la luz de la estrella cuyo eje de rotacion sea perpendicular a
la linea de vision, se obtendria que, debido a su rotacion, la mitad de la estrella se
acerca (generando corrimiento al azul) mientras que la otra mitad se aleja (generando
corrimiento al rojo), produciendo un efecto Doppler resultante nulo. Sin embargo,
este efecto no se anula ante la presencia de estructuras sobre su superficie que alteren
la luz emitida. Un ejemplo de estas son las manchas estelares, correspondientes a
regiones de menor temperatura (por lo tanto, menor brillo) que al rotar atraviesan
las zonas azulada y rojiza, generando modulaciones periédicas en la senal observada.
En la figura 2.10 se muestran imagenes del movimiento de estas manchas sobre la
superficie del Sol debido a su rotacion.
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Figura 2.10: Secuencia de imagenes del Sol que muestran el movimiento de las manchas
solares debido a la rotacién de la estrella.

Todos estos mecanismos de actividad estelar tienen dindmicas muy complejas y
dificiles de modelar fisicamente. En los periodogramas, pueden surgir picos debido a
estas contribuciones que pueden confundirse con senales planetarias, o simplemente
ocultar su presencia. En la actual bisqueda de detectar exoplanetas de baja masa en
estrellas de tipo solar, resulta crucial poder discernir la contribucion de la actividad
estelar de las planetarias en los periodogramas. Esto es una limitacién que va mas
alla de lo instrumental: es necesario generar herramientas que permitan distinguir el
origen de las distintas senales.

Es en este area donde se enmarca el proyecto de esta tesis. El objetivo es utilizar
aprendizaje automatico para detectar senales planetarias en periodogramas, y evaluar
si resulta un mecanismo superador con respecto al método tradicional de la FAP.
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3 Aprendizaje automatico

3.1. Motivacion

La inteligencia artificial tiene su origen en la década de los 50, cuando pioneros
dentro de las ciencias de la computacion comenzaron a preguntarse si las computado-
ras serfan capaces de pensar (Turing 1950). Una definicién concisa del campo seria
la siguiente: el esfuerzo por automatizar tareas intelectuales que normalmente realiza
el ser humano. Esto no necesariamente supone un aprendizaje intrinseco por parte
de la computadora. Por ejemplo, los primeros programas que jugaban al ajedrez so-
lo incluian una serie de algoritmos definidos por sus programadores. Sin embargo, a
partir de la década de los 80 y 90 se consolidé un interés creciente en métodos que
permitieran a las computadoras aprender de datos (Rumelhart et al. 1986), dando
origen al campo del aprendizaje automatico, que amplio las ideas de redes neuronales
simples como el perceptron (Rosenblatt 1958).

El aprendizaje automatico se diferencia fuertemente del paradigma de programa-
cion clasico. El mismo surge de la pregunta: ;puede una computadora aprender a
realizar una tarea a partir de ejemplos, en lugar de seguir instrucciones previamente
programadas por un humano? En la programacion clasica, a partir de datos y un pro-
cesamiento dado por un algoritmo previamente disenado, obtenemos una respuesta
por parte de la computadora. Este nuevo paradigma rompe con esa idea: a partir de
datos y las correspondientes respuestas, buscamos que la propia computadora encuen-
tre las reglas. Luego, estas reglas podran ser aplicadas a nuevos datos para producir
respuestas originales. Por ello, se dice que un sistema de aprendizaje automatico es
entrenado en vez de programado.

Este nuevo paradigma no solo es importante por permitir resolver problemas cuya
resolucién a partir de algoritmos puede resultar muy costosa, o incluso imposible; sino
que, ademads, permite descubrir informacion en los datos que no se creia presente en
ellos. Un ejemplo notable es el caso de modelos entrenados con imagenes del fondo
de ojos, que lograron predecir con gran precision el sexo del paciente a pesar de que
no se conocen caracteristicas en ellas que permitan hacerlo (Korot et al. 2021). Este
tipo de resultados plantea nuevas preguntas respecto a lo aprendido por los modelos
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y la informacién presente en los datos.

Es por todas estas caracteristicas que el aprendizaje automatico ha comenzado a
implementarse en multiples disciplinas cientificas. Su versatilidad lo convierte en una
herramienta especialmente valiosa cuando se busca extraer informacion a partir de
grandes volimenes de datos o de fendmenos cuya estructura subyacente es dificil de
modelar desde principios tedricos.

En los tultimos anos, la aplicaciéon de redes neuronales en astronomia ha crecido
notablemente, mostrando resultados exitosos en problemas como la clasificacion de
galaxias (Zhu et al. 2019; Kim and Brunner 2016) y la identificacién de eventos
transitorios (Muthukrishna et al. 2019). En particular, en el drea de la bisqueda
de exoplanetas puede resultar beneficioso para intentar discernir senales planetarias
de velocidad radial de aquellas con su origen en la actividad estelar (Davis et al.
2017; Gilbertson et al. 2020; Zhao, Yinan et al. 2024; Nieto and Diaz 2023). Las redes
neuronales permiten abordar la deteccion de senales débiles y no triviales que podrian
pasar desapercibidas mediante métodos estadisticos clasicos como la ya mencionada
FAP.

3.2. Redes neuronales

En los ultimos anos, las redes neuronales artificiales se han consolidado como
herramientas fundamentales dentro del campo del aprendizaje automatico, especial-
mente en tareas de clasificacion y deteccion de patrones complejos en datos de alta
dimensionalidad (LeCun et al. 2015). Estas arquitecturas computacionales se com-
ponen de capas de unidades o neuronas artificiales que aprenden representaciones
jerarquicas de los datos a través de un proceso de entrenamiento supervisado o no
supervisado.

La arquitectura mas bésica para una red neuronal artificial es el perceptrén (Ro-
senblatt 1958). Este consiste en una unica neurona encargada de decidir si una
entrada pertenece a una cierta clase. En particular, dada una entrada con valores

(x1,22,...,x,) que representan una caracteristica de los datos, esta arquitectura
consiste en calcular la suma ponderada de cada valor de la entrada por un peso
(wq,ws, ..., w,) que indica su importancia relativa, sumado a un bias b. Esta suma

z se puede escribir como

z = Zn:wixi +b
=1

Por 1ltimo, se utiliza una funcién de activacién f sobre z que decide la salida y =
f(z) del perceptrén. Esta se compara con la salida objetivo yop; ¥ se calcula el error
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cometido, el cual se utiliza para ajustar los pesos w; y el bias b, inicializados de
manera aleatoria, con el objetivo de reducir la discrepancia entre la prediccién y y el
valor objetivo y,,;. En el perceptrén original, la actualizacion de los pesos se realiza
mediante la siguiente regla:

w; <— w; + U(yobj - y)iﬁz‘, b+ b+ U(yobj - ?J),

donde 7 es la tasa de aprendizaje, que controla la magnitud de cada ajuste. El en-
trenamiento del perceptrén consistia en sucesivas aplicaciones de este proceso, y la
convergencia estaba garantizada en problemas linealmente separables.

Aunque en un principio su funcionamiento parecia prometedor, rapidamente se en-
contraron multiples limitaciones (Minsky and Papert 1969). Por ejemplo, al organizar
y entrenar multiples perceptrones en una tinica capa solamente se podian resolver pro-
blemas linealmente separables. No fue hasta que se introdujeron arquitecturas como
las redes perceptrén multicapa (Multi-layer perceptron, MLP) y el algoritmo de back-
propagation (Rumelhart et al. 1986) que se pudo entrenar de manera eficiente redes
capaces de resolver problemas no linealmente separables.

Las MLP o redes completamente conectadas son un tipo de red neuronal que
consiste en varias capas de neuronas (perceptrones) completamente conectadas entre
si, lo que significa que la salida de cada neurona en una capa es la entrada para
las neuronas de la siguiente. Este tipo de arquitectura se muestra en la figura 3.1 y
permite adquirir representaciones intermedias de los datos y capturar relaciones mas
complejas gracias a sus capas intermedias’ (también llamadas ocultas) de neuronas.

Para que estas redes sean capaces de modelar relaciones no lineales en los datos,
cada neurona aplica una funciéon de activacién no lineal a la suma z. En la practica
actual, se utilizan funciones como la sigmoide, tanh o ReLU (Rectified Linear Unit).
Esta tltima es ampliamente utilizada y se define como

ReLU = max(0, 2)

El procedimiento de entrenamiento de un perceptrén simple no resulta generali-
zable para encontrar los pesos de las neuronas en una MLP. Por ello, actualmente
el entrenamiento de una red neuronal se realiza mediante el algoritmo de backpropa-
gation, que utiliza una funcién de pérdida £ (loss function) para medir la diferencia
entre la salida y de la red y la objetivo yon;. A partir de esta funcién de pérdida, se
calcula el gradiente con respecto a cada peso y bias de la red mediante la regla de
la cadena, y los pardmetros se ajustan a partir del descenso del gradiente. De esta
manera, la funcién de pérdida se minimiza de forma iterativa:

!Se denomina capa intermedia a toda aquella capa de neuronas que se encuentre entre la capa
de entrada y la de salida.
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Figura 3.1: Esquema de una red completamente conectada (izquierda) y el detalle de una
neurona individual (derecha). La red consta de una capa de entrada, varias capas ocultas y
una capa de salida. Cada neurona funciona como un perceptrén: recibe entradas ponderadas
por pesos wj, suma un bias b, aplica una funcién de activacion f(z) y genera una salida a.

oL oL
awi, b%b—n%,

donde nuevamente 7 es la denominada tasa de aprendizaje. Este mecanismo permite
calcular los gradientes de manera eficiente, reutilizando los célculos realizados durante
la propagacién hacia adelante (forward pass) para obtener la prediccién y.

En general, el proceso de entrenamiento y evaluacion de una red neuronal consiste
en utilizar un conjunto de datos con los que la red aprende (datos de entrenamiento)
y otros con los que se valida este aprendizaje (datos de validacién). Se busca que la
red no sobreajuste (overfitting) con los datos de entrenamiento; esto es, que no pueda
generalizar sobre datos nuevos. Para mejorar la generalizacion de la red y prevenir
este sobreajuste, se utilizan técnicas como el dropout y el early stopping. Durante el
entrenamiento, el dropout desactiva aleatoriamente un porcentaje de neuronas en una
capa en cada iteracién, forzando a la red a aprender representaciones mas robustas y
menos dependientes de neuronas especificas. Por otro lado, el early stopping detiene
el entrenamiento cuando la red deja de generalizar sobre los datos de validacion y
comienza a sobreajustar sobre los datos de entrenamiento.
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3.2.1. Red convolucional

En particular, en este trabajo se utilizaran redes neuronales convolucionales ( Con-
volutional Neural Networks, CNNs). Las mismas han demostrado ser particularmente
efectivas en el andlisis de datos con estructura espacial, como imagenes o espectros.
Sin embargo, se pueden utilizar también en datos de una sola dimension que tengan
una relacion espacial entre si, como en el caso de los periodogramas.

La forma en la que una red neuronal logra esto es a partir del uso de los denomi-
nados kernels. Un kernel es una matriz pequena (por ejemplo, de 3x3 o 5x5) que se
desliza sobre los datos de entrada, como una imagen o un periodograma, aplicando
una operacion de convolucion. Esta operacion consiste en multiplicar elemento por
elemento los valores del kernel con una regién de los datos de entrada, sumar los
resultados y, ademads, adicionar un bias b para producir un unico valor de salida.
Luego, se aplica a este valor de salida una funcién de activacién, como ReLU, lo que
introduce una no linealidad en la red. Esto permite a la CNN modelar relaciones
mas complejas y aprender patrones que no podrian capturarse con operaciones linea-
les inicamente. Este proceso se repite para cada region de la entrada, generando un
mapa de caracteristicas (feature map) que resalta patrones locales especificos, como
bordes o texturas, dependiendo de los valores del kernel. En la figura 3.2 se ilustra el
proceso de aplicacién. Al utilizar multiples kernels en una capa, cada uno de ellos lo-
gra extraer un mapa de caracteristicas distinto que es posteriormente utilizado como
entrada para una segunda capa convolucional.

La caracteristica fundamental de las CNNs es que, mediante una estructura jerarqui-
ca de capas convolucionales, logran aprender caracteristicas locales cada vez mas ge-
nerales, y esto les confiere dos interesantes propiedades:

= Los patrones que aprenden son invariantes a la traslacion. Por ejemplo, después
de aprender un cierto patron en la esquina inferior derecha de una imagen, una
red convolucional puede reconocerlo en cualquier otra ubicacién, como en la es-
quina superior izquierda. Esto hace que las redes convolucionales sean eficientes
en datos cuando procesan imdgenes (porque el mundo visual es fundamental-
mente invariante a la traslacion).

» Pueden aprender jerarquias espaciales de patrones (ver figura 3.3). Una prime-
ra capa convolucional aprenderd patrones locales pequenos como bordes, una
segunda capa convolucional aprendera patrones mas grandes hechos de las ca-
racteristicas de las primeras capas, y asi sucesivamente. Esto permite a las
CNNs aprender de manera eficiente conceptos visuales cada vez méas complejos
y abstractos.

Al igual que en una MLP, en una CNN los valores de los kernels no se fijan de
antemano, sino que se aprenden durante el proceso de entrenamiento mediante el
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Figura 3.2: Tlustracion del proceso de aplicacién de un kernel sobre una imagen, generando
un mapa de caracteristicas. Fuente: Nieto and Diaz (2023).

algoritmo de backpropagation con el objetivo de minimizar una funcién de pérdida.
Esto permite que la red identifique automaticamente las caracteristicas mas relevantes
para la tarea en cuestion.

Ademas de la convolucion, las CNN suelen incluir otras operaciones clave:

» Capas de submuestreo (pooling): Estas capas reducen la dimensionalidad del
mapa de caracteristicas, lo que ayuda a disminuir el costo computacional y a
hacer que la red sea menos sensible a pequenas variaciones en la posicion de las
caracteristicas. Un ejemplo comtn es el max pooling, que toma el valor maximo
de una regién del mapa de caracteristicas, preservando las caracteristicas mas
prominentes mientras se reduce el tamano de los datos.

= Capas completamente conectadas: Al final de la red, después de varias capas
convolucionales y de submuestreo, los mapas de caracteristicas se aplanan en
un vector y se pasan a una o mas capas de neuronas completamente conectadas.
Estas capas combinan las caracteristicas aprendidas para realizar la clasificacion
final, como identificar si una imagen contiene un gato o si un periodograma
contiene una senal periddica debida a un planeta.
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Figura 3.3: Representacion de una red convolucional aprendiendo jerarquias espaciales de
patrones. La red identifica caracteristicas locales, como bordes y formas, en las capas ini-
ciales, combinandolas en conceptos més complejos (como ojos, nariz u orejas) en las capas
superiores. Fuente: Adaptado de Chollet (2017)

3.2.2. Capa de atencién

Otro tipo de capa posible es la llamada capa de atencién. Esta estructura tiene su
origen en el trabajo de Bahdanau et al. (2014), en el que se propuso un mecanismo que
permitiera al modelo enfocar diferentes partes de la entrada al generar cada elemento
de la salida. Posteriormente, trabajos como Vaswani et al. (2017) mostraron que esta
estructura podia ser utilizada como el componente central de toda la arquitectura.
Esta generalizaciéon dio lugar al desarrollo de los modelos conocidos como Transfor-
mers, ampliamente adoptados en tareas de procesamiento de lenguaje natural y, mas
recientemente, en dominios como visién por computadora (Dosovitskiy et al. 2021),
andlisis de series temporales (Wen et al. 2023) y astrofisica (Melchior et al. 2023). Lo
interesante de esta estructura es que permite que el modelo asigne distintos pesos a
diferentes partes de la entrada para enfocarse en esas al procesar una secuencia. La
formulacién matemadtica introducida en (Vaswani et al. 2017) se define en la ecuacién
3.1:

Attention(Q, K, V') = softma (QKT) Vv (3.1)
ntion(Q, K, V') = softmax :
Vi

donde
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Q € R™4: matriz de queries, representa los vectores que formulan las consul-
tas sobre la informacion relevante.

K € R™*%: matriz de keys, contiene los vectores contra los que se comparan
las queries para determinar la relevancia.

V € R™*%: matriz de values, contiene la informacién que serd combinada en
la salida, ponderada por la similitud entre queries y keys.

dj: dimension de los vectores de queries y keys.

d,: dimension de los vectores de values.

n: cantidad de elementos en la secuencia que realiza la consulta.

m: cantidad de elementos en la secuencia sobre la que se aplica atencion.

En cuanto a la funcién softmaz, esta convierte un vector de nimeros reales en
una distribucién de probabilidad, asegurando que todos sus elementos sean positivos
y que la suma total sea 1. Para un elemento j de la fila ¢ de una matriz M, se define
como la ecuacion 3.2:

eMij

- D ey €Mk
de forma tal que cada fila define una distribucién de probabilidad p;; sobre las posi-
ciones atendidas j (ya que la suma de todas ellas resulta 1).

Un posible uso particular de este mecanismo es el caso de la autoatencion de la
ecuaciéon 3.3, en el que las matrices (), K y V provienen de la misma entrada.

softmax(M;;) (3.2)

SelfAttention(X) = Attention(XW<, XWH XWV) (3.3)

Con X € R™? la matriz de entrada y W?, WX y WV matrices de pesos entrenables
que proyectan a X al espacio de las queries, keys y values respectivamente. De esta
forma, lo que se logra es que cada posicién de la entrada se relacione con todas las
deméds. En particular, uno puede obtener una matriz de atencion cuadrada A definida
en la ecuacion 3.4

CXWeXWE)T
Vg
donde los elementos de A son conocidos como attention scores, y representan medidas

de similitud entre pares de posiciones de la secuencia. Luego, se aplica la funcion
softmax sobre cada fila 7 de A, tal como se muestra en la ecuacién 3.2. Esta matriz

A

(3.4)
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se utiliza para calcular la salida de la capa de la ecuacién 3.5 como una combinacion
ponderada de las proyecciones de X mediante la matriz WV.

SelfAttention(X) = softmax(A)XW" (3.5)

Multiples trabajos (Kapila et al. 2024; Cordonnier et al. 2020; Bello et al. 2020;
Melchior et al. 2023) han explorado la utilidad de usar esta capa de atencién luego de
capas convolucionales con el objetivo de, una vez extraidas las caracteristicas gene-
rales de la entrada, permitir a la red aprender qué sectores resultan mas importantes
atender. Ademads, esto busca solventar la limitacién que presentan las capas convo-
lucionales para capturar dependencias de largo alcance y contexto global. Incluso, la
posibilidad de poder acceder a la matriz A con la distribucién de pesos de esta capa
puede permitir observar e interpretar qué encuentra relevante la red neuronal para su
tarea al recibir la entrada.

3.3. Aplicaciones en la deteccién de exoplanetas

Distintos trabajos ya han demostrado la utilidad de redes neuronales con el propési-
to de detectar exoplanetas. Mediante el método de transito, algunos trabajos (Dattilo
et al. 2019; Shallue and Vanderburg 2018) han logrado entrenar una CNN para prede-
cir si una senal corresponde realmente a la presencia de un exoplaneta o si es un falso
positivo, logrando una precisién mayor al 98 %. de Beurs et al. (2022) utiliza CNNs
para modelar actividad estelar (debida a manchas solares y faculas) en mediciones
de velocidad radial para el Sol. Sus resultados muestran que la actividad estelar es
significativamente reducida, logrando detectar un planeta como la Tierra. Perger, M.
et al. (2023) utilizé distintos indices de actividad estelar como entradas para entrenar
una CNN y predecir la correspondiente senal de actividad que afecta a las velocidades
radiales. La aplicacién en € Eridani y AU Microscopii mostré que la senal de actividad
estelar en ambas estrellas puede ser fuertemente reducida. Todas estas aplicaciones
demuestran que las redes neuronales convolucionales son herramientas poderosas para
modelar actividad estelar y mejorar la deteccion de senales planetarias.

En particular, esta tesis profundiza el trabajo de Nieto and Diaz (2023), en el
que se entrend una CNN con periodogramas construidos a partir de series temporales
simuladas con distintas senales de actividad estelar y planetarias. En ese trabajo, el
rendimiento sobre los datos simulados muestra una mejora con respecto a la FAP,
logrando una reduccién del 28 % en la cantidad de falsos positivos. Sin embargo, la
red neuronal no se podia aplicar directamente sobre datos reales. Ello se debia a
que las simulaciones presentaban una limitaciéon importante respecto a las medicio-
nes reales de velocidad radial, ya que las series temporales se construyeron siempre
sobre el mismo calendario de observacién. Este consistia en 200 dias de mediciones
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equiespaciadas, a razén de una por dia. En cambio, en la biisqueda de exoplanetas los
calendarios de observacion para una estrella resultan altamente irregulares debido a
la disponibilidad del uso de los distintos telescopios o factores climaticos, entre otros.

En su trabajo se pudo aplicar la red a un subconjunto de observaciones distribuidas
de manera similar a las simuladas para la estrella HD 40307. En ese caso, la red
predijo con maxima confianza la correcta presencia de un planeta en su periodograma.
Sin embargo, al utilizar todas las mediciones disponibles para esa misma estrella,
la estructura del periodograma se modificaba respecto a la aprendida por la red,
lo que generé una reduccion en el valor de su predicciéon. Para solventar esto, el
principal objetivo de la presente tesis fue utilizar calendarios de observacién reales
correspondientes con la bisqueda de exoplanetas.
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4 Materiales y métodos

Para entrenar, validar y testear una red neuronal se necesitan grandes volimenes
de datos bien etiquetados. En este caso, las series temporales disponibles con planetas
confirmados son escasas y, ademds, no siempre se conoce cuantos planetas contienen,
lo que imposibilita asignar una etiqueta con certeza. También, se requieren series
temporales que sirvan como ejemplos negativos, es decir, sin la presencia de planetas.
Sin embargo, existe el riesgo de que alguna de estas series contenga un planeta no
detectado, lo que podria inducir errores sistematicos en el entrenamiento del modelo
y afectar su capacidad para generalizar correctamente.

Frente a este problema, al igual que en el trabajo previo, se optd por generar
datos sintéticos. En particular, se construyeron velocidades radiales simuladas, pero
empleando calendarios de observacién reales. Este enfoque presenta dos ventajas: por
un lado, se mantiene un muestreo temporal realista y representativo para la deteccién
de exoplanetas, conservando las irregularidades que presenta; por otro, garantiza que
las etiquetas de los datos sean correctas, ya que se conoce con exactitud qué senales
(ya sean de ruido o planetarias) estan presentes en cada serie temporal.

Para la generacion de datos se utilizé Python 3.11.9 y se incluyd la libreria Keras
con el motor Tensorflow como backend para la construccion de la red neuronal.

4.1. Generacion de datos sintéticos

4.1.1. Calendarios de observacion de HARPS

Para obtener calendarios de observacion que sean representativos y adecuados
para la deteccién de exoplanetas, se accedio a la base de datos del Data and Analysis
Center for Ezoplanets' (DACE) a través de su interfaz de programacién (API) para
Python. Con esta herramienta, se logré descargar todas las observaciones realizadas
con el espectrografo Echelle High Accuracy Radial Velocity Planet Searcher (HARPS)

Thttps://dace.unige.ch/dashboard/
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instalado en el telescopio reflector ESO de 3,6 metros de didmetro, ubicado en el
Observatorio La Silla, Chile.

Sin embargo, algunas de las observaciones hechas por HARPS se llevan a ca-
bo con otros propédsitos cientificos o técnicos que no necesariamente estan asociados
a la busqueda de exoplanetas, como la astrosismologia o la propia calibracién del
instrumento. Es entonces necesario filtrar estas observaciones, asi como otras no rela-
cionadas con la bisqueda de exoplanetas, para obtener un calendario de observacién
adecuado. Cada una de estas mediciones fue realizada bajo un programa de observa-
cién especifico y DACE proporciona un coédigo identificador asociado al mismo. Para
obtener el titulo de la propuesta de observacién de cada uno de estos codigos, se des-
cargaron los datos de Informacion y Planificacion de los Programas de Observacion
de ESO? (Furopean Southern Observatory) y se filtraron manualmente aquellos cuyos
titulos no indicaran como objetivo la busqueda de exoplanetas.

Por otro lado, cada una de estas observaciones es automaticamente procesada con
un Data Reduction Software (DRS), encargado de analizar la senal cruda. Se decidié
utilizar observaciones realizadas solamente por la ultima version del DRS hasta el
momento, la 3.5.

Se agruparon todas las observaciones por estrella y se aplicé un tltimo filtrado a
cada conjunto. Este consistié en combinar las mediciones realizadas con menos de 15
minutos de diferencia en una sola, calculada como el promedio de las mismas. Esta
operacién se justifica porque una estrategia habitual en los programas de busqueda
de exoplanetas es promediar las observaciones dentro de esta ventana temporal, con
el objetivo de reducir el ruido asociado a las oscilaciones estelares.

Por 1ltimo, se descartaron las estrellas que, tras aplicar todos los filtros, quedaron
con menos de treinta observaciones, ya que es fundamental contar con una cantidad
minima de datos que asegure un muestreo suficiente para la construccién de series
temporales.

De esta forma, se obtuvieron 636 calendarios de observacién distintos y represen-
tativos en la busqueda de exoplanetas, cada uno correspondiente a una estrella. En la
figura 4.1 se pueden observar las caracteristicas de estos calendarios: la mayoria tiene
entre 30 y 300 mediciones en total (figura 4.1a), pero realizadas en un rango total de
dias (calculado como la diferencia entre el tltimo y primer dia de observacion) que
varfa aproximadamente entre 27 y 7638 dias (figura 4.1b).

https://www.eso.org/public/
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(a) Distribucién de la cantidad de mediciones en (b) Distribucién del rango de dias de observacién
los calendarios de observacion. (diferencia entre el tdltimo y primer dfa) en los
calendarios de observacién.

Figura 4.1: Distribuciones para los calendarios de observacion: (a) cantidad de mediciones
y (b) rango de dias de observacion.

4.1.2. Series temporales

Para obtener series temporales lo mas realistas posibles, se simularon errores,
fuentes de ruido y senales planetarias que se muestrearon sobre los calendarios de ob-
servacion ya obtenidos, es decir, sobre los tiempos concretos en los que se realizaron
observaciones®. Para generar cada serie temporal, se selecciona aleatoriamente uno de
los 636 calendarios disponibles y se modifica el 10 % de los tiempos de observacion:
cada uno de estos puntos podia, con igual probabilidad, ser eliminado o reemplazado
por otro generado aleatoriamente de forma uniforme dentro del intervalo de observa-
cién correspondiente. Esta modificacién del 10 % se realizé para que no hubiera dos
calendarios de observacion iguales, sin comprometer la distribucion que los mismos
presentan.

De esta forma, se garantizé que cada serie temporal tuviera un muestreo tnico. Es
sobre estos tiempos que se muestreé la velocidad radial con todas sus contribuciones.

Errores

Para simular errores en la velocidad radial se tuvieron en cuenta dos contribu-
ciones: el ruido foténico (naturalmente poissoniano) y el error en calibracién del
espectrografo. Para cuantificarlas, se utilizaron las estadisticas de errores del rele-

3Para ser més correcto, deberfamos integrar la sefial simulada a lo largo de un tiempo de exposi-
cién similar al usado en estos programas, que suele ser de 15 minutos, ya sea en una sola observacion
o promediando varias observaciones. Sin embargo, nuestro enfoque se justifica porque los tiempos
de variaciones de las senales simuladas son largos con respecto al tiempo de exposicién tipico.
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vamiento de HARPS (Udry et al. 2019; Diaz et al. 2016) para estrellas con al menos
40 mediciones distintas. Ademads, se consideraron los errores para tres estrellas con
un numero elevado de mediciones: HD40307, HD1461 y HD204313. Se obtuvo que la
dispersién de los errores es de 0,24ms™ !, 0,37ms™! y 0,13ms™!, respectivamente.

Entonces, se decidié construir los errores para cada punto de la serie temporal a
partir de una distribuciéon normal con media igual al valor medio de los errores de una
estrella al azar del relevamiento y con varianza igual a (0,30 m s~!)2. Si algtin valor
resultaba negativo, se tomé la decision de reemplazarlo por la mitad de la media. De
esta manera, cada observacién simulada presenta una incertidumbre diferente en la
velocidad radial, como ocurre habitualmente en series temporales reales.

Ruido estelar

La propia actividad estelar puede generar senales de velocidad radial con cierta
periodicidad y en el andlisis esta puede confundirse con la ocasionada por la presencia
de un planeta, tal como se comenté en la seccion 2.3. En particular, en este trabajo se
simularon tres fendmenos que pueden contribuir a este ruido: pulsaciones, granulacion
y modulacién rotacional.

Para simular las pulsaciones y la granulacion se siguio el trabajo de Dumusque
et al. (2011), en el que se estudian mediciones de astrosismologia de cinco estrellas
de distintos tipos espectrales en diferentes etapas de su evolucion: § Hyi, o Cen A,
a Cen B, up Aray T Ceti. En ese trabajo se ajustoé la densidad espectral de potencia de
la velocidad (VPSD(v), por sus siglas en inglés) a partir de la suma de: tres funciones
de tipo potencia para cada tipo de granulacién, una Lorentziana para las pulsaciones
y una constante, tal como se observa en la ecuacion 4.1

3
A; 2

PSD(v) = — 4+ A . 4.1

VPSD(v) ;:1 T (B)C + L(,/ T T + const (4.1)

con A;, B;, Ar, I' y 1y constantes. A partir de esta expresion, se obtuvo una potencia
espectral utilizando las constantes halladas en el trabajo para cada estrella. Luego, se

construye la velocidad radial en los tiempos de observacion t; utilizando la ecuaciéon
4.2.

RV (t;) = Z V' VPSD(v) Av sen(2nvt; + ¢o), (4.2)
donde se sumé desde 1/T = 1/(¢ tinai — tiniciar) hasta una frecuencia de 100 (dia)™* en
pasos de Av = 100/T'. De esta forma, se suma desde la minima frecuencia resoluble
1/T hasta frecuencias de alrededor de 1/15 (min)~! ~ 100 (dia)™'. Se establecié
este limite superior debido a que frecuencias mas altas no aparecen en las mediciones
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de velocidad radial para la busqueda de exoplanetas, ya que las mediciones suelen
ser promediadas en intervalos de alrededor de 15 minutos con el objetivo de anular
estos ruidos de alta frecuencia. El paso Av fue elegido pequeno para evitar problemas
de submuestreo. Por otro lado, suponiendo que todas las componentes de ruido son
independientes, se tomd un valor aleatorio para la fase ¢g de una distribucién uniforme
entre 0 y 2.

Para la modulacion rotacional se utilizdé un proceso gaussiano con una funcién de
covarianza obtenida a partir de una funcién de kernel k. Un proceso gaussiano es un
tipo de proceso estocastico que surge de la generalizacién al espacio de las funciones
del concepto de funcion de distribucién. La idea es muestrear funciones de ese proceso
y evaluarlas en los tiempos de observacion del calendario correspondiente.

En particular, los procesos gaussianos tienen la particularidad de que cualquier
conjunto de puntos que se muestree de una funcién salida de este proceso tiene una
distribucién normal multivariada, por lo que simplemente queda definir su media y su
covarianza. La primera se fija a cero y la segunda se obtiene a partir de una funcién
de kernel. Entonces, la velocidad radial asociada a la modulacion rotacional en cada
instante t; se modela como la realizacién del proceso gaussiano

RV (t) ~ GP(0, kqp(ti,t;)).

Este kernel k es una matriz de covarianza de n x n dimensiones, en la cual cada
elemento contiene informacién respecto a la correlacion entre cada par de puntos 7 y
7. Se utilizo el kernel pseudoperiddico de la ecuacion 4.3, ya extensamente utilizado
en astronomia (Haywood et al. 2014; Grunblatt et al. 2015) para describir senales

rotacionales.
(t; — t;)* 2 m(t; —t;)
kqp(ti, t;) = A% exp (—TQJ — sen” TJ (4.3)

donde A es la amplitud de la covarianza, P el periodo de rotacién, 7 un tiempo de
decaimiento (asociado a un tiempo de vida media de una regién activa) y € el factor
de estructura (asociado a la cantidad de regiones activas que existen en simultdneo).
De esta forma, este kernel describe dos caracteristicas fundamentales con los dos
términos de la exponencial: con el primero, que eventos separados por mucho tiempo
estdn menos correlacionados (porque las manchas cambian); mientras que, con el
segundo, se evidencia la repeticién peridédica debida a la rotacion de la estrella.

Los valores de estos cuatro hiperparametros fueron elegidos de la siguiente forma,
en base al trabajo de Nieto and Diaz (2023):

s A: Se extrae aleatoriamente de una distribucién Gamma, I'(2,0,0,5).
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= P: Se selecciona al azar un periodo de rotaciéon estelar del relevamiento de
HARPS, asegurando que sea mayor o igual a un dia. Se puede observar la
distribucién de los periodos de rotacion estelar en la figura 4.2.

» 7: Se genera al azar a partir de una distribucién normal, N (3 x P,0,1 x P).

» e Se extrae al azar de una distribucién uniforme, ¢4(0,5, 1,0).

Figura 4.2: Distribucion de los periodos de rotacién estelar para las estrellas obtenidas del
relevamiento de HARPS.

De esta forma, una vez elegido el calendario de observacion, se eligio la VPSD
de una de las cinco estrellas estudiadas por Dumusque et al. de manera aleatoria, se
construy6 el kernel pseudoperiddico kqp(t;,t;) v se muestrearon ambas velocidades
radiales sobre los tiempos de observacion t;.

En la figura 4.3 se muestra un ejemplo de la velocidad radial obtenida al si-

mular estos ruidos y errores en base al calendario de observacién de la estrella
EPIC249622103".

4Este calendario corresponde al obtenido tras haber modificado el 10 % de sus tiempos de obser-
vacién.
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Figura 4.3: Velocidad radial obtenida a partir del ruido estelar junto a sus barras de error
muestreada sobre el calendario de observacion de la estrella EPIC249622103.

Planetas

Para simular la velocidad radial debida a la presencia de uno o varios planetas, se
suponen Orbitas circulares (excentricidad nula) y que, en caso de haber méas de uno, no
interactian entre si y sus perfodos diferirdn en al menos un 10 %. Esto tltimo previene
simular dos planetas con distancias orbitales muy cercanas, lo cual resultaria inestable
fisicamente. Entonces, para construir la velocidad radial ocasionada por los planetas
se deberan determinar tres parametros (ver ec. 2.12): la amplitud de la oscilacién K,
el periodo asociado P y el tiempo en el que ocurre el minimo 7.

La velocidad radial debida a un planeta sera modelada a partir de la ecuacion 4.4:

RV(t) = K sen (L;TO)) (4.4)

Para determinar cada parametro se utilizaron los siguientes criterios:

» K: Se extrae aleatoriamente de una distribucion uniforme en escala logaritmica
entre 0,1 ms™t y 10 ms™1.

= P: Se selecciona al azar de una distribucién uniforme entre 5 y 200 dias. Para
evitar superposiciones al generar mas de un planeta en la misma serie temporal
se pide que, para cualquier par de periodos F; y P;, se cumpla que

o () > 11
max | —, — .
a Pj?g Y
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= Ty: Se selecciona al azar de una distribucién normal con media 0 y desviacién
estandar igual al intervalo de dias de observacién®.

A modo de ejemplo, se muestra en la figura 4.4a la velocidad radial obtenida al
simular un planeta sobre el calendario de observacion de la estrella EPIC249622103.
En la figura 4.4b se observa la serie temporal completa, que corresponde a sumar las
velocidades radiales de la figura 4.3 y 4.4a.

= RV planeta } }  RVtotal
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(a) Velocidad radial debida a la presencia de un (b) Velocidad radial resultante de sumar las con-
planeta con K = 3,3 ms™!, P = 80,5 d y Ty = tribuciones por ruido de la figura 4.3 y por pla-
42,6 d. netas de la figura 4.4a.

Figura 4.4: Velocidad radial simulada debido a la presencia de un planeta (a) y la resul-

tante al sumarle a esta el ruido estelar (b) sobre el calendario de observacién de la estrella
EPIC249622103.

4.1.3. Periodogramas

Una vez simuladas las velocidades radiales con todas sus contribuciones, se obtuvo
el periodograma GLS de cada una a partir de la funcion Lomb-Scargle de la libreria
Astropy.

Para su confeccién, fue necesario definir un vector de frecuencias candidatas w
donde calcular la potencia p(w). En particular, se decidi6é usar el mismo para todos
los periodogramas, ya que son necesarias entradas de un mismo tamano para la red
neuronal. Debido a que los periodos de los planetas simulados presentes en las senales
podian estar entre 5 y 200 dias, se decidi6 calcular cada periodograma sobre un vector
de frecuencias equiespaciadas desde 1/250 (dia)™! hasta 1/2 (dia)™! con el objetivo

5Esta eleccién tiende a concentrar los valores cerca de Ty = 0. Para mejorar esto, a futuro se
propone tomar una distribucién homogénea.
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de contener toda posible senal planetaria en el muestreo. Luego, de forma de asegurar
un muestreo suficiente para todos los periodogramas, se definié un paso en frecuencias
Af =1/(2.Tnaz) con Tpe, €l méximo rango de observaciones de todos los calendarios
(correspondiente a la estrella HD4467, con 78 mediciones distintas de velocidad radial
distribuidas en 7638 dias de observacién). Esto resulta en una frecuencia de 7578
componentes sobre la cual se construyeron todos los periodogramas.

La presencia de ruido estelar, un calendario de observacién con un muestreo in-
suficiente o la baja amplitud de la senal planetaria ocasionan que no necesariamente
el planeta quede en el pico de mayor potencia del periodograma. Es por ello que,
una vez construidos todos los periodogramas, se debié evaluar si efectivamente el pi-
co maximo de cada uno correspondia a un planeta. Para esto, se analizé si alguno
de los periodos de los planetas simulados se encontraba dentro del intervalo definido
por el periodo del pico méaximo y una incertidumbre op = Z—i, es decir, en el rango
comprendido entre Pyico — 0p V Ppico + 0p, donde At es la duracién del calendario
de observacién considerado. Los periodogramas cuyo pico maximo coincidia con el
periodo de un planeta se etiquetaron con un “1”, mientras que el resto se etiqueto
con un “0”.

4.1.4. FAP

Para el célculo de la FAP se decidié utilizar el método de Monte Carlo. Se gene-
raron nuevas series temporales con el mismo calendario de observacién que la serie
original y bajo la hipdtesis nula: con el ruido estelar previamente descrito y sin la
presencia de planetas. Por cada una de ellas, se construyo6 el periodograma y se calcu-
laron cuéntos tienen un pico maximo de al menos la potencia del original. Entonces,
la FAP se calcul6 como el cociente entre los periodogramas que superan dicho umbral
y el nimero total de simulaciones realizadas. Como ya se ha mencionado, se tomé
que el pico se debe a un planeta si FAP < 0,05.

Aunque la FAP es un p-valor y no representa la probabilidad de que el pico
provenga de un planeta, puede utilizarse operativamente como tal: un valor de FAP =
0,05 indica que, si el pico fuera producto de ruido, solo en un 5% de los casos se
observaria algo tan extremo como lo que se observa. Por eso, de forma complementaria,
1 — FAP puede entenderse como una medida del grado de confianza de que el pico
se debe a un planeta. En ese sentido, se establece que hay evidencia suficiente para
atribuir el pico a una senal planetaria si 1 — FAP > 0.95.
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4.2. Datos reales

Como ya se menciond, para entrenar, validar y testear la red neuronal se utilizaron
datos sintéticos. Sin embargo, el objetivo final es utilizar este método de deteccion en
datos reales, por lo que asegurar su eficacia en estos resulta crucial.

Para conseguir datos reales se utilizé el archivo de exoplanetas de la NASA (NA-
SA Ezoplanet Archive®). De alli, se descargaron los datos de todos los exoplanetas
descubiertos a partir del método de velocidad radial que tuvieran un periodo entre
5y 200 dias, tal como los generados para entrenar la red. Se obtuvo asi un total de
404 exoplanetas contenidos en 310 estrellas diferentes. Como el archivo de la NA-
SA no incluia datos sobre las series temporales, se buscaron los datos de velocidad
radial de cada una de estas estrellas en DACE. En caso de que los datos estuvie-
ran alli, se seleccionaron tunicamente aquellos que hubieran sido utilizados en alguna
publicacién’.

En muchos casos, las mediciones provenientes de una misma publicacién incluian
velocidades radiales que incorporaban la velocidad del centro de masa del sistema,
mientras que otras sobre la misma estrella si corregian por este valor, centrando las
mediciones alrededor del cero. Para resolver esta inconsistencia y poder combinar los
datos de distintas publicaciones, se resto la media ponderada por los errores de las
mediciones cuya velocidad radial promedio (dentro de la publicacién) superara los 500
m s~ 8. Ademsds, se descartaron manualmente algunas series temporales que contenfan
muy pocas mediciones o incluso errores en los datos, como valores negativos para el
error de la velocidad radial. Como resultado, se obtuvieron 159 series temporales
correspondientes a distintas estrellas.

Luego, se obtuvo el periodograma de cada serie temporal obtenida para cada es-
trella con el mismo muestreo que el utilizado para datos sintéticos. Sin embargo, no
todos los periodogramas resultaban tener un pico maximo en el periodo de uno de
los planetas presentes en esa estrella. Esto se puede deber a que no estuvieran todos
los datos utilizados para detectar ese exoplaneta en DACE, al muestreo utilizado,
o incluso a técnicas de posprocesado no tenidas en cuenta. Es por ello que a estos
periodogramas se los etiqueté con un “1”7 si el periodo de alguno de los exoplane-
tas (considerando su error) de esa estrella se solapaba con el intervalo definido por
el periodo del pico maximo y su incertidumbre. En caso de que no fuese asi, se los
etiquetd con un “0”. En total, se obtuvieron 99 periodogramas de series temporales

Shttps://exoplanetarchive.ipac.caltech.edu/

"Esta decisién fue tomada debido a la baja calidad de los demés datos proporcionado por la API
de DACE: se encontraron muchas mediciones incongruentes con la velocidad radial del resto o con
errores del orden de los miles de m s~*

8Este umbral fue elegido de forma empirica, ya que permitié corregir el desfasaje en todos los
casos analizados.
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reales con un pico maximo debido a un planeta y 60 en los que no. A efectos practicos,
se catalogd a los primeros como Etiqueta = 1, mientras que a los segundos como
Etiqueta = 0’. A modo de ejemplo, en la figura 4.5 se observan las series tempo-
rales y sus correspondientes periodogramas para las estrellas HD 40307 y GJ 514,
etiquetadas con 1 y 0 respectivamente.

Figura 4.5: Series temporales y periodogramas correspondientes a las estrellas HD 40307
y GJ 514, etiquetadas con 1 y 0 respectivamente. En cada periodograma se indican las
posiciones de los periodos planetarios conocidos mediante lineas de colores punteadas, asi
como la rotacién estelar (linea negra discontinua) y el méximo del periodograma (punto
rojo).

4.3. Construccion de la red neuronal

Con los periodogramas ya simulados, se confeccioné una red neuronal para ana-
lizarlos. El objetivo es que la misma sea capaz de discernir, dado un periodograma,
si el pico maximo del mismo se debe a una senal planetaria o no. Esta pregunta se
enmarca naturalmente en un problema de clasificacién, por lo que se busca que la

9Es importante destacar que, en realidad, estas estrellas tienen planetas detectados, pero que con
los datos utilizados no generan un pico méaximo en el periodo del mismo.
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salida de la red neuronal sea un valor entre 0 y 1 que resulte interpretable como la
probabilidad de pertenecer a la clase positiva. Para resolver esta tarea, se disen6 una
arquitectura especifica tomando como base el modelo del trabajo previo, que explota
tanto las caracteristicas locales como globales del periodograma. A continuacién, se
detalla la estructura de la red propuesta que se diagrama en la figura 4.6.

La red neuronal recibe dos entradas: un vector de [ = 7578 valores correspondientes
a las potencias del periodograma en cada uno de los periodos muestreados y un
vector de dos componentes con la potencia y el periodo del pico maximo. La primera
entrada atraviesa cuatro bloques convolucionales, cada uno compuesto por dos capas
convolucionales 1D con activacion ReLU y una capa de max pooling. El nimero de
kernels va aumentando desde N = 8 para las primeras dos capas hasta N = 64 para
las dos ultimas, mientras que el tamano del kernel varia desde k = 4 hasta k = 12.
En la red neuronal construida, los kernels de las capas convolucionales se desplazan
de a un paso igual a 1 (stride = 1), obteniendo asi la méxima resolucién. Ademsés,
se utilizé un padding = 'same’; lo que agrega ceros alrededor de la entrada para que
la salida conserve su tamano original. Sin embargo, tras cada capa de max pooling,
el tamano de la entrada se va reduciendo a la mitad hasta llegar a un tamano de
1/16 = 473 luego del dltimo bloque convolucional. Si el tamano no es divisible por 2,
se trunca por redondeo hacia abajo'".

Posteriormente, se agregdé una capa de atencion para que esta aprenda a identi-
ficar qué regiones del periodograma resultan mas relevantes para la clasificacion. En
particular, se utiliz6 una capa de atenciéon con una tnica cabeza y dimension de clave
(key) de 64. La misma realiza la operacién de autoatencion descrita en la ecuacién
3.3, en la que cada posicion del vector de entrada puede enfocarse en otras posiciones
del mismo vector para identificar patrones relevantes. Para ello, la misma entrada se
utiliza como query, key y value, con el objetivo de que la red determine qué partes del
periodograma considerar mas importantes. Ademads, esto permite a la red aprender
caracteristicas mas globales que las capas convolucionales, al observar regiones loca-
les, no logran capturar. La salida de esta capa consiste en dos componentes: el vector
transformado por la atencion y la matriz A denominada attention scores. Esta tltima
representa la importancia relativa asignada a cada posicién del vector de entrada con
respecto a las demés.

Posteriormente, el vector transformado por la atencién es aplanado y concatenado
con la segunda entrada, correspondiente con los valores de potencia y periodo para el
pico maximo del periodograma. Este agregado fue realizado bajo el objetivo de que
la red contemple la informacién del pico maximo para la clasificaciéon final luego de
haber analizado las caracteristicas generales del periodograma tras todas estas capas.

10Por ejemplo, esto ocurre entre el segundo y el tercer bloque convolucional, donde el tamaiio se
reduce de I/2 = 3789 a I/4 = 1894.
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Finalmente, se agregaron dos capas densas de 64 neuronas cada una con activacion
ReLU, seguida de una capa de dropout, que desactiva aleatoriamente el 30 % de las
neuronas en cada época del entrenamiento. La clasificacion final se realizé con una
capa densa de 1 neurona con activacion sigmoide, con lo cual la red devuelve un
numero entre 0 y 1.
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Figura 4.6: Arquitectura de la red neuronal utilizada para clasificar periodogramas de velo-
cidad radial. La primera entrada consiste en un vector unidimensional de longitud I = 7578,
correspondiente a las potencias del periodograma en cada uno de los periodos muestreados.
Se aplican secuencialmente cuatro bloques convolucionales (ConvNx2), cada uno compuesto
por dos capas convolucionales 1D con activacién ReLLU seguidas de una operacién de max
pooling. En cada bloque, tanto el nimero de filtros (V) como el tamano del kernel (k) au-
mentan, mientras que la resolucién del periodograma se reduce por un factor de 2. La salida
del tltimo bloque pasa por una capa de atencién, seguida de un aplanamiento (flatten) y
una concatenacion con la segunda entrada de la red con la informacién de la posicién y la
potencia del pico maximo. Finalmente, la red incluye dos capas densas con activacién ReLU
y, tras una capa de dropout, otra capa densa de salida con activacion sigmoide que produce
la clasificacién final.

Antes de adoptar esta configuracién especifica, se exploraron diversas combina-
ciones de hiperpardmetros, tanto de forma manual como utilizando Optuna (Akiba
et al. 2019), una biblioteca de c6digo abierto basada en optimizacién bayesiana. En
cada iteracién, se variaron aspectos como la cantidad de bloques convolucionales y
la cantidad de capas por bloque, el nimero y el tamano de los filtros e incluso la
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cantidad de neuronas en las capas densas. Se observo que el rendimiento de la red era
mejor con la descrita en comparacion a las demas.

La red neuronal se entrend con un conjunto de periodogramas generados a partir
de 75000 series temporales tinicas, construidas tal como se detall6 en la seccién 4.1.2.
Este conjunto contiene, en partes iguales, datos simulados de 15000 estrellas con 0, 1,
2, 3 v 4 planetas. De la totalidad de los periodogramas, 34667 de ellos tienen un pico
maximo asociado a un planeta y fueron etiquetados con un 1, mientras que los 40333
restantes fueron etiquetados con un 0. De manera aleatoria, se utiliz6 el 80 % de todos
los periodogramas para el entrenamiento y el 20 % restante para la validacion.

La red fue entrenada con el optimizador Adam (Kingma and Ba 2014), con una
tasa de aprendizaje de 10~*, minimizando la funcién de pérdida de entropia cruzada
binaria Lgcg (binary cross-entropy), definida como

XN
Lpcg = N |:yobj,i log(yi) + (1 — Yobji) log(1 — yi)]a (4.5)
i=1
donde yop;,; es la etiqueta verdadera para el periodograma, y; es la probabilidad pre-
dicha por la red y N es el numero de muestras.

Para evaluar el desempeno del modelo se empled la métrica F 3 score con 8 = 0,5,
que asigna mayor peso a la precision que a la exhaustividad. Esta eleccion responde
a la necesidad de minimizar la tasa de falsos positivos, es decir, de evitar clasificar
como planetarias senales que no lo son. Por otro lado, debido al pequenio desbalance
entre los periodogramas etiquetados con 0 (sin senal planetaria) y con 1 (con senal
planetaria), se aplicé un esquema de pesos por clase durante el entrenamiento. Estos
pesos para cada clase fueron calculados'' como

(4.6)

donde wy ; es el peso asignado a la clase 0 0 1, N es el numero total de muestras, K = 2
es el nimero de clases y ng; es el numero de muestras pertenecientes a cada clase.
Estos pesos se incluyen en la ecuacién 4.5, de forma que la w; multiplica al primer
término de la sumatoria y wq al segundo. Esto resulta en que las clases minoritarias
tengan mayor peso, de manera que su error contribuya proporcionalmente maés a la
funcion de pérdida durante el entrenamiento, compensando el desbalance y evitando
que la red se incline a favorecer la clase mayoritaria.

El entrenamiento se llevé a cabo con un tamano de lote (batch) de 16, y el mismo se
detuvo cuando la métrica F 3 score en el conjunto de validacion no mostrara mejoras
durante 10 épocas consecutivas. En ese caso, se guardo el resultado de la red que
mejor Ff3 score haya conseguido en el conjunto de validacién.

HEsto se realizé con el método compute class weight de scikit-learn, con la opcién “balanced”.
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Como se detalla en el apéndice 7.2, tanto la red neuronal utilizada como el cédigo
para la generacion de series temporales sintéticas se encuentran disponibles en un
repositorio publico.
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5 Resultados y analisis

Una vez entrenada la red neuronal, se generaron dos conjuntos de datos nuevos:
uno con 20000 series temporales y otro con 5000. Ambos conjuntos tienen la misma
cantidad de estrellas con 0, 1, 2, 3 y 4 planetas; es decir, 4000 y 1000 respectivamente.
Ademas, para cada uno de los periodogramas obtenidos se calcul6 el FAP con el méto-
do de Monte Carlo descrito en la seccion 4.1.4. El conjunto con 20000 periodogramas
se utilizo para analizar la calidad y caracteristicas de las detecciones, mientras que el
de 5000 para hallar el umbral apropiado para la red.

En primer lugar, se analizé el funcionamiento de la red sobre los datos simulados
y se determiné un umbral para la deteccion.

En segundo lugar, se analizé la capa de atencién con el objetivo de visualizar sobre
los periodogramas los sectores que resultan més importantes para la red neuronal en
su tarea de clasificacién.

Por 1ltimo, se analiz6 el rendimiento de la red sobre los datos reales de velocidad
radial detallados en la seccién 4.2 y se realizd fine-tuning con los mismos.

5.1. Calidad de las detecciones

Tanto la FAP como la salida de la red neuronal es un niimero entre 0 y 1, y este serd
mas cercano a 1 mientras mayor sea la probabilidad de que el periodograma analizado
tenga un planeta en el periodo correspondiente al pico maximo. Naturalmente, para
poder realizar una clasificacién binaria, es necesario definir un umbral a partir del cual
considerar que un periodograma la contiene. Si se establece un umbral muy elevado,
se tendran pocas detecciones muy confiables y con pocos falsos positivos, habiendo
dejado pasar muchas detecciones; en caso contrario, si es menos estricto, aumentaran
las detecciones junto a los falsos positivos. De la misma forma, uno debe establecer
este umbral para la probabilidad de falsa alarma.

Previo a definir un umbral, se puede analizar la efectividad de ambos métodos de
deteccion (el de la red y el de la FAP) al variar el umbral tomado en cada caso. Para
ello, resulta 1til definir las siguientes dos métricas: la precisién y la exhaustividad.
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» La precisién mide qué fraccién de los casos que el modelo predijo como positivos
realmente lo son. En este caso (ec. 5.1): de todo lo que clasific6 como planetas,
jcuantos realmente lo eran?

. {Planetas reales} N {Marcados como planeta}
Precision =

1
{Marcados como planeta} (5.1)

» La exhaustividad mide qué fraccién de todos los casos positivos fueron correcta-
mente identificados por el modelo. En este caso (ec. 5.2): de todos los planetas
que hay, ;cuantos detect6?

{Planetas reales} N {Marcados como planeta}

Exhaustividad = (5.2)

{Planetas reales}

Ambas métricas dependen del valor del umbral tomado para la clasificacién y
serdan mejores mientras mas cercanas a uno resulten. La precision busca minimizar
falsos positivos, mientras que la exhaustividad, los falsos negativos. Al juzgar la efi-
cacia de un modelo, suele ser importante verificar un buen desempeno del mismo
en ambas métricas. Si la precision resulta baja y la exhaustividad alta, se estarian
detectando muchos planetas a expensas de incrementar falsas detecciones; en cambio,
si la precision es alta y la exhaustividad baja, se habrian detectado pocos planetas de
todos los presentes en la muestra. Para comparar ambos métodos de deteccion bajo
estas métricas, se construyd la curva de precision-exhaustividad de la figura 5.1 con el
conjunto de 20000 periodogramas. En esta se muestra la precision y la exhaustividad
para 1000 umbrales equiespaciados entre 0 y 1y el drea bajo la curva (AUC) obtenida
en cada caso. En el caso de un clasificador perfecto (AUC = 1), se obtendria que el
método detecta todos los verdaderos positivos (exhaustividad = 1) y que todas las
predicciones positivas son correctas (precision = 1). Por lo tanto, mientras mayor sea
el area, mas se acercara el método a un clasificador perfecto. Dado que la red alcanza
un mayor AUC, se puede concluir que resulta en un mejor método que la FAP para
este problema.
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Figura 5.1: Curva precisién-exhaustividad obtenida para la detecciéon de planetas a partir
de la red y para la FAP.

Luego, con el objetivo de profundizar este analisis, se construyé la figura 5.2. En
la misma se grafica la cantidad de periodogramas, separando por aquellos etiqueta-
dos como 1 (cuyo pico maximo se debe a un planeta) y como 0 (provenientes de
ruido), en funcién de la probabilidad predicha de que el mismo contenga una senal
planetaria asignada por la red y por la FAP'. En primer lugar, se observa que al
aumentar la probabilidad predicha de que contenga un planeta, la cantidad por bin
de periodogramas con planeta bien etiquetados crece tanto para la red como para la
FAP. Sin embargo, para probabilidades mayores a 0,5 la red ya predice correctamente
una mayor cantidad de casos” que la FAP, que recién para probabilidades cercanas
a 0,95 lo logra. Cabe destacar que, en ausencia de senal planetaria, la distribuciéon
de la FAP resulta practicamente uniforme, tal como se espera para un p-valor bajo
la hipétesis nula. A pesar de que la red predice una mayor cantidad de planetas con
probabilidades bajas con respecto a la FAP, también clasifica muchos mas periodo-
gramas de ruido a probabilidades menores y muchos menos a probabilidades mayores.
Tanto de la figura 5.1 como de la 5.2 se observa que la red ya resulta un método mas

! Para el método de la FAP, la probabilidad de que un periodograma contenga una sefial planetaria
se obtuvo como 1 — FFAP, segin lo discutido en la seccién 4.1.4
2Esto es lo esperable de un método con una probabilidad bien calibrada.
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eficiente para la deteccién de senales planetarias en periodogramas en comparacion
con el método tradicional de la FAP.

Figura 5.2: Cantidad de periodogramas en funcién de la probabilidad predicha de que el
mismo contenga una senal planetaria, separando para los etiquetados como planetas y como
ruido. A izquierda, para la red, y a derecha, para la FAP.

5.2. Determinacion del umbral

Como se mencioné en la introduccién, para el método de la FAP se estableci6
un umbral de 0,05 por debajo del cual se rechaza la hipdtesis nula (de que el pico
tiene su origen en ruido) y se considera que el pico se debe a una senial planetaria.
Equivalentemente, si 1 - FAP > 0,95, se considera que hay evidencia suficiente para
atribuir el pico a una senal planetaria.

Respecto a la red neuronal, el umbral a utilizar puede considerarse un hiper-
parametro mas a ajustar luego del entrenamiento. Por ello, resulta importante uti-
lizar un conjunto de validaciéon independiente y no el mismo conjunto de datos con
el que luego analizar el rendimiento de la red. El conjunto utilizado para esta tarea
corresponde al de 5000 periodogramas (ya mencionado al comienzo de la seccién) con
la misma cantidad de estrellas con 0, 1, 2, 3 y 4 planetas (es decir, 1000 de cada tipo).

En este problema de clasificacion se busca minimizar la cantidad de falsos posi-
tivos: se prefiere clasificar como senales planetarias solo aquellos periodogramas con
alta confianza, aun si eso implica perder algunas detecciones. Para obtener el umbral
para la red apropiado, se tomaron como referencia los falsos positivos y falsos negati-
vos obtenidos para la FAP sobre el mismo conjunto, tomando el umbral de 0,05 para
este. Luego, se evalué el desempeno de la red neuronal al variar su umbral de decisién,
buscando una region en la que ambas métricas superaran a las de la FAP. En la figura
5.3 se observan los falsos positivos y falsos negativos en funcién del umbral para la
red, junto a los valores correspondientes para la FAP de referencia. Se observa que, a
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partir de un umbral de 0,35 la red obtiene una menor cantidad de falsos positivos que
la FAP, y que para umbrales menores a 0,55 lo mismo ocurre para los falsos negativos.
Por lo tanto, se determiné el umbral en 0,55, ya que minimiza los falsos positivos sin
incrementar los falsos negativos.

Figura 5.3: Falsos positivos (izquierda) y falsos negativos (derecha) en funcién del umbral
para la red, junto a los obtenidos para la FAP para el conjunto de 5000 periodogramas.
En color verde se marcan los umbrales para la red que logran la misma cantidad de falsos
positivos y negativos que la FAP.

5.3. Caracteristicas de las detecciones

Como ya se analizé, la red resulta una mejor solucion al problema de clasificacion
de periodogramas como planetas o ruido que la FAP. Con el umbral ya determinado
para la red, se comparo el rendimiento de esta frente a la FAP sobre el conjunto de
20000 periodogramas. Se obtuvo que la red produce 596 falsos positivos y 1245 falsos
negativos, mientras que la FAP obtiene 1291 y 1204 respectivamente. Esto evidencia
una clara mejora al utilizar la red como clasificador, produciendo un 54 %
menos de falsos positivos que la FAP, sin aumentar significativamente la
cantidad de falsos negativos. Entonces, se busco entender qué caracteristica logro
aprender la red que el método de la FAP no contempla.

Para ello, se agruparon los periodos en bins de 10 dias (por ejemplo, el bin centrado
en 50 dias incluye todos los periodos entre 45 y 55 dias) y se agruparon los periodo-
gramas cuyo pico maximo se encontraba dentro de ese rango. Luego, se calcularon
las métricas de precision y exhaustividad con los periodogramas contenidos en cada
bin tanto para la red neuronal como para el método de la FAP, utilizando sus respec-
tivos umbrales. Debido a que se trabaja con la probabilidad de que el periodograma
contenga una senal planetaria (calculado como 1 - FAP), el umbral correspondiente
es de 0,95.

49



De este modo, se puede evaluar cémo varia el rendimiento de ambos métodos en
funcién del periodo en el que se encuentra el pico principal del periodograma. Se
obtuvo asi la figura 5.4. En esta se observa que la precisién es, para casi todos los
periodos, mayor para la red en comparacién a la FAP. Ademés, hay un decrecimiento
en la precision para la FAP alrededor de los 20 y 50 dias de periodo. Este rango de
periodos es caracteristico del relevamiento de HARPS utilizado para simular la mo-
dulacion rotacional, tal como se observa en la figura 4.2. Esto sugiere que la presencia
de picos debido a la rotacion estelar aumenta los falsos positivos en este rango, lo
que resulta en una pérdida de precisién para la FAP. La red, en cambio, parece haber
aprendido a distinguir este tipo de picos o simplemente a ser mas cautelosa en su
prediccion alrededor de estos periodos.

No asi sucede para la exhaustividad, donde la red recién alcanza valores compara-
bles y superiores a la FAP para periodos mayores a (70+5) d. Esto puede interpretarse
de manera andloga: la red es méas conservadora en el rango de periodos caracteristicos
de la rotacion estelar, posiblemente descartando senales verdaderas en favor de man-
tener baja la tasa de falsos positivos. Todo esto indica que la red neuronal aprendio
a identificar patrones asociados al ruido estelar que el método basado en la FAP no
logra discriminar.

Figura 5.4: Precisién (izquierda) y exhaustividad (derecha) obtenidas por la red neuronal y
el método de la FAP en funcién del periodo del pico principal del periodograma. Cada punto
representa un bin con los periodogramas cuyo pico maximo se encontraba en un intervalo
de més o menos 5 dias.

De manera analoga, se agruparon los periodogramas segin la potencia del pico
maximo, bineando desde el minimo al maximo valor observado con pasos de 0.1. Para
cada bin, se calcularon la precisién y la exhaustividad considerando tnicamente los
periodogramas cuyo pico maximo se encontraba dentro de ese rango. El resultado se
muestra en la figura 5.5. Para ambas métricas, la red alcanza resultados mayores que
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la FAP en casi todas las potencias. En particular, la FAP parece detectar muchos
falsos positivos para potencias bajas del pico maximo, lo que resulta en una menor
precisién, mientras que la red parece haber aprendido a detectar picos espurios de
baja potencia.

Figura 5.5: Precisién (izquierda) y exhaustividad (derecha) obtenidas por la red neuronal
y el método de la FAP en funcién de la potencia del pico maximo del periodograma. Cada
punto representa las métricas calculadas dentro de un bin de amplitud 0.1, centrado en
distintos valores de potencia del pico.

Por dltimo, en la figura 5.6 se analizé la dependencia de la predicciéon de la red
neuronal y del método de la FAP en funcion del periodo y la potencia del pico méximo
para los 20000 periodogramas. En la region inferior izquierda se observa que tanto la
red neuronal como la FAP asignan una baja confianza, lo cual corresponde a perio-
dogramas con picos de baja potencia y periodos cortos. La ain mayor disminucién
en la prediccion para la red en estos casos se puede deber a haber aprendido sobre la
apariciéon de picos espurios de bajo periodo (alta frecuencia) como consecuencia del
muestreo. Por otro lado, la FAP asigna una prediccién alta y uniforme para perio-
dogramas con picos maximos de potencias mayores a 0,8 aproximadamente, debido
a la baja probabilidad de generar un pico de al menos esa potencia. En cambio, la
red neuronal parece predecir mediante una dindmica mas compleja, en donde la tinica
informacion relevante no resulta tinicamente la altura maxima del pico. Se observan
varios casos de periodogramas con una potencia del pico médximo mayor a 0,8 con
prediccién baja (color violeta) para la red neuronal. Se pueden ver algunos ejemplos
de estos periodogramas en el apéndice 7.1, donde se observan las irregularidades de
los mismos. Su origen se debe a la estructura de las series temporales (en particular,
al muestreo de sus calendarios de observacién).

Por otro lado, cabe destacar que los planetas fueron generados con periodos entre 2
y 200 dias, lo cual explica la disminucién en la cantidad de picos maximos detectados
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mas alla de los 200 dias. En esta regién se vuelve evidente un natural sesgo en la
red neuronal: al no haber sido entrenada con planetas de periodos mayores, tiende a
asignar predicciones més bajas que la FAP.

Figura 5.6: Prediccién obtenida para cada periodograma en funciéon de la potencia y el
periodo del pico méximo para la red neuronal (izquierda) y para la FAP (derecha).

5.4. Analisis de la capa de atenciéon

En la seccion 5.3 se encontré que la red neuronal resulta una mejor solucion al
problema de clasificacion que el método de la FAP. Como ya se explico, este ultimo
toma unicamente informacion de la potencia del pico médximo, mientras que la red
parece haber aprendido una dindmica mas compleja. En esta seccion se analizé la
matriz de atencién A de la red neuronal con el objetivo de intentar dilucidar qué le
resulta importante del periodograma.

En particular, esta matriz con los pesos de atencién es una matriz cuadrada de
473 dimensiones. Este tamano es resultado de que la capa de atencién fue colocada
luego de las capas convolucionales y de max pooling, por lo que la dimension original
de la entrada, de 7578 posiciones, se redujo 16 veces.

Como ya se comentd, cada elemento A;; de la matriz representa cuanto la posicion i
“presta atencion” a la posicion j. La funcién softmax de la ecuacién 3.2 se aplica sobre
cada fila ¢ de la matriz, de modo que cada fila define una distribucién de probabilidad
pi; sobre las posiciones atendidas j, ya que la suma de todas ellas resulta 1.

Se puede obtener cudnta atencién att; recibe cada posicién j promediando sobre
todas las filas ¢ como:
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lo cual también define una distribucién de probabilidad, ya que:

| dr3 ars | i
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j i i
=1
En definitiva, este vector att; de 473 elementos indica cudnta atencién (en promedio)
recibe cada posicion j de todas las demas.

Luego, se realiza un upsampling de este vector, mediante interpolacion lineal, para
reconstruir una estimacién de la atencién en el espacio original del periodograma?.
Este procedimiento, aunque no recupera con precision absoluta las contribuciones de
cada punto de la entrada, permite visualizar de forma cualitativa qué regiones del pe-
riodograma fueron mas relevantes para el modelo. En la figura 5.7 se muestra: arriba,
la atencién que recibe cada posicion j; en el medio, la misma interpolada linealmente
sobre las 7578 posiciones del periodo; y, abajo, el periodograma correspondiente. En
la primera columna, se muestran los graficos correspondientes para uno etiquetado
con alta confianza como 0; en la segunda, para uno etiquetado con alta confianza
como 1. De ellos, se observa que la atenciéon en ambos casos parece seguir una distri-
bucién similar a la de los picos del periodograma, lo que muestra que la red se enfoca
sobre ellos. Sin embargo, es importante notar que la atencion del periodograma de
la izquierda tiene un minimo de atencion cercano a 0.0021 y un maximo de 0.0027
aproximadamente, mientras que la atencion del periodograma de la derecha es aproxi-
madamente cero en todas las posiciones, a excepcién de las cercanas al pico maximo,
donde alcanza un valor mayor a 0.06. Esto demuestra una incertidumbre por parte
de la red en periodogramas como el de la primera columna, ya que la diferencia en
atencion entre todos los pares de puntos es muy baja. En cambio, cuando un pico
predomina, la atencién se concentra casi completamente cerca del mismo. Esto es un
resultado favorable, ya que permite interpretar que la red

3Notar que, luego de la interpolacién, la atencién deja de tener el cardcter de una distribucién
de probabilidad.
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Figura 5.7: Visualizacion de la atencién en dos periodogramas. En cada columna se mues-
tra un caso diferente. De arriba a abajo se grafican: la atencién promedio sin upsample,
calculada sobre las 473 posiciones resultantes de las capas convolucionales y de max poo-
ling; la atencién luego de realizar upsample sobre los periodos originales del periodograma;
el periodograma original. En estos ultimos, se indican con una linea punteada la rotacién
estelar, con un circulo rojo el maximo del periodograma, y en el segundo ejemplo, también
la senal planetaria presente con una linea celeste.

Esta diferencia en la atencion se encuentra a lo largo de varios periodogramas, y se
observo una fuerte dependencia con la prediccion asignada por la red. En la figura 5.8
se visualiza la atencion superpuesta sobre distintos periodogramas cuyo pico maximo
se debe a un planeta (etiqueta = 1) y que fueron clasificados correctamente por la
red con una alta confianza (prediccién ~ 1).

En todos los casos se observa que la atencion se encuentra altamente concentrada
en torno al pico méximo del periodograma. Esta concentracién indica que la red esta
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focalizando su procesamiento en la regiéon més prominente del espectro, lo cual es
coherente con el hecho de que la potencia en esa zona es mayor. Esta observacion,
sin embargo, merece una interpretacion cuidadosa. Por un lado, sugiere que la red
ha aprendido a utilizar el rasgo mas relevante del periodograma para identificar la
presencia de un planeta. Por el otro, esta focalizacion puede interpretarse simplemente
como un reflejo trivial de la magnitud de la senal: la atencion se concentra en el pico
simplemente porque es el punto de mayor potencia, independientemente de si esa
potencia se debe a un planeta, a la rotacion estelar o al ruido.

Ademas, se encontré que muchas veces el maximo de atenciéon no estd ubicado
exactamente en la posicién del maximo. Este desfasaje podria deberse al proceso de
upsampling, que interpola la atencién desde una resolucién mucho menor (473 puntos)
a la resolucién completa del periodograma (7578 puntos), logrando alterar ligeramente
la posicion de los maximos.
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Figura 5.8: Periodogramas con el pico maximo debido a una senal planetaria correctamente
clasificadas por la red neuronal con una alta confianza. La atencién se representa con un
mapa de calor superpuesto. En cada grafico se indican los periodos P y las amplitudes K de
los planetas simulados, asi como el periodo de rotacion de la estrella. La posicion del pico
de mayor potencia se marca con un punto rojo.

En la figura 5.9 se muestra la atencién asignada por la red neuronal a distintos
periodogramas correspondientes a verdaderos negativos, es decir, casos en los que el
pico maximo no se debe a una senal planetaria (etiqueta = 0) y que fueron clasificados
correctamente con alta confianza (prediccién =~ 0). En contraposicién a la figura 5.8,
donde la atencion se concentra de forma nitida en torno al pico de mayor potencia, en
estos periodogramas se observa una atencién distribuida a lo largo de multiples picos
o sectores del espectro, con un rango dindmico menor. Este patrén es especialmente
evidente en los primeros cuatro paneles, donde multiples regiones reciben atencion sin
que se destaque una tnica zona dominante. Este comportamiento podria interpretarse
como una manifestacion del mecanismo de atencion intentando explorar multiples
regiones sin identificar una senal dominante coherente con la generada por un planeta,
lo que resulta en una atencién base de aproximadamente 0.002 para todos los periodos
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y un aumento pequeno cerca de la posiciéon de ciertos picos.

Por otro lado, los dos tultimos ejemplos presentan una caracteristica llamativa:
la atencion estd concentrada en un pico que no corresponde al de maxima potencia,
e incluso existen otros picos més prominentes que son ignorados. Esto sugiere que
la red puede haber aprendido patrones en la forma de los picos o contextuales que,
aunque no coincidan con los picos maximos, resultan relevantes en la clasificacion del
periodograma como negativo.

Figura 5.9: Periodogramas sin senal planetaria en el pico maximo correctamente clasificadas
por la red neuronal con una alta confianza. La atencion se representa con un mapa de calor
superpuesto. En cada gréfico se indican los periodos P y las amplitudes K de los planetas
simulados, asi como el periodo de rotacion de la estrella. La posicion del pico de mayor
potencia se marca con un punto rojo.

5.4.1. Entropia de Shannon

A modo de cuantificar y poder comparar entre distintas clasificaciones, se decidid
calcular la entropia de Shannon a partir de la atencién sin upsample (es decir, sobre
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las 473 posiciones) ya que esta define una distribucién de probabilidad.
La entropia de Shannon en logaritmo base 2 se define en la ecuacion 5.3

H(p) = - Zpi log, pi (5.3)
i=1

donde p; representa la probabilidad asignada a la posicién ¢, en este caso dada por los
valores normalizados de atencion recibida. Si la atencién estd distribuida de manera
uniforme (es decir, p; = % = 4%3), la entropia alcanzara un valor maximo (Hp.x =
log,(473) = 8,88) y contendra el minimo de informacién posible. Por el contrario, una
distribucién de atencién maés localizada (es decir, con mayor concentracién en pocas
posiciones) dard lugar a valores de entropia menores y contendrd mayor informacién.
Asi, la entropia permite caracterizar cuan localizada o difusa resulta la atencién de
la red para cada periodograma. Cuando esta entropia se calcula en base 2, su unidad
es el bit.

En la figura 5.10 se muestra la diferencia entre la entropia méaxima posible H .y
y la entropia obtenida para los subconjuntos de verdaderos positivos (VP), verdade-
ros negativos (VN), falsos positivos (FP) y falsos negativos (FN), calculada sobre el
conjunto de 20000 periodogramas. Se observa que el conjunto de VP es el que menor
entropia en su distribucién de atencion tiene, mientras que los VN tienen una en-
tropia casi igual a la maxima posible. Esto indica que la informacién contenida en los
pesos de la atencién resulta relevante en la clasificacion de los periodogramas, y, en
ausencia de ella, la red clasifica generalmente con una baja predicciéon. En cuanto a
los periodogramas clasificados como FP, se obtiene una entropia levemente separada
de la maxima. Esto se corresponde con lo planteado anteriormente: la errénea clasi-
ficacién de la red se debe a una distribucién para la atencién con menor entropia (es
decir, mas focalizada).

Este analisis indica que la prediccién de la red neuronal esté correlacionada con
la entropia de los pesos de atenciéon. A menor entropia, mayor serd la informacion
contenida en los pesos de la capa de atencién y, en consecuencia, mayor resultara la
prediccién de la red. Ademas, el mecanismo de atencion permite interpretar que la
red efectivamente concentra su andlisis en las regiones que deben ser relevantes para
la clasificacién.
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Figura 5.10: Boxplots de la diferencia entre la entropia maxima Hy,.« ¥ la entropia observada
H de la atencién para los periodogramas, separando por categoria de prediccién: verdaderos
positivos (VP, n = 7921), verdaderos negativos (VN, n = 10238), falsos positivos (FP,
n = 596) y falsos negativos (FN, n = 1245). Cada caja representa el rango intercuartilico
y la linea horizontal dentro indica la mediana. Los circulos representan periodogramas
atipicos.

5.5. Rendimiento de la red neuronal en datos reales

La red neuronal se entrend, valido y tested con distintos conjuntos de datos simula-
dos. Como ya se menciond, esto resulta en dos claras ventajas frente a los datos reales:
la cantidad es ilimitada (sin considerar costos computacionales de generacién) y se
tiene una absoluta confianza respecto a la etiqueta de los mismos (ya que se conoce
con exactitud qué senales estan presentes). Sin embargo, la dindmica real existente en
las series temporales puede resultar mucho més compleja que la simulada. Incluso, los
modelos utilizados para la generacion de las senales, ya sean de ruido o planetarias,
pueden diferir en mayor o menor medida con el proceso fisico real que las genera.
Por ello, se evalué el rendimiento de la red sobre datos reales, utilizando el conjunto
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detallado en la seccion 4.2.

En la figura 5.11 se grafica la masa de cada planeta, en unidades de la masa
terrestre Mg, en funcién de la prediccion de la red para los periodogramas de la serie
temporal de la estrella. Se diferencié entre los etiquetados con 1 de los etiquetados con
0. Ademas, se distingue si la masa del planeta corresponde a la masa total del mismo
o a la masa minima, en funcion del dato proporcionado por el archivo de exoplanetas
de la NASA. En el caso de los periodogramas etiquetados con 1, se grafica inicamente
la masa correspondiente al planeta encontrado; para los etiquetados con 0, se incluyen
todos los planetas por periodograma (77 en total).

De la figura 5.11 se observa que los periodogramas cuyo pico maximo se debe a
un planeta (etiquetados con 1) tienen una masa mayor que los etiquetados con 0.
Como se evidencia en la ecuaciéon 2.13, una mayor masa para el planeta generara una
mayor amplitud en la velocidad radial detectada sobre la estrella. Esta senal sera mas
facil de detectar y més prominente, lo que producird un pico de mayor amplitud en el
periodograma. Ademas, se observa que los planetas provenientes de un periodograma
etiquetado con 1 presentan una predicciéon mayor que los etiquetados con 0. Por lo
tanto, los periodogramas etiquetados con 1 seran, en su mayoria, consecuencia de
planetas muy masivos.

Figura 5.11: Masa real o minima para los planetas (en unidades de masa terrestre) en
funcién de la prediccién de la red para el periodograma de la estrella que los contiene. A
izquierda, los periodogramas etiquetados con 1; a derecha, etiquetados con 0.

Con el objetivo de analizar el rendimiento de la red sobre los datos reales, se
confeccioné la figura 5.12. En esta se calculd la prediccién de la red para cada uno
de los periodogramas obtenidos, separando segin la etiqueta. Tomando el umbral
previamente hallado para la red en 5.2, se observa que la mayoria de los periodogramas
resultan correctamente clasificados. En el caso de aquellos con un pico maximo debido
a un planeta, 82 de 99 de ellos fueron detectados por la red, mientras que para
aquellos en los que esto no sucede, 51 de 60 fueron correctamente clasificados como
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periodogramas sin presencia de una sefial planetaria’. En ambos casos, la distribucién
de los periodogramas esta altamente concentrada en los extremos, indicando que la red
clasifica correctamente con una alta confianza. Ademas, la red alcanza una precision
de 0,90 y una exhaustividad de 0,83 sobre estos periodogramas.

Todo esto muestra que la red resulta una 1til y confiable herramienta para analizar
periodogramas provenientes de datos reales, a pesar de no haber sido entrenada con
ellos.

Figura 5.12: Distribucién de periodogramas en funcién de la prediccién de la red y clasifi-
cados segun el umbral previamente hallado. A la izquierda, se grafican los periodogramas
etiquetados con 1; a la derecha, los etiquetados con 0.

5.5.1. Fine-tuning

En la seccién previa se observd que la red predice, en la mayoria de los casos,
correctamente la presencia o ausencia de senales planetarias sobre periodogramas
construidos a partir de series temporales reales. Esto muestra que la red neuronal,
a pesar de haber sido entrenada con datos simulados, aprendid a reconocer patrones
generales que se encuentran en datos reales. Sin embargo, el modelo siempre esta
limitado en el intento de representar un proceso fisico real.

Naturalmente, ante este escenario se explord la posibilidad de optimizar la red
neuronal para su aplicacién sobre datos reales, realizando un ajuste fino (fine-tuning)
con ellos. El fine-tuning consiste en reentrenar parcialmente el modelo con este nuevo
conjunto de datos, de forma de aprovechar lo que la red ya aprendié con los datos
simulados y particularizarlo en el caso de interés: los periodogramas provenientes de
series temporales reales. En este proceso, los parametros de ciertas capas permanecen

4Cabe recordar que estos contienen planetas confirmados a partir del método de velocidad radial,
pero que con los datos disponibles no generan un pico maximo en el periodo de ninguno de ellos.
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fijos (a lo que se denomina congelar una capa), mientras que los de las demads se
actualizan durante el entrenamiento.

Concretamente, se congelaron todas las capas del modelo excepto por las dos
ultimas capas densas que se muestran en la figura 4.6: una de 64 neuronas (con
4160 parametros) y la capa final de una neurona (con 65 pardmetros). La capa densa
anterior, también de 64 neuronas, posee aproximadamente 1.9 millones de pardmetros,
por lo que se optd por no incluirla en el entrenamiento debido a la limitada cantidad
de datos reales disponibles (159 periodogramas), considerando que dicho nimero de
parametros seria excesivo para ese tamano de conjunto.

Figura 5.13: Comparacién de las métricas antes y después del fine-tuning (FT) realizado
sobre el conjunto de datos reales de testeo correspondiente. Se muestran los resultados de
cuatro iteraciones distintas.

Previo al fine-tuning, se seleccionaron 20 de los 159 periodogramas como conjunto
final de testeo. Con los 139 restantes, se realizo el ajuste fino sobre las ltimas dos
capas utilizando el 80% de ellos como entrenamiento y el 20% como validacion.
En este caso, el entrenamiento se realizé con una tasa de aprendizaje de 107°, la
cual es diez veces menor que la utilizada previamente, y este se detuvo cuando la
funcién de pérdida (loss) evaluada en el conjunto de validacién no presentara mejora
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durante 10 épocas consecutivas. Se repitio este proceso miiltiples veces, seleccionando
cada vez un conjunto de 20 periodogramas distintos para el testeo, obteniéndose en
muchos de los casos una mejora en la precision, la exhaustividad y la loss sobre
este conjunto. En la figura 5.13 se muestran los resultados de estas métricas sobre
el conjunto de testeo en cuatro iteraciones distintas. Estos resultados muestran que
la red es capaz de adaptarse al conjunto de datos reales, tras haber ya aprendido
patrones generales presentes en los datos simulados. Sin embargo, debido a su escasa
cantidad, los resultados en las métricas son muy variables.
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6 Conclusiones

En este trabajo se exploro el uso de una red neuronal convolucional con una capa
de atencién para la deteccion de senales planetarias en periodogramas. La misma se
entreno con 75000 periodogramas confeccionados a partir de series temporales de ve-
locidad radial sintéticas sobre calendarios de observacién reales extraidos de HARPS.
La velocidad radial simulada contenia tanto senales planetarias como distintas com-
ponentes de ruido, propias de la actividad estelar de una estrella de tipo solar.

Se simularon 20000 periodogramas més para evaluar el rendimiento de la red
neuronal y compararlo con el método determinado por la FAP (calculado a partir
de Monte Carlo). La curva de precisién-exhaustividad mostré que la red resulta una
mejor solucién al problema de deteccién ya que obtiene un area bajo la curva mas
cercana a uno. Ademas, la red neuronal clasifica una mayor cantidad de periodogramas
correctamente a partir de umbrales mas bajos que la FAP, lo que evidencia que la
red logra distinguir mejor periodogramas de ruido de aquellos con senales planetarias.
Al determinar un umbral adecuado para la red neuronal, se logré que esta detecte
un 54 % menos de falsos positivos que la FAP, sin aumentar significativamente la
cantidad de falsos negativos.

Se encontro que la red neuronal presenta una dinamica mas compleja que el método
de la FAP, que solo considera la altura del pico maximo. Por un lado, al analizar la
precision y la exhaustividad de ambos métodos, se encontré que la red resulta mas
precisa para detectar planetas con periodos cercanos a los de la rotacion estelar, a
expensas de detectar una menor cantidad de ellos en esa region. Esto sugiere que la
red aprende a ser cautelosa en la regién donde tipicamente aparecen las senales de la
actividad. Al igual que un investigador especialista, al ver un pico en esa region, su
respuesta es mas cuidadosa. De esta manera, la red logra reducir el nimero de falsos
positivos. Por otro lado, la FAP detecta muchos falsos positivos en periodogramas con
potencias bajas para sus picos maximos, mientras que la red parece haber logrado
distinguir picos espurios de baja potencia.

Ademas, se pudo visualizar qué regiones del periodograma encuentra relevantes
la red analizando la capa de atencion de la misma. Se observo que en periodogramas
con una senal planetaria clasificados correctamente con alta confianza por la red, la
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atencion se concentra completamente alrededor del pico de maxima potencia, mien-
tras que en periodogramas correctamente clasificados como ruido también con mucha
confianza, la atencion se encuentra dispersa a lo largo de diferentes picos. Se logro
cuantificar este comportamiento estudiando la entropia de Shannon sobre la distri-
bucién de atencion, y se encontré que, a mayor entropia, menor resulta la prediccion
de la red.

Por 1ltimo, se verificé el correcto funcionamiento de la red en un conjunto de 159
periodogramas confeccionados a partir de datos reales de velocidad radial de estrellas
con al menos un planeta detectado. Ademas, se los utilizé para realizar fine-tuning a
la red neuronal, a modo de verificar que resulta adaptable a su uso en casos reales.

En un contexto en el que la precisién instrumental alcanza valores por debajo
del propio ruido debido a la actividad estelar, es importante encontrar mecanismos
para detectar y filtrar senales que no provengan de una senal planetaria. Esta red
muestra que los mecanismos de aprendizaje automético pueden resultar herramientas
superadoras a la FAP como método de clasificacion.

Una gran limitaciéon de la red neuronal es que no tiene acceso a las series temporales
directamente, sino a sus consecuencias en la forma y estructura de los periodogramas
resultantes, lo que reduce la cantidad de informacién disponible para el procesamiento
de la red. Como trabajo futuro, se propone adaptar la estructura de la red neuronal a
procesar tanto la serie temporal como el periodograma simultaneamente. Este objetivo
podria realizarse con los Transformers, cuyo principio de funcionamiento se basa
exclusivamente en capas de atencion y pueden recibir entradas de distinta dimensién.
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7 Apéndice

7.1. Influencia de los calendarios de observacion
en los periodogramas

Como se observo en la figura 5.5, existen varios periodogramas con picos maximos
con potencias mayores a 0.8 que la red clasifica con una prediccién muy baja, mientras
que con la FAP esto no sucede. En la figura 7.1 se observan algunos ejemplos de los
periodogramas con esta caracteristica junto a las series temporales que los originan.
Todos los periodogramas de la figura presentan oscilaciones bruscas y la presencia
de numerosos picos de alta potencia. Por lo tanto, en ausencia de una senal plane-
taria clara junto a las irregularidades de los periodogramas, la red asigna una baja
prediccion para todos ellos, a pesar del alto valor en potencia para el pico maximo.
Cabe destacar que todos ellos son resultado de calendarios de observacién similares,
con pocas mediciones y, en general, concentradas en grupos muy separados entre si,
llegando a alcanzar una separacion de 3000 dias sin mediciones para el ultimo panel.

Esto evidencia que calendarios de observacion altamente irregulares, con medicio-
nes agrupadas en cortos intervalos y largos periodos sin observaciones, se ven reflejados
en periodogramas ruidosos y con muchos picos. Esto reduce la informacion tutil dis-
ponible para modelos de deteccién. Sin embargo, incluso frente a una serie temporal
con un calendario como el del ultimo panel, se logra obtener un periodograma con un
pico maximo en la senal planetaria.

Naturalmente, pasar de la serie temporal al periodograma es un proceso que re-
sulta en pérdida de informacién'. Se estima que este problema podria mitigarse si
se utilizara tanto la serie temporal como el periodograma como entradas simultaneas
para la red neuronal, logrando que la red aprenda estructuras y caracteristicas de am-
bas. No obstante, esto requeriria una arquitectura distinta, como los Transformers,

1Por ejemplo, la red nunca tuvo acceso a los calendarios de observacién utilizados, mas alld de su
manifestacién indirecta en la estructura de los periodogramas. De hecho, el intento de reconstruccion
de una serie temporal a partir de un periodograma es un problema mal condicionado, ya que multiples
series temporales pueden compartir el mismo espectro de potencias.
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que admiten entradas de distinta dimensién.

Figura 7.1: Series temporales y sus correspondientes periodogramas para aquellos con un
pico méximo de potencia mayor a 0.8 con una prediccién de la red menor a 0.2.

7.2. Repositorio de GitHub

El codigo utilizado para la generacién de datos de velocidad radial sobre los ca-
lendarios de observacién extraidos de HARPS, asi como la red neuronal entrena-
da, se encuentran disponibles en siguiente repositorio publico: https://github. com/
nwaehner/ExoplANNET-2.0
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