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CAMPOS DIFERENCIABLES DE DISTANCIAS SIN SIGNO PARA
REPRESENTACIONES IMPLICITAS NEURONALES

En los ultimos anos, ha crecido el interes por el entrenamiento de redes neuronales para
aproximar campos de distancia sin signo (UDF) con el n de representar super cies abier-
tas en el contexto de la reconstruccion 3D. Sin embargo, los UDFs no son diferenciables en
la isosuper cie de nivel cero, lo que conduce a errores signi cativos en distancias y gradien-
tes, dando lugar a super cies fragmentadas y discontinuas. En este trabajo, proponemos
aprender un escalado hiperbolico del campo de distancias sin signo, que de ne un nuevo
problema de Eikonal con condiciones de frontera distintas. Esto permite que nuestra for-
mulacion se integre perfectamente con las redes neuronales diferenciables mas avanzadas,
ampliamente aplicadas en la literatura para representar campos de distancia con signo.
Nuestro enfoque no solo aborda el reto de la representacion de super cies abiertas, sino
que tambien demuestra una mejora signi cativa en la calidad de la reconstruccion y la
e ciencia del entrenamiento. Ademas, la diferenciabilidad del campo abierto permite el
calculo preciso de propiedades topologicas esenciales como las direcciones normales y las
curvaturas, omnipresentes en tareas de post-procesamiento como el renderizado. Mediante
experimentos exhaustivos, validamos nuestro metodo en varios conjuntos de datos y frente
al estado del arte en el area. Los resultados demuestran una mayor precision y un aumento
de la velocidad de hasta un orden de magnitud en comparacion con metodos anteriores.

Palabras claves: Representaciones neuronales impl citas, Funciones de distancia sin signo,
Super cies abiertas, Redes neuronales profundas, Problema de Eikonal.
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1. INTRODUCCI ON

Existen multiples formas de representar super cies tridimensionales en una compu-
tadora, que varan en sus caractersticas y utilidades. Dos de las estrategias nmas populares
en esteambito incluyen las nubes de puntos y mallas de polgonos. Estos netodos per-
miten una manipulacon exible de las super cies, adapandose a una amplia gama de
aplicaciones. Las nubes de puntos son un subconjunto de los puntos que componen una
super cie. Mas alh de la simpleza y naturalidad de esta representacon; se pierde la nocon
de continuidad de la super cie. Esto trae nultiples problemas a la hora de realizar opera-
ciones interesantes, por ejemplo aralisis de la misma (computo de curvaturas, normales,
frecuencias, etc.), simulaciones fsicas o visualizacon. Para resolver ambigsedades suele
requerirse cantidades muy grandes de puntos, lo que llega a ser muy costoso o directamen-
te inmanejables dependiendo de la complejidad de la tarea que se desea realizar.

Por otro lado las mallas de polgonos, dividen las super cies en polgonos bidimensio-
nales interconectados que forman una red, malla. Tienen una clara ventaja por sobre las
nubes de puntos. Dado que las nociones de continuidad se mantienen, la teora matemnati-
ca sobre super cies es directamente aplicable. Al ser relativamente &cil de manipular y
visualizar, son especialmente adecuadas para la creacon de modelos 3D para videojuegos
y animaciones. Sin embargo, no dejan de ser una discretizacon. Lo que implica que se
deben realizar aproximaciones para sortear la perdida de diferenciabilidad sufrida durante
la discretizacon, las cuales siempre tienen cierto margen de error. Adenas cuando se opera
con objetos formados por millones de polgonos, las operaciones de renderizado y edicon
pueden volverse increblemente intensivas en erminos de procesamiento. Adicionalmente,
estas mallas pueden tener problemas para representar super cies curvas con precison si
no se incrementa enormemente la cantidad de polgonos utilizados.

A raz de estos desafos, en losultimos anos se ha renovado el intees por representar
super cies 3D utilizando funciones implcitas. En su de nicon nas chsica, las represen-
taciones implcitas consisten en codi car la super cie como la isosuper cie de nivel cero
de una funcon. Es decir, dada una funconf :C R3! R conCun conjunto cerrado, la
super cie S queda de nida implcitamente por:

S =1fx2Cjf(x)=0g: (1.1)
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Tpicamente se utiliza la funcon de distancia con signo:

8
< min ks xk, six estafuera deS
sds(x) =, °2° . (1.2)
© min ks xk, six esta dentro deS;
S

ya que cumple que la isosuper cie de nivel cero €S, y adenmas permite realizar la tarea de
rendering con dos algoritmos sencillos y performantesSphere tracing19] (ST) y Marching
cubeg21] (MC). Se han utilizado otras funciones como la funcon de ocupacon[22] y la
funcon de distancia sin signo[10], aunque con menor alcance dado que ambas presentan
di cultades que estudiaremos a lo largo de la tesis.

El modelado de la funcon de distancia puede llevarse a cabo mediante distintos neto-
dos. Antes de 2019 los nas utilizados eran los de interpolacon, como el interpolador de
funcon de base radial[6]. Sin embargo, estos netodos no han evolucionado signi cativa-
mente debido a su alta complejidad tanto en su construccon como en su evaluacon. Esta
di cultad se traduce en representaciones implcitas que, en la pactica, resultan imposibles
de renderizar para objetos con un nivel de detalle mediano o alto. Sin embargo, el panora-
ma cambo con el trabajo presentado por Park en 2019[25]. Recientemente, y en paralelo
con el auge de los netodos de aprendizaje profundo en elarea de Computacon Ga ca,
se han comenzado a aproximar las funciones implcitas utilizando redes neuronales[22, 16,
8, 23].

La utilizacon de redes neuronales para hallar aproximaciones a la funcon de distancia
resulta bene cioso ya que con redes relativamente pequenas se pueden obtener muy buenas
aproximaciones que tienen la ventaja de ser continuas y diferenciables. Adenas, evaluarlas
tiene un costo computacional relativamente bajo y no presentan (a priori) restricciones
en la topologa ni en la resolucon. Entre los usos de esta representacon podemos encon-
trar la interpolacbn entre objetos y reconstruccon[25, 11], la compreson[14], el alculo
de propiedades topobgicas como la curvatura[24], la codi cacon de alta granularidad de
una super cie[18] y la optimizacon de aerodinamia de una super cie[28]. En estos afos,
se han propuesto diferentes arquitecturas para esta tarea, las mas notables son los auto-
decoders[25] y las redes convolucionales [9, 10]. En particular en SIREN [30] se propuso
la utilizacon de funciones de activacon perbdicas para codi car la super cie, ganando
mejores resultados con fundamentos teoricos.

Sin embargo, la mayora de los trabajos se ocuparon de representar super cies cerra-
das donde est de nida la nocon de dentro y fuera. En consecuencia, esto no nos permite
trabajar con super cies abiertas. Algunos trabajos atacaron el problema aprendiendo una
funcon de distancia sin signo[9]. Peroeste enfoque tiene sus limitaciones: utilizar funcio-
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nes de distancia sin signo complica la convergencia del entrenamiento a buenas soluciones
debido a queestas funciones no son diferenciables sobre la super cie. En esta tesis plan-
teamos un nuevo netodo para poder representar super cies abiertas que soluciona este
inconveniente, a la vez que construimos algoritmos de renderizado que permiten gra carlas.

La principal contribucon de esta tesis es un nmetodo para representar super cies ce-
rradas y abiertas utilizando redes neuronales, y dos netodos distintos para renderizarlas.
Podemos resumir los aportes en los siguientes puntos:

= Un nmetodo original para aproximar una funcon de distancia sin signo diferenciable.

= Resolucon de una ecuacon diferencial parcial novedosa, que se re eja en una nue-
va funcon de perdida para aprender representaciones nmas precisas que permiten
computar tanto la super cie de nivel como el campo normal.

= Modi caciones al algoritmo de Sphere Tracing que permiten renderizar la super cie
y estimar sus normales utilizando nmetodos de diferenciacon automnatica.



2. MARCO TE ORICO

2.1. Super cies

Para formalizar la nocon de las super cies suaves, en elarea de ga cos de compu-
tadora se suele utilizar la de nicon de las subvariedadesLas principales caractersticas
que se desean capturar son:

= Continuidad: no deben tener saltos. Un conjunto de puntos aleatorios no clasica
COMO una super cie.

= Suavidad: no se poseen torceduras ni pliegues. Por ejemplo la punta de un cono, 0
las aristas de un cubo no poseen la propiedad de suavidad.

= Dimensionalidad: las super cies son objetos intrnsecamente bidimensionalesnca-
jado en el espacio tridimensional.

= Bordes: una super cie puede contener bordes. Un disco, un plano acotado o una
semiesfera son super cies.

En la Figura 1 se pueden ver ejemplos de su-
per cies bidimensionales en R®. En la primera colum-
na se oberva la esfera y el toroide como dos ejem-
plos de supercies suaves sin bordes; por otro la-
do el cubo no clasica dentro de la nocon de su-
percie suave debido a sus aristas. En la segunda
columna tenemos tres ejemplos de supercies suaves
con bordes, el disco, el plano acotado y la semiesfeFig. 1: Supercies cerradas y su-

per cies abiertas
ra.

De nimos una subvariedad como un conjuntoM en R3 en el cual todos sus puntos, al
menos localmente, se parecen al plano eucldeo (o al menos al primer cuadrante del plano
eucldeo para permitir la existencia de bordes). Formalmente, parecerse al plano eucldeo
signi ca que exista una funcon suave e invertible que mapee el conjuntoM  B.(s) a
Rzo; donde B, (s) es la bola de radior centrada ens. Esto expresa el comportamiento
local de la relacon.

A lo largo de esta tesis haremos referencia a super cieabiertas y cerradas Esta es la
forma tradicional en elarea de ga cos de computadora de referir a super cies con y sin
borde respectivamente.
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2.2. Representaciones de geometra explcitas

Las representaciones explcitas son uno de los netodos nas comunes para representar
super cies tridimensionales. Este tipo de metodologas almacenan de forma directa los
puntos del espacio que conforman la super cie. Podemos hablar principalmente de dos
representaciones hegenonicas: las nubes de puntos y las mallas de polgonos.

(a) Nube de puntos (b) Malla de trangulos

Fig. 2: Representaciones explcitas de una super cie.

Las nubes de puntos almacenan un subconjunto de los puntos de una super cie. Es-
te tipo de representacon es muy utilizada en el aralisis de datos en conjunto con redes
neuronales, como pueden ser tareas de clasi cacon, segmentacon o generacon de ins-
tancias. Sin embargo, han tenido un uso moderado en tareas ga cas debido a que no se
puede visualizar la super cie de forma directa sino que se deben aplicar algoritmos [2]
Costosos y poco robustos que aproximen la nube de puntos con una malla de polgonos.
Tpicamente, estas representaciones almacenan ademras de los puntos de la super cie, las
direcciones normales a la super cie en cada punto (nubes de puntos orientadas) permi-
tiendo utilizar algoritmos nmas certeros y menos costosos para reconstruir la super cie [20].

Por otro lado, las mallas de polgonos representan una super cie como un grafo cuyos
\ertices tiene una posicon en el espacio, y las aristas que los conectan forman polgonos
bidimensionales. Para facilitar el renderizado, en general se utilizan trangulos ya que estos
garantizan planaridad (cuatro puntos o nas en el espacio no siempre forman un plano).
Las mallas poligonales se pueden pensar como la discretizacon de una super cie. Estas
representaciones, adenas de ser livianas, pueden ser directamente renderizadas en la GPU
en tiempo real utilizando nmetodos de rasterizado. Por este y otros motivos son la represen-
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tacbn mas utilizada en videojuegos, realidad aumentada, animacon 3D, o cualquier tarea
que requiera visualizacon veloz y certera de una super cie. A pesar de que su estructura
compleja limita el uso en tareas de aprendizaje, las mallas se han utilizado en conjunto
con redes neuronales basadas en grafos para clasi cacon, segmentacbn y generacon. Sin
embargo, los resultados aun no son del todo satisfactorios.

En la Figura 2 se pueden observar visualizaciones de cada una de las representaciones
explcitas discutidas. Vale la pena mencionar que estas no son lasunicas representaciones
explcitas existentes, sino que existen muchas otras como las representaciones paranetricas
y las mallas de tetraedros, entre otras. En este marco teorico nos limitamos a enumerar
aquellas con mayor alcance en la literatura asociada.

2.3. Representaciones de geometra implcitas

Ortogonalmente a las representacon explcitas, las representaciones implcitas no al-
macenan directamente puntos de la super cie sino que codican la super cie como la
isosuper cie de nivel cero de una funcon. De esta manera, una super ci&s queda de -
nida por la funcon fs : C! R que satisfaceS = fx 2 C j fg(x) = 0g. Por ejemplo,
podemos re‘g)resentar la esfera de radio 1 como la isosuper cie de nivel 0 de la funcon
f(x;y;z) = x2+y2+z2 1. La gran ventaja de las representaciones implcitas reside
en que no poseen un Imite de resolucon, permitiendo de nir los puntos que componen
la super cie de forma continua. Es por ese motivo que las principales herramientas de
diseno asistido por computadora CAD por sus siglas en inges) las utilizan, permitiendo
a disenadores e ingenieros alcanzar niveles de precison que seran imposibles de lograr con
mallas de trangulos sin una cantidad prohibitiva polgonos. Sin embargo, a pesar de estas
ventajas las representaciones implcitas tienen algunos puntos cebiles.

La principal desventaja reside en la di cultad de hallar funciones implcitas para super-
cies arbitrarias. Los softwares de diseno asistido proveen acceso a unas pocas super cies
primitivas, como esferas, cajas y conos; luego permiten al disenador combinar estas pri-
mitivas con operaciones booleanas como la unbn la interseccon o la resta para crear
super cies de mayor complejidad. A este tipo de construcciones se les llanfaeometra
Constructiva de Slidos (CSG). Es evidente que nas alh de la utilidad de este enfoque, la
capacidad expresiva es limitada, y hallar una representacbn implcita para una super cie
arbitraria utilizando CSGs es impracticable de forma manual.

Como adelantamos en Captulo 1, la funcon tpicamente utilizada para de nir implci-
tamente una super cie es la distancia con signo $DF, Ecuacon 1.2) ya que satisface
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Fig. 3: Resultados mostrados por el trabajo de J.C. Carr [6]. Primero, la nube de 544.000 puntos y la convergencia
del algoritmo greedy. Segundo, una tabla que muestra experimentos para diferentes super cies, llevados a
cabo en una Intel Pentium 11l de 550MB de RAM.

la ecuacon implcita y permite renderizar utilizando el algoritmo Sphere tracing (que
abordaremos en la Seccon 2.4). Adenas, es su cientemente &cil aproximar la SDF de
una nube de puntos orientada o super cie triangulada a traves de nmetodos de interpola-
con. El trabajo disparador de J.C. Carr [6] propuso un netodo para realizar esta tarea.

con signoyi = sds(Xi1);:::;Yk = SOs(Xk), S€ generar una aproximacon asds inter-

polando y; con funciones de base radial. Este tipo de interpoladores esan dados por:

sds(x) &s(x) = , i (kx xik). Donde los coe ciente reales ; se obtienen resol-

viendo un sistema lineal para satisface®is(x;j) = yi. Se elige como alguna funcon de

base radial. Algunas elecciones populares son (r) = r?logr, (r) =exp( cr?) o
(r)=r?

Este tipo de netodos de optimizacon resultaron muy efectivos, pero su principal defec-
to proviene del costo computacional que traen aparejado. En la Figura 3 se puede observar
que para super cies de complejidad alta, los tiempos de aproximacon superan las dos ho-
ras de computo y el tiempo de extraccon de la super cie demanda algunos minutos. Mas
ala de que estos experimentos fueron llevados a cabo hace nmas de veinte anos, y que el
hardware utilizado carece del poder de computo que tenemos disponible hoy en da, estos
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algoritmos siguen siendo muy costosos en la actualidad; limitando en gran medida su uti-
lidad pactica.

2.3.1. Representaciones Implicitas Neuronales (INRS)

Con los avances en inteligencia arti cial y redes neuronales que sucedieron en laulti-
ma decada, las representaciones implcitas volvieron a generar intees en la comunidad
cient ca [25, 22, 23]. Hoy en da, las redes neuronales son una de las herramientas mas
poderosas para generalizar funciones. Todos los trabajos que describimos a continuacon
comparten el mismo objetivo: entrenar una red neuronal de tal forma que la funcon apro-
ximada sea solucon a la ecuacon implcita para una super cie o un conjunto de super cies.

En los trabajos DeepSDF e IM-Net
[25, 8] se utiliom una arquitectura de
autodecodercon funciones de activacon
ReLu para aprender la funcon de dis-
tancia con signo de conjuntos de super- Fig. 4: Arquitectura para INRs para una (izq) o nultiples
cies (Ecuac'on 1.2)’ donde cada super- (der) super cies. Figura extrada de DeepSDF [25].
cie es codi cada con un punto multidi-
mensional. Este @digo puede ser tanto muestreado como aprendido. En ambos casos, esta
codi cacon permite interpolar entre distintas super cies, similar a como funcionan los
autoencoders variacionaleso generar nuevas instancias de super cies tomando muestras
de las distribuciones latentes aprendidas. En la Figura 4 se observa la diferencia entre
ambas arquitecturas.

Por otro lado, en el trabajo Occ-Net [22], los autores propusieron aproximar una fun-
con de ocupacon (occupancy en inges), que para cada punto en el espacio indica la
probabilidad de que este se encuentre dentro de la super cie. De esta forma la super cie
gqueda determinada por los puntos que se encuentran en el salto entre las probabilidades
nulas y las probabilidades iguales a 1.

Tangencialmente, otros trabajos [14, 30] se concentraron en estudiar las representa-
ciones implcitas neuronales para unaunica super cie, analizando la capacidad de repre-
sentacon y compreson de las mismas. Realizaron comparaciones con las representaciones
explcitas mencionadas anteriormente. En particular, SIREN [30] busca aproximar la SDF
resolviendo la Ecuacon Diferencial Parcial (EDP) de Eikonal. Los autores propusieron
utilizar funciones de activacon perodicas en la arquitectura de la red neuronal, permi-
tiendo de este modo controlar de forma mucho mas e caz los campos diferenciales de la
solucon. Detallaremos con precison el esquema planteado en SIREN ya que nuestro tra-
bajo extiende estos desarrollos.
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Representaciones implcitas neuronales con funciones de activacon perodica

Un resultado conocido [5] de las EDPs dice que la funcon de distancia con signo (Ecua-
con 1.2) es solucon de viscosidad de la ecuacon deEikonal, con condiciones de borde
mixtas de Dirichlet y Neumann

Formalmente, esta ecuacon establece hallar una funconf tal que:
8

3 kr fk=1 (Eikonal)
fio =0 (Dirichlet) (2.1)
-1 fjg = ns (Neumann)

Donde ns es el campo de normales de la super ci&. Tpicamente esta ecuacon no est
bien de nida y no tiene soluciones. Por este motivo, matenaticos se han preocupado por
caracterizar soluciones que satisfagan la ecuacon de una forma menos restrictiva, llamadas
solucionestebiles. En este marco, la teora de las solucionesiscosasha demostrado [5] que

la SDF es launica solucbn viscosa a la ecuacon deEikonal (Ecuacon 2.1). Esto sucede
debido a que la SDF satisface la ecuacon d&ikonal en los lugares donde es diferenciable,
sin embargo existen puntos donde no lo es. Estos puntos son aquellos que se encuentran
equidistantes a dos o mas puntos de la super cie (por ejemplo el centro de una esfera).

SIREN [30] propone una arquitectura de red neuronal especialmente disenada para
hallar soluciones aproximadas a ecuaciones diferenciales parciales, partiendo de trabajos
[26, 29] que haban atacado el mismo problema. Esto es, dado un conjunto de funciones
F1;F2;:::; Fm, se desea hallar una funcon tal que:

8
3 Fa06 (ir (i 2 (; )=0

5 : : (2.2)
“Fm(x; (x)ir (x);r 2 (x); )=0
Para ello se de ne una funcbn de costo:
Z xo
L= ( Fi(x (x)r (x);r2(x); )dx: (2.3)
Ci=x1

Para poder optimizar e cientemente la funcon de costo, SIREN propone utilizar redes
neuronales con funciones de activacon perodicas. Formalmente, se de ne como una fun-
conescalarf :C! R:

f(X)=Wn(nh1 no2 0)(X) + bp;
con i(x) =sin(Wx + bj):

(2.4)
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S . _
Donde = [fWj;bjges el conjunto de paametros de la red que al entrenar, minimizan
las condiciones de cada funconF;, dando una aproximacon f

La utilizacon de funciones de activacon perodicas se debe a queestas tienen campos
diferenciales perodicos de una gran expresividad, mientras que las activaciones lineales
(como RelLu) tienen derivadas constantes y campos de segundo orden nulos que son muy
difciles de condicionar con e cacia. En la Figura 5 se puede observar como SIREN obtiene
mejores resultados al aproximar tanto el campo gradiente como el laplaciano.

Particularmente para la ecuacon de Eikonal Ecu. 2.1, la funcon de costo queda de -
nida por la suma pesada. = elLEjkonal + dLpirichiet ¥+ nLnNeumann, donde:

V4
L Eikonal = Cjkf f (x)k 4 dx; (2.5)
la condicon de borde deDirichlet : .
L pirichlet = ij (x)i dx; (2.6)
y la condicon de borde de Neumann:
z rf (x)
L Neumann = S1 KT (0K ns(x) dx: (2.7)

En este casons : S! R3 es el campo de normales de norma unitaria de la super ci&
que indica la direccon normal al plano tangente para cada punto. Notar queesta expreson

Fig. 5: Comparacon entre la aproximacon de una senal, su campo gradiente y su laplaciano utilizando distintas
funciones de activacon. La supervison se realio en todos los casosunicamente con la funcon. A pesar de
esto, SIREN [30] aproxima satisfactoriamente los campos diferenciales. Figura extrada del trabajo original.
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se minimiza cuando los gradientes de la funcon tienen misma direccon y sentido que las
normales, lo cual sumado a la condicon deEikonal, fuerza a que ambos sean iguales en
magnitud, sentido y direccon. Para poder realizar la optimizacon se deben computar los
gradientes de la red neuronaf . Para ello se utilizan netodos de diferenciacon autorratica

gue calculan el gradiente descomponiendo las operaciones de la red neuronal en el sentido
opuesto de la evaluacon, utilizando la regla de la cadena.

Representaciones implcitas neuronales para super cies abiertas

Todos los trabajos mencionados anteriormente pusieron el foco en super cies cerradas,
donde dada una super cieS se puede de nir sin ambigsedad el espacio dentr&s , sobre
@Sy fuera S; de la misma. Sin embargo, no aplican para super cies abiertas como por
ejemplo un plano acotado, un cilindro sin tapas, o una semiesfera. Como ninguna de
estas super cies tiene de nido el espacio interno, la SDF no est de nida. Debido a esta
di cultad, multiples autores pensaron en proveer soluciones espec cas para super cies
abiertas [10, 1]. El mas cercano a nuestro problema es NDF[10], en el cual se utilio la
misma arquitectura de IF-Net [9] para aproximar la funcon de distancia sin signo (UDF):

ds(x) = min kx  sk: (2.8)
s2S

La principal ventaja de este enfoque es que la UDF s esh de nida para cualquier tipo de
super cie. Sin embargo, trae aparejados varios problemas que analizaremos a lo largo de
la tesis.

Por otro lado, SAL [1] propone un enfoque distinto al utilizar una funcon objetivo que
estima el signo de la distancia para cada punto. Esto provee una solucon para aplicaciones
en donde se cuenta con super cies incompletas, donde la separacon entre espacio interno
y externo no se puede realizar debido a que se tiene informacon incompleta. Por ejemplo
errores en la adquisicon de las mismas como errores durante el escaneo 3D, 0 nubes de
puntos ralas. Esta no es una solucon \alida para super cies que son abiertas por natura-
leza. Nuestro trabajo sigue en la Inea de NDF [10], donde nos interesan particularmente
las super cies que son abiertas por naturaleza.

Porultimo, CAP-UDF [34] no busca aprender una funcon implcita, sino que optimi-
za un modelo para aprender a proyectar consultas de puntos 3D sobre la super cie, con
restricciones de consistencia sobre el campo. De esta manera garantizan que los mnimos
se encuentren sobre la super cie, y que los gradientes de la funcon tengan direcciones
ortogonales a la super cie. Esto les permite computar efectivamente una variante del algo-
ritmo de Marching Cubesque estima la presencia de super cie en funcon de la direccon
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de los gradientes [34, 17].

2.4. Rendering

El mayor desafo que presentan las distintas representaciones es la posibilidad de ser
renderizadas. Esto es, dada cierta con guracon de una @mara virtual y con guraciones
de iluminacon, crear una imagen que visualice la super cie representada. A lo largo de la
historia de la computacon ga ca, para cada tipo de representacon se han desarrollado
distintos algoritmos con dicha nalidad.

El metodo nas extendido que se puede mencionar es ebsterizado, utilizado para ma-
llas de trangulos. Este consiste en proyectat los \ertices de cada trangulo sobre un plano
imagen y luego realizar el proceso de rasterizacon propiamente dicho, en el cual se decide
si los pixeles del plano imagen (que son simplemente una grilla discretizada del mismo)
se encuentran dentro o fuera de alguno de los trangulos. Este proceso es altamente para-
lelizable y las placas de vdeo estin optimizadas espec camente para poder resolverlo de
forma muy e ciente. Hoy en da, una GPU de gama alta puede rasterizar en el orden de los
cientos de millones de trangulos por segundo. Adenas, es muy sencillo sumar al proceso
de rendering de mallas de trangulos simulaciones de iluminacon dando la posibilidad de
generar escenas de una complejidad mucho mayor. Por estos motivos, las representaciones
poligonales son de las nmas utilizadas en la gran mayora de las aplicaciones, y muchas
veces la utilidad del resto de las representaciones reside en qie tan fcil y e cazmente se
pueden transformar en una malla de trangulos.

Para poder renderizar otras representaciones mediante rasterizado, es necesario prime-
ro convertirlas en una malla de trangulos. En este sentido, podemos mencionar el algo-
ritmo de Marching cubeg21]. El objetivo de este algoritmo es poder obtener una malla de
trangulos a partir de la representacon implcita signada de una super cie, muestreada
sobre una grilla tridimensional uniforme. Este netodo recorre una matriz tridimensional
considerando los cubos formados de a ocho puntos vecinos, y dependiendo del signo de
cada uno de los \ertices se determina si la super cie atraviesa el cubo: recordemos que
tienen valores positivos aquellos puntos que se encuentran fuera de la super cie y nega-
tivos los que se encuentran por dentro, por lo que el cambio de signo en \ertices vecinos
indica que la super cie debe encontrarse entre ambos. A partir de esto se puede determi-
nar una posible discretizacon de la super cie. Para acelerar el proceso, se buscan en una
tabla precomputada los polgonos que deben insertarse en cada cubo dependiendo de su

1 Hay varios metodos de proyeccon, los mas notorios son la proyeccon ortogonal y la proyeccon pers-
pectiva.
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Fig. 6: Con guraciones del algoritmo Marching cubes.

con guracon. Por ejemplo, si todos los \ertices del cubo son positivos signi ca queeste se
encuentra fuera de la super cie y por lo tanto no corresponde agregar ningun polgono. Si
todos son negativos, este se encuentra al interior y tampoco se debe agregar un polgono.
Ahora bien, si algunos son positivos y otros negativos se tiene la pauta de que la super cie
atraviesa ese cubo. Adenas, la forma en que lo atraviesa de ne cierta con guracon de
los signos. Hay 256 con guraciones posibles, pero considerando rotaciones y simetras son
solamente 15 las con guraciones distinguibles. En la Figura 6 se pueden observar todas
ellas. El costo del algoritmo es aibico, lo que lo vuelve bastante restrictivo a la hora de pro-
cesar volumenes de alta de nicon. Sin embargo, al ser un netodo muy chsico y altamente
paralelizable, es muy estudiado hasta el da de hoy y existen innumerables optimizaciones.

Como mencionamaos anteriormente, las nubes de puntos son una representacon parcial
de una super cie por lo que requieren un paso adicional de reconstruccon para poder ser
renderizadas. Existen multiples algoritmos con este n, pero hablaremos unicamente de
dos. Ball pivoting [2](BP) es un netodo que consiste en pivotear esferas sobre los puntos
de la nube, agregando ejes y trangulos a medida que esta interseca otros puntos. Para
tener buenos resultados se suele requerir que la distancia entre puntos sea relativamente
uniforme, por lo tanto es comun aplicar algun procedimiento de sub-seleccon de puntos
antes de ejecutar el algoritmo de BP. Otra opcon para el renderizado de nubes de puntos
buscan previamente una funcon implcita que aproxime acordemente, para luego extraer
una malla de trangulos con MC [6]. Un algoritmo en esta linea esPoisson surface recons-
truction [20] el cual requiere un conjunto de puntos y sus normales. El netodo consiste en
hallar una funcon f que de na implcitamente la super cie ha reconstruir. Para ello, se
resuelve un problema de Poisson, donde se busca que la divergencia del campo gradiente
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| (es decir el IIaplaciano de la funconf) sea igual a la divergencia del campo de normales

"N, f =r N.Valelapena mencionar que esto se debe hacerunicamente en un espacio
muy cercano a los puntos, por lo que se utiliza una estructura dectree que permite discre-
tizar el espacio y resolverlo como un problema de cuadrados mnimos. Una vez hallada la
funcon implcita, se extrae la super cie usando una variante de Marching cubeg21] para
octrees Este metodo es mucho nas e ciente queBall pivoting y genera super cies cerra-
das de gran calidad, al contrario de BP que puede generar huecos y autointersecciones.
La desventaja es que se necesita conocer el campo normal que no siempre est disponible.
Adenas, este algoritmo no sirve para reconstruir super cies abiertas.

Por ultimo tenemos los algoritmos de marcha oray marching en inges. Todos los
nmetodos que mencionamos consisten en hallar una malla triangular para poder realizar
el rendering. En cambio, los algoritmos de marcha permiten renderizar sin necesidad de
este paso intermedio. Estos consisten en pensar la imagen a renderizar como una grilla
de la cual se propagan rayos con cierta direccon, es decir cada pixeki y;) de la imagen
tiene un rayo asociado que escribimos como una recit + ¢, donded es la direccon, ¢
es la posicon de origen del plano imagen insertada en tres dimensionestyes la variable
que indica la posicon en cada iteracon. Si todos los rayos tienen direccon ortogonal a
la imagen se logra una proyeccon ortogonal, y si todos los rayos se intersecan en algin
punto (Ilamado pinhole) detas de la escena, se logra una proyeccon perspectiva. En cada
iteracon se tomatj ;= t; 1+ vy se determina si el rayo impacb la super cie. La eleccon
del paametro  dependerl del contexto, pero un valor de muy pequefo trae un gran
costo computacional y un valor muy grande podra generar falsos negativos ya que el rayo
podra excederse de la super cie. Es importante mencionar que este tipo de algoritmos no
eshn sujetos a unaunica representacon sino que pueden ser aplicados a una gran variedad
de ellas. Sin embargo, la nas notable de las implementaciones del metodo viene en con-
junto con las representaciones implcitas y en particular con la funciones de distancia. En
este tipo de representaciones, el algoritmo es especialmente performante ya que podemos
elegir el pammetro igual al valor de la funcon de distancia en ese punto. Esto es posible
dado que sabemos que avanzando el rayo en esa magnitud, no puede excederse y esquivar
la super cie. Cuando la funcon de distancia da un valor menor a cierto umbral, podemos
determinar que el rayo impacb con la super cie. Este algoritmo se lo conoce com&phere
tracing (ST) y es el algoritmo utilizado por los principales softwares de disefo asistido ya
que es muy paralelizable y se puede ejecutar en tiempo real sobre la placa de vdeo cuando
la cantidad de primitivas (funciones de distancia) no es excesiva.

Poniendo el foco sobre las representaciones implcitas neuronales, el rendering sigue
siendo un desafo ya que el metodo deSphere tracingno se puede ejecutar en GPU porque



2. Marco Teorico 15

no es posible evaluar la red neuronal en cada hilo de @mputo. Por lo tanto, nos debe-
mos conformar con ejecutar las iteraciones en CPU y la red neuroanl en GPU, lo cual no
permite el renderizado en tiempo real (para redes de tamano intermedio y grande). En
losultimos anos ha habido desarrollo en la capacidad de aplicar ST en tiempo real para
redes neuronales [31], pero ain no existe una solucon general que se pueda aplicar a una
variedad amplia de funciones implcitas neuronales.

En el caso de las representaciones implcitas neuronales para super cies abiertas, el
renderizado sigue siendo un problema. Dado que estas se han basado en aproximar UDFs y
la discretizacon de la misma no posee cambios de signo, MC no es directamente aplicable.
En NDF [10], considerado el estado del arte y trabajo disparador en aproximacon de
UDFs para super cies abiertas, se propone renderizar la super cie de nivel generando una
nube de puntos densa y luego extraer la malla de trangulos ejecutando el algoritmo de
Ball pivoting[2]. Las funciones de distanciads satisfacen para todox en el dominio la
propiedad que

X ds(X)r ds(x) 2 S; (2.9)

es decir, si avanzamos cualquier punto en la direccon contraria al gradiente, pesado por
la distancia \caeremos" a la super cie. De esta forma, generan una nube de puntos densa
muestreando uniformemente cientos de miles de puntos en el dominio, que luego proyectan
a la super cie utilizando el descenso por gradiente. Si bien este enfoque es efectivo, su gran
debilidad reside en que el algoritmo de renderizado de nubes de puntos es muy costoso y
la calidad de la reconstruccbn suele ser muy baja.

En otros trabajos [17, 34] propusieron modi car el algoritmo deMarching Cubespara
poder aplicarlo a campos de distancia sin signo. Para ello, proponen estimar la presencia
de super cie entre dos puntos observando el cambio de direccon entre sus gradientes. Esto
proviene de la observacon de que dos puntos -su cientemente cercanos- gue se encuentren
a ambos lados de la super cie deben tener gradientes cuya direccon sea opuesta, mientras
que si se encuentran al mismo lado de la super cie su direccon ser similar. La calidad
de las reconstrucciones con estos netodos ain no alcanzan al algoritmo tradicional, dado
gue son mucho mas sensibles al ruido y los campos gradientes suelen ser poco precisos.



3. METODOS

3.1. De nicon del problema

El objetivo de esta tesis es proponer una buena representacon implcita neuronal para
super cies abiertas. Formalmente, buscamos hallar los paametros de una red neuronal
f : C! R de tal forma que la super cie de nivel cero sea la super cie objetivo, con
C RS2 SiendoS la super cie que deseamos representar (abierta o cerrada), buscamos
queS f x2C jf (x)=0g. Para ello construiremos a partir de los netodos nas pode-
rosos que han surgido para super cies cerradas.

Como adelantamos en la seccon anterior, intentar aproximards (Ecuacbon 2.8) para
representar super cies abiertas tiene multiples falencias. La principal desventaja surge de
que la UDF no es diferenciable en la isosuper cie de nivel 0. Esto perjudica tanto a los
algoritmos de aproximacon, como a los algoritmos de renderizado; como por ejemplo, las
variantes de Marching Cubes [34, 17] basadas en las direcciones del campo gradiente, o
los algoritmos de marcha que utilizan el campo gradiente para extraer informacbon sobre
la topologa de la super cie.

Por otro lado, a pesar de queds es una solucon cebil de la ecuacbn de Eikonal
(Ecuacon 2.1) hasta el momento, ningun trabajo ha podido condicionar correctamente
a las soluciones alcanzables por una red neuronal para aproximag. En especial esque-
mas similares a SIREN [30] fracasan en alcanzar aproximaciones satisfactorias ya que se
sustentan en redes neuronales diferenciables sobre todo el dominio, y en consecuencia no
pueden representards, sin generar considerables errores cerca de la isosuper cie de nivel
0.

3.1.1. Enfoque propuesto

Con esto en mente, proponemaos aproximar la siguiente funcon:

ts(x) = ds(x)tanh( d s(x)); .1

donde ds (Ecuacon 2.8) es la funcon de distancia asociada aS, tanh es la tangente hi-
pertolicay 2 R alguna constante. Intuitivamente, cuandods tiene valores cercanos al 0
-que ocurre cuando se evalua en puntos cercanos a la super cie-, la tangente hipertolica
tanh( d s(x)) es muy parecida a la funcon lineal y por lo tanto ts se comporta como una

16
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funcon cuadatica, es decir ts(s+ ) d s(s+ )2. Por otro lado, cuando estamos eva-
luando valores lejanos a la super cie, la tangente hipertolica va a ser casi constantemente
la funcon unitaria, y por lo tanto ts(x) ds(x).

Elegimos esta funcon por tres
motivos. El primero es que cum-
ple que su isosuper cie de nivel ce-
ro es la supercie representada. En
segundo lugar, la funcon est de-
nida para supercies abiertas. Y
en tercer lugar ts(s) es diferencia-
ble paras 2 S, lo que nos permi-
tia de nir satisfactoriamente condi-
ciones sobre sus campos diferencia-
les, limitando la red neuronal a mejo-
res soluciones durante el entrenamien-
to.

En la Figura 7 se puede observar
la funcon de distancia con y sin signo

para el toroide en comparacon conts.

Fig. 7: En (a), vista de diferentes campos de distancia para un
corte 2D de un toroide. Observe el efecto de la esca-

campo gradiente y ®mo la distancia la hipertplica cerca de la isosuper cie (abajo). En (b),

Adenas, a la derecha se visualiza el

signo y gradiente para cada campo de distancia f. En

. . distancia con signo, el gradiente r f en la isosuper cie
bre la Super cie. Al contrario, la fun- es igual al campo normal de la supercie ns (arriba).

con ts se mantiene diferenciable y los En la distancia sin signo, el gradiente no esa de nido en
la isosuper cie debido al cambio de orientacon (centro).

Nuestros vectores de campo de curvatura maxima Vi se

cie. Notamos con echas de doble pun- alinean con las normales no orientadas de la super cie
(abajo).

sin signo se vuelve no-diferenciable so-

gradientes se anulan sobre la super -

ta las direcciones de las nmaximas cur-
vaturas principales, que presentaremos
mas adelante.

Para aproximar tg (Ecuacon 3.1), de nimos una nueva EDP para la cual sabemos que
nuestra funcon es una solucon cebil:

8
Skrfk=
fi, =0 (3.2)

3
' rij=O
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donde es la norma del gradiente de la Ecuacon 3.1, formalmente:
(x) =tanh( ds(x))+ ds(x)(1 tanh?( ds(x))): (3.3)

Esta formulacon asume que el borde del dominio est de nido por una super cie ce-
rrada S, donde se pueden imponer condiciones de contorno dgrichlet y de Neumann
Sin embargo, este marco no se aplica directamente a super cies abiertas, que no encierran
un dominio bien de nido y, por lo tanto, no pueden admitir la imposicon de condiciones
de borde. Sin embargo, esto se soluciona si reformulamos lo la EDP anterior como un
problema de valor inicial, donde la condicon Dirichlet en S prescribe los valores iniciales
paraf , y donde la condicon Neumann puede omitirse dado que ya esh satisfecha por la
ecuacon Eikonal cuando (s)=0para s2S.

El problema descrito en la Ecuacon 3.2 no incorpora informacon de las normales de
la super cie. Esto contrasta con los trabajos previos centrados en super cies cerradas,
donde han aprovechado esta informacon para alcanzar una mayor precison y calidad de
reconstruccon al restringir aun mas el conjunto de soluciones posibles. Aunque el gradiente
dets (Ecuacon 3.1) se anula en la isosuper cie, podemos pensar que hay cierta direccon
en la que la norma del gradiente aumenta nmas apidamente. Esta direccon est indicada
por la curvatura maxima de f, de nida como el autovector asociado al autovalor mas
grande de la matriz Hessiana. Es importante destacar que, en este contexto, la curvatura
maxima no hace referencia a la curvatura de la super cie, sino a la curvatura del campo de
distancia ts, donde la tasa de cambio de la funcon vara nas apidamente. Formalmente,
Hts es la matriz Hessiana de s que tiene 3 autovalores reale$ 1j j 2j | 3j; Sivi es
un autovector unitario asociado con 1 ens, se puede demostrar (dirigirse Captulo 5 para
una demostracon informal) que vy = ng para cadas 2 S. Por lo tanto, restringimos
la solucon a la ecuacon 3.2 al agregar una condicon de borde adicional que asegura la
alineacon entre las direcciones unitarias asociadas al campo de curvatura maxima y el
campo de normales unitarias de la super cie.

3.1.2. Funcon de gerdida

Siguiendo el esquema utilizado en SIREN [30], de nimos la funcon de perdida para
nuestra EDP de la Ecuacon 3.2:

L = eI—EikonaI + dI—DirichIet + nLNeumann + gLMCurv; (3-4)

con ; constantes que controlan el peso de cada ermino; los cuales fuerzan a que la red
neuronal satisfaga las ecuaciones del sistema. La ecuacon d@dkonal de ne la siguiente
condicon: 7

L Eikonal = Cjkr f o)k () dx: (3.5)
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La condicon de borde deDirichlet, que controla los valores sobre la isosuper cie puede

ser forzada con el €rmino: .

Coirichiet = jf (x)j  dx: (3.6)
s

De forma similar a trabajos previos [24, 12], extendemos esta condicon a puntos lejanos

a la super cie S para tener mas control sobre el valor de la funcon en todo el dominio.
z

L Dirichlet = ij (X) ts(x)j dx: (3.7)

Logramos esto computando una aproximacon de la funconts (Ecuacon 3.1) basada en
consultas de vecinos nmas cercanos sobre la nube de puntos. La condicon de borde de

Neumann queda expresada en el rmino:
z

S

Finalmente, la condicbn de borde de segundo orden queda satisfecha alineando las direc-
ciones de maxima curvatura con el campo unitario normal a la super cie computando la
siguiente integral: Z

Lmcuv = S 1) vi(x) ns(x)j] dx; (3.9

dondev;( ) es el autovector unitario asociado al autovalor mas grande deéH; (x), la matriz
hessiana d& enx. En la practica, aproximamos la integrales discretamente partiendo de
un conjunto de tuplas f (x;; ds(xi); ns(xi))gi. En cada iteracon, el gradiente y el Hessiano
de la red neuronal se computan a trawes de netodos de diferenciacon autoratica.

3.1.3. Re namiento de la isosuper cie

Durante los experimentos preliminares, encontramos que las soluciones a las cuales
converge la optimizacon detallada en la seccon anterior tienen gradientes correctamente
orientados y cuya norma coincide con los valores teoricos. Sin embargo, los valores de
la funcon sobre la isosuper cie de nivel 0 tienden a poseer pequefos errores, tomando
valores levemente negativos o positivos. Para mitigar esto, aplicamos un segundo paso de
optimizacon en busca de soluciones que muestren un valor constante y cercano a cero
en la supercie, lo cual es esencial para lograr reconstrucciones suaves. Formalmente,
minimizamos la siguiente funcon de perdida:

LRefinamiento = | (f jo)i+ (f ) (3.10)

donde () eslamediay () la desviacon esandar:

zS (3.11)
2= = (F ) dx
S
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Al minimizar la media y varianza de los valores de la funcon aprendida sobre la super-
cie, nos aseguramos que esen lo nas cerca al cero posible. Este proceso de re namiento
reduce las oscilaciones y desvos que pueden ocurrir en el borde, mejorando la suavidad y
detalle de las reconstrucciones.

3.1.4. Extraccon de normales y curvaturas

Una ventaja signi cativa de nuestra formulacon frente a trabajos anteriores [10, 34]
radica en que los campos de gradientes y las derivadas de orden superior estin bien de -
nidos en las proximidades de la isosuper cie. Esto nos permite calcular de forma directa
propiedades topobgicas durante los procesos de inferencia y reconstruccon. Adenas, esto
posibilita la utilizacon de algoritmos de renderizado como Sphere tracing Tpicamente
con SDFs se extraen las normales a la super cie computando el gradiente sobre la isosu-
per cie de nivel 0. Esto es imposible de realizar de manera con able con UDFs, ya que no
es una funcon diferenciable sobre la isosuper cie. En el caso de la funcons (Ecuacon
3.1) aproximada por nuestro algoritmo, utilizar directamente los gradientes dé en la iso-
super cie tampoco es posible, ya que su norma es casi nula. Por lo tanto, para un umbral
de valor de super cie , cuando se identi ca un punto s tal que f (s) < , determinamos
la direccon normal a la super cie calculando los autovectores unitarios asociados con el
autovalor maximo de Hf (s). Notar que hay dos autovectores unitarios por cada punto
de la supercie,vi y Vi1; sin embargo, este es generalmente el comportamiento deseado,
ya que las super cies abiertas pueden no ser orientables, como la cinta de Mebius. Para
abordar esta ambigsedad en el signo, consideramos la posicon de la @amara al momento
de renderizar, invirtiendo aquellas normales que apunten en direccbn contraria.

Adenas, otras propiedades topobgicas, como la curvatura media y Gaussiana tambgn
eshn disponibles mediante el campo de autovectores unitarios naximos del Hessiano. La
curvatura media H en cualquier punto de la super cies puede ser computada utilizando
la divergencia del campo de normales [13, 15, 24]:

H(s) = %r ns(s): (3.12)
Por otro lado, la curvatura GaussianaK se puede computar como el determinante de
una matriz compuesta por el Jacobianol, (s) del campo de normales is) (es decir, el
operador de forma de la super cie) en conjunto con el mismo campo normal:
" #
Jns(9) | ns(s)

K(s)= det ng(s)t‘ 0

(3.13)
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Ambas se pueden computar utilizando los metodos de diferenciacon autonmatica de las
bibliotecas modernas de redes neuronales, en nuestro caBgTorch.



4. EXPERIMENTACI ON

4.1. Con guracon experimental

Realizamos una serie de experimentos para evaluar el rendimiento de nuestro netodo.
Experimentamos con tres conjuntos de datos bien conocidos: ShapeNet cars [7], Multi-
Garment [3] y DeepFashion [36]. Para cada conjunto de datos, entrenamos redes indivi-
duales con 30 nubes de puntos orientadas seleccionadas al azar. Para los conjuntos de datos
de DeepFashion y Multi-Garment, muestreamos 100.000 puntos de la super cie, mientras
gue para ShapeNet cars duplicamos el tamano de la muestra debido al mayor grado de
complejidad y detalle que presentan los modelos de este conjunto de datos. En cada itera-
con de entrenamiento la funcon de gerdida se calcub en un subconjunto de 30.000 puntos
generados dirmmicamente y distribuidos uniformemente en tres grupos distintos: puntos
de la super cie (1), puntos lejanos del dominio (2) y puntos cercanos del dominio (3).

Los puntos de la super cie (1) fueron seleccionados al azar de la nube de puntos mues-
treada. Los puntos lejanos (2) se generaron aleatoriamente de manera uniforme dentro del
dominio de la funcon: un cubo con longitud de lado 2 y centrado en el origen. Todas las
super cies fueron escaladas uniformemente para ajustarse a este volumen antes de mues-
trear. La distancia a las nubes de puntos se aproxino utilizando un algoritmo de husqueda
basado enarboles [35]. Finalmente, dado que encontramos que un muestreo sesgado cerca
de la super cie mejoraba la precisbn, utilizamos puntos del dominio cercanos (3) durante
el entrenamiento. Construimos este conjunto desplazando aleatoriamente los puntos mues-
treados de la super cie en su direccon normal. La magnitud del desplazamiento se calcub
aleatoriamente muestreando de una distribucon normal centrada en cero con una desvia-
con esandar de 0;01. En este caso, para computar la distancia sin signo a la super cie
encontramos que era su cientemente preciso aproximarla tomando la distancia al punto
de super cie previo a ser desplazado; es decir, sj es el iesimo punto muestreado de la
super cie cuya normal asociada e, se computa el conjunto (3) comoc; = s + n; i,
donde ; es la constante muestreada de la distribucon normal mencionada. Entonces, la
distancia a la super cie se aproxima comq j.

Para la comparacon utilizamos dos netricas chsicas delarea de ga cos, la distancia

de Chamfer (CD) y la alineacon de normales (NC, de Normal Consistency en ingks).
La primera calcula cuan parecidas son dos nubes de puntos analizando distancias entre
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B =fbj;:::;bmg, ylafuncon ' nos indica el indice del vecino mas cercano de un punto:
"ag (i) = argmin ka; b; kp; (4.1)
j2f 1:ing
calculamos la CD como:
0 1 X 1 X
CDP(A;B) = o ai b, 7 - bj a., g (4.2)
i=1 P j=1 P

La letra p indica la norma utilizada, para nuestros experimentos utilizamos lanorma 1y 2,
notadas L1y L2. Notar que se calculan dos sumatorias para que la medicon sea sinetrica.
La alineacbn de normales tiene una formulacon muy similar donde se calcula la similitud
coseno entre las normales de puntos mas cercanos entre ambas nubes de puntos. Es decir,

de puntos A y B respectivamente, calculamos:

1 X 1 X
NC(Na;Ng) = o @ vi w B i)+ - 1T wj v B i): (4.3)
i=1 j=1

Notar que en este caso las normales tienen norma unitaria y por lo tanto el coseno del
angulo entre ambas esta dada por el producto punto. Alternativamente, hay veces que no
interesa comparar el sentido entre las normales yunicamente interesa la direccon. En ese
caso se habla de la alineacbn de normaleabsolutg en donde se calcula el valor absoluto
del producto punto entre ambos vectores

4.2. Arquitectura de la red neuronal

Nuestra red toma las coordenadas espacialesy;z como entrada y produce como
salida el valor predichots de la Ecuacbn 3.1. La arquitectura consta de un perceptron
multicapa (MLP) de 8 capas y 256 unidades con activaciones deena El mismo rumero
de capas y cantidad de paametros se utilizaron para los netodos contra los cuales nos
contrastamos. Los pesos de cada ermino de la funcon de gerdida se establecieron expe-
rimentalmente en ¢; ¢ n =16 =1y ; =1¢€.

Los modelos se implementaron en Python utilizando la biblioteca PyTorch, y las netri-
cas de distancia se calcularon con PyTorch3D [27]. Entrenamos cada red por 3.000 itera-
ciones, el primer tercio de estas se utilio una tasa de aprendizaje de 18 en el siguiente
tercio la redujimos a le °, y en las iteraciones nales (solo con la funcon de perdida de
re namiento activa) con guramos la tasa de aprendizaje en 1e’ con una decada coseno.
Estas tasas de aprendizaje nales tan pequenas permiten el re namiento de la isosuper cie
sin perder las propiedades obtenidas en el resto del campo.
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En cuanto al valor de  (Ecuacon 3.1), encontramos experimentalmente que elegir
un valor de 100 mantiene un buen equilibrio entre la precison del entrenamiento y la
calidad de la reconstruccon. Las experimentaciones se realizaron en Linux Ubuntu, con
un procesador Intel(R) Xeon(R) Silver 4310, 256 GB de RAM y 2 tarjetas ga cas Nvidia
A100 de 80 GB de VRAM.

4.3. Algoritmos de reconstruccon

Para una comparacbn exhaustiva de nuestro netodo con las ecnicas existentes, lle-
vamos a cabo la reconstruccon de mallas utilizando dos implementaciones del algoritmo
de Marching Cubes basados en gradientes, denominados aqu como MC1 [34] y MC2 [17].
Estos nmetodos realizan interpolacon lineal entre los valores de la grilla para determinar
la posicon de los \ertices de cada trangulo. Dadaesta necesidad y considerando que la
funcon ts, como se describe en la Ecuacbon 3.1 presenta un comportamiento cuadatico
cerca de la isosuper cie, recuperamos la verdadera distancia no signada dividiendo primero
por vy luego aplicando la raz cuadrada.

4.4. Reconstruccon de super cies cerradas

Evaluamos el netodo frente al

estado del arte para representa- Metodo tiempo(s) # L1CD # L2CD #
con de super cies cerradas, donde DeepSDF [25] 94 19,40 0206
, , , , SIREN [30 379 1540 171
las distancia con signo est bien (301 i N
_ CAP-UDF [34] 1080 9;48 0,030
de nida. Dado que nuestro enfo- Nuestro (MC1 [34]) s1o 9:48 0028
que principal no es la representa- Nuestro (MC2 [17]) 949 0,028

con de super cies cerradas, limi-
Tab. 4.1: Tiempo de entrenamiento, distancia de Chamfer promedio

tamos la ComparaCbn al conjunto connormallyLl2( 10%) para el dataset de autos cerrados

de datos de autonoviles de Sha- de ShapeNet. DeepSDF y SIREN fueron entrenados con
la distancia con signo, mientras que CAP-UDF y nuestro

peNet [7] utilizado extensivamen- netodo fueron entrenados con la distancia sin signo.

te en trabajos previos. Estas ma-
llas fueron preprocesadas [33] para estar cerradas y sin las estructuras internas.

Los resultados comparativos se detallan en la Tabla 4.1. Mientras que DeepSDF [25]
destaca en velocidad, no alcanza una gran calidad de reconstruccon. Al estar disenado
principalmente para la generacon de formas, DeepSDF es superado por nmetodos disenados
para la representacon precisa y detallada de super cies individuales, como se evidencia
en las netricas de distancia de Chamfer entre la nube de puntos original y la recons-
truida. SIREN [30] ofrece una representacon mejorada de la forma con su ciente detalle
y suavidad. Sin embargo, dado que su conjunto de nivel cero satisface el teorema de la
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Fig. 8: Reconstrucciones en autos ShapeNet [7] preprocesados para ser cerrados [33] para DeepSDF [25], SIREN
[30], CAP-UDF [34] y nuestro netodo. Aderas, mostramos renderizaciones de  Sphere tracing de nuestros
campos aprendidos sin la necesidad de reconstruccon a traes de MC.

funcon implcita, no puede representar adecuadamente formas conangulos rectos y es-
tructuras delgadas. El teorema de la funcon implcita indica que si tenemos una funcon
continuamente diferenciable (en este caso de nida implicitamente por la red neuronal de
SIREN), cuyos gradientes sobre la super cie de nivel 0 no se anulan (cosa que no sucede
en ningun punto de la isosuper cie, ya que los gradientes son de norma unitaria y con
misma direccon que el campo de normales de la super cie), entonces la super cie puede
ser parametrizada localmente por funciones continuamente diferenciables. Se puede inter-
pretar de esto que la super cie de nida implcitamente por la red neuronal es suave en
todos lados. Una desventaja de esto es que nunca podremos representar super cies gue no
son suaves, por ejemplo la punta de un cono, o como en este caso, losangulos rectos que
se encuentran normalmente en modelos de autos y camiones.

En contraste, CAP-UDF [34] puede aproximar mejor estas caractersticas no-suaves
porgue no depende de redes neuronales diferenciables, logrando as una mayor precison.
Sin embargo, el tiempo de entrenamiento es elevado y la dependencia en los netodos de
Marching Cubes basados en gradientes para la reconstruccon de super cies tiende a crear
super cies con pequefos agujeros y discontinuidades, lo que perjudica la calidad visual en
muchos casos.

Nuestro enfoque tiene los bene cios de SIREN en el sentido de que sus campos dife-
renciables estin controlados y bien de nidos. Pero, a diferencia de este trabajo, nuestra
funcon aprendida no satisface el teorema de la funcon implcita en el conjunto de nivel
cero (tiene derivadas parciales nulas). Esto nos permite representar e cazmente carac-
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