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Resumen

El Problema de Ruteo de Veh́ıculos (VRP) es una familia de problemas de Optimi-
zación Combinatoria donde el objetivo es planificar la distribución de bienes mediante
veh́ıculos desde uno o más depósitos para satisfacer las demandas de clientes. Este pro-
blema presenta muchas variantes, principalmente basadas en restricciones operativas que
dependen del escenario de aplicación que se esté tratando.

Si bien en la versión clásica todas las demandas son satisfechas por los veh́ıculos que
parten desde los depósitos y visitan a cada cliente, en los últimos años se ha comenzado
a considerar la interacción entre diferentes tipos de transporte con el objetivo de mejorar
la eficiencia loǵıstica.

En la variante que trata este trabajo, se considera la interacción entre un camión
principal y veh́ıculos auxiliares. El camión principal sale del depósito con la carga co-
rrespondiente a todos los pedidos. Al visitar a un cliente, además de satisfacer el pedido
correspondiente, puede entregar los pedidos de algunos clientes a un veh́ıculo auxiliar que
realizará la distribución de los mismos. El veh́ıculo auxiliar tiene la restricción de que el
recorrido para entregar los pedidos asignados no puede tener un costo mayor a determina-
do valor, asumiendo que comienza en la parada donde recibió los pedidos y debe retornar
al mismo lugar. El problema entonces consiste en determinar la ruta del veh́ıculo princi-
pal, saliendo y retornando al depósito y qué entregas deriva a veh́ıculos auxiliares, con el
objetivo de minimizar costos.

En este trabajo se propone un modelo de programación lineal entera para el problema,
y se analiza la performance de un algoritmo branch-and-cut basado en dicho modelo,
utilizando instancias generadas a partir de parámetros espećıficos. Además, se desarrollan
heuŕısticas para acelerar la obtención de soluciones factibles iniciales, aśı como planos de
corte diseñados para mejorar la eficiencia del proceso de ramificación. Se propone además
una metaheuŕıstica GRASP cuya performance es evaluada.

Palabras claves: Optimización Combinatoria, Programación Lineal Entera, Ruteo de
veh́ıculos.
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Abstract

The Vehicle Routing Problem (VRP) is a family of Combinatorial Optimization problems
whose objective is to plan the distribution of goods from one or more depots to satisfy cus-
tomer demands. This problem has many variants, mainly based on operational constraints
that depend on the specific application scenario.

While in the classical version all demands are fulfilled by vehicles that depart from the
depots and visit each customer, in recent years the interaction between different types of
transportation has begun to be considered, aiming to improve logistical efficiency.

In the variant addressed in this work, the interaction between a main truck and auxi-
liary vehicles is considered. The main truck departs from the depot carrying the total load
for all orders. When visiting a customer, besides delivering the corresponding order, it can
also hand over some orders to an auxiliary vehicle, which will handle their distribution.
The auxiliary vehicle is restricted in that its delivery route for the assigned orders cannot
exceed a given cost, assuming it starts from the handover point and must return to the
same location. The problem then consists of determining the route of the main vehicle,
departing from and returning to the depot, and deciding which deliveries are delegated to
auxiliary vehicles, with the objective of minimizing costs.

In this work, an integer linear programming model is proposed for the problem, and
the performance of a branch-and-cut algorithm based on this model is analyzed, using
instances generated from specific parameters. Additionally, heuristics are developed to
speed up the generation of initial feasible solutions, as well as cutting planes designed to
improve the efficiency of the branching process. A GRASP metaheuristic is also proposed
and its performance is evaluated.

Keywords: Combinatorial Optimization, Linear Integer Programming, Vehicle Routing
Problem.
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Caṕıtulo 1

Introducción

En el ámbito de la loǵıstica moderna, surgen constantemente nuevas necesidades vin-
culadas a la distribución eficiente de productos bajo restricciones operativas particulares.
En muchos casos, estas restricciones están asociadas a las caracteŕısticas del transporte
utilizado o a los requerimientos del producto entregado. Este trabajo se enfoca en una
de estas situaciones, donde la entrega a clientes debe organizarse mediante un sistema
de veh́ıculos con diferentes niveles de autonomı́a y limitaciones diferenciadas. Antes de
avanzar con el desarrollo de modelos de optimización espećıficos y técnicas de resolución,
es necesario establecer con claridad el problema que se pretende abordar.

1.1. El problema de ruteo de veh́ıculos

En la industria y el sector de servicios, los costos de transporte representan una parte
significativa del valor total de los bienes o servicios. El Problema de Ruteo de Veh́ıculos
(VRP según sus siglas en inglés) es el nombre dado a una amplia familia de problemas
relacionados con la distribución de bienes y la prestación de servicios a través de una red.
Se cuenta con veh́ıculos que parten de puntos fijos, usualmente llamados depósitos. Cada
camino entre dos puntos de la red tiene un costo asociado que puede variar dependiendo
de muchos factores diferentes, como el tipo de veh́ıculo o el momento del d́ıa en que se
recorre.

Las principales caracteŕısticas de los VRP están dadas por las restricciones operativas
o reglas de factibilidad que las rutas de cada veh́ıculo deben satisfacer. Entre las más
frecuentes podemos mencionar:

La flota de veh́ıculos puede ser homogénea (veh́ıculos con la misma capacidad) o
heterogénea (con diferentes capacidades, tamaños u otras caracteŕısticas). En algunos
casos, los clientes pueden tener restricciones respecto al tamaño del veh́ıculo que los
abastece (por ejemplo, ĺımites de peso en las autopistas que deben transitar para
llegar a un cliente).

Se puede contar con varios depósitos de suministro, cada uno de ellos asociado a un
subconjunto de clientes.

Cada cliente tiene una demanda asociada que puede ser satisfecha por uno o más
veh́ıculos.

1



2 CAPÍTULO 1. INTRODUCCIÓN

En general, los veh́ıculos retornan al depósito de partida después de finalizar el traba-
jo. Sin embargo, esta condición puede relajarse en algunas situaciones (por ejemplo,
presencia de múltiples depósitos, un conductor de bus escolar que es propietario del
veh́ıculo, etc.).

Cada cliente puede ser visitado dentro de una ventana de tiempo particular durante
el d́ıa. Esta restricción suele surgir en problemas de suministro en grandes ciuda-
des. Las regulaciones de tránsito a menudo proh́ıben las labores de carga/descarga
durante ciertas horas para evitar congestiones de tránsito. Dependiendo del tipo de
industria, la entrega de bienes debe hacerse antes de un ĺımite de tiempo particular
(por ejemplo, distribución de dinero en cajeros).

En general se asume que la red de transporte es tal que es posible trasladarse entre
todo par de clientes. Sin embargo, en algunos problemas, no se puede asumir que la
red sea completa.

Entre cualquier par de clientes, el costo, tiempo y velocidad de viaje pueden variar
dependiendo de diferentes circunstancias, como la distancia entre los clientes, el
tamaño del veh́ıculo, la hora del d́ıa en que se recorre el trayecto (modelando horas
pico y condiciones de tráfico en grandes ciudades), etc.

Además de las restricciones operativas que condicionan que una distribución sea fac-
tible, se busca optimizar una función de costo. Esta puede variar de una situación a otra,
dependiendo de los intereses y objetivos buscados en cada caso particular. Algunos de
estos objetivos podŕıan ser:

Minimizar el tiempo o costo total de viaje.

Minimizar el tiempo de espera en los clientes.

Minimizar la cantidad de veh́ıculos utilizados.

Minimizar la duración o distancia total de las rutas.

Cada combinación de los factores mencionados conduce a un problema particular de
ruteo de veh́ıculos y muestran la riqueza para modelar escenarios loǵısticos reales. Con-
siderar o no una caracteŕıstica particular puede cambiar la dificultad del problema y una
técnica apropiada para uno puede no resultar para otro. Explotar las particularidades sue-
le ser el enfoque más apropiado si se quiere alcanzar una buena performance en el método
de resolución. Una muy buena recopilación y estado del arte, tanto en aplicaciones como
propuestas algoŕıtmicas, puede ser consultada en [1] y [2].

1.2. El problema

En los últimos años, ha crecido significativamente el interés en combinar distintos
modos de transporte (camión, tren, barco, bicicleta, drones, etc.) para mejorar la eficiencia
en la entrega de productos ([3], [4]). Esta tendencia se ve impulsada no sólo por la reducción
de costos sino también por la posibilidad de adaptarse a regulaciones de acceso vehicular
en ciertas áreas, disminuir las emisiones de carbono, realizar entregas más rápidas, etc.
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Considerando este tipo de escenarios, en este trabajo se considera un problema de
distribución donde una flota compuesta por un camión principal y varios veh́ıculos auxi-
liares debe entregar pedidos a un conjunto de clientes. El camión principal parte de un
depósito con los pedidos de todos los clientes y regresa al mismo depósito. La demanda
de un cliente puede ser satisfecha por el mismo camión principal o existe la posibilidad de
que en alguno de los lugares donde el camión principal abastece a otro cliente, un veh́ıculo
auxiliar se haga cargo del env́ıo. Este veh́ıculo auxiliar parte de dicho lugar y retorna al
mismo, haciendo un recorrido para satisfacer las demandas de los clientes derivados por
el camión principal, pero con la restricción que el costo de su recorrido está limitado.

El objetivo consiste en minimizar el costo total del recorrido del camión principal,
coordinando de forma eficiente el uso de veh́ıculos auxiliares para atender parte de la
demanda sin violar la restricción del ĺımite del costo del recorrido de un veh́ıculo auxiliar.

Formalmente el problema se define de la siguiente forma: sea G = (V,E) un grafo
dirigido, completo con costos cij asociados a cada arco ij ∈ E, |V | = n y L ∈ R. Se nota d
al vértice en V desde el cual inicia y termina la ruta del camión principal. Sea V1, . . . , Vk

una partición de V tal que existe un circuito que recorre exactamente una vez los vértices
de Vi cuyo costo es menor o igual a L para todo i = 1, . . . , k. Además, se elige un vértice
vi ∈ Vi para cada i = 1, . . . , k, y se considera un circuito R que visita una vez cada vértice
vi para todo i = 1, . . . , k. El objetivo del Problema de Ruteo de Veh́ıculos con Subentregas
de Alcance Limitado es encontrar una partición y un circuito R que minimicen el costo de
la ruta R.

Se asume que no es posible usar a un veh́ıculo auxiliar saliendo desde d para visitar
a todos los vértices, en este caso el problema se reduce a una instancia del problema de
viajante de comercio (TSP).

1.2.1. Motivación del problema

En la loǵıstica de distribución de productos sensibles a la temperatura, como alimentos
frescos, medicinas o productos perecederos, es crucial garantizar que estos se mantengan
dentro de las condiciones adecuadas durante todo el proceso de entrega. Esto implica
desaf́ıos especiales cuando los productos requieren refrigeración durante el transporte.

El problema que se presenta surge en operaciones donde se dispone de un camión
refrigerado de gran capacidad y varios veh́ıculos más pequeños que no cuentan con sistemas
de refrigeración. En este escenario, el camión principal, que mantiene la temperatura
adecuada, transportaŕıa productos a un subconjunto de clientes, desde donde existe la
posibilidad de que veh́ıculos auxiliares, no refrigerados, se encargaŕıan de completar las
entregas a los clientes finales. Debido a la no refrigeración de los veh́ıculos auxiliares resulta
evidentemente necesaria la restricción de distancia recorrida (asumida como costo) sobre
ellos para aśı poder conservar la calidad de los productos.

1.3. Problemas similares

En la literatura hay algunas variantes estrechamente relacionadas con el problema
que motiva esta tesis, las cuales resultan especialmente relevantes por las caracteŕısticas
estructurales y operativas que comparten.

El enfoque clásico de un problema de ruteo asume que todos los clientes deben ser
visitados por el/los veh́ıculo/s que salen del depósito. Sin embargo, las demandas podŕıan
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ser satisfechas de otra manera. En la literatura se pueden encontrar diferentes propuestas,
muchas de ellas basadas en escenarios de problemas de loǵıstica que responden a casos
reales con caracteŕısticas especiales. Por otro lado, la incorporación de nuevas tecnoloǵıas
en el proceso de reparto, como drones o robots, también ha dado origen a nuevas opciones
para planificar la distribución de bienes.

Una alternativa está basada en el concepto de cobertura espacial. La caracteŕıstica
especial de este tipo de problemas es que al visitar un lugar, se pueden cubrir otros lugares
dentro de una distancia máxima de cobertura, es decir, se pueden considerar visitados a
efectos de la función objetivo o de las restricciones del problema. El objetivo puede estar
asociado a querer maximizar el beneficio de cumplir con las demandas, minimizar costos
de ruteo o penalización por incumplimiento de demandas. En [5] se presenta un excelente
resumen de las variaciones presentes en la literatura y las propuestas algoŕıtmicas.
Un ejemplo de este enfoque es el presentado en [6]. Se considera un conjunto de clientes
donde cada uno tiene asociado un beneficio por satisfacer su demanda. Además hay un
conjunto de lugares con casilleros de determinada capacidad donde pueden ser dejados
algunos pedidos siempre que el destino se encuentre a una distancia máxima preestablecida.
En el caso que un pedido no se entregue o no se deje en un casillero, existe la posibilidad
de subcontratar un servicio de entrega. El problema consiste en construir un circuito
hamiltoniano con costo menor a un ĺımite predefinido, que recorra un subconjunto de
clientes y lugares con casilleros de tal manera que todo cliente no visitado por el veh́ıculo
se encuentre a una distancia máxima de un casillero o se subcontrate el servicio de entrega,
maximizando el beneficio total. En el trabajo presentan una formulación de programación
lineal entera y proponen una heuŕıstica de dos fases, que combina la construcción de una
solución factible y un procedimiento de mejora.

El uso de drones en las operaciones de reparto ha despertado un creciente interés en los
últimos años debido a las ventajas sobre los veh́ıculos de reparto tradicionales. Por ejemplo,
pueden operarse sin conductor humano y con menores costos de transporte. Además, son
más rápidos que los camiones convencionales y pueden sobrevolar las calles/rutas para
evitar la congestión vehicular. En [7] abordan el problema con un veh́ıculo y múltiples
drones que trabajan sincronizados. Un dron puede salir del camión en un punto de la
ruta para satisfacer un pedido y retornar al camión en cualquier otro punto de la ruta. Se
busca un plan de reparto óptimo que considere el tiempo de traslado del camión aśı como
también el tiempo de espera de retorno de los drones al camión. Los autores proponen
formulaciones de programación lineal entera mixta sobre las cuales desarrollan algoritmos
branch-and-cut.

Con un enfoque similar, en [8] se consideró la interacción entre un veh́ıculo con un
dron y con una bicicleta como opción preferida en caso de emergencias, como fallas de
tráfico o de ruta. En este caso, el dron opera como describimos en el caso anterior pero la
bicicleta sale y retorna al mismo punto donde el camión la está esperando. El objetivo es
minimizar el tiempo total de distribución de todos los pedidos. Los autores presentan un
modelo de programación lineal entera y comparan su enfoque con aquel que no contempla
el uso de bicicleta. En estos casos, el desaf́ıo es la sincronización del desplazamiento del
camión con los viajes realizados por los veh́ıculos auxiliares (dron o dron/bicicleta).

En la misma ĺınea, el uso de robots combinado con otro tipo de transporte también
ha comenzado a considerarse en los últimos años. Debido a que por el momento el despla-
zamiento de los robots es lento, su aplicación suele estar restringida a la distribución en
áreas residenciales acotadas. En [9] y [10] los autores analizan los aspectos técnicos, áreas
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de aplicación, modelos y métodos asociados con este tipo de entregas colaborativas.

En muchas ocasiones, puede haber restricciones f́ısicas o legales para la circulación de
los veh́ıculos cercana a las ubicaciones de los clientes, como espacio de estacionamiento
insuficiente o limitaciones de peso. Es en estos casos donde suele ser conveniente dividir
la red de distribución en dos niveles. Por un lado, un nivel que considera la distribución
de los pedidos desde los depósitos hasta un conjunto de puntos intermedios. Desde alĺı, en
un segundo nivel, veh́ıculos más pequeños realizan la entrega final. Se pueden encontrar
diferentes versiones que incluyen múltiples depósitos, veh́ıculos heterogéneos, ventanas de
tiempo, etc. En [11] se revisan y discuten formulaciones matemáticas, métodos de solución
exactos y heuŕısticos, e instancias de referencia utilizados para probar y evaluar nuevos
algoritmos.

La colaboración entre veh́ıculos de igual categoŕıa también responde a escenarios reales
de distribución de mercadeŕıa. En este caso, se dispone de una flota de veh́ıculos que circula
por la red con la posibilidad de transferir carga entre veh́ıculos. La demanda de un cliente
debe ser satisfecha por un único veh́ıculo, pero cada lugar puede ser visitado varias veces
con el fin de transferir productos de un veh́ıculo a otro. Es necesario entonces tener una
sincronización espacial de las rutas de los veh́ıculos. En [12] se presenta una revisión de
las principales formas de sincronización y traspaso de carga. Más recientemente, en [13] se
analiza el impacto en los costos de transporte al permitir transferencias de carga.

Estos son algunos ejemplos de distribución colaborativa que pueden encontrarse en
la literatura. Como mencionamos anteriormente, es una tendencia muy marcada en la
actualidad pero no sólo con el objetivo de disminuir costos. También se enfocan en mejorar
la eficiencia en las entregas para satisfacción del cliente y en la ventaja que ofrecen las
nuevas tecnoloǵıas para adaptarse a situaciones de contingencia.

La principal diferencia entre los problemas mencionados y el abordado en esta tesis
radica en que asumen que los puntos de posible activación de subrutas auxiliares son
conocidos de antemano, o que el veh́ıculo auxiliar atiende a un único pedido por vez, o
que los pedidos derivados están a una distancia máxima del punto de partida o que los
veh́ıculos auxiliares deben volver al camión principal. En el caso que se centra esta tesis
se requiere determinar simultáneamente la ruta del camión principal, los puntos donde se
activan las subrutas de los veh́ıculos auxiliares bajo la condición de que dichas subrutas
respeten un ĺımite máximo de recorrido.

1.4. Optimización combinatoria

El área de la optimización combinatoria es fundamental en la resolución de problemas
complejos en diversas disciplinas como la loǵıstica, la ingenieŕıa, la economı́a y la ciencia
de datos. Su importancia radica en la capacidad de modelar problemas en los cuales se
busca maximizar la eficiencia o minimizar costos y tomar decisiones fundamentadas, lo
que es crucial en un mundo donde los recursos son limitados y la complejidad de los
sistemas continúa creciendo. Por ejemplo, en el diseño de rutas, la asignación de recursos
y la planificación de operaciones. Un enfoque versátil exitoso para resolver este tipo de
problemas es la programación lineal entera.
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1.4.1. Programación Lineal

La programación lineal (PL) es una técnica matemática utilizada para optimizar un
objetivo sujeto a restricciones. Fue formulada por el matemático George Dantzig a finales
de la decada de 1940, quien la desarrolló como parte del trabajo para resolver problemas
loǵısticos relacionados con el suministro militar durante la Segunda Guerra Mundial [14].

El modelo básico de programación lineal involucra un conjunto de variables que re-
presentan las decisiones a tomar, una función objetivo lineal que debe ser maximizada
o minimizada, y un conjunto de restricciones también lineales que limitan las posibles
soluciones. Un ejemplo clásico es la maximización de ganancias en una empresa sujeta a
limitaciones de tiempo, recursos o capacidad de producción.

El método más conocido para resolver problemas de PL es el método simplex, desarro-
llado por Dantzig en 1947. Este algoritmo iterativo busca la mejor solución moviéndose
a través de los vértices de un poliedro, que representa el conjunto de soluciones factibles,
hasta llegar a la óptima o comprobar que el problema es no acotado o no factible. Es-
te método es el más popularmente elegido para resolver este tipo de problemas por su
eficiencia en la práctica, a pesar de tener complejidad temporal exponencial en peor caso.

1.4.2. Programación Lineal Entera

La programación lineal entera (PLE) extiende los modelos de programación lineal
al incorporar variables que deben tomar valores enteros. Este enfoque es especialmente
relevante en situaciones donde las decisiones no pueden dividirse, como asignar recursos
en unidades completas o planificar rutas con veh́ıculos o empleados indivisibles.

Para resolver problemas de PLE, se utilizan métodos como el branch-and-bound [15],
que ofrece una forma sistemática de explorar el espacio de soluciones posibles. Este método
ayuda a encontrar soluciones óptimas al dividir el problema en subproblemas más pequeños
y descartar, mediante reglas de poda, aquellos que no pueden contener la solución óptima,
mejorando aśı la eficacia y precisión de la búsqueda.

Otra técnica fundamental en la resolución de problemas de PLE son los algoritmos
de planos de corte, los cuales constituyen una de las herramientas más poderosas en
la resolución de problemas combinatorios mediante técnicas de optimización entera. Su
objetivo principal es reforzar la formulación del problema añadiendo desigualdades válidas
que eliminan regiones del espacio factible que no contienen soluciones enteras.

Esta técnica tuvo su origen en los trabajos pioneros de Ralph Gomory en la década de
1950, cuando introdujo los cortes fraccionales como un método sistemático para fortalecer
las relajaciones lineales de problemas de PLE [16]. Desde entonces, los planos de corte han
evolucionado notablemente y se han incorporado en algoritmos de tipo branch-and-cut,
convirtiéndose en una parte esencial de los solvers modernos.

A diferencia de la PL, que puede resolverse en tiempo polinómico, los problemas de
PLE suelen ser mucho más complejos desde el punto de vista computacional. De hecho,
pertenecen a la clase NP-completa [17], lo que implica que no se conoce un algoritmo
eficiente que garantice una solución óptima en todos los casos.

Por esta razón, aunque muchos problemas de PLE se resuelven eficazmente en la prácti-
ca, hay casos en los que se requieren técnicas heuŕısticas o aproximadas para mantener la
viabilidad computacional en instancias de gran escala.
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1.5. Contenido de la tesis

En este caṕıtulo introductorio se discutieron la motivación y la definición del problema
abordado en esta tesis, junto con un relevamiento bibliográfico sobre trabajos relacionados
que dieron origen al área de estudio, aśı como otros más espećıficamente relacionados con
el problema considerado en este trabajo.

En el próximo caṕıtulo se presentará el modelo base de programación lineal entera que
surge de manera natural al momento de representar el problema.

En el mismo caṕıtulo se definirán también las mejoras propuestas para aplicar a un
algoritmo branch-and-cut basado en este modelo, que incluyen una heuŕıstica inicial, una
heuŕıstica primal y la caracterización de desigualdades válidas para emplearlas como cortes
en el modelo original.

En el caṕıtulo 3 se realizará un análisis de performance del algoritmo utilizando instan-
cias cuya construcción será detallada previamente. Se presentará un análisis comparativo
del desempeño del algoritmo base y de sus mejoras.

El caṕıtulo 4 estará enfocado en definir y analizar una metaheuŕıstica desarrollada para
encontrar soluciones factibles de buena calidad en tiempos reducidos, complementando el
enfoque exacto del algoritmo de branch-and-cut. Finalmente, en el caṕıtulo 5 se incluirán
una reflexión sobre los resultados obtenidos y distintas propuestas de trabajo futuro.
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Caṕıtulo 2

Modelo

Para abordar computacionalmente el problema definido en el caṕıtulo anterior, se desa-
rrolla a continuación una formulación matemática. La estrategia consiste en modelar tanto
las decisiones de enrutamiento del camión principal como las de los veh́ıculos auxiliares,
capturando la estructura jerárquica y colaborativa del sistema de distribución considerado.

Se busca construir un modelo compacto, es decir, con una cantidad polinomial de varia-
bles y restricciones, que sea suficientemente expresivo para describir las reglas operativas
del problema sin recurrir a formulaciones exponenciales. Esto simplifica la implementación
de algoritmos para resolver el problema.

Para poder presentar el modelo se definen las siguientes variables binarias:

Xijk Igual 1 si el veh́ıculo auxiliar que sale del vértice k pasa por el arco ij, i ̸= j, 0
caso contrario.

Tij Igual a 1 si el camión principal pasa por el arco ij, i ̸= j, 0 caso contrario.

Yik Igual a 1 si el vértice i es visitado por el veh́ıculo auxiliar que sale del vértice k,
0 caso contrario.

Zi Igual a 1 si el vértice i es visitado por el camión principal, 0 caso contrario.

Definimos también las siguientes variables enteras no binarias:

Uik: El orden en el cual i es visitado por el veh́ıculo auxiliar que sale de k, i ̸= k.

Wi: El orden en el cual el vértice i es visitado por el camión principal que sale de d.

Estos últimos dos conjuntos de variables se definen para usar las restricciones Miller-
Tucker-Zemlin (MTZ) [18] para eliminación de subtours.

Recordamos también la constante cij que representa el peso del arco ij, para todo
ij ∈ E, el vértice d que identifica al depósito desde el cual sale el camión principal y L el
ĺımite del costo de una ruta realizada por un veh́ıculo auxiliar. A continuación se presenta
el modelo.

9
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min
∑
i∈V

∑
j∈V
j ̸=i

cijTij (1)

s.t.
∑
i∈V

∑
j∈V
j ̸=i

cijXijk ≤ L ∀ k ∈ V (2)

∑
j∈V
j ̸=i

Xijk =
∑
j∈V
j ̸=i

Xjik ∀ i, k ∈ V (3)

Yik =
∑
j∈V
j ̸=i

Xijk ∀ i, k ∈ V (4)

Zi +
∑
k∈V
k ̸=i

Yik = 1 ∀ i ∈ V (5)

Yik ≤ Zk ∀ i, k ∈ V (6)

Zi =
∑
j∈V
j ̸=i

Tij ∀ i ∈ V (7)

Zd = 1 (8)∑
j∈V
j ̸=i

Tij =
∑
j∈V
j ̸=i

Tji ∀ i ∈ V (9)

Uik − Ujk +Xijk(n− 1) ≤ n− 2 ∀ i, j, k ∈ V ; i ̸= j; i, j ̸= k (10)

Wi −Wj + Tij(n− 1) ≤ n− 2 ∀ i, j ∈ V ; i ̸= j; i, j ̸= d (11)

0 ≤ Uik ≤ n− 1 ∀ i, k ∈ V ; i ̸= k (12)

0 ≤Wi ≤ n− 1 ∀ i ∈ V ; i ̸= d (13)

Xijk, Yik, Zi, Tij ∈ {0, 1} ∀ i, j, k ∈ V ; i ̸= j (14)

Uik,Wi ∈ Z ∀ i, k ∈ V ; i ̸= k; i ̸= d (15)

La función objetivo busca minimizar el costo del recorrido del camión principal. La
inecuación (2) asegura que el costo de los recorridos de los veh́ıculos auxiliares no excedan
el valor máximo determinado para cada subrecorrido. En (3) se garantiza que si un veh́ıculo
auxiliar que parte del vértice k llega al vértice i entonces el veh́ıculo debe salir de i. Luego
(4) indica que un vértice i es visitado por el veh́ıculo auxiliar que sale de k si este pasa
por algún arco incidente en él. La restricción (5) fuerza que cada vértice sea visitado por
un único veh́ıculo auxiliar, o por el camión principal. Luego (6) garantiza que si existe
algún vértice que es visitado por el veh́ıculo auxiliar que sale de k entonces el vértice k
fue visitado por el camión principal.

Continuando, en (7), se asegura que si un vértice i es visitado por el camión principal
entonces pertenece a su recorrido. La restricción (8) indica que el vértice depósito es parte
del recorrido del camión principal. Luego (9) garantiza que si el camión principal ingresa al
vértice i luego sale. Finalmente, (10) y (11) son las condiciones MTZ para romper subtours
de los veh́ıculos auxiliares y del camión principal respectivamente.
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2.1. Algoritmo branch-and-cut

Una vez formulado el modelo base, se exploran distintas estrategias destinadas a de-
sarrollar un algoritmo branch-and-cut que tenga un buen desempeño computacional.

Si bien el algoritmo branch-and-cut por defecto de CPLEX basado únicamente en el
modelo compacto permite resolver instancias pequeñas en tiempos razonables, su eficiencia
se ve comprometida a medida que aumenta el tamaño del problema. Por ello, se incorpo-
ran técnicas complementarias que fortalecen la relajación lineal, gúıan la búsqueda hacia
soluciones de mayor calidad y reducen los tiempos de resolución.

Entre las herramientas utilizadas se incluyen el agregado de desigualdades válidas que
refuerzan el modelo, la aplicación de heuŕısticas iniciales y primales, aśı como la incorpo-
ración de procedimientos de planos de corte. Estas técnicas, ampliamente estudiadas en
la literatura de programación lineal entera, han demostrado ser efectivas para mejorar la
performance de algoritmos branch-and-cut en problemas complejos.

A continuación se detallan las distintas estrategias consideradas y su integración al
algoritmo.

2.1.1. Heuŕıstica inicial

En primer lugar, se diseñó una heuŕıstica inicial con el objetivo de proporcionar al
modelo una solución factible desde el inicio del proceso de resolución (warm-start). Esta
técnica es ampliamente utilizada en problemas de optimización, ya que puede acelerar la
convergencia del método al contar con un punto de partida válido y de calidad razonable.

La idea detrás de implementar una heuŕıstica inicial es simple: comenzar con una so-
lución que, aunque no necesariamente óptima, ya cumple con todas las restricciones del
problema. Esto no sólo podŕıa reducir el tiempo necesario para alcanzar una buena solu-
ción, sino que también puede guiar al algoritmo hacia regiones prometedoras del espacio
de búsqueda. En muchos casos, una buena solución inicial puede marcar la diferencia entre
una ejecución eficiente y otra que se queda estancada explorando opciones poco útiles. Por
eso, dedicar un esfuerzo inicial a construir esta solución tiene bastante sentido desde el
punto de vista práctico.

El algoritmo propuesto consta de dos pasos. En el primer paso, se obtiene una partición
en ciclos, asegurando que cada ciclo tenga un costo menor o igual a L. En el segundo paso,
se selecciona un vértice de cada ciclo y se construye una ruta para el camión principal a
través de dichos vértices.

La implementación sigue un enfoque iterativo y goloso, priorizando la simplicidad y
eficiencia en la construcción de soluciones factibles. Es especialmente importante que esta
solución inicial pueda generarse rápidamente, ya que su propósito principal es acelerar el
proceso de resolución del modelo completo sin introducir una sobrecarga computacional
significativa.

Primer paso

En cada iteración k, el algoritmo construye un ciclo factible Ck. Se denota Rk al
conjunto de vértices que aun no forman parte de un ciclo, o sea Rk = V \ ∪k−1

i=1Ci.
Si |Rk| = ∅, el algoritmo se detiene. En caso contrario, la iteración comienza selec-
cionando un vértice v ∈ Rk e inicializando Ck = {v}. Si |Rk| = 1, el algoritmo se
detiene. Si cvj > L para todo j ∈ Rk, el ciclo no puede ser aumentado y el algoritmo
pasa a la siguiente iteración.
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De lo contrario, el algoritmo intenta extender Ck. Si |Ck| = 1, sea vc ∈ Rk el vértice
más cercano a v. Si |Ck| > 1, el algoritmo busca dos vértices consecutivos va y vb
en Ck y un vértice vc ∈ Rk tal que la inserción entre va y vb en Ck cause el menor
incremento de costo.

Si el nuevo costo del ciclo se mantiene dentro de L, se inserta vc en Ck y se repite
el proceso para seguir extendiendo. Si no es posible tal inserción sin superar L, el
algoritmo pasa a la siguiente iteración.

Segundo paso

Sea Cd el ciclo tal que d ∈ Cd. Un enfoque goloso (greedy) simple inicia la ruta en
d y selecciona el vértice más cercano a d en V \ Cd. Luego, el algoritmo extiende
continuamente esta ruta agregando el vértice más cercano al último vértice añadido,
entre aquellos que pertenecen a los ciclos aún no visitados.

El algoritmo termina cuando todos los ciclos tienen un vértice en la ruta.

En el algoritmo 1, se presenta el pseudocódigo correspondiente que resume de manera
estructurada los pasos descritos previamente. Este algoritmo se encarga de construir
los ciclos factibles en la primera fase y, posteriormente, de generar la ruta del camión
principal en la segunda fase.

2.1.2. Refuerzo del modelo

Con el objetivo de fortalecer la formulación base y mejorar su desempeño compu-
tacional, se incorporaron distintas desigualdades adicionales durante la construcción del
modelo. Estas restricciones buscan eliminar soluciones enteras redundantes y o reforzar el
modelo contribuyendo a una mejor calidad en la relajación lineal y una reducción en los
tiempos de resolución.

Una solución se considera redundante cuando existe otra alternativa con el mismo valor
objetivo. Estas puede surgir en situaciones donde ciertas variables dejan de tener signifi-
cado operativo. Por ejemplo, la variable Wi representa el orden en el cual el vértice i es
visitado por el camión principal. Sin embargo, como el camión principal no necesariamente
recorre todos los vértices, cuando un vértice i no es visitado por él, el valor de Wi puede
ser cualquier número entero dentro de su dominio sin que eso afecte la solución. En estos
casos, pueden existir múltiples soluciones enteras que difieren únicamente en los valores
de Wi para vértices no visitados, aunque dichas soluciones sean equivalentes en términos
loǵısticos y de costo. Este tipo de redundancia resulta indeseable, ya que puede aumentar
innecesariamente el espacio de búsqueda sin aportar valor, por lo que se busca evitar su
aparición o influencia en el análisis.

A continuación, se presentan las distintas familias de desigualdades propuestas.

Desigualdades de recorridos auxiliares

En esta sección se presentan desigualdades que restringen expĺıcitamente conjuntos
de vértices que pueden ser atendidos por un mismo veh́ıculo auxiliar, basándose en las
limitaciones de costo del recorrido.

La idea fundamental detrás de estas desigualdades es la siguiente: si existe un conjunto
C de t vértices tal que, sin importar el orden en que se los recorra, el costo total del circuito
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Algorithm 1 Heuŕıstica inicial

Require: Conjunto de vértices V , vértice depósito d, matriz de costos cij , cota de costo
L

Ensure: Conjunto de ciclos {C1, C2, . . . } y ruta del camión principal
1: Inicializar k ← 1
2: Inicializar R← V
3: while R ̸= ∅ do
4: Seleccionar vértice v ∈ R
5: Inicializar Ck ← {v}
6: Eliminar v de R
7: while Existe vc ∈ R cuya inserción en Ck no excede L do
8: Buscar vc ∈ R cuya inserción entre dos vértices consecutivos de Ck minimice el

aumento de costo
9: if El costo de Ck con vc es menor o igual a L then

10: Insertar vc en Ck en la posición óptima
11: Eliminar vc de R
12: else
13: Finalizar ciclo actual
14: end if
15: end while
16: Guardar Ck

17: Actualizar k ← k + 1
18: end while
19: Inicializar ruta Rt ← [d]
20: Marcar ciclo que contiene d como visitado
21: while Existen ciclos no visitados do
22: Seleccionar el vértice más cercano al último vértice de Rt entre los no visitados
23: Añadir el vértice a Rt

24: Marcar su ciclo como visitado
25: end while
26: Devolver {C1, C2, . . . }, Rt
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formado entre ellos siempre excede el ĺımite L impuesto al recorrido de un veh́ıculo auxiliar,
entonces es imposible que todos estos vértices sean visitados por el mismo veh́ıculo auxiliar.

Por lo tanto, se puede imponer una cota superior a la cantidad de vértices del conjunto
C que pueden ser visitados por un mismo veh́ıculo auxiliar. Es decir, no todos los vértices
de C pueden ser asignados simultáneamente al mismo veh́ıculo, ya que esto implicaŕıa
violar la restricción de costo máximo del recorrido.

Cabe destacar que, para que estas restricciones sean válidas, se asume que los costos
del grafo cumplen con la desigualdad triangular, es decir, que se verifica cij ≤ cik + ckj
para todo tŕıo de vértices i, j, k. Esta propiedad garantiza que el costo del recorrido directo
entre dos vértices nunca es mayor que cualquier camino indirecto que los conecte, lo cual
es fundamental para la validez de las cotas establecidas.

Formalmente, si C es un conjunto de vértices con |C| = t y toda permutación P de
estos vértices verifica

t−1∑
i=1

c(PiPi+1) + c(PtP1) > L (2.1)

entonces es válido imponer la siguiente desigualdad:∑
i∈C

Yik ≤ t− 1 ∀k (2.2)

Estas desigualdades eliminan combinaciones inviables desde el punto de vista de costo
y fortalecen la relajación lineal del modelo. En este trabajo, por razones de eficiencia
computacional, se incluyen las desigualdades correspondientes a los casos con t = 2 y
t = 3 en la etapa de generación del modelo.

Cotas

Para mejorar la formulación del modelo se introducen desigualdades adicionales que
actúan como cotas para las variables de orden utilizadas en las restricciones de eliminación
de subtours tipo MTZ.

Estas cotas eliminan soluciones enteras redundantes que, si bien son válidas y lógica-
mente consistentes, son equivalentes a otras que permanecen en el conjunto de soluciones
factibles. De este modo, ayudan a fortalecer la relajación lineal del modelo sin afectar el
conjunto de soluciones relevantes.

A continuación se presentan las cotas utilizadas, junto con una breve explicación de su
validez:

Cota sobre Uik: El orden en que un vértice i es visitado por un veh́ıculo auxiliar
que parte desde k debe ser mayor o igual a 1 si i es efectivamente visitado por ese
veh́ıculo, y menor o igual a la cantidad total de visitas que dicho veh́ıculo realiza.
Esto asegura coherencia entre el número de visitas y los valores de orden asignados.

Yik ≤ Uik ≤
n∑

j=1

Yjk ∀i ∀k ∈ V i ̸= k

Cota sobre Wi: De manera análoga, si un vértice i es atendido por el camión
principal, su orden de visita debe ser mayor o igual a 1 y no puede superar el número
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total de vértices atendidos por dicho camión. Este valor acota el rango posible de la
variable Wi de forma consistente con la estructura del recorrido principal.

Zi ≤Wi ≤
n∑

k=1; k ̸=d

Zk ∀i ∈ V i ̸= d

Cero si no se visita (Uik): Si el vértice i no es visitado por un veh́ıculo auxiliar que
parte desde k, entonces su orden de visita Uik debe ser cero. Esto evita asignaciones
artificiales de orden en trayectos inexistentes.

Uik ≤ (n− 1)Yik ∀i ∀k ∈ V i ̸= k; i ̸= d

Cero si no se visita (Wi): Similarmente, si el vértice i no es visitado por el camión
principal, su orden de visita Wi también debe ser cero, manteniendo la coherencia
entre decisión de visita y asignación de orden.

Wi ≤ (n− 1)Zi ∀i ∈ V, i ̸= d

Estas desigualdades no solo contribuyen a una representación más precisa del proble-
ma, sino que también permiten reducir el espacio de búsqueda del algoritmo, eliminando
configuraciones redundantes. En consecuencia, estas cotas fortalecen el modelo dejando
soluciones equivalentes.

2.1.3. Planos de corte

Como se adelantó en la sección 1.4.2 los planos de corte son una herramienta clave para
fortalecer la formulación del modelo y acotar más eficientemente el espacio de búsqueda.

En esta sección, se presentan las desigualdades que serán utilizadas para mejorar el
modelo. El efecto que tienen al ser aplicadas como cortes dinámicos durante la búsqueda
de la solución será explorado en el próximo caṕıtulo.

Dada la estrecha relación entre el problema abordado y el conocido problema del
viajante de comercio (TSP) [19], se adaptan algunas de las desigualdades conocidas para
el TSP al contexto actual.

Cortes Dk+ y Dk-

Las desigualdades D+
k y D−

k [19] fueron propuestas para el TSP y establecen que para
todo conjunto {i1, i2, . . . , ik} ∈ V \ d con 3 ≤ k ≤ n − 1, las siguientes desigualdades son
válidas:

k−1∑
j=1

Tijij+1 + Tiki1 + 2

k−1∑
j=2

Tiji1 +

k−1∑
j=3

j−1∑
h=2

Tijih ≤ k − 1 (2.3)

k−1∑
j=1

Tijij+1 + Tiki1 + 2
k∑

j=3

Ti1ij +
k∑

j=4

j−1∑
h=3

Tijih ≤ k − 1 (2.4)

Notar que entre los vértices no puede estar el vértice de partida. A diferencia del TSP,
en el problema propuesto un vértice no necesariamente forma parte del recorrido principal.
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Las variables Zi definen cuándo ocurre esto. Usando estas variables, las desigualdades D+
k

y D−
k pueden fortalecerse de la siguiente manera:

k−1∑
j=1

Tijij+1 + Tiki1 + 2

k−1∑
j=2

Tiji1 +

k−1∑
j=3

j−1∑
h=2

Tijih ≤ Z1 + Z2 + . . .+ Zk−1 (2.5)

k−1∑
j=1

Tijij+1 + Tiki1 + 2

k∑
j=3

Ti1ij +

k∑
j=4

j−1∑
h=3

Tijih ≤ Z1 + Z3 + . . .+ Zk (2.6)

Para separar estas desigualdades se ideó el algoritmo 2, que define una estrategia golosa
heuŕıstica, donde en cada paso, se añade al conjunto actual de vértices un nuevo vértice
que maximiza el valor de ciertos términos de la desigualdad.

Algorithm 2 Algoritmo Dk+

1: for i1 ∈ V \ d do
2: i2 ← arg máx

1≤j≤n−1
j:j ̸=i1

{Ti1j + 2Tji1 − Zj}

3: i3 ← arg máx
1≤j≤n−1
j:j /∈{i1,i2}

{Ti2j + Tji1}

4: ciclo ← [i1, i2, i3]
5: while l < n− 1 do
6: ciclo[l] ← arg máx

j:j /∈ciclo

{
Tciclo[l−1]j + Tji1

}
7: end while
8: end for

En el caso de las desigualdadesD+
k , en el primer paso se eligen tres vértices: i1 ∈ V \{d},

i2 como aquel que maximiza Ti1j + 2Tji1 − Zj e i3 como aquel que maximiza Ti2j + Tji1 .
Se inicializa el ciclo C3 = {i1, i2, i3}. Este ciclo se incrementa iterativamente añadiendo
un nuevo vértice. En la iteración l, se elige il como aquel que maximiza Til−1j + Tji1 y, se
evalúa la desigualdad (2.5) en Cl. Finalmente, se selecciona el ciclo con la mayor violación,
si existe, y se añade la desigualdad a la relajación lineal. Para las desigualdades D−

k se
sigue un procedimiento similar.

Eliminación de subtour

Otras desigualdades que surgen de la similitud entre el problema abordado y el pro-
blema de viajante de comercio son las restricciones de eliminación de subtours (Subtour
Elimination Constraints, SECs). Estas fueron introducidas originalmente como una forma
de asegurar la conectividad del recorrido. Estas desigualdades imponen que, para cual-
quier subconjunto no vaćıo de vértices, debe existir al menos un arco de salida que conecte
el subconjunto con el resto del grafo. Formalmente, para cualquier conjunto S ⊂ V , con
2 ≤ |S| ≤ |V | − 1, las desigualdades SEC se expresan como:

∑
i∈S

∑
j∈V \S

xij ≥ 1
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Estas restricciones evitan la aparición de ciclos cerrados (subtours) que no incluyan
al depósito o que dividan el recorrido en partes desconectadas, forzando aśı una única
solución conectada.

Aunque en el modelo propuesto los subtours se eliminan mediante las restricciones
MTZ, se consideran las SECs para reforzar las relajaciones lineales del modelo. Estas
desigualdades pueden aportar información adicional sobre la estructura de conectividad
del problema y acelerar la convergencia del algoritmo.

En el presente trabajo, las SECs se adaptan al problema abordado, teniendo en cuenta
la presencia del camión principal y los veh́ıculos auxiliares. La versión modificada de estas
desigualdades considera expĺıcitamente las variables asociadas a las decisiones de parada
del camión principal y a la asignación de vértices a los veh́ıculos auxiliares.

Dado S ⊆ V \ {d}, i0 ∈ S, con |S| ≥ 2, la desigualdad adaptada se expresa como:∑
i∈S,j /∈S

Tij ≥ Zi0 +
∑

i∈S,i̸=i0

Yi0i

La interpretación es la siguiente: si el camión principal se detiene en i0, entonces debe
cruzar desde S hacia S (su complemento). En caso contrario, si i0 es atendido por un
veh́ıculo auxiliar que parte desde un vértice en S, también se requiere una conexión entre
S y S para garantizar la factibilidad de la solución.

Para separar estas restricciones en una solución fraccionaria x∗, se utiliza una estrategia
basada en el problema de corte mı́nimo. Para cada s ∈ V , s ̸= d, se construye el llamado
grafo de soporte G∗ = (V,E∗), donde E∗ = {ij ∈ E tal que T ∗

ij > 0} [20]. Si el valor del
corte mı́nimo entre s y d es menor que 0,5, se considera una violación. Se elige entonces un
vértice i0 ∈ S como aquel que minimiza

∑
i∈S,i̸=i0

Yi0i +Zi0 para construir la desigualdad
correspondiente.

2.1.4. Heuŕıstica primal

Una estrategia comúnmente utilizada para guiar la construcción de soluciones factibles
consiste en aprovechar la información proveniente de la relajación lineal del modelo. En
particular, los valores de las variables en la solución óptima de dicha relajación pueden
utilizarse como base para construir una solución entera de buena calidad.

La idea es aprovechar la información contenida en la solución relajada, que muchas
veces refleja patrones o estructuras útiles, aunque no sea factible en śı misma. Por ejemplo,
los valores fraccionales pueden indicar qué variables tienen mayor potencial de formar parte
de una buena solución entera.

A partir de esto, se puede aplicar una lógica de redondeo guiado, o incluso construir
la solución paso a paso priorizando las decisiones más prometedoras según dichos valores.
Este tipo de heuŕısticas suele ser especialmente útil cuando se busca una solución rápida
pero razonablemente buena.

Para aplicar esta idea al problema en estudio, se diseñó un procedimiento que aprovecha
directamente los valores de las variables continuas obtenidas en la relajación. En particular,
se utilizan los valores de las variables asociadas a la selección de paradas del camión
principal y asignación de vértices para guiar la construcción de una solución entera. El
algoritmo sigue una lógica constructiva por etapas, detallada a continuación, que busca
generar una solución factible respetando las restricciones del problema y priorizando las
decisiones sugeridas por la relajación.
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Primer paso
Se seleccionan como paradas del camión principal aquellos vértices i con Zi > 0,5. A
partir de cada uno de estos vértices, se construye una ruta factible para un veh́ıculo
auxiliar utilizando los vértices no visitados restantes, siguiendo un procedimiento
similar al de la heuŕıstica inicial pero priorizando los vértices en orden descendente
según los valores de las variables Y .

Este proceso termina cuando no se puede agregar ningún vértice a ninguna ruta
auxiliar sin exceder el costo ĺımite o cuando no hay mas vértices sin visitar.

Segundo paso
Si, después de este proceso, aún quedan vértices sin visitar, se selecciona como nueva
parada del camión principal el vértice no visitado con el mayor valor de Z. Luego
se construye una ruta factible de un veh́ıculo auxiliar que parta de ese vértice con
los vértices no visitados restantes. Este proceso se repite hasta que todos los vértices
hayan sido visitados.

Tercer paso
Finalmente, se construye un ciclo entre los vértices visitados por el camión principal,
siguiendo una estrategia similar a la de la heuŕıstica inicial.

Para clarificar el funcionamiento de esta heuŕıstica primal a continuación se presenta su
correspondiente pseudocódigo en el algoritmo 3. El algoritmo parte de los valores de las
variables de la relajación lineal y, mediante una construcción guiada por estas, genera una
solución factible completa. Se destacan las tres fases principales detalladas previamente:
la asignación inicial de paradas del camión principal, la cobertura de vértices restantes
mediante nuevas paradas si es necesario, y la construcción final del recorrido principal.
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Algorithm 3 Heuŕıstica primal basada en valores fraccionales

1: Input: Solución fraccionaria (Z∗, Y ∗) de la relajación lineal
2: Output: Solución factible completa
3: Inicializar vérticesNoVisitados ← todos los vértices
4: Paradas ← {i : Z∗

i > 0,5}
5: for all i ∈ Paradas do
6: Ordenar vérticesNoVisitados en orden descendente según Y ∗

ij

7: Construir ruta auxiliar desde i usando vértices no visitados, respetando restriccio-
nes de factibilidad

8: Marcar los vértices visitados en la ruta como visitados

9: end for
10: while vérticesNoVisitados no está vaćıo do
11: i← vértice en vérticesNoVisitados con mayor valor de Z∗

12: Agregar i a Paradas

13: Ordenar vérticesNoVisitados en orden descendente según Y ∗
ij

14: Construir ruta auxiliar desde i usando vértices no visitados, respetando restriccio-
nes de factibilidad

15: Marcar los vértices visitados en la ruta como visitados

16: end while
17: Construir un ciclo sobre los vértices en Paradas utilizando una heuŕıstica tipo nearest

neighbor
18: return Solución factible

La heuŕıstica primal descrita permite obtener soluciones enteras factibles a partir de
una solución fraccionaria obtenida de la relajación del modelo. Estas soluciones cumplen
con todas las restricciones del problema y pueden contribuir significativamente al proceso
de resolución, ya que ofrecen cotas superiores y pueden ayudar a guiar la búsqueda hacia
regiones prometedoras del espacio factible.
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Caṕıtulo 3

Experimentación computacional

En esta sección se presentan los experimentos computacionales realizados para evaluar
el desempeño del modelo propuesto y el impacto de las distintas estrategias de mejora
incorporadas.

Se utilizaron diversas configuraciones dentro de un esquema branch-and-cut para ana-
lizar en detalle cómo cada componente contribuye a la calidad de las soluciones y a los
tiempos de resolución. Las pruebas se realizaron sobre un conjunto de instancias genera-
das aleatoriamente, variando el tamaño de las mismas, con el objetivo de reflejar distintos
niveles de complejidad del problema.

A continuación, se describe el entorno de experimentación y las configuraciones consi-
deradas, seguidas de un análisis comparativo de los resultados obtenidos.

3.1. Generación de instancias

Para evaluar el desempeño del modelo y los algoritmos propuestos, se crearon instan-
cias de prueba que simulan escenarios de rutas con vértices distribuidos aleatoriamente. A
continuación, se detalla el procedimiento para la generación de las instancias y el análisis
de los resultados obtenidos.

Creación de instancias de prueba:

Generación de puntos en la grilla: Se generaron puntos aleatorios en una grilla de
coordenadas (x, y) con valores en el rango de 0 a 100, representando las ubicaciones
de los vértices. Estos puntos se consideraron como vértices del grafo completo que
modela el problema.

Cálculo de costos y matriz de adyacencias: Con las ubicaciones de los vértices
generadas, se considera el costo, a la distancia euclidiana entre cada par de puntos.
Esto permitió construir una matriz de adyacencia simétrica del grafo, donde cada
entrada representa la distancia entre dos vértices. La simetŕıa de la matriz refleja
que la distancia entre dos puntos es la misma en ambos sentidos, sin embargo el
modelo dado soporta tomar distancias asimétricas.

Configuración de parámetros para las instancias: Se evaluaron combinaciones
de diferentes tamaños de instancias y ĺımites de recorrido para los veh́ıculos auxi-
liares. En total, se consideraron cuatro tamaños de instancias con 20, 25, 30 y 40
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vértices, y tres valores distintos para el ĺımite de recorrido máximo permitido para
los veh́ıculos auxiliares L: 50, 100 y 250 unidades de costo.

Tipos de instancias y versiones: Esto resultó en un total de 12 tipos de instancias
(combinaciones de vértices y ĺımites L). Para cada tipo de instancia, se generaron 5
versiones, permitiendo obtener un conjunto robusto de datos para evaluar la efecti-
vidad del modelo. En total, se analizaron 60 instancias de prueba.

3.2. Análisis de resultados

Para analizar en profundidad la efectividad de los planos de corte y las heuŕısticas
inicial y primal, se llevaron a cabo experimentos integrando estas herramientas en un
esquema branch-and-cut.

Los experimentos se realizaron en una computadora con Ubuntu 20.04.6 LTS, 32 GB
de memoria y un procesador Intel Core i7-8700 a 3.20 GHz. Los algoritmos fueron progra-
mados en Python y hacen uso de la API de CPLEX para Python 3.8.10 (CPLEX 22.1.1)
para resolver problemas LP y MILP. Se impuso un ĺımite de tiempo de 3600 segundos y
se utilizaron los parámetros por defecto de CPLEX.

En las siguientes tablas se muestran los resultados de las configuraciones propuestas.
Para cada tipo de instancia se reporta, el tiempo promedio de resolución para las instan-
cias resueltas de ese conjunto (columna Tiempo), el gap promedio final de las instancias
no resueltas dentro del ĺımite de tiempo preestablecido (columna Gap) y el número de
instancias resueltas (columna #Opt).

El valor de gap de una instancia representa una medida de la calidad de la solución
encontrada hasta el momento. Espećıficamente, este gap indica la diferencia relativa entre
la mejor solución entera y la mejor cota inferior calculada durante el proceso de optimi-
zación. Por ejemplo, un gap del 50% significa que la mejor solución encontrada está un
50% por encima del valor de la mejor cota inferior calculada. Los óptimos se encuentran
cuando se consigue un gap del 0%.

Se comienza evaluando el modelo base (BC), sin ningún tipo de refuerzo ni herramienta
adicional agregada, al ser resuelto por la configuración por defecto del solver CPLEX.

En la tabla 3.1 se muestran los resultados. El valor entre paréntesis de la columna Gap
de la configuración BC indica el número de instancias sobre las cuales se calculó el valor
promedio, ya que el algoritmo no logró encontrar soluciones factibles para algunas de las
instancias dentro del ĺımite de tiempo.
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Instancia BC
Tiempo (s) Gap (%) #Opt

20n 50L 61.60 – 5
20n 100L – 47.50 0
20n 250L 27.00 30.90 2
25n 50L 50.50 11.10 2
25n 100L – 64.80 0
25n 250L 738.33 64.91 3
30n 50L 191.00 29.01 1
30n 100L – 78.65 0
30n 250L – 74.64 0
40n 50L – 73.46 0
40n 100L – 92.61(3) 0
40n 250L – 90.92(4) 0

Promedio / Total 220.69 61.56 13

Cuadro 3.1: Tiempo promedio (en segundos), gap promedio (en%) y número de soluciones
óptimas para la configuración BC.

A partir de los resultados de la configuración base (BC), observamos un rendimiento
muy limitado del algoritmo por defecto de CPLEX. Si bien logra resolver algunas instancias
pequeñas (como las de 20 y 25 vértices con rango ĺımite 50 para las subentregas), en
general, el número de soluciones óptimas obtenidas es bajo y los valores de gap promedio
para muchas instancias son altos o ni siquiera se llega a obtener una solución factible.

Para intentar mejorar este panorama, se incorporó la heuŕıstica inicial definida en el
caṕıtulo anterior (HI), para generar una solución factible al inicio del proceso de rami-
ficación. Como se muestra en la tabla 3.2, la incorporación de esta estrategia tiene un
impacto positivo, aunque limitado. Se logra resolver una instancia adicional (del conjunto
25n 50L), y el gap disminuye levemente en algunas otras (por ejemplo, 20n 250L). Sin
embargo, para instancias más complejas, el beneficio aún no es suficiente para cerrar la
brecha de manera efectiva.

Si bien se ve un aumento de gap y tiempo promedio total, esto se debe a que hay
instancias que antes no se resolv́ıan, o ni siquiera se llegaba a una solución factible. Para
hacer notar esto se observa que el tiempo promedio total calculado sobre las instancias
que ambas configuraciones terminan disminuye de 220.69 segundos a 194.60 segundos.
Similarmente, si se tienen en cuenta las instancias en las que se consigue una solución
factible y no finalizan en ambos casos, el gap promedio de todas las instancias se reduce
de 62.04% a 60.84%.
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Instancia BC BC + HI
Tiempo (s) Gap (%) #Opt Tiempo (s) Gap (%) #Opt

20n 50L 61.60 – 5 44.96 – 5
20n 100L – 47.50 0 – 44.57 0
20n 250L 27.00 30.90 2 313.00 26.02 3
25n 50L 50.50 11.10 2 51.00 14.55 2
25n 100L – 64.80 0 – 64.56 0
25n 250L 738.33 64.91 3 655.67 76.95 3
30n 50L 191.00 29.01 1 211.00 28.87 1
30n 100L – 78.65 0 – 74.12 0
30n 250L – 74.64 0 – 60.14 0
40n 50L – 73.46 0 – 73.71 0
40n 100L – 92.61(3) 0 – 92.03 0
40n 250L – 90.92(4) 0 – 90.73 0

Promedio / Total 220.69 61.56(44) 13 248.67 62.26(46) 14

Cuadro 3.2: Comparación de Tiempo promedio (en segundos), gap promedio (en%) y
número de soluciones óptimas para las configuraciones BC y BC + HI.

En conclusión, la incorporación de la heuŕıstica inicial permite una mejora marginal
en el desempeño general. Se observa una reducción de un 12% del tiempo promedio en
las instancias que ambas configuraciones logran resolver, aśı como una leve mejora en los
valores de gap en algunos casos. Además, se consigue resolver una instancia adicional, lo
que evidencia un mayor alcance del algoritmo con esta estrategia. Por estos motivos, se
decidió mantener la heuŕıstica inicial en las siguientes configuraciones experimentales.

El siguiente paso fue reforzar el modelo incorporando las cotas y desigualdades válidas
auxiliares (BA) en combinación con la heuŕıstica inicial, resultando en la configuración
BC + HI + BA. Esta variante mostró mejoras sustanciales, tal como se observa en la
tabla 3.3.

Por ejemplo, las instancias del tipo 20n 250L reducen su gap promedio a 7.22% y
aumenta la cantidad de óptimos encontrados. También se observa una mejora notable en
el conjunto 25n 50L, que ahora puede resolverse completamente en menor tiempo. A nivel
general, se obtienen 6 soluciones óptimas más que en la configuración anterior y el gap
promedio disminuye ligeramente. Esta etapa evidencia que el refuerzo del modelo mediante
desigualdades puede ayudar a cerrar la brecha en instancias moderadas.

Si se analiza nuevamente de forma diferenciada el comportamiento sobre los subcon-
juntos comparables (es decir, instancias que terminan en ambas configuraciones y aquellas
que no finalizan pero producen soluciones factibles), se observa que el tiempo promedio
aumenta de 245.03 a 491.56 segundos, mientras que el gap promedio baja de 67.97% a
62.38%. Esto evidencia una mejora en la calidad de las soluciones, aunque a costa de un
mayor esfuerzo computacional.
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Instancia BC + HI BC + HI + BA
Tiempo (s) Gap (%) #Opt Tiempo (s) Gap (%) #Opt

20n 50L 44.96 – 5 2.32 – 5
20n 100L – 44.57 0 1822.00 28.56 1
20n 250L 313.00 26.02 3 661.75 7.22 4
25n 50L 51.00 14.55 2 28.60 – 5
25n 100L – 64.56 0 – 49.68 0
25n 250L 655.67 76.95 3 1386.00 64.91 3
30n 50L 211.00 28.87 1 1202.00 21.07 2
30n 100L – 74.12 0 – 81.83 0
30n 250L – 60.14 0 – 71.79 0
40n 50L – 73.71 0 – 40.66 0
40n 100L – 92.03 0 – 91.02 0
40n 250L – 90.73 0 – 90.63 0

Promedio / Total 248.67 62.26(46) 14 559.28 61.10(40) 20

Cuadro 3.3: Comparación de Tiempo promedio (en segundos), gap promedio (en%) y
número de soluciones óptimas para las configuraciones BC + HI y BC + HI + BA.

En śıntesis, la configuración BC + HI + BA trae consigo una mejora sustancial del
algoritmo permitiendo no sólo aumentar la cantidad de soluciones óptimas encontradas,
sino también bajar el gap entre las no resueltas. Aún con esta mejora todav́ıa no es
posible resolver ninguna de las instancias más grandes (40 vértices), lo que indica que esta
incorporación no es suficiente para los casos de mayor dificultad. Con esto en mente se
continuó refinando el algoritmo con la incorporación de más estrategias.

A continuación, se evaluó el impacto de incorporar la heuŕıstica primal (HP) para
refinar las soluciones factibles durante el proceso de branching. Dado que esta heuŕıstica
consume un tiempo no despreciable se ejecuta cada 100 nodos explorados, hasta alcanzar
un máximo de 400.000 nodos en el árbol de ramificación. Estos valores se determinaron
luego de una experimentación preliminar.

La nueva configuración BC + HI + BA + HP mostró beneficios adicionales, tanto
en número de soluciones óptimas como en tiempo promedio. En los resultados presentados
en la tabla 3.4, se puede ver un mayor impacto de estos beneficios en las instancias con
L = 250.

Se destacan mejoras en instancias como en el conjunto 25n 250L, donde ahora se tarda
59.3 segundos frente a 1386 de la configuración previa, y en las instancias del tipo 30n
250L, donde se encuentran dos soluciones óptimas frente a ninguna. También se logra
resolver por primera vez una instancia de 40 vértices (dentro del conjunto 40n 250L).

En este escenario, las mejoras son evidentes tanto en eficiencia como en calidad de
solución. Al centrarse únicamente en las instancias que se resuelven en ambas configura-
ciones, el tiempo promedio de resolución disminuye considerablemente, pasando de 559.28
segundos a 232.20. Por otro lado, entre aquellas que no logran resolverse pero alcanzan so-
luciones factibles en ambos casos, el gap promedio también se reduce de forma significativa,
de 61.21% a 55.31%.
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Instancia BC + HI + BA BC + HI + BA + HP

Tiempo (s) Gap (%) #Opt Tiempo (s) Gap (%) #Opt

20n 50L 2.32 – 5 3.28 - 5

20n 100L 1822.00 28.56 1 1615.00 25.91 1

20n 250L 661.75 7.22 4 2.92 7.22 4

25n 50L 28.60 – 5 37.40 - 5

25n 100L – 49.68 0 - 51.54 0

25n 250L 1386.00 64.91 3 59.30 64.91 3

30n 50L 1202.00 21.07 2 1567.95 26.12 3

30n 100L – 81.83 0 - 75.77 0

30n 250L – 71.79 0 1357.77 43.81 2

40n 50L – 40.66 0 - 41.26 0

40n 100L – 91.02 0 - 90.61 0

40n 250L – 90.63 0 2284.00 67.74 1

Promedio / Total 559.28 61.10 (40) 20 487.89 55.64(36) 24

Cuadro 3.4: Comparación de Tiempo promedio (en segundos), gap promedio (en%) y
número de soluciones óptimas para las configuraciones BC + HI + BA y BC + HI + BA
+ HP.

Finalmente, se incorporaron de forma dinámica las desigualdades del recorrido prin-
cipal (SEC, DK+ y DK-), configurando aśı la versión más completa del algoritmo: BC
+ HI + BA + HP + MTI. Al igual que la heuŕıstica primal, estos cortes se aplican
periódicamente cada 100 nodos durante el proceso de ramificación, hasta un máximo de
400.000 nodos explorados. Esta etapa se propuso como el refinamiento final del modelo,
buscando una mayor capacidad de cerrar la brecha en instancias dif́ıciles.

Los resultados, en la tabla 3.5, reflejan mejoras importantes en algunas instancias
espećıficas. Por ejemplo, el conjunto de 20n 250L reduce su gap de 7.22% a tan solo
0.72%, y las instancias de tipo 30n 50L mejoran en tiempo y calidad de solución. El
conjunto de instancias 25n 250L también muestra una mejora, aumentando el número de
soluciones óptimas de 3 a 4. A nivel general, se logra una solución óptima adicional, y se
observa una reducción del gap promedio a 51.56%.

Una vez más, al comparar únicamente las instancias que se resuelven en ambas con-
figuraciones y aquellas que no finalizan pero logran soluciones viables, se constata una
mejora en ambos indicadores: el tiempo promedio cae de 392.15 a 290.68 segundos, y
el gap promedio se reduce de 56.73% a 52.03%. Esto refuerza la idea de que las mejo-
ras introducidas no solo permiten abordar más instancias, sino que también optimizan el
desempeño en aquellas que ya eran parcialmente tratables.

Si bien el impacto no es uniforme en todas las instancias, esta última configuración
demuestra ser la más robusta, alcanzando los mejores resultados globales tanto en calidad
como en cantidad de soluciones óptimas.
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Instancia BC + BA + HI + HP BC + BA + HI + HP + MTI

Tiempo (s) Gap (%) #Opt Tiempo (s) Gap (%) #Opt

20n 50L 3.28 – 5 1.92 – 5

20n 100L 1615.00 25.91 1 1729.00 28.39 1

20n 250L 2.92 7.22 4 3.46 0.72 4

25n 50L 37.40 – 5 6.01 – 5

25n 100L – 51.54 0 – 51.43 0

25n 250L 59.30 64.91 3 876.48 77.68 4

30n 50L 1567.95 26.12 3 345.15 14.43 4

30n 100L – 75.77 0 – 75.55 0

30n 250L 1357.77 43.81 2 52.37 45.81 1

40n 50L – 41.26 0 – 22.23 0

40n 100L – 90.61 0 – 82.11 0

40n 250L 2284.00 67.74 1 3301.00 64.59 1

Promedio / Total 487.89 55.64 (36) 24 400.89 51.56 (35) 25

Cuadro 3.5: Comparación de Tiempo promedio (en segundos), gap promedio (en%) y
número de soluciones óptimas para las configuraciones BC + BA + HI + HP y BC + BA
+ HI + HP + MTI.

Los experimentos computacionales realizados sobre un conjunto diverso de instancias
generadas aleatoriamente confirmaron la efectividad de las mejoras incorporadas progre-
sivamente al modelo. La combinación de cotas iniciales, desigualdades válidas (auxiliares
y de recorrido) y heuŕısticas (inicial y primal) superó ampliamente el rendimiento de la
configuración por defecto del algoritmo branch-and-cut de CPLEX.

En particular, la configuración más completa, BC + HI + BA + HP + MTI, per-
mitió resolver óptimamente una mayor cantidad de instancias y redujo significativamente
la brecha de optimalidad promedio en aquellas que no pudieron resolverse en el tiempo
ĺımite.

Para instancias pequeñas, como las de 20 vértices y rango ĺımite 50 para las suben-
tregas, los tiempos de resolución se redujeron drásticamente: de 61.60 segundos en la
configuración base a apenas 1.92 segundos en la configuración avanzada.

Si bien las instancias más grandes (con 30 o 40 vértices) se mantuvieron como las más
desafiantes, también en ellas se observaron mejoras notables. Por ejemplo, en las instancias
40n 250L se logró resolver una dentro del tiempo ĺımite, y la brecha promedio se redujo
de 90.91% en la configuración base a 64.59% con el modelo refinado. Estos resultados
demuestran que la incorporación de estas estrategias al modelo base no solo incrementa
su eficiencia temporal, sino también su capacidad para aproximarse a soluciones de alta
calidad en instancias de mayor tamaño.
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Caṕıtulo 4

Metaheuŕıstica GRASP

Muchos problemas de optimización combinatoria, suelen requerir tiempos de resolución
muy elevados cuando se emplean métodos exactos. Debido a esta limitación, se utilizan
enfoques heuŕısticos que permiten obtener soluciones de buena calidad en tiempos razona-
bles. Entre estas técnicas se encuentran las metaheuŕısticas, que son estrategias generales
diseñadas para guiar procesos de búsqueda heuŕıstica y mejorar su rendimiento.

A diferencia de los algoritmos exactos, las metaheuŕısticas no garantizan encontrar la
solución óptima, pero son especialmente útiles para abordar instancias de gran tamaño o
particularmente dif́ıciles donde los métodos exactos resultan impracticables.

En este trabajo se utilizará una metaheuŕıstica denominada GRASP (Greedy Rando-
mized Adaptive Search Procedure) [21]. GRASP es un enfoque iterativo en el que cada
iteración consta de dos fases principales: una constructiva y una búsqueda local. En la
fase de construcción se genera una solución factible inicial de forma heuŕıstica, combinan-
do estrategias golosas adaptativas, con elementos de selección aleatoria, lo que permite
explorar diversas regiones del espacio de soluciones.

Posteriormente, en la fase de búsqueda local, esta solución inicial se mejora aplicando
modificaciones que permitan alcanzar un óptimo local. El proceso se repite múltiples veces,
y se guarda la mejor solución encontrada a lo largo de todas las iteraciones.

Gracias a la combinación de aleatoriedad controlada y búsqueda intensiva en el entorno
de soluciones prometedoras, GRASP ha demostrado ser eficaz para encontrar soluciones
de alta calidad en una amplia gama de problemas de optimización.

Antes de detallar la implementación espećıfica utilizada en este trabajo, se presenta a
continuación un pseudocódigo general del procedimiento GRASP (algoritmo 4). Como se
mencionó previamente, este algoritmo combina una fase de construcción aleatoria guiada
por una heuŕıstica golosa, seguida por una fase de mejora mediante búsqueda local. El
proceso se repite iterativamente hasta cumplir un criterio de corte (como un número
máximo de iteraciones o un ĺımite de tiempo).
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Algorithm 4 Esquema general de GRASP

1: Entrada: Parámetros del problema, criterio de corte
2: Inicializar: mejor solución ← null

3: while no se cumple el criterio de corte do
4: solución ← ConstrucciónGolosaAleatoria()

5: solución ← BúsquedaLocal(solución)

6: if mejor solución es null o costo(solución) < costo(mejor solución) then
7: mejor solución ← solución
8: end if
9: end while

10: return mejor solución

4.1. Construcción Soluciones Iniciales

En la fase de construcción del algoritmo GRASP, se genera una solución factible inicial
mediante una versión aleatoria de la heuŕıstica inicial definida en el caṕıtulo 2. Nuevamen-
te, esta construcción se realiza en dos pasos: primero se genera una partición de los vértices
en ciclos factibles para los veh́ıculos auxiliares, y luego se construye una ruta para el camión
principal que visita un vértice de cada ciclo.

Generación de la partición en ciclos: Al igual que en la heuŕıstica original, en
cada iteración se construye un ciclo C factible, es decir, cuyo costo total no supera
el ĺımite L. A diferencia del enfoque determinista, al extender un ciclo ya iniciado,
se introduce un componente aleatorio. En lugar de insertar el vértice que genera el
menor incremento en el costo total del ciclo, se construye una lista restringida de
candidatos (RCL, por sus siglas en inglés) que contiene los k vértices (si los hay) que
menos incrementan el costo al ciclo actual sin exceder el ĺımite L.
A continuación, se selecciona aleatoriamente uno de estos vértices y se lo inserta en
la posición óptima dentro del ciclo. Este proceso se repite hasta que no sea posible
extender más el ciclo sin violar la restricción de costo. El algoritmo 5 describe este
procedimiento.

Construcción de la ruta principal: Una vez generada la partición en ciclos, se
selecciona un vértice representativo de cada uno de ellos y se construye una ru-
ta hamiltoniana para el camión principal. Este paso se realiza siguiendo el mismo
procedimiento utilizado en la heuŕıstica inicial: comenzando desde el depósito d, se
agrega sucesivamente el vértice más cercano entre aquellos que pertenecen a ciclos
aún no visitados. El objetivo es obtener un recorrido de costo reducido para el camión
principal que conecte a todos los ciclos generados.

Este procedimiento mantiene la factibilidad de las soluciones generadas, al mismo
tiempo que introduce variabilidad controlada durante la construcción de los ciclos. De
este modo, se favorece la exploración de distintas regiones del espacio de soluciones, lo que
aumenta la probabilidad de encontrar soluciones de buena calidad a través de las etapas
posteriores del algoritmo GRASP.
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Algorithm 5 Partición en ciclos

Require: Grafo con costos G = (V,E), ĺımite L, longitud de RCL k
Ensure: Lista de ciclos generados
1: ciclos← ∅, noAsignados← {V }
2: while noAsignados ̸= ∅ do
3: ciclo← ciclo iniciado en vértice aleatorio de noAsignados
4: Eliminar vértice inicial de noAsignados
5: while es posible insertar vértices sin violar L do
6: Construir lista de candidatos factibles (ciclo, k)
7: if lista no vaćıa then
8: Elegir v aleatoriamente entre los k mejores
9: Insertar v en posición óptima del ciclo

10: Eliminar v de noAsignados
11: else
12: break
13: end if
14: end while
15: Agregar ciclo a ciclos
16: end whilereturn ciclos

4.2. Búsqueda Local

Una vez generada la solución inicial mediante la fase de construcción golosa aleatoria,
se aplica una búsqueda local con el objetivo de mejorar la calidad de la solución, explo-
rando su vecindario. Esta etapa se enfoca exclusivamente en refinar la partición en ciclos,
manteniendo fija la estrategia de construcción del recorrido del camión principal.

El procedimiento se basa en la relocalización de vértices entre ciclos auxiliares, con el
objetivo de mejorar el recorrido total del camión principal. El enfoque consiste en evaluar,
para cada vértice v en un ciclo C, si puede insertarse en otro ciclo C ′ distinto al que
pertenece, siempre verificando que la inserción no exceda el ĺımite permitido. Para cada
vértice v que resulte factible moverlo a otro ciclo C ′, se calcula el recorrido del camión
principal. Una vez identificado el mejor movimiento posible (qué vértice mover y a qué
ciclo trasladarlo), se determina la mejor posición de inserción para dicho vértice dentro
del nuevo ciclo C ′, eligiendo aquella que minimice el impacto en el recorrido auxiliar del
nuevo ciclo. Si este movimiento mejora la solución, se aplica y se repite el proceso.

El algoritmo sigue los siguientes pasos:

Para cada vértice perteneciente a un ciclo auxiliar C, se consideran todos los ciclos
C ′ ̸= C en los que se pueda insertar v sin exceder el ĺımite.

Para cada movimiento del paso anterior, se calcula el recorrido del camión principal
asociado a la nueva partición.

Se identifica el mejor movimiento posible, es decir, qué vértice trasladar y a qué ciclo
moverlo, de acuerdo con la mejora (o menor incremento) en el recorrido del camión
principal.

Si dicho movimiento mejora la solución actual, se evalúan todas las posiciones de
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inserción posibles de v en C ′, determinando la que menor costo adicional implique
dentro de ese ciclo.

A continuación, se realiza la modificación correspondiente, actualizando la partición
de ciclos y el recorrido asociado. Luego, se reinicia el proceso desde el principio con
la nueva solución.

El procedimiento se repite hasta que no se encuentre ninguna mejora en una iteración
completa, o hasta alcanzar un número máximo de iteraciones de búsqueda local
preestablecido.

A continuación, en el algoritmo 6, se presenta el pseudocódigo que resume este proce-
dimiento de búsqueda local:

Algorithm 6 Búsqueda local por relocalización de vértices (optimizada)

Require: Una partición inicial en ciclos válidos, generada en la fase de construcción.
1: Evaluar el recorrido del camión principal asociado a la partición inicial.
2: repeat
3: mejora← falso
4: mejorMovimiento← nulo
5: for all vértices v y su ciclo actual C do
6: for all ciclos C ′ ̸= C do
7: if mover v a C ′ es factible (no excede L) then
8: Crear una partición temporal con v en C ′

9: Calcular recorrido del camión principal para esta partición
10: if esta partición mejora la mejor encontrada hasta ahora then
11: Guardar (v, C ′) como mejor movimiento
12: Guardar recorrido asociado
13: end if
14: end if
15: end for
16: end for
17: if se encontró un mejor movimiento then
18: Evaluar todas las posiciones posibles para insertar v en C ′

19: Elegir la posición con menor costo local
20: Aplicar la modificación completa
21: mejora← verdadero
22: Actualizar la partición y su recorrido asociado
23: end if
24: until no se encuentra mejora o se alcanza el máximo de iteraciones
25: return mejor partición y recorrido encontrados.

Este enfoque permite realizar movimientos locales en el espacio de soluciones, optimi-
zando progresivamente la partición inicial y generando soluciones factibles de menor costo
total.
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4.3. Experimentación

En esta sección se detalla la experimentación realizada sobre la metaheuŕıstica pro-
puesta. Las instancias utilizadas son las mismas que en el caṕıtulo anterior para facilitar
la comparación de resultados con el algoritmo exacto.

4.3.1. Evaluación de la búsqueda local

Se comienza evaluando el impacto de la búsqueda local (BL). Para ello, se utilizó
únicamente la solución obtenida por la heuŕıstica inicial (HI) del caṕıtulo 2, y se le aplicó
el algoritmo de mejora local.

Con el objetivo de evaluar la calidad de las soluciones, se consideró como referencia la
mejor solución obtenida por alguna configuración del algoritmo exacto. El GapBS repre-
senta el promedio del porcentaje de diferencia de cada solución con respecto a la mejor
solución encontrada. Por ejemplo, si una solución tiene un GapBS de 50%, significa que
su valor es un 50% mayor que el de la mejor solución conocida, es decir, que la diferencia
equivale a la mitad del valor de la solución de referencia. En general, se busca que los
valores de GapBS sean bajos, ya que esto indica que la solución encontrada se aproxima
más a la mejor solución disponible.

La tabla 4.1 presenta los resultados de este experimento. Puede observarse una mejora
significativa en la calidad de las soluciones tras aplicar la búsqueda local. En todas las
instancias el gap disminuyó, siendo un 25% la reduccón promedio. Hay casos en los cuales
la disminución es muy significativa. Por ejemplo, en las instancias de tipo 30n 100L, el gap
se reduce de 52.89% a 28.11%, y en el caso del conjunto 40n 100L baja de 36.55% a solo
6.11%.

Instancia HI HI + BL

GapBS (%) GapBS(%)

20n50L 20.10 14.82

20n100L 41.32 26.00

20n250L 85.17 78.10

25n50L 25.36 16.54

25n100L 46.74 21.11

25n250L 83.29 69.82

30n50L 28.13 17.89

30n100L 52.89 28.11

30n250L 79.70 72.39

40n50L 37.32 21.46

40n100L 36.55 6.11

40n250L 83.10 79.64

Promedio 50.92 38.91

Cuadro 4.1: Comparación de GapBS (en%) entre la heuŕıstica inicial (HI) y HI con búsque-
da local (HI + BL).
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Con el fin de evaluar el comportamiento de la búsqueda local en instancias de mayor
tamaño, se generaron 45 nuevas instancias correspondientes a 9 tipos distintos, resultantes
de todas las combinaciones entre 60, 80 y 100 vértices, y 50, 100 y 250 unidades de costo
para los ĺımite de recorrido máximo permitido para los veh́ıculos auxiliares. Para cada
una de estas configuraciones se generaron 5 instancias siguiendo el mismo procedimiento
descrito en el caṕıtulo 3.

Dado que estas instancias son considerablemente más grandes, el algoritmo branch-
and-cut no pudo resolverlas en tiempos razonables, por lo que no se dispone de soluciones
conocidas. Por esta razón, en lugar de utilizar el GapBS, se reporta un nuevo indicador,
denominado GapHI, que mide el porcentaje de mejora obtenido al aplicar la búsqueda
local sobre la solución inicial generada por la heuŕıstica greedy del caṕıtulo 2. Es decir, el
GapHI refleja la ganancia relativa de la búsqueda local respecto a la calidad de la solución
inicial.

Por ejemplo, si una solución presenta un GapHI de 50%, significa que la solución inicial
obtenida por la heuŕıstica era un 50% mayor que la solución final mejorada mediante
búsqueda local. En otras palabras, la búsqueda local logró reducir el valor en un tercio
respecto al valor inicial. En este caso, cuanto mayor sea el GapHI, mejor, ya que indica
una mejora más significativa sobre la solución de partida.

La tabla 4.2 muestra los promedios de GapHI por tipo de instancia, donde puede
observarse que, incluso en estos casos más exigentes, la búsqueda local logra mejoras
importantes sobre la solución de partida.

Se observa que las instancias más grandes y complejas, como las de tipo 100n 100L y
100n 250L, presentan los valores de GapHI más altos (72.11% y 72.75%, respectivamente),
lo que indica que la búsqueda local logra mejorar sustancialmente las soluciones iniciales
en estos casos. Por el contrario, en instancias de tipo 80n 50L (16.75%) o 60n 250L
(27.53%), la mejora aportada por la búsqueda local es más acotada. En promedio, se
obtiene una mejora del 47.85%, lo cual confirma que la búsqueda local aporta valor de
forma consistente en esta nueva familia de instancias más desafiantes.

Instancia HI + BL

GapHI (%)

60n 50L 42.38

60n 100L 53.27

60n 250L 27.53

80n 50L 16.75

80n 100L 53.86

80n 250L 56.78

100n 50L 35.22

100n 100L 72.11

100n 250L 72.75

Promedio 47.85

Cuadro 4.2: Gap promedio por tipo de instancia entre HI y HI + BL
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4.3.2. Evaluación de la metaheuŕıstica completa

Una vez validada la eficacia de la búsqueda local, se procedió a evaluar el rendimiento
de la metaheuŕıstica completa. Se consideraron dos configuraciones:

1kR + 50BL: 1000 soluciones iniciales, seguidas de 50 iteraciones de búsqueda
local.

5kR + 50BL: 5000 soluciones iniciales, también mejoradas mediante 50 iteraciones
de búsqueda local.

En las tablas que incluyen tiempos, se reportan:

El tiempo total promedio de ejecución de la metaheuŕıstica para cada tipo de ins-
tancia.

El tiempo en que se encontró la mejor solución, es decir, el tiempo acumulado hasta
que se identificó la mejor solución durante el proceso de búsqueda.

La tabla 4.3 compara la calidad de las soluciones obtenidas con la metaheuŕıstica
frente a las obtenidas solo con HI + BL. Se observa una mejora sustancial en todos los
casos. Por ejemplo, para las instancias de tipo 30n 250L se alcanza una solución igual a la
mejor conocida (0% de gap), mientras que para el conjunto 40n 100L, el gap mejoró de
6.11% a -23.79% (es decir, se encontró una solución mejor que la mejor conocida hasta
ese momento). Además, los tiempos de cómputo siguen siendo razonables, con un tiempo
total promedio por instancia de aproximadamente 40 segundos

Instancia HI + BL Meta 1kR + 50BL

GapBS (%) GapBS (%) Tiempo BS (s) Tiempo Total (s)

20n50L 14.82 10.26 0.008 4.29

20n100L 26.00 3.21 0.961 7.46

20n250L 78.10 1.22 0.551 5.03

25n50L 16.54 6.94 0.706 9.72

25n100L 21.11 5.36 9.478 18.58

25n250L 69.82 1.53 0.316 11.58

30n50L 17.89 11.12 6.408 23.14

30n100L 28.11 6.07 24.620 37.70

30n250L 72.39 0.00 1.634 20.07

40n50L 21.46 6.34 18.070 79.43

40n100L 6.11 -23.79 21.430 103.72

40n250L 79.64 24.46 15.790 59.42

Promedio 38.91 4.42 8.41 39.67

Cuadro 4.3: Comparación entre HI + BL y Metaheuŕıstica 1kR + 50BL.

Luego, en la tabla 4.4, se compara la configuración de 1000 soluciones (1kR) con la de
5000 (5kR), manteniendo las 50 iteraciones de búsqueda local. Se observa una leve mejora
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en la calidad promedio de las soluciones (de 4.42% a 2.63%), a costa de un incremento
sustancial del tiempo de cómputo (de 39.67 a 161.45 segundos en promedio). En instancias
complejas como las de tipo 40n 250L, se bajó el gap promedio de 24.46% a 4.14%, pero
a un costo computacional considerable.

Instancia Meta 1kR + 50BL Meta 5kR + 50BL

GapBS (%) Tiempo BS (s) Tiempo Total (s) GapBS (%) Tiempo BS (s) Tiempo Total (s)

20n50L 10.26 0.008 4.29 10.26 0.008 21.24

20n100L 3.21 0.961 7.46 3.22 0.961 36.79

20n250L 1.22 0.551 5.03 1.22 0.551 24.90

25n50L 6.94 0.706 9.72 6.94 0.706 48.85

25n100L 5.36 9.478 18.58 5.24 33.046 91.72

25n250L 1.53 0.316 11.58 0.00 4.988 59.15

30n50L 11.12 6.408 23.14 11.02 13.356 115.85

30n100L 6.07 24.620 37.70 -0.12 103.140 187.61

30n250L 0.00 1.634 20.07 0.00 1.634 99.10

40n50L 6.34 18.070 79.43 6.18 140.610 400.01

40n100L -23.79 21.430 103.72 -30.02 266.760 522.83

40n250L 24.46 15.790 59.42 4.18 95.910 299.17

Promedio 4.42 8.41 39.67 2.63 58.68 161.45

Cuadro 4.4: Comparación de GapBS promedio (en%), Tiempo BS promedio (en segundos)
y Tiempo total promedio (en segundos) para las configuraciones de la metaheuŕıstica 1kR
+ 50BL y 5kR + 50BL.

En resumen, la metaheuŕıstica demostró ser altamente efectiva para encontrar solu-
ciones de buena calidad en tiempos razonables. La configuración de 1kR + 50BL ofrece
un buen equilibrio entre calidad y eficiencia, mientras que 5kR + 50BL logra una mejora
adicional a costa de un mayor esfuerzo computacional.

Adicionalmente, se experimentó con configuraciones que inclúıan un mayor número de
iteraciones en la fase de construcción de soluciones, por encima de las 5000 empleadas en la
configuración más intensiva. Sin embargo, estos ensayos no arrojaron mejoras significativas
en la calidad de las soluciones obtenidas. Esto sugiere que, a partir de cierto umbral,
incrementar el número de soluciones generadas no aporta beneficios sustanciales, y que el
esfuerzo computacional adicional no se justifica en términos de rendimiento.

Por otro lado, se observó que la cantidad de iteraciones de búsqueda local no alcanzó
las 50, por lo que no se realizaron más experimentos variando este ĺımite.

Instancias más grandes

A continuación, se evalúa el rendimiento de la metaheuŕıstica sobre las instancias
de mayor tamaño, correspondientes a combinaciones de 60, 80 y 100 vértices definidas
previamente. Esta etapa busca analizar si el enfoque propuesto escala adecuadamente
frente a instancias más exigentes.

A partir de los experimentos realizados con las instancias de hasta 40 vértices, se
observó que las mejoras más significativas se obteńıan en los primeros minutos de ejecución.
En particular, el análisis de los resultados de tiempoBS mostró que dentro del rango de los
primeros 2 minutos ya se consiguen mejoras sustanciales de los valores objetivo. Basado en
esta observación, se definieron distintos ĺımites de tiempo para las instancias más grandes:

36



3 minutos para aquellas con 60 vértices, 6 minutos para las de 80 vértices y 15 minutos
para las de 100 vértices, permitiendo aśı un uso más eficiente del tiempo de cómputo en
función del tamaño del problema.

La tabla 4.5 resume los valores de GapHI para estas instancias, es decir, el promedio de
la mejora porcentual lograda por la metaheuŕıstica en comparación con la solución inicial
generada por la heuŕıstica greedy. En general, se observan mejoras importantes en todos
los casos, pero destacan especialmente las configuraciones con L = 250, donde la mejora
es particularmente significativa.

Por ejemplo, en las instancias 60n 250L, 80n 250L y 100n 250L se obtienen valores de
GapHI superiores al 230%, alcanzando hasta 338.62% en el caso de 60n 250L.

Instancia Meta

GapHI (%)

60n 50L 72.38

60n 100L 76.94

60n 250L 338.62

80n 50L 37.76

80n 100L 72.23

80n 250L 237.26

100n 50L 62.30

100n 100L 98.72

100n 250L 234.46

Promedio 136.74

Cuadro 4.5: Gap promedio por tipo de instancia entre HI y Metaheuŕıstica

Debido a estos resultados tan destacados para los casos con L = 250, se quiso analizar
si la notable eficiencia de la metaheuŕıstica se debe a que las soluciones iniciales generadas
por la heuŕıstica greedy para estas instancias eran particularmente malas (lo que daŕıa
margen a que la etapa de búsqueda local realizara mejoras sustanciales), o si la causa
principal radica en que al utilizar un criterio de corte por tiempo, para estas instancias
se consideran muchas más soluciones iniciales. Esto último ocurre porque, para instancias
con la restricción L = 250, se generan menos subrecorridos en las soluciones iniciales (ya
que un mayor ĺımite de distancia permite abarcar más vértices por recorrido), haciendo
que la generación de soluciones sea más rápida y posibilitando evaluar una mayor cantidad
de soluciones en el tiempo disponible.

A partir de este análisis, se observó que si bien el algoritmo tuvo la oportunidad de
explorar una mayor cantidad y diversidad de soluciones iniciales en las instancias con
L = 250, estas soluciones presentaban valores objetivos relativamente similares y ninguna
resultó ser significativamente superior al promedio.

Por ejemplo, en la instancia 100n 250L2, se generaron 689 soluciones iniciales durante
el tiempo ĺımite, y de ellas la que dio lugar al mejor valor objetivo (64.33 unidades de
costo) tras la búsqueda local estaba entre las de peor desempeño inicial (245.86 unidades
de costo), evidenciando que incluso soluciones iniciales de baja calidad pueden guiar la
búsqueda local hacia soluciones de alta calidad.
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Esto indica que la magnitud de la mejora no se explica por la calidad excepcional de
alguna solución inicial, sino más bien porque la diversidad de configuraciones exploradas
permitió que la búsqueda local aprovechara diferentes estructuras, logrando aśı mejoras
sustanciales en el valor objetivo final.

Para profundizar en estos resultados, se diseñó un experimento complementario en el
que se les otorgó más tiempo a las instancias con restricciones de costo L = 50 y L = 100,
con el objetivo de que alcanzaran una cantidad de iteraciones comparable a la de las
instancias con L = 250. De este modo, se buscó observar si el incremento en el número
de soluciones iniciales exploradas conduciŕıa a mejoras similares en el valor objetivo. Sin
embargo, los resultados mostraron que, aún disponiendo de un mayor tiempo y alcanzando
una cantidad de iteraciones equivalente, las mejoras obtenidas sobre las soluciones iniciales
en las instancias con L = 50 y L = 100 continuaron siendo muy inferiores a las observadas
para L = 250.

Este hallazgo refuerza la hipótesis de que la facilidad para lograr mejoras sustanciales
no depende únicamente del número de soluciones generadas ni del tiempo de ejecución, sino
que está fuertemente asociada con la propia estructura de las instancias y las restricciones
impuestas.

En promedio, la mejora alcanza un 136.74%, lo que confirma la efectividad de la
metaheuŕıstica incluso en escenarios de mayor escala y complejidad.

4.4. Impacto de la metaheuŕıstica en el algoritmo exacto

Dado el buen rendimiento observado en la sección anterior, se decidió emplear la me-
taheuŕıstica como generadora de soluciones iniciales para el modelo exacto. En particular,
se utilizó como solución inicial en la mejor configuración obtenida en el caṕıtulo anterior:
BC + BA + HI + HP + MTI. Para no perjudicar el rendimiento general del modelo,
se impuso un ĺımite de 5 segundos de ejecución para la metaheuŕıstica.

La tabla 4.6 compara los resultados obtenidos por esta nueva variante (denotada como
BC + BA + Meta + HP + MTI ) con la configuración anterior sin metaheuŕıstica,
es decir, usando únicamente la heuŕıstica inicial. Se muestran los tiempos de resolución,
el gap promedio y la cantidad de instancias resueltas óptimamente.
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Instancia BC + BA + HI + HP + MTI BC + BA + Meta + HP + MTI

Tiempo (s) Gap (%) #Opt Tiempo (s) Gap (%) #Opt

20n 50L 1.92 – 5 7.05 – 5

20n 100L 1729.00 28.39 1 1161.00 22.4625 1

20n 250L 3.46 0.72 4 5.46 0.72 4

25n 50L 6.01 – 5 11.91 – 5

25n 100L – 51.43 0 - 50.33 0

25n 250L 876.48 77.68 4 161.24 77.68 4

30n 50L 345.15 14.43 4 327.00 14.03 4

30n 100L – 75.55 0 - 68.57 0

30n 250L 52.37 45.81 1 6.40 41.73 1

40n 50L – 22.23 0 - 18.32 0

40n 100L – 82.11 0 - 75.98 0

40n 250L 3301.00 64.59 1 865 55.63 1

Promedio / Total 400.89 51.56 (35) 25 164.82 46.79 (35) 25

Cuadro 4.6: Comparación de Tiempo promedio (en segundos), gap promedio (en%) y
número de soluciones óptimas para las configuraciones BC + BA + HI + HP + MTI y
BC + BA + Meta + HP + MTI.

Es importante destacar que para el caso de las instancias de tipo 20n 50L, 20n 250L
y 25n 50L, es esperable que la incorporación de la metaheuŕıstica como heuŕıstica inicial
no tenga un impacto positivo, ya que estas ya eran resueltas óptimamente en menos de
5 segundos con la configuración anterior. Por lo tanto, el tiempo adicional dedicado a
generar una solución inicial no representa una mejora, sino un costo innecesario. De todas
formas, se incluyen sus resultados para mantener la coherencia general de la presentación.

Los resultados evidencian que incorporar la metaheuŕıstica como solución inicial mejora
notablemente tanto el rendimiento como la calidad de los resultados del modelo exacto. Por
ejemplo, en las instancias de tipo 40n 250L, el tiempo de resolución se redujo drásticamente
de 3301 a 860 segundos, y el gap disminuyó en casi 9 puntos porcentuales. En el conjunto
20n 100L, se observó una mejora tanto en tiempo como en calidad: el gap bajó de 28.39%
a 22.46% y el tiempo de resolución se redujo en más de 500 segundos.

Estos casos reflejan cómo una solución inicial de buena calidad, aún requiriendo algunos
segundos extra, puede orientar de manera más efectiva la búsqueda exacta y generar
mejoras significativas tanto en tiempo como en calidad.
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Caṕıtulo 5

Conclusiones y trabajos futuros

En este trabajo se abordó una variante del problema de ruteo de veh́ıculos con en-
tregas delegadas a agentes auxiliares, quienes se ven limitados por un alcance máximo en
sus recorridos. Esta variante refleja situaciones loǵısticas reales, como la distribución de
productos perecederos mediante veh́ıculos refrigerados y repartidores que operan desde
puntos intermedios.

A lo largo de esta tesis, se propuso una formulación de programación lineal entera que
captura las principales restricciones del problema, sobre la cual se construyó un algoritmo
branch-and-cut. A partir de un esquema básico, se fueron incorporando diversas técnicas
de mejora orientadas a fortalecer la relajación lineal, mejorar los tiempos de cómputo y
aumentar la cantidad de instancias resueltas.

Resultados del algoritmo exacto

El análisis experimental confirmó que la incorporación progresiva de técnicas como una
heuŕıstica inicial, el refuerzo del modelo, una heuŕıstica primal y desigualdades válidas
incorporadas como planos de corte, permitió mejorar sustancialmente el desempeño del
algoritmo. Las mejoras se reflejaron tanto en la reducción del tiempo de resolución como
en la disminución de las brechas de optimalidad para aquellas instancias que no pudieron
resolverse por completo.

En particular, la versión más avanzada del algoritmo logró resolver un mayor número de
instancias de manera óptima y ofrecer soluciones de mejor calidad en aquellas más dif́ıciles.
La evaluación progresiva permitió identificar el impacto individual y combinado de cada
técnica, mostrando que su integración es clave para construir un algoritmo competitivo.

Resultados de la metaheuŕıstica

Complementariamente, se desarrolló una metaheuŕıstica del tipo GRASP. Los resul-
tados obtenidos mostraron que esta estrategia es capaz de generar soluciones de buena
calidad en tiempos reducidos.

Se observó que, al aumentar la cantidad de iteraciones, la calidad de las soluciones
mejora, aunque con rendimientos marginales decrecientes a partir de cierto punto. Esto
permitió establecer un equilibrio entre calidad y tiempo de cómputo para la configuración
final.
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Metaheuŕıstica como solución inicial

Dado su buen desempeño, se evaluó también el uso de la metaheuŕıstica como ge-
neradora de soluciones iniciales para el algoritmo exacto. Incorporarla permitió reducir
los tiempos de resolución y mejorar las brechas de optimalidad sin necesidad de cambios
estructurales en el algoritmo.

Estos resultados refuerzan la idea de que combinar métodos exactos con soluciones
iniciales de alta calidad, obtenidas de forma heuŕıstica, es una estrategia efectiva para
abordar problemas complejos de optimización.

5.1. Trabajos futuros

Entre las ĺıneas de trabajo que pueden desarrollarse a partir de esta tesis se encuentran:

Estudiar formulaciones alternativas más compactas o con mejores propiedades po-
lihédricas, que faciliten la resolución mediante técnicas de programación lineal entera.

Investigar reglas de ramificación y estrategias de selección de nodos más adecuadas
al contexto del problema, con el objetivo de acelerar la convergencia del algoritmo
exacto.

Profundizar en el diseño de nuevas desigualdades válidas espećıficas para esta va-
riante del problema, que puedan explotarse como planos de corte efectivos dentro
del algoritmo branch-and-cut.

Mejorar el rendimiento de la metaheuŕıstica propuesta mediante el ajuste de paráme-
tros o la incorporación de componentes adaptativos, aśı como explorar el uso de otras
metaheuŕısticas como algoritmos evolutivos, simulated annealing o colonia de hor-
migas, que podŕıan ofrecer soluciones de mayor calidad en tiempos competitivos.

Extender el análisis a variantes del problema con restricciones adicionales, como
ventanas de tiempo, capacidades de carga u objetivos múltiples, y analizar cómo
adaptar las estrategias de resolución propuestas.

5.2. Conclusión general

En resumen, la tesis presenta un enfoque robusto y eficiente para una variante comple-
ja del problema de ruteo de veh́ıculos. La combinación de mejoras exactas progresivas con
técnicas metaheuŕısticas demostró ser efectiva tanto en términos de rendimiento compu-
tacional como de calidad de las soluciones obtenidas. El marco propuesto constituye una
base sólida para futuras investigaciones en el área y ofrece herramientas prácticas aplica-
bles a diversos escenarios loǵısticos del mundo real.
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