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RESUMEN

Las historias cĺınicas son una herramienta fundamental para la atención médica. La
creciente adopción de las historias cĺınicas electrónicas facilita la extracción automática de
datos para realizar análisis que permitan detectar brotes de enfermedades de forma temprana
y tomar decisiones basadas en datos, contribuyendo aśı a la vigilancia basada en eventos.

Esta tesis aborda dos tareas principales: la detección automática de śıntomas asocia-
dos a cinco śındromes de interés —śındrome febril agudo inespećıfico, COVID-19, diarrea,
neumońıa y enfermedad tipo influenza— y la clasificación de historias cĺınicas en cuanto a
la presencia, sospecha o ausencia de COVID-19. Para lograr estos objetivos, se utilizarán
corpus de historias cĺınicas electrónicas escritas en español provenientes del sistema de salud
argentino, previamente anotadas por expertos, aśı como métodos avanzados del procesa-
miento del lenguaje natural. El trabajo con historias cĺınicas electrónicas de Argentina es
una fortaleza de este trabajo.

Para la primer tarea utilizamos 6.228 historias cĺınicas etiquetados y aproximadamen-
te 1 millón de historias cĺınicas no etiquetadas. Nuestro enfoque consistió en ajustar (i.e.
realizar el fine-tuning) modelos de reconocimiento de entidades nombradas del estado del
arte, incluyendo BiLSTM-CRF y modelos basados en transformers de la familia de BERT
y RoBERTa. Nos enfocamos en modelos orientados al dominio y a la tarea para mejorar
el rendimiento: los primeros fueron pre-entrenados en corpus biomédicos, mientras que los
últimos fueron pre-entrenados adicionalmente en nuestras historias cĺınicas no etiquetadas.
A pesar de las limitaciones computacionales con las que contamos para entrenar nuestros
modelos, estos demostraron resultados prometedores. En particular, RoBERTa-Clinico, un
transformer preentrenado en nuestro corpus no etiquetado, alcanzó el mejor rendimiento
con un micro recall de 79.30 y un micro F1-score de 70.83, resultados comparables a los
reportados en estudios similares.

Para la tarea de clasificación, se utilizaron 4.996 historias cĺınicas etiquetadas y se imple-
mentaron modelos basados en transformers de la familia BERT y RoBERTa, adaptados al
español y al dominio cĺınico. Los resultados de estos modelos se compararon con los obtenidos
previamente por un proyecto anterior que incluyó la implementación de algoritmos clásicos
de aprendizaje automático como la regresión loǵıstica. Los modelos basados en transformers,
al igual que en la tarea de detección de śıntomas, fueron preentrenados en grandes corpus de
texto biomédico y luego ajustados con nuestro conjunto de datos sin etiquetar. Uno de esos
modelos, BETO Cĺınico, una variante de BERT para el español, ajustado posteriormente
con nuestros datos, alcanzó un micro F1 del 88.1%, superando por un margen pequeño pero
significativo el 85.1% obtenido por regresión loǵıstica, siendo este el mejor de los modelos
más sencillos.

palabras claves: NER, BioNLP en español, historias cĺınicas electrónicas, transformers,
vigilancia basada en eventos, inteligencia epidemiologica, COVID-19.
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ABSTRACT

Medical records are a fundamental tool for healthcare. The growing adoption of electronic
medical records facilitates the automatic extraction of data to perform analyses that enable
early detection of disease outbreaks and data-driven decision-making, thus contributing to
event-based surveillance.

This thesis addresses two main tasks: the automatic detection of symptoms associated
with five syndromes of interest —acute nonspecific febrile syndrome, COVID-19, diarrhea,
pneumonia, and influenza-like illness— and the classification of electronic health records
regarding the presence, suspicion, or absence of COVID-19. To achieve these objectives,
we use corpus of electronic health records written in Spanish from the Argentine health
system, previously annotated by experts, as well as advanced methods in natural language
processing. Working with electronic health records from Argentina is a strength of this study.

For the first task, we used 6,228 annotated medical records and approximately 1 mi-
llion unannotated records. Our approach consisted of fine-tuning state-of-the-art named
entity recognition models, including BiLSTM-CRF and transformer -based models from the
BERT and RoBERTa families. We focused on domain- and task-oriented models to improve
performance: the former were pre-trained on biomedical corpora, while the latter were addi-
tionally pre-trained on our unannotated medical records. Despite computational limitations
for training our models, they showed promising results. Specifically, RoBERTa-Clinico, a
transformer pre-trained on our unannotated corpus, achieved the best performance with a
micro recall of 79.30 and a micro F1-score of 70.83, results comparable to those reported in
similar studies.

For the classification task, 4,996 annotated medical records were used, and models based
on transformers from the BERT and RoBERTa families, adapted to Spanish and the clinical
domain, were implemented. The results of these models were compared to those previously
obtained by a prior project that included the implementation of classical machine learning
algorithms, such as logistic regression. The transformer -based models, as in the symptom de-
tection task, were pre-trained on large biomedical text corpora and then fine-tuned with our
unannotated dataset. One of these models, BETO Cĺınico, a variant of BERT for Spanish,
further fine-tuned with our data, achieved a micro F1 of 88.1%, slightly but significantly
surpassing the 85.1% obtained by logistic regression, which was the best among the simpler
models.

Keywords: NER, BioNLP in Spanish, electronic health records, transformers, event-based
surveillance, epidemiological intelligence, COVID-19.
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1. INTRODUCCIÓN

Se entiende a la “inteligencia epidémica” como una estrategia amplia de vigilancia para
monitorear las amenazas emergentes para la salud pública. La Organización Mundial de
la Salud (OMS) la define como: “la recopilación, análisis y comunicación sistemática de
cualquier información para detectar, verificar, evaluar e investigar eventos y riesgos para
la salud con el objetivo de alerta temprana.” [58]. La inteligencia epidémica se basa en dos
enfoques: la vigilancia basada en indicadores (IBS por sus siglas en inglés) y la vigilancia
basada en eventos (EBS por sus siglas en inglés) 1.

La vigilancia basada en indicadores, se basa en la recolección sistemática (regular), el
monitoreo, análisis e interpretación de datos estructurados2, es decir, de indicadores pro-
ducidos por una serie de fuentes bien identificadas, en su mayoŕıa basadas en el ámbito de
la salud y de naturaleza formal, representa un enfoque más convencional en la notificación
de enfermedades [58]. La información proporcionada por los sistemas de IBS se complemen-
ta con la generada por los sistemas de vigilancia basados en eventos, lo que permite una
detección y respuesta temprana ante patógenos3 emergentes o desconocidos, aśı como ante
brotes de rápida propagación. En Argentina, una de las fuentes oficiales de IBS es el Sistema
Nacional de Vigilancia de la Salud (SNVS), establecido a partir de 1960 por la Ley 15.465,
que regula el control de enfermedades de notificación obligatoria4.

Con el propósito de detectar brotes de enfermedades infecciosas de manera oportuna,
se han desarrollado diversos enfoques de vigilancia basada en eventos en los últimos años
[85, 26]. En particular, la OMS y la Organización Panamericana de la Salud (OPS) han
expresado su interés en reforzar los sistemas de EBS con el fin de detectar y responder de
manera rápida a todos los eventos de salud y riesgos agudos, independientemente de su
origen.1

En la vigilancia basada en eventos, la detección y la notificación de señales a menudo
se realizan a través de canales distintos a los sistemas de vigilancia tradicionales. Por lo
general, la EBS se basa en fuentes no oficiales, como notas period́ısticas publicadas en los
medios de comunicación, información proporcionada por la comunidad o rumores difundidos
en Internet, y ha sido posible gracias a la vigilancia digital de enfermedades [23]. También se
pueden utilizar como fuentes de información informes creados espećıficamente para ciertos
eventos o situaciones (ad hoc) y que no siguen un formato estructurado. Estos pueden pro-
venir de instituciones oficiales como prestadores de servicios de salud, servicios de atención
primaria5 y hospitales públicos y privados, entre otras entidades similares. Entre estas fuen-
tes, las historias cĺınicas electrónicas (HCEs) son particularmente valiosas, ya que contienen
información detallada que puede ser esencial para la detección de eventos y riesgos para la
salud1.

En este sentido, la vigilancia basada en eventos implica la captura rápida de datos y
la detección temprana de señales de alerta sobre eventos que representan un riesgo poten-
cial para la salud pública. Su implementación podŕıa permitir que los páıses estén mejor
preparados para dar respuesta ante epidemias.

1 Una versión inicial de una gúıa de la OPS y la OMS para la implementación de capacidades de vigilancia,
especialmente la EBS, con el fin de detectar y responder rápidamente a todos los eventos de salud agudos y
riesgos de cualquier origen, escrita en español, está disponible en: https://iris.paho.org/handle/10665.
2/10115?locale-attribute=en. Último acceso: Noviembre 2023

2 Datos organizados en un formato predefinido y sistemático, como tablas o bases de datos, que facilitan
su almacenamiento, búsqueda y análisis automatizado.

3 Microorganismos, como bacterias, virus, hongos o parásitos, que puede causar enfermedades en otros
organismos, incluyendo humanos

4 https://www.argentina.gob.ar/normativa/nacional/ley-15465-195093
5 Primer nivel de contacto de los individuos con el sistema de salud, donde se brindan servicios básicos

de prevención, diagnóstico, tratamiento y seguimiento de diversas condiciones de salud.
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1. Introducción 2

En los últimos años se ha incrementado notablemente el uso de técnicas propias del
procesamiento del lenguaje natural (NLP), como la extracción de información y la clasifi-
cación de texto, para mejorar la vigilancia de la salud pública [85, 12, 26]. Estos avances
están relacionados a que en el campo médico y de la atención sanitaria, se ha aumentado
considerablemente la cantidad de documentos disponibles en formato digital [85, 12, 26], ta-
les como informes radiológicos, informes de ecocardiogramas, historias cĺınicas electrónicas,
entre otros, que proveen información valiosa para poder llevar adelante la vigilancia basada
en eventos de una manera más eficaz. Sin embargo, gran parte de estos documentos (por
ejemplo, las historias cĺınicas electrónicas) se presentan en formato no estructurado6 y de
forma narrativa, lo que dificulta su acceso eficiente tanto para los profesionales de la salud
como para los sistemas automatizados [32]. Es importante estructurar esta información para
que sea útil en los ámbitos cĺınicos, de enseñanza o de investigación. Por lo tanto, la estruc-
turación de estos documentos es fundamental para poder aplicar la “inteligencia epidémica”
por parte de los gobiernos u otros actores interesados.

Existen diversos estudios que emplean métodos de NLP para abordar la pandemia de
COVID-19. Por ejemplo, en el trabajo de Chen et al. [12] se recopilan aproximadamente
150 investigaciones que utilizan sistemas y datasets en inglés, con el objetivo de extraer
información de la literatura biomédica (como publicaciones cient́ıficas y abstracts) y detec-
tar śıntomas en notas cĺınicas, las cuales describen enfermedades, śıntomas, resultados de
estudios de laboratorio y las visitas de los pacientes a instituciones cĺınicas. Si bien esta
revisión abarca una amplia gama de investigaciones, es importante destacar que la mayoŕıa
no emplea historias cĺınicas como fuente de datos y las soluciones implementadas se basan
en algoritmos simples o en sistemas avanzados previamente existentes (por ej. modelos ba-
sados en redes neuronales), debido a la necesidad de soluciones rápidas por lo urgente de las
circunstancias.

Es en este contexto que nuestro trabajo se centrará en el análisis de historias cĺınicas
electrónicas provenientes de Argentina. Uno de los principales desaf́ıos que enfrentamos en
esta tarea es la naturaleza informal del lenguaje utilizado en las HCEs, lo que dificulta
el análisis automático de las mismas. Estos textos suelen presentar múltiples dificultades,
como errores ortográficos o falta de signos de puntuación. Además, utilizan un lenguaje muy
espećıfico que vaŕıa dependiendo del dialecto de cada páıs, e incluso dentro de un mismo páıs.
Es común que distintos términos se refieran al mismo concepto, y que un mismo término
pueda tener diversos significados. Asimismo, se caracterizan por la presencia de una gran
cantidad de acrónimos y abreviaturas. En este tipo de textos, la rapidez en la escritura suele
ser más importante que la formalidad.

Un ejemplo de HCE (más adelante, en la Sección 3.3, explicaremos a qué nos referimos, en
el contexto de esta tesis, cuando hablamos de HCE) con las que trabajamos es el siguiente:

pte refiere cefaleas y congestion permanente dolores sinusales no

sediendo al tratamiento se deriva a orl

En el presente trabajo nos planteamos dos objetivos: 1) clasificar HCEs en cuanto a si
hacen referencia a un paciente COVID positivo, COVID sospechoso, COVID negativo o si
no hacen referencia a dicha patoloǵıa y 2) detectar automáticamente śıntomas asociados
a śındrome febril agudo inespećıfico, COVID-19, diarrea, neumońıa y enfermedad tipo in-
fluenza (ETI). Esto corresponde a dos tareas conocidas del NLP: detección de entidades
nombradas (NER -named entity recognition-) y clasificación de textos (ver Sección 2.2).

Para llevarlas a cabo nos basaremos en un trabajo previo desarrollado en el marco del
proyecto ARPHAI (Gestión epidemiológica basada en inteligencia artificial y ciencia de
datos), cofinanciado por el Centro Internacional de Investigaciones para el Desarrollo (IDRC)
de Canadá y la Agencia Sueca de Cooperación Internacional para el Desarrollo de Suecia
(Sida). En este proyecto se detectó la necesidad de realizar el trabajo, se anotó un conjunto de

6 Datos que no siguen un formato predefinido o estandarizado, como textos libres, correos electrónicos,
imágenes o documentos.
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historias cĺınicas para clasificación y para detección de entidades nombradas7. Inicialmente
el segundo objetivo no estaba contemplado, pero desde el proyecto, luego de realizar una
prueba de concepto para la clasificación de HCEs según la presencia o ausencia de COVID-
19, se consideró de mayor interés enfocarse en la detección automática de śıntomas, ya que
esta aproximación era más adecuada para la vigilancia basada en eventos y resultaba de
gran utilidad frente a fenotipos8 con definición cambiante. Por lo tanto gracias al trabajo
realizado previamente desde el proyecto ARPHAI ya contamos con la implementación de
algunos métodos de aprendizaje automático (ver Sección 2.1) para la clasificación de esas
HCEs y una primer técnica de detección de entidades nombradas, además de los respectivos
corpora anotados para esas tareas.

Desde el inicio, el enfoque principal de esta tesis fue el desarrollo de un sistema para la
detección automática de śıntomas, dado que el equipo de ARPHAI no pudo avanzar signi-
ficativamente en esta tarea debido a restricciones de tiempo. A medida que progresábamos
en la tarea de detección de entidades nombradas (NER), para la cual entrenamos y de-
sarrollamos modelos más avanzados, surgió la idea de aplicar estos mismos modelos a la
tarea de clasificación de HCEs. Esto no solo nos permitió evaluar la eficacia de los modelos
en una tarea diferente, sino que también facilitó un análisis más profundo y exhaustivo de
los resultados obtenidos desde el proyecto ARPHAI en la tarea de clasificación. Aunque el
enfoque principal fue NER, hemos decidido seguir el orden establecido desde el proyecto
ARPHAI, presentando primero la tarea de clasificación y luego la de NER, para mantener
la coherencia con el trabajo previo.

Para la tarea de clasificación de HCEs haremos uso del corpus generado desde el pro-
yecto ARPHAI, espećıfico para esta tarea, que detallamos en la Sección 4.3 y se ejecutará
un algoritmo de reglas, implementado previamente por el equipo de ARPHAI, para analizar
el impacto de tener o no en cuenta la clasificación provista por el código CIE-109 presente
en la HCE. También utilizaremos modelos basados en transformers (ver Sección 2.4) de la
familia BERT y RoBERTa, pre-entrenados con nuestros propios datos y otros algoritmos
de aprendizaje automático tradicionales que ya fueron implementados previamente por el
equipo de ARPHAI. Luego compararemos los resultados de distintos modelos con la infor-
mación del Sistema Nacional de Vigilancia de la Salud (SNVS) provista para la provincia de
La Rioja, de donde provienen nuestros datos, en relación con la cantidad de casos positivos,
con el objetivo de evaluar qué tan bien correlacionan. Parte de nuestro trabajo en la tarea
de clasificación está siendo realizado en colaboración con Viviana Cotik y Rodrigo Laje, con
el objetivo de presentar estos resultados en una publicación conjunta. Por lo tanto, algunos
de los resultados obtenidos aqúı formarán parte de este trabajo colaborativo.

Para la segunda tarea, utilizaremos el corpus generado previamente por el proyecto
ARPHAI para la tarea de NER, que detallaremos en la Sección 5.3, llevaremos a cabo un
proceso de análisis y refinamiento del mismo y emplearemos una variedad de modelos del
estado del arte para entrenarlos en la tarea de detección de entidades nombradas. En primer
lugar, trabajaremos con modelos basados en la arquitectura BiLSTM (ver Sección 2.4), a
los cuales añadiremos una capa de Conditional Random Fields (CRF) (ver Sección 2.1),
utilizando word embeddings (ver Sección 2.1) pre-entrenados en español de dominio general,
aśı como word embeddings entrenados por nosotros mismos con un conjunto de HCEs no
etiquetados. Además, utilizaremos modelos basados en transformers de la familia BERT y
RoBERTa. Algunos de estos modelos están pre-entrenados con corpora de dominio general

7 La anotación para clasificación y para detección de entidades nombradas se refiere a la evaluación de
las historias cĺınicas realizada por expertos del dominio y a la decisión de la clase a la que pertenecen y a la
detección y clasificación de entidades nombradas encontradas en las mismas.

8 Conjunto de caracteŕısticas cĺınicas observables en un paciente, como śıntomas, signos f́ısicos y resultados
de pruebas, que resultan de la interacción entre factores genéticos y ambientales.

9 La CIE-10 es el acrónimo de la Clasificación Internacional de Enfermedades, 10.ª edición correspondiente
a la versión en español de la versión en inglés ICD, siglas de International Statistical Classification of Diseases

and Related Health Problems y determina la clasificación y codificación de las enfermedades y una amplia
variedad de signos, śıntomas, hallazgos anormales, denuncias, circunstancias sociales y causas externas de
daños y/o enfermedad.
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en español, otros con corpora de dominio biomédico, y otros serán entrenados a partir de
nuestros propios datos no etiquetados. Presentaremos todos estos modelos en detalle en la
Sección 5.4.

Es importante destacar que contar con historias cĺınicas electrónicas reales de Argentina
es una fortaleza significativa de este trabajo. En la actualidad, acceder a corpus en español
compuestos por HCEs de Argentina y del mundo hispanohablante en general es una tarea
muy dif́ıcil. Uno de los principales desaf́ıos es la disponibilidad de los datos, ya que las histo-
rias cĺınicas son información privada, y su publicación podŕıa comprometer la privacidad de
los pacientes. No obstante, en el marco del proyecto ARPHAI, todas las medidas necesarias
para garantizar la protección de los datos personales ya han sido implementadas. Los datos
han sido de-identificados y se manejan bajo estrictas normas de confidencialidad, cumplien-
do con los lineamientos del comité de ética correspondiente (ver Sección 3.6). Por lo que
tener acceso a HCEs reales previamente anotadas bajo este marco aporta un valor agregado
significativo, permitiendo la validación de los modelos en un contexto cĺınico real, sin com-
prometer la privacidad de los pacientes ni incurrir en costos adicionales para la anotación
del corpus.

En resumen, el presente trabajo se enfoca en el desarrollo de modelos basados en redes
neuronales profundas para la detección automática de śıntomas y la clasificación de HCEs
en español. Estos modelos podŕıan contribuir a la vigilancia basada en eventos en páıses
de habla hispana, y en particular en Argentina. Además, el trabajo aborda los desaf́ıos
inherentes al procesamiento del lenguaje informal en este contexto.

Este trabajo se encuentra organizado en 6 caṕıtulos, un apéndice, un glosario de términos
médicos y una lista de acrónimos con sus expansiones, realizados para facilitar la comprensión
de los términos y conceptos utilizados a lo largo de este trabajo. En el caṕıtulo 2, se presentan
los fundamentos teóricos que sustentan el desarrollo y la comprensión de las propuestas
presentadas en esta investigación. En el caṕıtulo 3 se abordan los conceptos teóricos relativos
a los corpora en el contexto de NLP, su construcción e importancia y se presentan los
corpora generados por ARPHAI para las tareas propuestas. En el caṕıtulo 4 se introduce
la tarea de clasificación de textos, se hace mención de los trabajos previos relacionados y se
describen los detalles metodológicos utilizados para la tarea de clasificación, abarcando tanto
el corpus utilizado, los métodos implementados y los resultados obtenidos. En el caṕıtulo 5 se
introduce la tarea de detección de entidades nombradas, se presentan los trabajos existentes
relacionados con la tarea, un análisis detallado de cómo se generó el corpus anotado en el
proyecto ARPHAI (previo al inicio de esta tesis) y el proceso de limpieza del mismo que
llevamos a cabo y además se detallan los modelos utilizados, los experimentos realizados y los
resultados obtenidos. Por último, en el caṕıtulo 6 se desarrollan las conclusiones obtenidas
en este trabajo y se plantean trabajos futuros a ser desarrollados en la misma dirección.



2. MARCO TEÓRICO

En este caṕıtulo se desarrollan los conceptos teóricos necesarios para explicar los métodos
utilizados. Exploraremos los conceptos fundamentales del Procesamiento del Lenguaje Na-
tural (NLP, del inglés Natural Language Processing), incluyendo los modelos de lenguaje, el
aprendizaje automático, los word embeddings y los campos aleatorios condicionales (CRF,
del inglés Conditional Random Fieds). Analizaremos las principales tareas del NLP, las ar-
quitecturas de redes neuronales, el aprendizaje profundo, incluyendo los transformers y los
Large Languaje Models. Además abordaremos cómo se entrenan esos modelos de lenguaje y
las métricas de evaluación utilizadas para medir su rendimiento.

2.1. Procesamiento del Lenguaje Natural (NLP)

El procesamiento del lenguaje natural (NLP) es una disciplina de la inteligencia artificial
que se centra en la interacción entre las computadoras y el lenguaje natural, entendido éste
como el lenguaje hablado o escrito por humanos. Este se diferencia del lenguaje formal, como
el utilizado en la programación, que es diseñado para ser interpretado directamente por un
compilador1. El objetivo principal del NLP es permitir que las computadoras interpreten y
generen texto de manera efectiva.

Jurafsky y Martin [34] argumentan que lo que diferencia a estas aplicaciones de pro-
cesamiento de lenguaje de otras tareas de procesamiento de datos es que hacen uso del
conocimiento del lenguaje. Imaginemos un programa diseñado para procesar bytes y pala-
bras. Para procesar bytes, basta con una aplicación estándar de procesamiento de datos.
Sin embargo, para abordar la tarea de procesar palabras, se requiere comprender lo que
constituye una palabra, lo que transforma la tarea en un sistema de procesamiento del len-
guaje. Y si el programa también aspira a interpretar el significado de las palabras, debe
tener conocimiento de su semántica.

En esta sección, presentaremos de manera concisa ciertas herramientas, técnicas y con-
ceptos relacionados con el procesamiento del lenguaje natural (NLP) que serán referidos
posteriormente en el documento.

Tokenización

La tokenización es la tarea de segmentar texto en unidades más pequeñas, a las que
denominamos tokens. Estos tokens suelen ser palabras individuales o, en algunos casos,
subunidades más pequeñas, como caracteres o fragmentos de palabras. La tokenización es
el primer paso para descomponer el texto en elementos discretos y es necesaria para que
las distintas herramientas de NLP puedan realizar cómputos sobre el texto. Algunas de las
maneras que existen para tokenizar un texto son:

Tokenización en palabras

Tokenización por caracter

Tokenización en fragmentos de palabras

Modelos de lenguaje

Los modelos de lenguaje son componentes esenciales en NLP que se utilizan para com-
prender y generar texto en lenguaje humano. Estos modelos son representaciones matemáti-
cas de la probabilidad de ocurrencia de palabras o secuencias de palabras en un idioma

1 Un compilador es un programa que traduce el código escrito por los programadores en un lenguaje de
programación a un lenguaje que puede ser entendido y ejecutado directamente por una computadora.

5
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espećıfico. Los modelos de lenguaje se entrenan utilizando grandes conjuntos de datos y se
utilizan para calcular la probabilidad de una secuencia de palabras dada, lo que permite
predecir la siguiente palabra en una oración o evaluar la coherencia gramatical y semánti-
ca del texto. Los modelos de lenguaje son la base de muchas aplicaciones de NLP, como
la traducción automática, la generación de texto, el reconocimiento de voz y la corrección
ortográfica, entre otras.

Existen diversas formas de construir modelos de lenguaje. Entre las más comunes se en-
cuentran los n-gramas, los word embeddings y las redes neuronales en sus distintas variantes.
Una de las variantes de redes neuronales más destacadas en la actualidad son los Transfor-
mers, que han revolucionado el campo de NLP al permitir la construcción de los llamados
modelos de lenguaje de gran tamaño (Large Language Models, LLMs). De cada uno de estos
enfoques hablaremos más adelante, explorando sus caracteŕısticas y aplicaciones.

n-gramas

Los modelos de lenguaje basados en n-gramas son una aproximación clásica que utiliza
secuencias de n elementos consecutivos, como palabras o caracteres, extráıdas de un texto.
Como mencionan Jurafsky y Martin [34], los modelos n-grama ofrecen una manera muy
simple de estimar la probabilidad de una secuencia de palabras. Estos modelos se basan en
la idea de que la probabilidad de una palabra depende fundamentalmente de las palabras
que la rodean inmediatamente.

Por ejemplo, en un modelo de bigramas (n = 2), la probabilidad de una palabra depende
de la palabra inmediatamente anterior, mientras que en un modelo de trigramas (n = 3), se
consideran las dos palabras previas.

Tipos de n-gramas:

Unigrama (1-grama): Una secuencia de 1 elemento. Ejemplo: los unigramas de “el
gato” son → [“el”, “gato”]

Bigramas (2-gramas): Una secuencia de 2 elementos. Ejemplo: los bigramas de “el
gato come” son → [“el gato”, “gato come”]

Trigramas (3-gramas): Una secuencia de 3 elementos. Ejemplo: los trigramas de “el
gato come pescado” son → [“el gato come”, “gato come pescado”]

Rango de n-gramas: Cuando se habla de rango de n-gramas, se refiere a la combinación
de varios n-gramas de diferentes tamaños. Por ejemplo:

Rango (1,1): Solo incluye unigramas. Ejemplo: “el gato” → [“el”, “gato”]

Rango (1,2): Incluye unigramas y bigramas. Ejemplo: “el gato come” → [“el”, “gato”,
“come”, “el gato”, “gato come”]

Estos modelos simplifican el problema del modelado del lenguaje al asumir que el con-
texto relevante está limitado a las últimas n − 1 palabras. Esta simplificación los hace
computacionalmente más eficientes, aunque a costa de una menor precisión en comparación
con modelos más avanzados, que serán discutidos posteriormente.

Aprendizaje automático

El aprendizaje automático, (del inglés machine learning), es una rama de la inteligencia
artificial que se enfoca en el desarrollo de algoritmos y modelos computacionales que permi-
ten a las computadoras aprender de datos y mejorar su rendimiento en tareas espećıficas sin
ser programadas expĺıcitamente. En lugar de seguir reglas de programación convencionales,
el aprendizaje automático se basa en la capacidad de las máquinas para identificar patrones,
aprender de experiencias pasadas y realizar predicciones o tomar decisiones informadas a
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partir de nuevos datos. Este enfoque tiene aplicaciones en una amplia variedad de campos,
incluyendo ramas de la computación como la visión por computadora y el procesamiento del
lenguaje natural, aśı como en disciplinas como la medicina, la economı́a y muchas otras, lo
que lo convierte en una herramienta poderosa para abordar problemas complejos y extraer
conocimiento a partir de grandes conjuntos de datos.

Existen diferentes enfoques en el aprendizaje automático, entre los que destacan los
siguientes:

Aprendizaje supervisado: En este enfoque, el modelo se entrena utilizando un conjunto
de datos donde cada ejemplo de entrada se asocia con un resultado conocido o esperado.
El modelo ajusta sus parámetros para minimizar la diferencia entre sus predicciones
y los resultados esperados. Este proceso permite al modelo aprender a mapear las
entradas a las salidas deseadas.

Aprendizaje no supervisado: En este enfoque, el modelo se entrena sin etiquetas de
salida espećıficas. En lugar de eso, el modelo busca patrones y estructuras intŕınsecas
en los datos, como agrupamiento o reducción de dimensionalidad2. El aprendizaje no
supervisado es útil para explorar y entender la estructura oculta en los datos.

Aprendizaje auto-supervisado: es una técnica que se sitúa entre el aprendizaje su-
pervisado y no supervisado. A diferencia del primero, no requiere etiquetas externas
proporcionadas por humanos. En cambio, genera sus propias etiquetas a partir de los
datos de entrada, utilizando una parte de ellos para predecir otra. Por ejemplo, en el
procesamiento de lenguaje natural, el modelo puede entrenarse para predecir palabras
faltantes en una oración o la próxima palabra en una secuencia, utilizando estas tareas
como sustituto de las etiquetas tradicionales. Esto permite entrenar modelos con gran-
des cantidades de datos sin necesidad de un etiquetado manual costoso. Un ejemplo de
esto son los word embeddings, donde el contexto de las palabras sirve como “etiqueta”
para predecir palabras objetivo.

Aprendizaje por refuerzo: A diferencia de los enfoques anteriores, en el aprendizaje por
refuerzo el modelo, conocido como un “agente”, aprende interactuando con un entorno.
En lugar de etiquetas, el agente recibe recompensas o penalizaciones en función de las
acciones que realiza, con el objetivo de maximizar la recompensa acumulada a largo
plazo. Este enfoque es ideal para problemas donde la solución no se puede definir de
forma expĺıcita, como juegos, control robótico o sistemas de recomendación.

Algunos modelos tradicionales de este tipo de algoritmos de aprendizaje supervisado que
utilizaremos más adelante son los siguientes:
Näıve Bayes: Es un clasificador probabiĺıstico basado en el teorema de Bayes, que asu-
me que las caracteŕısticas son independientes entre śı. Es simple y eficiente, especialmente
adecuado para tareas de clasificación de texto.
Regresión Loǵıstica: Es uno de los modelos más utilizados en problemas de clasificación
debido a su simplicidad y efectividad. Se emplea principalmente para predecir la probabili-
dad de pertenencia a una clase binaria, aunque también puede extenderse a problemas de
clasificación multiclase mediante técnicas como la regresión loǵıstica multinomial.

La regresión loǵıstica es especialmente valiosa porque proporciona una manera directa
de modelar la probabilidad de una clase espećıfica, permitiendo interpretar fácilmente los
resultados. Utiliza una función loǵıstica, también conocida como función sigmoide3, para
transformar una combinación lineal de las caracteŕısticas de entrada en un valor entre 0 y
1, que representa una probabilidad [39].
XGBoost : Es una implementación eficiente y escalable del algoritmo de Gradient Boosting,
que crea un conjunto de modelos más simples (normalmente árboles de decisión) y los

2 Proceso para simplificar datos disminuyendo el número de variables, preservando la información clave.
3 La función sigmoide es una función matemática que transforma cualquier valor real en un rango entre 0

y 1.



2. Marco Teórico 8

combina para mejorar el rendimiento de la predicción. Es conocido por su alto rendimiento
y flexibilidad en una amplia variedad de tareas de aprendizaje automático [13].

Word embeddings

Los word embeddings son representaciones vectoriales de palabras en un espacio mul-
tidimensional. Cada palabra se asigna a un vector numérico único, buscando capturar su
significado y relaciones con otras palabras. La idea central es que palabras con significados
similares se encuentren cercanas en este espacio vectorial, permitiendo a las computadoras
“comprender” y procesar el lenguaje de manera más efectiva.

Existen diversas técnicas para realizar esta asignación, pero todas se basan en capturar
la distribución de las palabras en los textos analizados. El objetivo es que las palabras que
tienden a aparecer en contextos similares (es decir, que co-ocurren frecuentemente con las
mismas palabras) estén más cerca entre śı en el espacio vectorial, en comparación con otras
palabras que tienen menor probabilidad de aparecer en el mismo contexto.

La utilidad de los word embeddings se basa en la hipótesis distribucional, formulada por
distintos lingüistas [33, 30, 82] en los años 50, que postula que palabras con significados
parecidos tienden a aparecer en contextos similares. Por lo tanto, si los embeddings capturan
adecuadamente la distribución de las palabras, también capturarán su similitud semántica.

Como se explica en Jurafsky y Martin [34], el significado de dos palabras puede estar
relacionado de formas distintas a la similitud, como en la asociación de palabras. Por ejemplo,
café y taza no son similares pero están relacionadas porque participan juntas en el evento
de beber café en una taza. Otro tipo común de relación es cuando las palabras pertenecen
al mismo campo semántico, como hospitales (cirujano, bistuŕı, enfermera) o restaurantes
(camarero, menú, plato). Los word embeddings permiten representar estas relaciones de
manera cuantitativa, generalmente midiendo la distancia entre palabras mediante métricas
como la distancia coseno4, lo cual es fundamental para diversas tareas de NLP.

Para la construcción de embeddings se utilizan métodos auto-supervisados (ver Sección
2.1): estos se obtienen a partir de resolver problemas t́ıpicamente supervisados (como cla-
sificación o predicción de palabras) pero sin la necesidad de recibir un etiquetado5 previo,
pues las “etiquetas” se obtienen del texto mismo en forma automática.

Los métodos de generación de embeddings pueden clasificarse principalmente en dos cate-
goŕıas: estáticos y contextualizados. En los embeddings estáticos, la representación vectorial
depende únicamente de la palabra en śı (por ejemplo, “carta”). En los embeddings contex-
tualizados, la representación depende tanto de la palabra como del contexto en el que se
encuentra (por ejemplo, “carta” en “escrib́ı una carta a mi amigo” tendrá una representación
diferente a “la carta del restaurante es muy variada”).

A diferencia de sus predecesores, como TF-IDF6 y PPMI7, que generan representaciones
dispersas y de alta dimensión basadas en frecuencia o coocurrencia, los word embeddings
asignan vectores compactos en un espacio reducido (entre 50 y 1000 dimensiones), donde
palabras similares o relacionadas se ubican cercanas entre śı según métricas como la distancia
coseno. Es importante destacar que ni TF-IDF ni PPMI son considerados embeddings, ya
que, aunque son útiles para representar palabras, no ofrecen la riqueza contextual ni la
capacidad de generalización que caracteriza a los word embeddings.

4 La distancia coseno es una métrica que mide la diferencia entre dos vectores en un espacio multidimen-
sional, basada en el coseno del ángulo entre ellos

5 Proceso de asignar información adicional, como categoŕıas, clases o etiquetas, a elementos de un conjunto
de datos para supervisar tareas de aprendizaje automático.

6 TF-IDF (Term Frequency-Inverse Document Frequency) es una técnica de ponderación que se utiliza
comúnmente para evaluar la importancia de una palabra en un documento en relación con un corpus más
grande. Combina la frecuencia de término (TF), que mide la frecuencia de una palabra en un documento
espećıfico, con la frecuencia inversa de documento (IDF), que penaliza las palabras que aparecen en muchos
documentos del corpus.

7 PPMI (Positive Pointwise Mutual Information) es una medida estad́ıstica utilizada en el procesamiento
de lenguaje natural para evaluar la asociación entre palabras en un corpus de texto. Mide la frecuencia con
la que dos palabras aparecen juntas, ajustada por la probabilidad de que aparezcan por separado.
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Los word embeddings han evolucionado desde métodos como Word2Vec, que aprende
representaciones densas prediciendo contextos o palabras, y GloVe, que combina coocurren-
cias con técnicas de predicción, hasta modelos más avanzados como FastText, que incluye
subpalabras para manejar mejor palabras desconocidas. Con BERT y GPT, se introdu-
jeron representaciones contextuales basadas en transformers (de los cuales hablaremos en
la Sección 2.4), asignando vectores únicos a las palabras según su contexto y ampliando
significativamente las capacidades en tareas de lenguaje natural.

Expresiones regulares

Las expresiones regulares, también conocidas como regex o regexp, son patrones de
búsqueda o reglas de coincidencia utilizadas en el procesamiento de texto para buscar y
manipular cadenas de caracteres de acuerdo con un patrón espećıfico. Estas secuencias de
caracteres pueden representar patrones de texto, como direcciones de correo electrónico,
números de teléfono, URLs, palabras clave o cualquier otro formato de datos. Las expresio-
nes regulares se componen de caracteres literales y metacaracteres que definen reglas para
encontrar, coincidir o reemplazar cadenas de texto en un conjunto de datos más amplio.
Son ampliamente utilizadas en el análisis y procesamiento de texto, validación de entra-
das de usuario, búsqueda de información y manipulación de datos en diversas aplicaciones
informáticas.

Conditional Random Fields

Conditional Random Fields (CRF) [37] es un modelo estocástico8 utilizado habitualmen-
te para etiquetar y segmentar secuencias de datos9 o extraer información de documentos10.

El CRF modela la probabilidad condicional de las etiquetas en una secuencia, dadas las
observaciones (caracteŕısticas) correspondientes. Estos son capaces de capturar dependen-
cias a largo plazo en secuencias y, a menudo, se utilizan en tareas como el reconocimiento
de entidades nombradas (ver Sección 2.2), la segmentación de oraciones y otras tareas de
procesamiento de texto donde la estructura secuencial de los datos es esencial. Estos mo-
delos se entrenan utilizando un conjunto de datos etiquetado y se basan en el principio de
máxima verosimilitud para aprender los parámetros que mejor se ajusten a los datos de
entrenamiento.

2.2. Tareas de NLP

El procesamiento de lenguaje natural (NLP) abarca una amplia variedad de tareas y
aplicaciones, como clasificación de texto, reconocimiento de voz, traducción automática,
generación de texto, reconocimiento de entidades nombradas, entre otras.

En este trabajo nos ocuparemos de dos de ellas: clasificación de textos y reconocimiento
de entidades nombradas.

Clasificación

En el marco de NLP, se denomina clasificación a la tarea de asignar automáticamente una
etiqueta o, en algunos casos, múltiples etiquetas a un documento de texto, basándose en su
contenido. Estas etiquetas o categoŕıas pueden representar diversas clases, como sentimientos

8 Un proceso estocástico es aquel cuyo comportamiento no es determinista, en la medida en que el subsi-
guiente estado del sistema se determina tanto por las acciones predecibles del proceso como por elementos
aleatorios.

9 Dividir una secuencia continua de datos (por ejemplo, texto o señales) en partes significativas o unidades
espećıficas que puedan ser analizadas de manera individual. Por ejemplo, identificar frases o entidades en un
texto.
10 Proceso de identificar y recuperar datos relevantes y estructurados a partir de contenido no estructurado

en documentos, como identificar nombres, fechas o relaciones en un texto.
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(positivo, negativo, neutro), temas, géneros, entre otros. En este trabajo, nos enfocamos en
la clasificación con una única etiqueta por texto, lo cual es aplicable a tareas como análisis
de sentimientos, detección de spam o categorización de noticias y muchas más.

Extracción de Información

Dentro de las tareas de NLP encontramos las tareas de extracción de información que
se refieren al proceso de identificar y extraer automáticamente información estructurada y
significativa a partir de texto no estructurado. Esta información puede incluir datos como
nombres de personas, lugares, fechas, eventos, relaciones y otros elementos relevantes en
el texto. El objetivo principal de la extracción de información es convertir el texto en un
formato que sea más fácilmente procesable y comprensible por las computadoras.

Existen numerosas tareas de extracción de información entre las que se incluyen las
siguientes: extracción de relaciones, reconocimiento de entidades nombradas, entre otras.

Reconocimiento de entidades nombradas

El reconocimiento de entidades nombradas (NER, por sus siglas en inglés) es una tarea de
extracción de información cuyo objetivo es identificar y clasificar entidades presentes en un
texto en categoŕıas predefinidas. En este contexto, las “entidades” se refieren a fragmentos
de texto que representan conceptos o elementos espećıficos dentro de un dominio particular
y que son de interés para una tarea determinada. Estos pueden incluir nombres propios,
términos técnicos, śıntomas, fechas, ubicaciones, entre otros, dependiendo de las categoŕıas
predefinidas para la clasificación. Estas categoŕıas vaŕıan según el dominio del problema.
Por ejemplo, en un contexto biomédico, las entidades pueden ser śıntomas, diagnósticos o
medicamentos.

Por ejemplo, en la oración:
“Juan visitó Nueva York el 15 de Enero del 2022”
el modelo podŕıa reconocer las siguientes entidades:

Persona: Juan

Lugar: Nueva York

Fecha: 15 de Enero del 2022

Este enfoque permite estructurar información no estructurada, lo que es esencial para
aplicaciones como mineŕıa de texto, análisis de documentos o generación de bases de datos.

2.3. Redes Neuronales

Las redes neuronales son un conjunto de algoritmos de aprendizaje automático inspirados
en el funcionamiento del cerebro humano. Estas redes están formadas por capas de neuronas
interconectadas que procesan información y aprenden patrones a partir de los datos de
entrada.

El componente fundamental de una red neuronal es la unidad neuronal, que puede ser
descrita mediante la siguiente ecuación:

y = w1x1 + · · ·+ wnxn + b

Esta ecuación describe cómo una unidad neuronal combina sus entradas para producir
un valor de salida. Cada entrada xi representa un valor numérico que la neurona recibe, y
cada uno de ellos está asociado a un peso sináptico11 wi, que determina la importancia de

11 Un peso sináptico representa el grado de influencia o importancia que una entrada tiene en el cálculo
de la salida de una unidad neuronal.
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esa entrada en el cálculo. La suma ponderada de todas las entradas se complementa con un
término adicional llamado sesgo (b), que ajusta el resultado de manera independiente de las
entradas.

Este cálculo representa una combinación lineal de las entradas, que es fundamental para
el funcionamiento de las redes neuronales. Sin embargo, para que la red neuronal pueda
capturar relaciones más complejas, este valor lineal (y) se pasa a través de una función
de activación12, que introduce no linealidad y permite al modelo aprender patrones más
sofisticados, adaptándose a una amplia variedad de tareas, como el reconocimiento de voz,
reconocimiento de imágenes, NLP, pronóstico de series de tiempo, entre otros.

Fig. 2.1: Modelo matemático de una neurona, donde podemos observar los distintos componentes
de una neurona. Gráfico tomado de https://es.wikipedia.org/wiki/Perceptr%C3%B3n

Arquitectura de las redes neuronales

Se denomina arquitectura a la estructura y organización general de una red neuronal
artificial. Esta estructura define cómo se interconectan las neuronas artificiales, cómo se
propagan los valores de las entradas (conocidos como señales o activaciones) a través de las
capas de la red y cómo se realizan las operaciones matemáticas en cada capa.

Existen diferentes arquitecturas de redes neuronales, como las redes neuronales preali-
mentadas (feedforward) que no tienen ningún tipo de retroalimentación por lo que las señales
siempre van de la capa de entrada a la de salida, siendo esta la primera y más sencilla forma
de red neuronal artificial ideada. Estas redes pueden ser de una sola capa de entrada que se
encuentra directamente conectada a una sola capa de salida o pueden ser multicapa, en cuyo
caso contienen una o más capas ocultas que intervienen entre la capa de entrada y la capa
de salida, permitiéndole aprender relaciones más complejas en los datos (ver Figura 2.2).

12 Una función de activación es una transformación matemática que se utiliza en redes neuronales para
convertir la señal de entrada de un nodo en una señal de salida que pasa a la capa siguiente. Su función es
introducir no linealidad en el modelo, lo que permite a las redes neuronales aprender relaciones complejas
en los datos.
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Fig. 2.2: Distintos tipos de redes neuronales feedforward. Gráficos tomados de https://grupo.us.

es/gtocoma/pid/pid10/RedesNeuronales.htm

Otro tipo de red neuronal sumamente importante son las redes neuronales recurrentes
(RNN, por sus siglas en inglés), que mostramos en la Figura 2.3. Estas están diseñadas para
trabajar con datos secuenciales o temporales, ya que, a diferencia de las redes neuronales
prealimentadas convencionales, las RNN tienen conexiones que forman bucles, lo que les
permite mantener una especie de “memoria” de las entradas anteriores en la secuencia. Esto
las hace adecuadas para tareas que involucran datos con dependencias temporales, como
el procesamiento de lenguaje natural, el reconocimiento de voz y la predicción de series
temporales.

Fig. 2.3: Red neuronal recurrente, donde podemos ver los distintos bucles en la red. Gráfico tomado
de https://grupo.us.es/gtocoma/pid/pid10/RedesNeuronales.htm

Aprendizaje de las redes neuronales

El entrenamiento de redes neuronales consiste en ajustar los pesos de las conexiones entre
las neuronas para minimizar el error en las predicciones del modelo. Este proceso se basa
en varios conceptos clave que son fundamentales para comprender cómo aprenden las redes
neuronales.

Primero, la función de pérdida (o Loss Function) mide la diferencia entre las predicciones
del modelo y las etiquetas reales. Para tareas como clasificación, es común utilizar la pérdi-
da de entroṕıa cruzada, que compara las distribuciones de probabilidad predichas con las
verdaderas. El objetivo del entrenamiento es minimizar esta función de pérdida ajustando
los pesos del modelo.

El cálculo del gradiente13 es esencial para este ajuste. Utilizando el grafo de cómputo, una
representación estructurada de las operaciones matemáticas en la red, se puede calcular de
manera eficiente cómo cada peso afecta la función de pérdida. A través de un proceso llamado
diferenciación hacia atrás (backward differentiation, ver Figura 2.4), el modelo calcula los

13 Es el proceso matemático mediante el cual se determinan las derivadas parciales de una función de
pérdida con respecto a los parámetros de un modelo, permitiendo conocer cómo ajustar cada parámetro
para minimizar el error en las predicciones.
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gradientes parciales de la pérdida con respecto a cada peso, comenzando por la salida y
propagándose hacia atrás a través de la red.

Fig. 2.4: Grafo de cómputo (del inglés, computation graph), para la función L(a, b, c) = c(a + 2b),
que muestra el cálculo hacia atrás (backward pass) de ∂L

∂a
, ∂L

∂b
y ∂L

∂c
. Figura tomada de

Jurafsky y Martin [34]

Estos gradientes son utilizados por algoritmos de optimización, como el descenso por
gradiente (gradient descent), para actualizar los pesos sinápticos y reducir la función des
pérdida. El aprendizaje ocurre a través de múltiples iteraciones (o épocas) en las que el
modelo ajusta gradualmente sus parámetros (sus pesos) para mejorar su desempeño.

En el caso de redes neuronales entrenadas para modelos de lenguaje, como los que pre-
dicen la probabilidad de la siguiente palabra en una secuencia, el proceso de entrenamiento
incluye ajustar los pesos para maximizar la probabilidad de las palabras correctas en el
contexto dado. Este enfoque permite que el modelo aprenda patrones complejos en datos
secuenciales, mejorando su capacidad para generalizar a nuevos textos.

2.4. Aprendizaje Profundo

El aprendizaje profundo es una rama de las redes neuronales artificiales que se enfoca en
el aprendizaje de representaciones de datos cada vez más complejas a través de múltiples
capas de procesamiento no lineal.

Se diferencia de las redes neuronales poco profundas (shallow networks) en su capacidad
para procesar y aprender de manera efectiva datos complejos mediante múltiples capas.
Mientras que las redes poco profundas suelen tener una o dos capas ocultas y son limitadas en
su capacidad de modelar relaciones no lineales, las redes profundas cuentan con muchas capas
que permiten captar patrones jerárquicos, desde caracteŕısticas simples hasta abstracciones
más complejas. Este enfoque ha ganado popularidad en los últimos años debido a avances
en hardware (como GPUs14), grandes volúmenes de datos disponibles para entrenamiento
y técnicas de optimización más eficientes, lo que ha permitido resolver problemas que antes
eran intratables o teńıan un desempeño limitado. Esto ha llevado a su aplicación exitosa en
áreas como NLP, visión por computadora y reconocimiento de voz.

Entre las arquitecturas más populares de aprendizaje profundo se encuentran las redes
neuronales convolucionales (CNN), utilizadas principalmente en visión por computadora,
y las redes neuronales recurrentes (RNN), utilizadas principalmente en procesamiento de
lenguaje natural y series temporales. También existen otras arquitecturas como las redes
neuronales generativas adversarias (GAN) y las redes neuronales transformer, que se han
vuelto muy populares en el procesamiento de lenguaje natural en los últimos años.

14 Unidades de procesamiento gráfico.
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Red Neuronal Recurrente

Una arquitectura de Red Neuronal Recurrente (RNN por sus siglas en ingles) es un tipo
de red neuronal diseñada para trabajar con datos secuenciales o temporales. A diferencia
de las redes neuronales feedforward convencionales, las RNN tienen conexiones que forman
bucles, lo que les permite mantener una especie de “memoria” de las entradas anteriores
en la secuencia. Esto las hace adecuadas para tareas que involucran datos con dependen-
cias temporales, como el procesamiento de lenguaje natural, el reconocimiento de voz y la
predicción de series temporales.

LSTM

Uno de los desaf́ıos que enfrentan las RNN (Redes Neuronales Recurrentes) es su limi-
tada capacidad de mantener información a largo plazo, es decir, su memoria a corto plazo
(short-term memory). Para ilustrar este punto, consideremos el escenario en el que deseamos
predecir la última palabra de la oración “Yo crećı en España, por lo que hablo español”.
La información cercana a la última palabra nos sugiere que se hará referencia a un idioma,
pero para determinar a qué idioma se refiere, necesitamos información que se encuentra al
principio de la oración (en este caso, “España”). Hochreiter, en su trabajo titulado Long
Short-Term Memory [31], ofrece una explicación detallada de las razones subyacentes por
las cuales las RNN experimentan dificultades al manejar dependencias a largo plazo en
secuencias de datos.

El long short-term memory (LSTM) es un tipo de arquitectura de una RNN que sirve
para persistir información. La pieza central de esta red es una unidad de memoria capaz
de retener información durante peŕıodos prolongados. La red emplea mecanismos conocidos
como “puertas” que regulan qué información se almacena, cuál se transmite y cuál se des-
carta. De esta manera, permite que la información relevante se propague a lo largo de toda
la secuencia de manera efectiva.

RNN bidireccional

Hay casos en los que al analizar una secuencia de palabras, nos puede ser muy útil la
información que todav́ıa no analizamos, es decir la información del futuro, además de la
que ya hemos analizado (el pasado). Por ejemplo, si tenemos la siguiente oración, “Rosa
es el nombre de mi madre” y queremos saber si Rosa hace referencia a un nombre, a un
color o a una flor. Se puede notar que no basta con tener solo la información del pasado, ya
que si tuviésemos la información del futuro, podŕıamos notar que Rosa hace referencia a un
nombre de una persona.

Una Red Neuronal Recurrente Bidireccional (Schuster y Paliwal [69]) combina dos RNNs
independientes, una de las cuales procesa la entrada desde el principio hasta el final, y la otra
desde el final hasta el principio. Luego, concatenamos las dos representaciones calculadas
por las redes en un solo vector que captura tanto el contexto izquierdo como el derecho de
una entrada en cada punto en el tiempo.

LSTM bidireccional

Una arquitectura de red LSTM bidireccional (BiLSTM) combina dos redes LSTM in-
dependientes en una sola estructura, una que procesa la secuencia de datos de izquierda a
derecha y la otra que procesa la secuencia de derecha a izquierda. La salida de ambas redes
se concatena en cada paso de tiempo, lo que permite que la red capture información contex-
tual tanto de la parte anterior (pasado) como de la posterior (futuro) de la secuencia. Esto
la hace efectiva para tareas que requieren una comprensión completa del contexto temporal
en los datos de entrada.
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Transformers

Los Transformers representan una clase de arquitecturas de modelos de aprendizaje
profundo que han emergido como un componente esencial en numerosas aplicaciones de
NLP y visión por computadora. Introducidos por Vaswani et al. en su art́ıculo “Attention is
All You Need” en 2017 [74], estos modelos han revolucionado la forma en que se abordan las
tareas secuenciales. A diferencia de las redes neuronales recurrentes (RNNs) convencionales,
los Transformers destacan por su capacidad para modelar dependencias a largo plazo en
datos secuenciales, como texto o series de tiempo, considerando tanto el contexto anterior
como posterior de cada elemento. Esta capacidad se logra mediante el uso de capas de auto-
atención (self-attention), lo que les confiere ventajas significativas en términos de paralelismo
y convergencia.

En la Figura 5.4 podemos observar que la arquitectura de los Transformers consta prin-
cipalmente de dos partes fundamentales: el codificador (a la izquierda) y el decodificador (a
la derecha). En el contexto del NLP, el codificador toma una secuencia de entrada, como
una oración en un idioma, y la convierte en una representación numérica. Por otro lado,
el decodificador utiliza esta representación numérica para generar una secuencia de salida,
como una traducción a otro idioma.
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Fig. 2.5: Arquitectura de un Transformer, dónde la parte izquierda es el codificador y la parte
derecha el decodificador. Imagen tomada del paper “Attention is All You Need”

Este enfoque innovador ha demostrado ser altamente efectivo en una variedad de tareas
de NLP, superando en muchos casos a las arquitecturas tradicionales basadas en RNNs [67].
Para comprender mejor a los Transformers, a continuación profundizaremos en los detalles
técnicos tratando de explicar por qué son tan innovadores.

Auto-atención (self-attention)

La auto-atención es un componente esencial de los Transformers que permite evaluar la
importancia de cada palabra en una secuencia en función de su contexto. Este mecanismo
opera calculando tres tipos de vectores: Query, Key y Value.

Query (Consulta): Representa la palabra de interés cuya relación con otras palabras
de la secuencia queremos analizar.

Key (Clave): Es un conjunto de vectores que representan todas las palabras de la
secuencia y se utilizan para calcular la relevancia de la palabra de consulta con respecto
a las demás.
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Value (Valor): Es un conjunto de vectores que representan los valores asociados a
cada palabra en la secuencia.

Para calcular la atención de una palabra de consulta en relación con las demás palabras,
se realizan productos escalares entre el vector Query y los vectores Key, seguido de la
aplicación de una función de activación15 para obtener los puntajes de atención y luego se
utilizan estos puntajes para ponderar los vectores Value. Finalmente, se suman los valores
ponderados para obtener una representación contextualizada de la palabra de consulta, que
tiene en cuenta su relación con las demás palabras en la secuencia.

En resumen, la auto-atención permite a los Transformers capturar las relaciones entre
las palabras en una secuencia de manera eficiente y efectiva, lo que les permite manejar
dependencias a largo plazo y capturar información contextual de manera más precisa que
las arquitecturas tradicionales.

Multi-headed attention

Esta técnica es una extensión del mecanismo de auto-atención. En lugar de centrarse
en un único conjunto de pesos de atención, la técnica de Multi-Head Attention permite al
modelo atender a diferentes partes de la secuencia simultáneamente, utilizando múltiples
cabezas de auto-atención.

Esta funciona calculando múltiples conjuntos de pesos de atención independientes me-
diante la aplicación de transformaciones lineales a los vectores Query, Key y Value, los cuales
representan la información de entrada. Estos conjuntos de pesos de atención se calculan de
forma paralela y luego se combinan mediante concatenación o ponderación para formar una
representación final.

Al permitir que el modelo atienda a diferentes aspectos de la secuencia en paralelo, la
Multi-Head Attention puede mejorar significativamente la capacidad del Transformer para
capturar patrones y relaciones importantes en los datos. Esto conduce a un mejor rendi-
miento en una variedad de tareas de NLP y otras aplicaciones de aprendizaje automático.

Fig. 2.6: Multi-headed attention, imagen tomada del paper “Attention is All You Need”, donde las
letras Q, K y V se refieren respectivamente a Query, Key y Value

15 La función de activación, t́ıpicamente una función softmax, transforma los puntajes de atención en
una distribución de probabilidad, asegurando que la suma de los pesos sea igual a uno. Esto permite una
asignación adecuada de atención a diferentes partes de la secuencia.
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Capa de trasformación: Feed-Forward

En la capa de transformación, se aplica una transformación feed-forward a la salida de la
capa de atención. Esta transformación consiste en una serie de operaciones lineales seguidas
de funciones de activación no lineales, como ReLU (Rectified Linear Unit). Esto ayuda al
modelo a aprender representaciones más abstractas y complejas de los datos de entrada.

Cada capa de atención y transformación puede capturar patrones y relaciones espećıficas
en los datos, lo que proporciona al modelo una capacidad de representación más rica y
expresiva.

Codificador y Decodificador

El codificador es responsable de procesar la secuencia de entrada y generar una represen-
tación numérica de la misma. Para ello, utiliza las capas de atención y transformación, ya
mencionadas, para capturar la información contextual y las relaciones entre las palabras de
la secuencia. El codificador evalúa la importancia de cada palabra en función de su contexto
y produce una representación contextualizada de las mismas, que luego utiliza como entrada
para el decodificador.

Por otro lado, el decodificador toma la representación numérica generada por el codifi-
cador y la utiliza para generar la secuencia de salida deseada, como la traducción en otro
idioma. Para lograr esto, el decodificador también utiliza capas de atención y transforma-
ción, pero de manera ligeramente diferente. Además de procesar la información contextual,
el decodificador debe generar una secuencia de salida que sea coherente y tenga sentido en
el contexto del idioma de destino (siguiendo con el ejemplo de traducción automática). Por
lo tanto, el decodificador realiza un proceso de generación autoregresiva, es decir, genera
cada palabra en la secuencia de salida de forma secuencial, tomando en cuenta las palabras
generadas anteriormente como contexto para predecir la siguiente.

Fig. 2.7: Codificador y Decodificador sigiuendo el ejemplo de la traducción automática. Gráfico
tomado del sitio https://jalammar.github.io/illustrated-transformer/

En resumen, mientras que el codificador se enfoca en procesar la entrada y capturar
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su información contextual, el decodificador se centra en generar una secuencia de salida
coherente en función de la representación numérica proporcionada por el codificador.

Ventajas sobre las RNNs y BiLSTMs:

Los Transformers presentan varias ventajas sobre las RNNs y las BiLSTMs, especial-
mente en términos de manejo de dependencias a largo plazo, paralelismo y capacidad para
capturar información contextual de manera más efectiva.

En primer lugar, los Transformers son capaces de manejar dependencias a largo plazo
de manera más efectiva que las RNNs y las BiLSTMs. Mientras que las últimas tienen
dificultades para capturar dependencias a largo plazo debido a su naturaleza recurrente,
los Transformers modelan relaciones entre elementos de entrada distantes en la secuencia
mediante los mecanismos de auto-atención.

Además, los Transformers aprovechan el paralelismo de manera más eficiente que las
RNNs y las BiLSTMs. Mientras que las RNNs y las BiLSTMs procesan secuencialmente los
elementos de entrada uno por uno, lo que limita su capacidad de procesamiento paralelo,
los Transformers pueden procesar todos los elementos de entrada simultáneamente gracias
a su arquitectura basada en atención. Esto les otorga una ventaja significativa en términos
de eficiencia de entrenamiento y velocidad de procesamiento, lo que les permite manejar
conjuntos de datos más grandes y entrenar modelos más rápidamente.

Finalmente, los Transformers son más efectivos para capturar información contextual
debido a su capacidad para modelar relaciones entre todas las palabras en una secuencia de
manera simultánea. Mientras que las RNNs y las BiLSTMs capturan información contextual
principalmente de manera secuencial y local, la utilización de mecanismos de atención les
permiten a los Transformers considerar el contexto global de una palabra al calcular sus
representaciones.

Limitaciones de los Transformers

Los transformers también presentan algunas limitaciones importantes. Una de estas ra-
dica en su complejidad computacional. Estos pueden ser computacionalmente costosos y
requerir una gran cantidad de datos para entrenarlos de manera efectiva. Esto se debe a la
naturaleza de su arquitectura, que implica un alto grado de paralelismo y una gran cantidad
de parámetros entrenables. Como resultado, el entrenamiento de estos modelos puede reque-
rir recursos computacionales significativos y puede ser prohibitivamente costoso en términos
de tiempo y recursos de hardware [68, 77].

Large Language Models

Los modelos de lenguaje de gran tamaño (Large Language Models, LLM ) son modelos
de aprendizaje profundo muy grandes que se preentrenan con grandes cantidades de datos,
diseñados para procesar y generar texto de manera coherente y natural. Estos representan
una evolución significativa en el campo de NLP y están estrechamente relacionados con la
arquitectura de los Transformers. Estos modelos son capaces de aprender representaciones
de lenguaje altamente efectivas mediante el entrenamiento en grandes conjuntos de datos
de texto sin etiquetar. Utilizan arquitecturas de Transformers de gran escala16, que les
permiten capturar patrones complejos y dependencias a largo plazo en el texto.

Entrenamiento de un LLM:

Estos se entrenan con técnicas de aprendizaje supervisado o semi-supervisado (ver sub-
sección 2.1), donde se les proporciona una gran cantidad de texto sin procesar, se enmascaran
aleatoriamente ciertas palabras y el modelo debe predecir cuáles son esas palabras enmasca-
radas tomando en cuenta la oración o el documento completo. Esta técnica de aprendizaje

16 El término “de gran escala” se refiere tanto a la cantidad de parámetros en el modelo (generalmente en
el orden de miles de millones) como al volumen de datos utilizados durante su entrenamiento.
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se conoce como Masked Language Model y fué utilizada para entrenar a uno de los prime-
ros LLM basados en transformers: BERT (del inglés Bidirectional Encoder Representations
from Transformers). [24]

Vocabulario de un LLM:

Es a partir de este entrenamiento que los LLM generan un vocabulario con las palabras
más frecuentes del conjunto de datos de entrenamiento. Básicamente, el vocabulario de un
LLM es un conjunto de palabras o tokens que el modelo puede entender y generar, siendo
crucial para el rendimiento del modelo, ya que determina su capacidad para representar y
trabajar con texto en un idioma espećıfico (el idioma del conjunto de datos de entrenamien-
to). En estos modelos el tamaño del vocabulario suele ser enorme (de 30 mil tokens que
contiene el vocabulario de un modelo como BERT a 52 mil tokens del vocabulario de GPT-3
[4]).

Ejemplos de LLM:

GPT (Generative Pre-trained Transformer) [62]: Desarrollado por la empresa
OpenAI, GPT es una serie de modelos basados en la arquitectura Transformer que
se entrenan en grandes cantidades de texto para generar texto coherente y relevante.
GPT-3, el modelo más reciente de la serie, es uno de los LLM más grandes conocidos,
con 175 mil millones de parámetros. Su primera versión fue entrenada utilizando el
BookCorpus17, que contiene alrededor de 985 millones de palabras.

BERT (Bidirectional Encoder Representations from Transformers) [24]: De-
sarrollado por Google, BERT es otro ejemplo prominente de LLM, que ha demostra-
do ser altamente efectivo en una variedad de tareas de NLP, incluido el análisis de
sentimientos, la clasificación de texto y el etiquetado de entidades nombradas. Fue
preentrenado utilizando dos conjuntos de datos principales: BookCorpus y una versión
filtrada de Wikipedia en inglés que contiene alrededor de 2,500 millones de palabras.

RoBERTa (Robustly optimized BERT approach) [44]: Desarrollado por Face-
book AI, RoBERTa es una versión optimizada de BERT que se diferencia en varios
aspectos clave, como el uso de más datos de entrenamiento, la eliminación del obje-
tivo de predicción de la siguiente oración y el aumento del tamaño de las secuencias
de entrada. Estos cambios lo hacen más efectivo en una variedad de tareas de NLP,
incluyendo clasificación de texto, etiquetado de entidades nombradas, comprensión de
lectura, reconocimiento de relaciones, análisis de sentimientos, entre otras [1, 14, 44].
Para el preentrenamiento de RoBERTa, se ampliaron y diversificaron los datos, inclu-
yendo no solo los conjuntos de datos utilizados por BERT, sino también CC-News18,
CommonCrawl19, OpenWebText20 y Stories21. En total, RoBERTa fue entrenado con
más de 160 GB de texto sin comprimir, lo que le permitió capturar patrones más ricos
y complejos del lenguaje, mejorando significativamente su capacidad de modelado.

Estos modelos han demostrado un rendimiento sobresaliente en una variedad de tareas
de NLP, como la generación de texto, la traducción automática, el reconocimiento de enti-
dades nombradas y el análisis de sentimientos, entre otras. Sin embargo, su entrenamiento
y puesta en producción pueden requerir una gran cantidad de recursos computacionales y
energéticos22, lo que plantea desaf́ıos en términos de sostenibilidad y eficiencia. A pesar de
estas limitaciones, los LLM representan un hito importante en el desarrollo de sistemas de

17 https://huggingface.co/datasets/bookcorpus/bookcorpus
18 https://huggingface.co/datasets/vblagoje/cc_news
19 https://commoncrawl.org/
20 https://huggingface.co/datasets/Skylion007/openwebtext
21 https://paperswithcode.com/dataset/cc-stories
22 Por ejemplo, para la puesta en producción de un modelo de 175 mil millones de parámetros como el

modelo GPT-3, se necesitan al menos 5x80GB A100 GPUs y 350GB de memoria para almacenarlo en un
formato FP16 [83]. Por ejemplo, según Li et al. [41], una sola conversación de entre 20 y 50 preguntas con
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NLP y han abierto nuevas posibilidades en áreas como la inteligencia artificial y la lingǘıstica
computacional.

Fine-tuning de un LLM

Los LLM utilizan el concepto de transfer learning para aprovechar el conocimiento pre-
viamente aprendido a partir de grandes conjuntos de datos y adaptarlo a tareas espećıficas.
En lugar de entrenar un modelo desde cero para cada tarea, los LLM pre-entrenados23 pue-
den transferir su conocimiento general sobre el lenguaje a una tarea particular a través de
un proceso llamado fine-tuning (ajuste fino).

En el fine-tuning, el modelo pre-entrenado se ajusta a una tarea espećıfica al exponerlo
a un conjunto de datos etiquetado para esa tarea y permitirle ajustar sus parámetros (pesos
sinápticos) para que se adapten mejor a la tarea particular [25].

Fig. 2.8: Fine-tuning de un LLM: Gráfico tomado del sitio https://intuitivetutorial.com/2023/
06/18/large-language-models-in-deep-learning/

El fine-tuning permite que los LLM pre-entrenados se utilicen de manera efectiva en
una amplia variedad de aplicaciones y dominios, ya que pueden adaptarse y especializarse
para tareas espećıficas con relativamente poca cantidad de datos etiquetados. Por ejemplo,
podemos ajustar un modelo pre-entrenado de propósito general24 como BERT para que
aprenda a clasificar texto o reconocer entidades nombradas.

ChatGPT requiere de unos 500 ml de agua y entre 0,001 y 0,01 kWh: entre un 233% y un 3.233% más que
una consulta en Google.
23 Se dice que un modelo está pre-entrenado cuando ha sido entrenado previamente en un conjunto de datos

amplio y diverso, lo que le permite aprender representaciones generales del lenguaje antes de ser ajustado a
tareas espećıficas.
24 BERT se entrena mediante dos tareas principales: el Modelado de Lenguaje Enmascarado (MLM), donde

predice palabras ocultas en una oración basándose en su contexto, y la Predicción de la Siguiente Oración

(NSP), que determina si dos oraciones son consecutivas en un textos.
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TAPT y DAPT

En el trabajo de Gururangan et al. (2020) [28] se presentan dos estrategias de pre-
entrenamiento adaptativo para mejorar el rendimiento de los modelos de lenguaje en tareas
espećıficas:

DAPT (Domain-Adaptive Pretraining): Consiste en continuar el pre-entrenamiento
de un modelo de lenguaje (como BERT o RoBERTa) en un corpus de texto espećıfico
del dominio de interés. Esto permite que el modelo se adapte a las particularidades del
lenguaje y el vocabulario utilizado en ese dominio, lo que puede mejorar su rendimiento
en tareas posteriores. Por ejemplo, para trabajar con textos médicos, se podŕıa utili-
zar un corpus de art́ıculos cient́ıficos y registros cĺınicos para que el modelo aprenda
términos y expresiones propias del ámbito de la salud.

TAPT (Task-Adaptive Pretraining): Similar a DAPT, pero en lugar de utilizar
un corpus del dominio, se utiliza el conjunto de datos de entrenamiento sin anotar
espećıfico de la tarea que se desea realizar. Esto permite que el modelo se familiarice
con el formato y el estilo de los datos de la tarea, lo que puede mejorar su rendimiento
en la misma. Por ejemplo, si la tarea es clasificar reseñas de productos en positivas o
negativas, se puede realizar un pre-entrenamiento adicional con las reseñas sin anotar
del conjunto de datos de entrenamiento.

Ambas estrategias buscan aprovechar el conocimiento adquirido por los modelos de len-
guaje durante el pre-entrenamiento inicial en grandes corpus de texto general, y adaptarlo
a dominios y tareas espećıficas para obtener mejores resultados. Los autores del trabajo
demuestran que tanto DAPT como TAPT pueden mejorar significativamente el rendimiento
de los modelos de lenguaje en una variedad de tareas, incluyendo clasificación de texto, reco-
nocimiento de entidades nombradas, respuesta a preguntas y traducción automática, entre
otras [28, 14].

2.5. Evaluación de modelos

En esta sección, exploraremos cómo evaluar la efectividad de nuestros modelos. Desde el
análisis de matrices de confusión hasta el cálculo de métricas como la precision, recall y el
F1 Score, aśı como técnicas de evaluación y comparación de modelos como Cross Validation,
Bootsraping y ANOVA.

2.5.1. Medidas de Calidad

Para evaluar la calidad de los algoritmos implementados en nuestras tareas de reconoci-
miento de entidades y clasificación, es fundamental contrastar las predicciones generadas con
la realidad observada. En este contexto, se emplea un estándar que actúa como referencia
para el valor real de las anotaciones. Si estas anotaciones provienen de expertos, como es
el caso presente, se denominan gold standard ; si, por el contrario, se obtienen de manera
automática, se conocen como silver standard.

Para cada instancia de las tareas de NER y clasificación, se generan predicciones median-
te la aplicación de diversos algoritmos. Estas predicciones se comparan con las anotaciones
establecidas previamente. Dependiendo de la concordancia entre el valor predicho y el es-
perado, los resultados se clasifican como verdaderos positivos, verdaderos negativos, falsos
positivos o falsos negativos.

Matriz de Confusión

La matriz de confusión representa una herramienta esencial empleada para analizar los
resultados obtenidos mediante un algoritmo. Consiste en la creación de una matriz que refleja
los resultados del modelo de clasificación aplicado sobre un conjunto de datos cuyos valores
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correctos son conocidos. En la matriz, las filas corresponden a las instancias clasificadas en
una determinada categoŕıa, mientras que las columnas representan las instancias reales de
las distintas clases. Los resultados se organizan en cuatro categoŕıas:

Verdaderos Positivos (TP): Casos en los que se predice correctamente.

Verdaderos Negativos (TN): Casos en los que se predice correctamente que no perte-
necen a la clase.

Falsos Positivos (FP): Casos en los que se predice erróneamente que pertenece a la
clase.

Falsos Negativos (FN): Casos en los que se predice erróneamente que no pertenece a
la clase.

Valor Real
Positivo Negativo

Predicción
Positivo TP FP
Negativo FN TN

Tab. 2.1: Valores de la Matriz de Confusión

Accuracy

La medida de clasificación de accuracy mide, simplemente, la proporción de clasificaciones
correctas sobre el total de ejemplos de entrada. Está dada por la fórmula:

Accuracy =
Numero de predicciones correctas

Número total de instancias
(2.1)

Este tipo de medida funciona de manera efectiva cuando la cantidad de ejemplos perte-
necientes a cada clase está balanceada. Supongamos que el modelo es capaz de clasificar con
precisión los elementos de la clase A, pero enfrenta dificultades en la clasificación de la clase
B. Si el conjunto de entrenamiento está compuesto por el 98% de instancias de la clase A y el
restante pertenece a la clase B, el modelo alcanzaŕıa un accuracy del 98%. No obstante, si el
conjunto de entrenamiento contiene un 60% de ejemplos de la clase A, el modelo obtendŕıa
un accuracy del 60%. En situaciones en las que el costo de una clasificación errónea en la
clase B es considerablemente alto, podŕıa darse el caso de que nuestro modelo indique una
precisión satisfactoria, aunque en realidad no lo sea.

Precision

Es la cantidad de resultados correctos positivos dividido por el número de resultados
positivos predichos por el clasificador:

Precision =
TP

TP + FP
(2.2)

En otras palabras, la precision, nos dice qué tan confiables son las predicciones positivas
del modelo, es decir, cuántos de los elementos clasificados como positivos realmente lo son.

Recall

Es la cantidad de resultados correctos positivos dividido por el número de resultados que
debeŕıan haber sido identificados como positivos:

Recall =
TP

TP + FN
(2.3)
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El recall, también conocido como “sensibilidad”, mide qué tan bien el modelo encuentra
todos los casos positivos reales, es decir, cuántos de los positivos verdaderos fueron correc-
tamente identificados.

F1 Score

El F1 Score es una medida general para evaluar el desempeño de un algoritmo de apren-
dizaje automático. Se calcula a través de la media armónica de la precision y recall sobre
cada etiqueta o clase, los cuales ayudan a definir sobre qué aspectos necesita mejorar nuestro
algoritmo y está dada por la formula:

F1 = 2 ∗
Precision ∗Recall

Precision+Recall
(2.4)

Match Parcial
Como complemento a las métricas de coincidencia exacta (exact match) mencionadas

previamente, incorporaremos métricas de coincidencia parcial (lenient o partial match) ba-
sadas en el ı́ndice de Jaccard para evaluar la similitud entre las entidades predichas y las de
referencia en el marco de la tarea de reconocimiento de entidades nombradas.

El ı́ndice de Jaccard para un par de etiquetas (predicción y referencia), se define como:

J(ref, pred) =
∩(ref, pred)

∪(ref, pred))
(2.5)

y mide la relación entre la intersección y la unión de dos conjuntos, en este caso, las
entidades de referencia y las entidades predichas. Un valor de J = 1 indica una coincidencia
exacta de ĺımites entre entidades, mientras que valores menores reflejan diferentes grados de
solapamiento.

Para calcular las métricas de match parcial, primero realizamos un emparejamiento entre
las entidades de referencia y las predichas, y determinamos si corresponde a un TP, FP
o FN, pero ahora teniendo en cuenta el ı́ndice de Jaccard. Este ı́ndice se calcula como el
solapamiento de tokens entre la entidad de referencia y la predicción, dividido por el máximo
entre la longitud de la entidad de referencia y la predicción. De esta manera, si existe al
menos un token coincidente, el valor del ı́ndice será mayor que cero, indicando un match
parcial.

Para ajustar el conteo de TP, FP y FN, utilizamos los siguientes cálculos:

Los TP se incrementan por el valor del ı́ndice de Jaccard, nos referiremos a este nuevo
valor como TPJ .

Los FN se ajustan como: 1 - Indice Jaccard, para reflejar la parte de la entidad de
referencia no cubierta por la predicción y lo denominaremos FNJ .

Los FP se calculan de manera tradicional, reflejando las predicciones incorrectas.

Con estos valores ajustados, calculamos las métricas de precision, recall y F1 Score de
la siguiente manera:

PrecisionJ =
TPJ

TPJ + FP
(2.6)

RecallJ =
TPJ

TPJ + FNJ

(2.7)

F1 Score = 2×
PrecisionJ ×RecallJ

PrecisionJ +RecallJ
(2.8)

La principal diferencia entre las métricas de coincidencia exacta y las de coincidencia
parcial radica en su tolerancia a las diferencias entre las predicciones y las referencias.
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Mientras que las primeras son binarias (coincidencia o no coincidencia) y son consideradas
el estándar en la literatura sobre NER (lo que nos permite comparar nuestros resultados
con otros trabajos), las segundas permiten cierta flexibilidad en los ĺımites de las entidades,
lo que resulta especialmente útil, en nuestro caso, cuando los modelos presentan pequeñas
variaciones en la identificación de los śıntomas.

Micro - Macro averages

En tareas de clasificación multiclase (como NER y clasificación), es crucial contar con
métricas que permitan evaluar el rendimiento del modelo de manera equitativa. Dependiendo
del contexto, puede ser más relevante considerar el rendimiento general de todas las instan-
cias (sin importar su clase) o, por el contrario, garantizar que el desempeño de cada clase
individual sea tratado con igual importancia. Para abordar estas necesidades, se utilizan las
micro y macro averages al calcular métricas como precision, recall y F1 Score.

El micro average calcula las métricas sumando los verdaderos positivos, falsos positivos
y falsos negativos de todas las instancias y luego calculando las métricas sobre el total. Esto
da un peso igual a cada instancia, independientemente de su clase.

Por otro lado, el macro average calcula las métricas por clase y luego toma el promedio
de estas métricas. Cada clase tiene el mismo peso en el cálculo final, lo que significa que el
rendimiento de cada clase se considera por igual.

Sin embargo, es importante tener en cuenta que el macro average puede tener dificul-
tades para reflejar adecuadamente el rendimiento de un modelo cuando se enfrenta a datos
desbalanceados. Esto se debe a que asigna el mismo peso a cada clase, lo que puede llevar
a una sobreestimación del rendimiento en clases minoritarias y una subestimación en clases
mayoritarias

2.5.2. Comparación de modelos

En este apartado, exploraremos diversos métodos para afrontar la tarea de seleccionar el
modelo más adecuado para nuestros datos y problemas espećıficos. Durante la comparación
de modelos, se utilizan diversas técnicas y metodoloǵıas, entre las cuales destacan la Vali-
dación Cruzada (Cross Validation), el Muestreo Bootstrap (Bootstraping) y el Análisis de
Varianza (ANOVA). Estas técnicas nos permiten comparar el rendimiento y la generaliza-
ción de diferentes modelos, ayudándonos a la hora de seleccionar cuál modelo se comporta
mejor para nuestras necesidades.

Cross Validation

La Validación Cruzada (Cross Validation) es una técnica que nos permite evaluar la ca-
pacidad de generalización de nuestros modelos. Consiste en dividir el conjunto de datos en
múltiples particiones o folds, entrenando y evaluando el modelo en cada una de estas particio-
nes de manera iterativa. Esto nos proporciona una estimación más robusta del rendimiento
del modelo en datos no vistos. Además, nos permite aprovechar al máximo nuestros datos
al utilizarlos tanto para el entrenamiento como para la evaluación, lo que es especialmente
útil en conjuntos de datos pequeños.
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Fig. 2.9: Ejemplo de five-fold cross validation. Los datos señalizados en turquesa representan al
conjunto de desarrollo que se dividirá en 5 folds donde los folds rojos son los datos de en-
trenamiento y los folds violeta se corresponden a los distintos conjuntos de validación para
cada partición (split), finalmente los azules se corresponden con el conjunto de test. Gráfico
adaptado de https://scikit-learn.org/stable/modules/cross_validation.html.

Bootstrapping

El Muestreo Bootstrap (Bootstraping) es una técnica estad́ıstica que nos permite esti-
mar la variabilidad de nuestros resultados y la incertidumbre asociada a nuestras métricas
de evaluación. Consiste en generar múltiples muestras de datos a partir de una sola muestra
existente, mediante muestreo con reemplazo. Al promediar los resultados obtenidos en todas
las muestras bootstrap, obtenemos una estimación más precisa de las métricas de evaluación
y una mejor comprensión de la variabilidad del rendimiento del modelo. Además nos per-
mite obtener el desv́ıo estándar25 de nuestras métricas de evaluación, aśı como calcular los
intervalos de confianza26 para tener una mayor comprensión de la incertidumbre asociada
a nuestros resultados. Esto nos ayuda a tener una evaluación más robusta del modelo y a
tomar decisiones más informadas sobre su capacidad de generalización.

25 El desv́ıo estándar es una medida de la dispersión de un conjunto de datos respecto a su media. Indica
cuánto vaŕıan los valores individuales en relación con el valor promedio del conjunto.
26 Un intervalo de confianza es un rango de valores que se utiliza para estimar el parámetro de una

población. Indica la certeza o nivel de confianza con el que se espera que el verdadero valor del parámetro
esté contenido dentro de ese rango.
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Fig. 2.10: Ejemplo de Bootsrapping con tres muestras. Gráfico tomado de https://www2.stat.

duke.edu/courses/Spring20/sta199.002/slides/14-bootstrap2.html#9

ANOVA

El Análisis de Varianza (ANOVA por sus siglas en inglés, ANalysis Of VAriance) es una
técnica estad́ıstica utilizada para comparar las medias de tres o más grupos independientes
y determinar si al menos uno de los grupos difiere significativamente de los demás. En el
contexto de la investigación, esta técnica se utiliza para analizar la variabilidad entre los
grupos y dentro de los grupos. Para ello, se comparan primero las diferencias de medias
intra-grupos (dentro de los 3 o más grupos que conforma la variable explicativa), para
luego comprobar si las diferencias dentro del grupo son mayores o menores a las que hay
entre grupos. Si las diferencia intra-grupos (dentro) son mayores que las diferencias inter-
grupos (entre las muestras), significa que no hay diferencias entre los distintos grupos. El
estad́ıstico que genera el ANOVA es una F de Fisher-Snedecor, que trata de determinar
la significatividad estad́ıstica con un p-valor asociado a dicho estad́ıstico menor de 0,05, lo
que arrojaŕıa diferencias entre al menos un par de grupos. En resumen, el ANOVA es una
herramienta poderosa para analizar diferencias entre múltiples grupos y determinar si estas
diferencias son estad́ısticamente significativas.
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Fig. 2.11: Cada grupo tiene una distribución que puede superponerse con las distribuciones de otros
grupos. ANOVA ayuda a determinar si las diferencias observadas entre los grupos son
mayores que las diferencias esperadas dentro de los grupos, basándose en la variabilidad
de las observaciones. Ejemplo de observaciones de distintos grupos de datos https://

estamatica.net/tabla-anova-con-spss/



3. CORPUS

En este caṕıtulo empezaremos describiendo aspectos teóricos sobre qué es un corpus,
como construirlos y el porque de su importancia en el contexto del procesamiento de len-
guaje natural (NLP). Luego, se realizará una introducción a los datos que disponemos, sus
carácteristicas principales y presentaremos los dos corpus generados durante la ejecución
del proyecto ARPHAI que nos servirán para poder realizar las tareas propuestas. Finalmen-
te, realizaremos un análisis detallado de aquellos corpus, ya existentes, que consideremos
relevantes para este trabajo.

3.1. Introducción

En el ámbito de NLP, un corpus es un repositorio sistemático de textos que se utiliza
para el desarrollo de modelos computacionales y el análisis de datos. Estos textos pueden
incluir una variedad de formatos, como documentos escritos, transcripciones de audio o
conversaciones en ĺınea. Un corpus se puede clasificar según diferentes criterios, como el
tipo de texto (por ejemplo, monolingüe o multilingüe), el nivel de anotación (como etiquetar
caracteŕısticas gramaticales o conceptos espećıficos como “COVID positivo”), o la finalidad
del corpus (de propósito general o especializado en un dominio particular). Un corpus de
dominio general puede incluir textos de diferentes temas, mientras que un corpus de dominio
espećıfico está enfocado en un área particular, como la medicina.

El corpus juega un papel fundamental en el entrenamiento de modelos de NLP, tanto en
contextos supervisados como no supervisados.

Entrenamiento no supervisado:

En el entrenamiento no supervisado, el corpus desempeña un papel crucial al propor-
cionar datos sin etiquetas que permiten a los modelos aprender representaciones útiles. Los
modelos de aprendizaje no supervisado, como los word embeddings (ver Sección 2.1) y los
Large Language Models (ver Sección 2.4), se entrenan en grandes cantidades de texto sin
anotaciones para capturar patrones y estructuras dentro de los datos.

Entrenamiento supervisado:

Para tareas espećıficas de NLP, como reconocimiento de entidades nombradas (NER) y
Clasificación de Texto, los corpus anotados son esenciales en el entrenamiento supervisado de
modelos. Estos contienen ejemplos de texto junto con etiquetas que indican la información
relevante que se debe extraer o la clase a la que pertenece cada instancia. Al entrenar
modelos con corpus anotados, los algoritmos aprenden a asociar patrones en los datos con
las etiquetas deseadas, lo que les permite realizar predicciones precisas en nuevas instancias.

Además, proporcionan un punto de referencia (gold standard1) para evaluar el rendimien-
to de los modelos, ajustar parámetros de los mismos o seleccionar arquitecturas adecuadas.

3.2. Construcción y anotación de un corpus:

La construcción de un corpus etiquetado para el entrenamiento supervisado es una tarea
costosa porque, además de la recolección de datos, es necesario definir un esquema y un
criterio de anotación, y llevar a cabo la anotación. Este proceso implica varios pasos clave:

1 El gold standard es un conjunto de datos anotados manualmente por especialistas que puede ser utilizado
para evaluar sistemas de NLP.
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1. Selección de Textos: Se eligen textos relevantes que representen el dominio y la
temática de interés para la tarea de NLP. Esta selección inicial es cŕıtica, ya que esta-
blece la base sobre la cual se construirá el corpus. Además, es fundamental garantizar
un balance adecuado de las clases presentes en los textos, de manera que el modelo
pueda aprender de manera equitativa sobre todas las categoŕıas o etiquetas de interés.

2. Anonimización Dependiendo del tipo de corpus y de la naturaleza de los datos, pue-
de ser necesario aplicar un proceso de anonimización para proteger la privacidad de
las personas involucradas en caso de que no se haya llevado a cabo anteriormente.
Este paso no es trivial, ya que implica eliminar o modificar información sensible (como
nombres, direcciones, números de identificación u otros datos personales) sin compro-
meter la coherencia y relevancia del texto para la tarea de NLP. La anonimización
adecuada es fundamental para cumplir con las normativas de privacidad y garantizar
que el corpus sea seguro para su uso en modelos computacionales.

3. Anotación Manual: Los textos seleccionados son etiquetados manualmente por ano-
tadores humanos expertos en el dominio. Este proceso se realiza de manera iterativa,
en el cual las anotaciones se revisan y refinan continuamente a través de varias rondas
de anotación.

4. Revisión y Validación: Después de la anotación inicial, se realiza un proceso de re-
visión exhaustivo, ya que es muy dif́ıcil lograr una coincidencia total entre anotadores,
especialmente en ciertos dominios complejos. Este proceso requiere múltiples itera-
ciones en las que se revisan las definiciones, se ajustan los criterios de anotación y se
vuelve a explicar el esquema de anotación a los anotadores para reducir las diferencias.
A lo largo de este ciclo, se evalúan las discrepancias entre anotadores (Inter Annotator
Agreement), ya sea de forma manual (a ojo) o mediante el uso de métricas espećıficas,
como la kappa de Cohen [16]. El ciclo de revisión y refinamiento continúa hasta que
las diferencias entre los anotadores sean mı́nimas o aceptables según los estándares
definidos para la tarea.

5. División del Corpus: Finalmente, el corpus etiquetado se divide en conjuntos de
entrenamiento, validación y prueba (training, validation y test en inglés) para su uso
en el entrenamiento, ajuste de hiperparámetros y evaluación de modelos de NLP. Es
importante destacar que la partición de prueba (test) no se utiliza hasta el momento
de la evaluación final, con el fin de obtener una medición objetiva del rendimiento del
modelo en datos no vistos previamente.

En particular, para los pasos de Anotación Manual y Revisión y Validación nos basamos
en el ciclo MAMA, propuesto por Pustejovsky et al. [61], un marco ampliamente utilizado
para la creación y refinamiento de corpus en el contexto de tareas de NLP.

Formato BIO

Para el caso del corpus anotado que utilizaremos para realizar la tarea de NER (ver
Caṕıtulo 5), se utilizará el formato de anotación BIO [63] (del inglés Begin, Inside, Outside).
En este formato cada token se etiqueta como Begin (B) si es el primer token de una entidad,
Inside (I) si es parte de una entidad, y Outside (O) si no es parte de ninguna entidad. Este
esquema facilita la identificación y extracción de entidades en el texto.

A modo de ejemplo, en la Tabla 3.1 podemos ver como se etiquetaŕıa con este formato
el siguiente texto: El paciente presenta fiebre y dolor de cabeza.
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Palabra Etiqueta (BIO)
El O
paciente O
presenta O
fiebre B-FIEBRE
y O
dolor B-CEFALEA
de I-CEFALEA
cabeza I-CEFALEA

Tab. 3.1: Ejemplo de un texto etiquetado en formato BIO, donde las etiquetas indican el inicio (B)
o la continuación (I) de entidades como FIEBRE y CEFALEA, mientras que O denota palabras
fuera de cualquier entidad.

Entidades anidadas

Las entidades anidadas se refieren a estructuras dentro de un texto donde una entidad
puede contener a otra entidad de tipo similar o diferente. Por ejemplo, en el contexto de la
tarea NER, podŕıan ser palabras dentro de frases o palabras compuestas. Una anotación que
permita anotar entidades anidadas es útil para capturar relaciones jerárquicas y complejas
entre entidades dentro de un corpus de texto.

Detectar entidades anidadas en el contexto del formato BIO puede ser particularmente
desafiante debido a la necesidad de manejar correctamente las jerarqúıas y relaciones entre
diferentes tipos de entidades dentro del texto. La dificultad radica en la correcta identifica-
ción y delimitación de entidades que pueden superponerse o estar anidadas unas dentro de
otras.

En nuestro corpus nos encontramos con distintos tipos de entidades anidadas, por ejem-
plo, dado el texto: sin tos, siguiendo el criterio de anotación establecido por el proyecto
ARPHAI, se anotaŕıa: [sin](negación) [tos](tos), y sin estará relacionado con tos resultando
en una nueva etiqueta: negación tos que contiene a las etiquetas negacion y tos.

Para manejar adecuadamente estas relaciones anidadas, es fundamental determinar expĺıci-
tamente qué estrategia adoptar, ya que puede variar significativamente según lo que se quiera
detectar. Por ejemplo, en Chizhikova et al. [15] simplifican el problema tomando la estrategia
de sólo detectar aquellas entidades más grandes y no a las entidades que contiene. En otros
trabajos se implementaron modelos más complejos como en Katiyar y Cardie [35] y Sohrab
y Miwa [71] para contemplar todas las entidades.

En este trabajo, hemos adoptado una estrategia espećıfica para manejar las entidades
anidadas de la cual hablaremos más adelante, en la Sección 5.3, donde se detallará la estra-
tegia elegida y las razones detrás de su elección.

Evaluación de las anotaciones

Evaluar el proceso de anotación no es simple. Una práctica común es comparar las
anotaciones realizadas por múltiples anotadores para validar y mejorar los esquemas y los
criterios de anotación. En muchos casos, un subconjunto del dataset es anotado por más
de un anotador para calcular métricas que evalúan el acuerdo entre anotadores, conocidas
como Inter Annotator Agreement (IAA). Estas métricas permiten garantizar que el proceso
de anotación sea reproducible, es decir, que distintos anotadores puedan llegar a resultados
similares si aplican el mismo esquema de anotación. Sin embargo, no verifican la correctitud
del proceso, ya que no existe un corpus de referencia para hacer esta comparación. En esta
tesis, utilizaremos el coeficiente Kappa de Cohen [16], que mide la concordancia entre pares
de anotadores, pero también existen otras métricas que permiten evaluar el acuerdo entre
más de dos anotadores.
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El coeficiente Kappa de Cohen [16] mide la concordancia entre pares de anotadores, con-
siderando la posibilidad de que las coincidencias en las etiquetas puedan haber ocurrido por
azar. Calcularemos el Kappa de Cohen como el promedio del acuerdo entre los distintos pa-
res de anotadores que participan en la anotación del subconjunto del corpus. Este coeficiente
se calcula utilizando la siguiente fórmula:

κ =
po − pe

1− pe

Donde po es la proporción de veces que los anotadores están de acuerdo y pe es la proporción
de acuerdo esperada por azar. Este coeficiente ayuda a medir la fiabilidad del proceso de
anotación, pero no necesariamente indica que el corpus anotado generará buenos resultados
al ser utilizado en modelos de NLP.

3.3. Datos

Para realizar este trabajo de tesis contamos con un corpus de historias cĺınicas electróni-
cas (HCEs) en español provenientes de La Rioja, Argentina. Estos datos están formados
por texto no estructurado (en el que suele haber descripciones de los motivos de la visita,
signos y śıntomas del paciente, el resultado de determinadas pruebas de laboratorio y de
hisopados) y el código internacional de enfermedades CIE-10 (no siempre presente), con el
que los profesionales clasifican el diagnóstico del paciente. Es importante destacar que las
HCEs utilizadas en este trabajo fueron pseudoanonimizadas desde el proyecto ARPHAI para
garantizar la protección de la privacidad, eliminando identificadores directos como nombres
e identificaciones en campos estructurados2.

Antes de profundizar en las caracteŕısticas de nuestro corpus, es importante precisar
a qué nos referimos, en el contexto de este trabajo, cuando nos referimos a las Historias
Cĺınicas Electrónicas (HCEs).

¿Qué es una Historia Cĺınica?

Una historia cĺınica es un documento que contiene toda la información médica de un pa-
ciente, incluyendo sus datos personales, antecedentes médicos, actos médicos, medicamentos,
entre otros. Usualmente cada paciente tiene una historia cĺınica por hospital o cĺınica al que
ha acudido3.

Esta definición corresponde a una descripción estándar de lo que se entiende por historia
cĺınica. Sin embargo, en el contexto de este trabajo, consideraremos como HCE a cada in-
forme médico individual contenido en nuestro corpus. No tendremos en cuenta la identidad
del paciente asociado a dicho informe, ya que los datos han sido previamente pseudoanoni-
mizados. Por lo tanto, a lo largo de este trabajo, el término HCE se referirá exclusivamente
a cada registro médico individual de nuestro corpus.

Ejemplo de una Historia Cĺınica de nuestro corpus

2 Si bien se han removido identificadores directos, el texto libre podŕıa contener información que, combi-
nada con otros datos, permitiŕıa inferir la identidad de un paciente o profesional.

3 https://www.argentina.gob.ar/justicia/derechofacil/aplicalaley/mi-historia-clinica
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### Fecha de consulta: 22 de junio - Especialidad: Pediatria
### Historia Cĺınica:

M.C.: Dolor de garganta, difońıa y fiebre (37.2°C) de un d́ıa de evolución. Al ex. f́ısico
pte. vigil, afebril, normohidratada, M.V. (+) bilateral S.R.S., faringe congestiva y
levemente eritematosa con difońıa.
La mamá refiere que no estuvieron en contacto con personas que viajaron a otras
provincias y páıses, ni con personas con diag. de Covid 19, ni anduvieron por
ninguna cĺınica y hospitales en los últimos 15 d́ıas.

### Tratamiento:
Se indica vapor de agua, ibuprofeno, betametasona gotas, medidas de alarma control
en 48 hs.

### Diagnósticos:
J060 (certeza) - Laringofaringitis aguda

La historia cĺınica comienza con un encabezado que incluye la fecha de la consulta y la
especialidad médica (en este caso, Pediatŕıa). Luego, en el cuerpo de la HCE, se describen los
śıntomas y el examen f́ısico del paciente, como dolor de garganta, fiebre y disfońıa, además
de los antecedentes relevantes. A continuación, se detalla la sección de tratamiento, que
incluye los medicamentos recetados y recomendaciones, como ibuprofeno y control en 48
horas. Finalmente, en la sección de diagnóstico, se indica el diagnóstico principal junto con
su código CIE-10, en este ejemplo, Laringofaringitis aguda (J060).

Nuestro corpus

El corpus original cuenta con 2.468.566 HCEs distribuidas en el tiempo desde el 4 de
Octubre del 2016 hasta el 28 de Enero del 2021 inclusive. A este conjunto de datos, los
integrantes de ARPHAI le han aplicado ciertos filtros para descartar registros que no eran
de interés. De esta forma, el corpus definitivo contiene 1.073.084 de registros. El dataset
entero se encuentra en un archivo de texto separado por comas (csv).

Las HCEs utilizadas en este trabajo constituyen una fuente secundaria de datos4, ya
que no fueron recolectadas con el propósito espećıfico de esta investigación, sino que forman
parte del sistema de registro cĺınico. Se caracterizan por tener ruido, es decir, hay muchas
HCE que contienen errores de tipeo, abreviaturas no estándar, oraciones sintácticamente
mal formadas, y en muchos casos falta de signos de puntuación y/o de tildes. Esto se debe
en gran parte a que los mismos están escritos de manera “telegráfica”, dónde la falta de
verbos para darle una mayor coherencia a la oración es notable, debido al tiempo acotado
del que disponen para realizar estas anotaciones. En última instancia, el objetivo principal
es que las HCEs sean comprensibles para los propios médicos como para otros profesionales,
que generalmente provienen de la misma institución, y no necesariamente para técnicas de
procesamiento de lenguaje natural. A continuación, se exponen ciertas caracteŕısticas que
se observan en nuestras HCEs.

Algunos errores ortográficos y gramaticales:

Errores de ortograf́ıa: ej. fievre en vez de fiebre.

Falta de tildes: ej. densitomeria osea en vez de densitomeŕıa ósea.

4 Una fuente secundaria de datos es aquella que no fue recopilada con el propósito espećıfico de una
investigación, sino que fue generada en otro contexto y posteriormente reutilizada para su análisis.
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Uso arbitrario de mayúsculas: ej. CONCURRE PARA CONTROL DE SALUD.
SOLICITO DENSITOMETRIA OSEA, LABORATORIO, MAMOGRAFIA. PAP TRAE
A CONSULTA. NORMAL. VENORUTON.

Falta de conectores: ej. dolor de garganta fiebre en vez de dolor de garganta y fiebre.

Falta de verbos: ej. Angina,otalgia,afebril en vez Paciente diagnosticado con angina,
otalgia y afebril.

Palabras que se escribieron juntas, cuando en realidad debeŕıan estar se-
paradas por un espacio, de tal manera que no se dividirá en dos tokens al
tokenizar: ej. anginafiebre que debeŕıa ser angina, fiebre.

Existencia de abreviaturas y acrónimos:

Ambiguas: existen más de una abreviatura o acrónimos para paciente, pte y pt.

No estándares: ej. vigil para referirse a vigilancia, siendo vigil una abreviatura no
estándar, lo mismo para pte con paciente.

3.4. Corpus anotados

Para las dos tareas principales de esta investigación se requeŕıan corpus anotados manual-
mente. Debido a la no existencia de corpus anotados disponibles públicamente que sirvieran
para trabajar en cada una de estas tareas, fue necesario seleccionar y anotar manualmente
subconjuntos espećıficos de HCEs según la tarea, en el marco del proyecto ARPHAI:

Corpus para Clasificación: Se seleccionó un corpus de 4.996 HCEs, asegurando un
equilibrio entre aquellas que mencionaban COVID o śıntomas primarios de la enfer-
medad y aquellas que no. Posteriormente, estas HCEs fueron anotadas manualmente
para la tarea de clasificación.

Corpus para Reconocimiento de Entidades Nombradas: Se seleccionaron 6.228
HCEs priorizando aquellas que conteńıan śıntomas o śındromes de interés. Luego, estas
HCEs fueron anotadas manualmente para la tarea de reconocimiento de entidades
nombradas.

Profundizaremos sobre estos dos datasets en los caṕıtulos correspondientes a cada una
de las tareas (clasificación y reconocimiento de entidades nombradas) en las secciones 4.3 y
5.3 , respectivamente.

3.5. Preprocesamiento

En el caso del dataset general (el que contiene 1.073.084 de registros sin anotar), se
optó por no realizar ningún tipo de preprocesamiento del texto. Esta decisión se tomó con el
objetivo de preservar la información original del corpus y permitir que el preprocesamiento se
adapte a las necesidades espećıficas de cada tarea. De esta manera, se garantiza que el mismo
se ajuste a las caracteŕısticas únicas de cada tarea y no introduzca sesgos o distorsiones en
los datos.

3.6. Acceso

Los datos fueron utilizados de acuerdo con las normas de acceso y manejo de datos
establecidas por el proyecto ARPHAI. Durante el transcurso del proyecto, se implementaron
todas las medidas necesarias de de-identificación y confidencialidad. El trabajo se llevó a
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cabo en un entorno seguro en un servidor designado por el proyecto5. Es importante destacar
que el acceso a estos datos se realizó exclusivamente dentro del marco del proyecto ARPHAI,
que contó con la aprobación del comité de ética correspondiente6. Además, como requisito
previo para acceder a ellos, se completó un curso de buenas prácticas cĺınicas7.

3.7. Corpus relevantes para nuestro trabajo

En esta sección presentamos una revisión de los corpus relevantes para nuestro trabajo,
seleccionados tanto por haber sido utilizados en el pre-entrenamiento de los transformers
que empleamos, en el entrenamiento de word embeddings o porque son corpus anotados es-
pećıficamente para tareas de NER en BioNLP. Este análisis es fundamental para comprender
el contexto en el que estos modelos fueron entrenados y evaluar la similitud o divergencia
entre los textos médicos y de dominio general de dichos corpus y los informes médicos de
nuestro corpus.

Durante el desarrollo de este trabajo, identificamos que discernir estas diferencias no
siempre resulta sencillo, ya que los corpus cĺınicos vaŕıan significativamente en cuanto a
estructura, contenido y objetivos. Además, en su descripción suelen utilizar términos como
“notas cĺınicas”, “informes médicos” o “historias cĺınicas”, que carecen de una definición
exacta o un alcance claramente delimitado, lo que puede generar cierta ambigüedad.

A excepción de casos espećıficos, como el corpus de la Chilean Waiting List, que comparte
caracteŕısticas relevantes con nuestros datos, la mayoŕıa de los corpus revisados presentan
diferencias importantes. Esta sección busca aclarar estas particularidades y proporcionar
un panorama detallado de los corpus más influyentes en el ámbito del procesamiento del
lenguaje biomédico en español. En los casos donde los corpus incluyan contenido biomédico
y se utilicen términos como “notas cĺınicas”, “informes médicos” o “historias cĺınicas” en
su descripción, incluiremos ejemplos espećıficos (siempre y cuando estén disponibles) que
permitan ilustrar las similitudes o diferencias con nuestros datos.

Corpus usados en el pre-entrenamiento de transformers o word em-
beddings

Para entrenar modelos de lenguaje como transformers o word embeddings, es esencial
contar con grandes volúmenes de datos no anotados, dado que estos modelos requieren can-
tidades masivas de texto para aprender representaciones lingǘısticas generales o espećıficas
del dominio. En esta sección, hemos revisado corpus relevantes ,para el idioma español, que
han sido utilizados en el pre-entrenamiento de los modelos que empleamos o en el entrena-
miento de los word embeddings. Estos corpus incluyen tanto textos de dominio general como
textos de dominio biomédico, y su análisis nos permite entender mejor cómo las caracteŕısti-
cas de estos datos pueden haber influido en el desempeño de los modelos en nuestras tareas
espećıficas.

SciELO (Scientific Electronic Library Online)

SciELO (Scientific Electronic Library Online) [59] es una biblioteca digital de acceso
abierto creada en 1998 con el objetivo de ampliar la visibilidad, el acceso y el impacto de
la producción cient́ıfica en América Latina, el Caribe, Portugal y España. Este repositorio
incluye una amplia colección de art́ıculos de revistas cient́ıficas de diversas disciplinas, or-
ganizados por áreas temáticas como medicina, ciencias sociales, bioloǵıa, ingenieŕıa, entre

5 Se me proporcionó un usuario en un servidor dedicado al que acced́ı mediante credenciales SSH, garan-
tizando aśı la seguridad y la integridad de los datos.

6 http://www.ciecti.org.ar/nueva-guia-practica-para-la-proteccion-de-datos-en-salud/
7 https://gcp.nidatraining.org/
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otras. Los datos en español constituyen una parte significativa de SciELO, debido a la par-
ticipación activa de páıses de habla hispana en la generación y publicación de contenido
académico y cient́ıfico.

Composición y caracteŕısticas

Cantidad y cobertura: SciELO contiene miles de revistas indexadas y millones de
art́ıculos cient́ıficos, de los cuales una proporción importante está en español, prove-
nientes principalmente de páıses como Argentina, Chile, Colombia, México y España.
Incluye contenido en diversos formatos, como art́ıculos de investigación, revisiones,
reportes técnicos y editoriales, abarcando múltiples áreas del conocimiento.

Datos en español: Los textos en español incluyen terminoloǵıa espećıfica de disci-
plinas como medicina, bioloǵıa y ciencias sociales, siendo útiles para tareas de proce-
samiento de lenguaje natural (NLP) en español. Los art́ıculos están estructurados en
secciones como resumen, introducción, metodoloǵıa, resultados y conclusiones, facili-
tando el análisis sistemático.

Objetivos y relevancia: SciELO busca promover el acceso abierto al conocimiento
cient́ıfico y fomentar la colaboración académica internacional. Sus datos son utilizados
en diversas aplicaciones, como la creación de modelos de lenguaje en español, análisis
bibliométricos y estudios interdisciplinarios.

Uso en NLP: En el ámbito del procesamiento de lenguaje natural, SciELO ha sido
empleado como fuente para entrenar modelos de lenguaje y word embeddings en es-
pañol, debido a la riqueza y variedad de los textos incluidos. Los datos extráıdos de
SciELO han sido utilizados para preentrenar modelos como BETO (un modelo basado
en BERT pero entrenado con corpus en español) y otros transformers, lo que resalta
su importancia en el desarrollo de herramientas de NLP para el español.

Importancia

El contenido de SciELO constituye un recurso relevante para investigaciones en español,
ya que proporciona un conjunto de datos estructurados y accesibles. Su enfoque en textos
cient́ıficos de calidad lo posiciona como una fuente útil para proyectos de NLP orientados
a la comprensión y generación de texto en español, especialmente en dominios técnicos y
especializados.

Ejemplo de un informe médico de SciELO

A propósito de la muerte súbita. Reporte de un caso recuperado
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Introducción: la muerte súbita es ocasionada secundario a un componente

cardiaco. Es una de las condiciones poco estudiadas en nuestra población

mexicana; se han reportado series de casos en las cuales se han encontrado

entre 33,000 y 53,000 muertes anuales, que están ligadas a patologı́a

coronaria de predominio isquémico. Objetivo: determinar el tratamiento

oportuno, la valoración de una reanimación oportuna, posterior seguimiento

en Terapia Intensiva por el sı́ndrome postparto y el manejo hemodinámico

dado que la patologı́a en el sexo femenino y la edad son poco frecuentes

de acuerdo a la literatura consultada. Material y métodos: reporte de

caso, en donde se recabaron los datos del expediente clı́nico de la

paciente, cumpliendo de acuerdo a la Ley General de Salud contenida en

la Constitución Polı́tica de los Estados Unidos Mexicanos en materia de

investigación para la salud en seres humanos, tı́tulo V y VI, se respetaron

los principios éticos y pautas derivados del Informe Belmont. Resultados y

discusión: la intervención adecuada en Terapia Intensiva para el monitoreo

hemodinámico desde un choque cardiogénico hasta la extubación de la

paciente generó un mejor pronóstico y abordaje de esta patologı́a, hasta

la reincorporación a la sociedad.

Corpus de la Biblioteca Nacional de España (BNE)

El Corpus de la Biblioteca Nacional de España (BNE) es un recurso construido a partir
de las colecciones digitales de dominios .es8 que la Biblioteca Nacional de España recolecta
anualmente mediante procesos de rastreo web. Además del rastreo masivo de dominios, la
BNE realiza rastreos selectivos organizados en tres categoŕıas: temáticos (como bellas artes,
universidades, feminismo y poĺıtica), eventos relevantes para la sociedad española y dominios
en riesgo de desaparecer.

Composición y caracteŕısticas

Cantidad y fuentes: El corpus se basa en los datos recolectados por la BNE entre
2009 y 2019, excluyendo fuentes comunes en el entrenamiento de modelos de lenguaje,
como Wikipedia. El proceso inicial generó 59 TB de archivos JSON, que inclúıan texto
extráıdo de los archivos WARC9, junto con metadatos como párrafos, encabezados y
texto de hiperv́ınculos.

Limpieza y preparación: Se desarrolló un pipeline de limpieza inspirado en heuŕısti-
cas previamente propuestas, que incluyó:

• Parseo de datos: Mantenimiento de los ĺımites a nivel de documento.

• Corrección de codificación: Conversión a UTF-810 y corrección de errores
comunes de codificación.

• Filtrado a nivel de documento: Eliminación de documentos de baja calidad,
demasiado cortos o con caracteres asociados a código.

• División y filtrado de oraciones: Aplicación de reglas para dividir y filtrar
oraciones no naturales o marcadores de posición.

• Identificación de idioma: Uso de herramientas de detección rápida y precisa
para asegurar que los textos sean en español.

• Eliminación de duplicados: Uso de deduplicación basada en n-gramas para
descartar contenido redundante.

8 El dominio .es hace referencia a sitios web registrados en España o relacionados con este páıs.
9 Un archivo WARC (Web ARChive) es un formato que permite combinar varios recursos digitales en un

archivo, junto con información relacionada.
10 UTF-8 (8-bit Unicode Transformation Format) es un formato de codificación de caracteres Unicode e

ISO 10646 que utiliza śımbolos de longitud variable.
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Este proceso se ejecutó en un entorno de cómputo de alto rendimiento (HPC ) y resultó
en un corpus limpio de 2 TB, que tras la deduplicación quedó reducido a 570 GB con
más de 200 millones de documentos y 135 mil millones de tokens de alta calidad.

Acceso: Aunque el corpus aún no ha sido publicado, su disponibilidad dependerá de
los aspectos legales determinados por la BNE.

Importancia y uso

Este corpus es un recurso diseñado para tareas de procesamiento de lenguaje natural
(NLP) en español. Su diversidad temática y el proceso de limpieza aplicado facilitan su uso en
el entrenamiento de modelos de lenguaje, proporcionando datos adecuados para aplicaciones
en diferentes dominios. Además, la exclusión de fuentes comunes, como Wikipedia, permite
evaluar el desempeño de los modelos en contextos menos convencionales y más espećıficos.

Spanish Unannotated corpus

El Spanish Unannotated corpus11 es un recurso extenso y diverso en español diseñado
para el preentrenamiento de modelos de lenguaje, como el modelo BETO. Este corpus reúne
datos provenientes de múltiples fuentes relevantes con el objetivo de proporcionar una re-
presentación integral del lenguaje español en distintos dominios y contextos.

Composición y caracteŕısticas

Cantidad y cobertura: El corpus incluye aproximadamente 3 mil millones de pa-
labras, distribuidas en 300 millones de ĺıneas y más de 18 mil millones de caracteres.
Se compone de textos recopilados de una amplia variedad de fuentes, entre las que se
destacan:

• Wikipedia y proyectos relacionados: Incluyen Wikipedia, Wikinews y Wiki-
quotes, procesados con wikiextractor.

• Recursos multilingües de OPUS12: Incluyen colecciones como: ParaCrawl,
EUBookshop, MultiUN, OpenSubtitles, News Stories, TED Talks, etc.

• Documentos oficiales: Como los del Diario Oficial de la Unión Europea y el
Diario Oficial de la Generalitat de Catalunya.

El corpus representa una amplia gama de estilos de texto, desde documentos formales
y técnicos hasta contenido más coloquial.

Procesamiento y limpieza: Durante la construcción del corpus, se aplicaron múlti-
ples etapas de limpieza y normalización:

• Conversión a minúsculas.

• Eliminación de URLs13 y listados.

• Sustitución de múltiples espacios por espacios simples.

Adicionalmente, se utilizaron procedimientos básicos para garantizar la calidad de los
datos, asegurando que los textos fueran representativos y útiles para el entrenamiento
de modelos de lenguaje.

11 https://zenodo.org/records/3247731
12 OPUS es un paquete de software de código abierto bajo la Licencia Pública General de GNU que se utiliza

para crear repositorios de acceso abierto que cumplen con el Protocolo para la Recolección de Metadatos de
la Iniciativa de Archivos Abiertos . Proporciona herramientas para crear colecciones de recursos digitales,
aśı como para su almacenamiento y difusión.
13 Una URL (por las siglas en inglés de Uniform Resource Locators) es la dirección web de un recurso de

Internet, como una página web, por ejemplo.
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Importancia

El Spanish Unannotated corpus es un recurso extenso en español que ofrece un conjunto
de datos diversos en términos temáticos. Este corpus ha sido utilizado para entrenar mo-
delos de lenguaje empleados en tareas de comprensión y generación de texto, apoyando el
desarrollo del procesamiento de lenguaje natural en español.

Biomedical and EHR14 corpus

En Carrino et al. [8] se describen dos corpus que incluyen un corpus biomédico y un corpus
de historias cĺınicas electrónicas (HCE ). Ambos diseñados para abordar las necesidades
espećıficas del procesamiento de lenguaje natural en el ámbito cĺınico y biomédico en español.

El corpus biomédico consta de 1.1 mil millones de tokens distribuidos en 2.5 millones de
documentos. Estos datos provienen de una variedad de fuentes que incluyen publicaciones
cient́ıficas (como SciELO, del cual hablamos previamente, y PubMed15 ), patentes biomédi-
cas y textos provenientes de agencias regulatorias como EMA16 y MedlinePlus17 [76]. Este
corpus fue limpiado mediante un pipeline personalizado que incluye la eliminación de con-
tenido duplicado, detección de idioma y segmentación en oraciones, asegurando alta calidad
y cohesión textual.

El corpus de HCEs contiene 95 millones de tokens provenientes de más de 278,000 docu-
mentos cĺınicos reales, como informes de alta hospitalaria, notas de curso cĺınico y informes
radiológicos. Este corpus no fue sometido a un proceso exhaustivo de limpieza, preservando
aśı las caracteŕısticas propias de los textos cĺınicos reales.

Ambos corpus se combinaron para preentrenar modelos de lenguaje que aprovechan
datos mixtos, demostrando ser efectivos para tareas de reconocimiento de entidades nom-
bradas (NER) en el ámbito cĺınico y biomédico. Estos corpus respaldan modelos basados
en transformers como roberta-base-biomedical-es18 (entrenado solo con el corpus biomédico)
y roberta-base-biomedical-clinical-es19 (entrenado con ambos corpus), los cuales obtuvieron
resultados destacados en tareas como PharmaCoNER y CANTEMIST.

Este enfoque resalta la utilidad de preentrenar modelos desde cero en escenarios con
recursos de tamaño medio, abordando las limitaciones de datos cĺınicos disponibles y poten-
ciando el desarrollo de aplicaciones de NLP en español en los ámbitos biomédico y cĺınico.

El corpus biomédico está disponible públicamente para fomentar la investigación y el
desarrollo en tareas de NLP en español. En cambio, el corpus de HCEs no está disponible
públicamente debido a la naturaleza sensible de los datos cĺınicos y la necesidad de proteger
la privacidad de los pacientes.

Corpus anotados espećıficamente para NER en BioNLP

A continuación, nos enfocamos en los corpus anotados espećıficamente para tareas de
NER en BioNLP. A diferencia de los corpus utilizados para pre-entrenar modelos, estos
conjuntos de datos no necesitan ser masivos, pero śı requieren anotaciones detalladas y
precisas, ya que están diseñados para entrenar y evaluar modelos en tareas espećıficas.

14 Del inglés, Electronic Health Records.
15 PubMed es una base de datos de literatura biomédica y de ciencias de la vida mantenida por la Biblioteca

Nacional de Medicina de los Estados Unidos (NLM, por sus siglas en inglés), que incluye art́ıculos de revistas

cient́ıficas, libros y resúmenes. Disponible en: https://pubmed.ncbi.nlm.nih.gov/. Último acceso: diciembre
de 2024.
16 La Agencia Europea de Medicamentos (EMA, por sus siglas en inglés) es una agencia de la Unión

Europea (UE) que regula los medicamentos de uso humano y animal.
17 https://zenodo.org/records/3562536. Último acceso diciembre de 2024.
18 https://huggingface.co/PlanTL-GOB-ES/roberta-base-biomedical-es
19 https://huggingface.co/PlanTL-GOB-ES/roberta-base-biomedical-clinical-es
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DisTEMIST

El corpus DisTEMIST [53] (2022) es un recurso anotado en español diseñado para tareas
de reconocimiento de entidades nombradas (NER) y normalización de menciones de enfer-
medades a términos de SNOMED CT, creado en el marco de la iniciativa BioASQ CLEF
2022 [55].

Caracteŕısticas principales:

Composición y Anotación: Incluye 1.000 casos cĺınicos provenientes de diversas
especialidades médicas como cardioloǵıa, oncoloǵıa, pediatŕıa e infectoloǵıa. Los do-
cumentos fueron anotados manualmente por expertos cĺınicos, con 10.665 menciones
de enfermedades mapeadas a 7.303 códigos únicos de SNOMED CT. La anotación se
realizó siguiendo gúıas rigurosas con un acuerdo interanotador (IAA) del 82.3%, lo
que garantiza consistencia y calidad.

Tareas de la competencia:

• DisTEMIST-entities: Identificación de menciones de enfermedades en textos cĺıni-
cos.

• DisTEMIST-linking: Normalización de estas menciones a conceptos espećıficos de
SNOMED CT.

Formato y División del Corpus: El corpus está dividido en 750 documentos de
entrenamiento y 250 de prueba. Las anotaciones incluyen posiciones inicial y final,
términos textuales, y códigos SNOMED CT correspondientes.

Metodoloǵıas empleadas: La mayoŕıa de los participantes utilizaron modelos ba-
sados en transformers pre-entrenados, destacando arquitecturas como RoBERTa y
BETO, personalizadas para el dominio biomédico.

Resultados clave: En la tarea de NER, el mejor modelo obtuvo un F1 Score de
77.7%. En la tarea de normalización, los resultados fueron más bajos, con un F1 Score
de 56.6%, reflejando los desaf́ıos adicionales de la normalización.
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Fig. 3.1: Ejemplo de un caso cĺınico del corpus DisTEMIST con su anotación, tomado de [53].
Podemos notar la etiqueta asignada a cada fragmento de texto (enfermedad), el código
SNOMED-CT del texto etiquetado y si el texto se corresponde de manera exacta (exact)
o aproximada (narrow) con el código asignado.

Impacto y aplicaciones: El corpus ofrece un recurso de calidad que facilita el desarrollo
de sistemas para:

Codificación cĺınica.

Indexación semántica.

Supervisión epidemiológica.

Además, al generar versiones multilingües (Silver Standards) y realizar mapeos cruzados
con terminoloǵıas como MeSH20 e ICD-10, el corpus expande su aplicabilidad en escenarios
multilingües y fomenta la interoperabilidad entre fuentes de datos.

CodiEsp

El corpus CodiEsp es una colección de 1.000 informes de casos cĺınicos redactados en
español, los cuales cubren una diversidad de especialidades médicas. Este corpus fue desa-
rrollado en el marco de la competencia CodiEsp [52], parte del CLEF eHealth 2020. Los
documentos fueron anotados por codificadores cĺınicos profesionales utilizando la versión
española de CIE-10.

El corpus se divide en tres conjuntos: training (500 documentos), development (250
documentos) y test (250 documentos). Incluye un total de 18.435 anotaciones, de las cuales
el 77,8% corresponde a la clase diagnósticos y el 22,2% a a la clase procedimientos. Estas
anotaciones abarcan 3.427 códigos únicos de CIE-10. Las estad́ısticas detalladas se resumen
en la Tabla 3.7.

20 MeSH (Medical Subject Headings) es un vocabulario terminológio controlado, desarrollado por la Biblio-
teca Nacional de Medicina de los Estados Unidos. Se utiliza para indexar art́ıculos de revistas biomédicas y
libros en PubMed y otras bases de datos, proporcionando una estructura jerárquica para clasificar términos
relacionados con la biomedicina y la salud. Más información disponible en: https://www.nlm.nih.gov/mesh/.
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Conjunto Documentos Anotaciones Códigos únicos Tokens
Entrenamiento 500 9.181 2.330 204.815
Desarrollo 250 4.477 1.533 102.719
Test 250 4.777 1.514 103.533
Total 1.000 18.435 3.427 411.067

Tab. 3.2: Estad́ısticas del corpus CodiEsp

La anotación se realizó siguiendo las gúıas oficiales de codificación cĺınica publicadas en
España, y cada código estaba vinculado a fragmentos textuales que justificaban su asigna-
ción. Este proceso incluyó un análisis iterativo para mejorar la consistencia de las anotacio-
nes, logrando un acuerdo interanotador del 88,6% para códigos de diagnóstico, 88,9% para
códigos de procedimiento y 80,5% para las evidencias textuales.

Ejemplo de un caso cĺınico de CodiEsp

Fig. 3.2: Ejemplo de un caso cĺınico del corpus CodiEsp con sus anotaciones, tomado de [52].

El formato del corpus incluye los documentos en texto plano y las anotaciones en un ar-
chivo separado con formato de texto delimitado por tabulaciones, compatible con estándares
previos de CLEF eHealth. Este corpus representa un recurso fundamental para la evaluación
y desarrollo de sistemas automáticos de codificación cĺınica en español.

SpRadIE

El corpus SpRadIE, introducido por Cotik et al. (2021) [19] se desarrolló en el marco
de la competencia CLEF eHealth 2021, con el objetivo de abordar la extracción de infor-
mación a partir de informes radiológicos en español. Este corpus está compuesto por 513
informes de ultrasonograf́ıa pediátrica provenientes de un hospital público en Argentina, los
cuales fueron anotados manualmente por expertos cĺınicos y revisados por lingüistas utili-
zando la herramienta de anotación brat. Los informes fueron anonimizados para garantizar
la privacidad de los pacientes.

El conjunto de datos incluye siete tipos diferentes de entidades nombradas relevantes
para el dominio radiológico: Entidad Anatómica, Hallazgo, Ubicación, Medida, Tipo de Me-
dida, Grado y Abreviatura. Además, se identificaron términos relacionados con Negación,
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Incertidumbre y Condicional-Temporal, los cuales representan indicadores de probabilidad,
negación y relaciones temporales o condicionales. Estas entidades presentan caracteŕısticas
complejas, como discontinuidad, superposición y estructuras internas.

Además, se realizó un pequeño estudio de acuerdo entre anotadores (IAA) para evaluar
la dificultad de la tarea para expertos humanos entrenados. Tres lingüistas capacitados
anotaron de forma independiente 20 informes (un total de 2.000 palabras y más de 1.700
entidades anotadas), tras leer las gúıas de anotación y compartir las anotaciones de dos
informes como referencia. El acuerdo promedio entre anotadores alcanzó un ı́ndice κ = 0,85,
lo que sugiere un alto nivel de consistencia en las anotaciones realizadas.

Ejemplo de un informe radiológico de SpRadIE, tomado de [19]:

HIGADO de forma, tamano y ecoestructura normal.

VIA BILIAR intra y extrahepatica: no dilatada.

VESICULA BILIAR: de paredes finas sin imagenes endoluminales.

BAZO: tamano y ecoestructura normal.

Diametro longitudinal: 6.89 ( cm ) RETROPERITONEO VASCULAR: sin alteraciones.

No se detectaron adenomegalias.

Ambos rinones de formsa, tamano y situacion habitual.

Adecuada diferenciacion cortico-medular.

RD Diam Long: 5.8 cm RI Diam long: 6.1 cm Vejiga de caracteristicas normales.

No se observo liquido libre en cavidad abdomino-pelviana.

El corpus SpRadIE representa un recurso útil para el procesamiento del lenguaje natural
en textos médicos en español, especialmente en el dominio radiológico, y destaca por incluir
desaf́ıos espećıficos como entidades complejas, datos limitados y vocabulario especializado.

Chilean Waiting List

El Chilean Waiting List Corpus es un recurso anotado diseñado espećıficamente para
tareas de Reconocimiento de Entidades Nombradas (NER, por sus siglas en inglés) en tex-
tos cĺınicos en español. Este corpus se compone de más de 5 millones de referencias médicas
de-identificadas provenientes de listas de espera del sistema público de salud de Chile, es-
pećıficamente del componente no-GES, que incluye condiciones no priorizadas según las
Garant́ıas Expĺıcitas en Salud (GES21).

Composición y caracteŕısticas

Cantidad y origen: El corpus original consta de más de 5 millones de referencias
médicas recopiladas entre 2008 y 2018 de 23 servicios de salud chilenos. Para su ano-
tación, se seleccionaron 900 referencias de diagnóstico en texto libre, con un total de
36.157 tokens y un vocabulario de 7.980 términos únicos.

Contenido: Incluye referencias de especialidades médicas y dentales. Las especialida-
des más representadas son traumatoloǵıa (16.64%), ginecoloǵıa (8.85%) y pediatŕıa
(7.02%). Cada diagnóstico tiene un promedio de 40 tokens.

Anotaciones: Se identificaron y anotaron 9,029 entidades que incluyen enfermedades,
partes del cuerpo, medicamentos, procedimientos diagnósticos y terapéuticos, entre
otros. También se registraron 385 atributos (como negaciones y antecedentes familia-
res) y 284 relaciones entre entidades.

Particularidades: Presenta entidades anidadas. Por ejemplo, una entidad parte del
cuerpo como “colon” dentro de una entidad enfermedad como “cáncer de colon”. El

21 El GES es un mecanismo fijado por Ley para priorizar garant́ıas en la prevención, tratamiento y
rehabilitación de enfermedades espećıficas que representan el mayor impacto de salud en la ciudadańıa.
https://www.superdesalud.gob.cl/orientacion-en-salud/garantias-explicitas-en-salud-ges, último
acceso: Diciembre de 2024
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proceso de anotación fue llevado a cabo por estudiantes de medicina y un médico
especialista, utilizando criterios de anotación desarrolladas de manera iterativa.

Acceso y uso: Es un recurso público y de-identificado, lo que lo hace accesible a la
comunidad investigadora. Incluye embeddings cĺınicos desarrollados con este corpus y
otros datos no anotados, además de directrices de anotación detalladas.

Relevancia del corpus

El Chilean Waiting List Corpus es el primer recurso cĺınico anotado proveniente de Chile
y uno de los pocos existentes en español. Está diseñado para abordar los retos espećıficos
del procesamiento de textos cĺınicos en español, como el uso no estandarizado del lenguaje,
la abundancia de abreviaturas y errores gramaticales. Es especialmente útil para entrenar
modelos que identifiquen enfermedades, procedimientos pendientes y antecedentes familiares,
contribuyendo a mejorar la gestión cĺınica y los estudios epidemiológicos.

Ejemplo de un informe médico de Chilean Waiting List

K25.9 - ULCERA GASTRICA, NO ESPECIFICADA COMO AGUDA NI CRONICA,

SIN HEMORRAGIA NI PERFORACION / Tratamiento de erradicación

del helicobacter Pylori



4. CLASIFICACIÓN

Como ya mencionamos en la introducción (ver Capitulo 1), en este trabajo se abordan
dos tareas principales: la clasificación de HCEs en cuanto a si hacen referencia a un paciente
COVID positivo, COVID sospechoso, COVID negativo o si no hacen referencia a dicha
patoloǵıa y a la detección automática de śıntomas asociados a determinadas patoloǵıas. En
este caṕıtulo, nos centraremos exclusivamente en la tarea de clasificación de HCEs, mediante
la tarea de NLP de “clasificación de textos” (introducida en la Sección 2.2), describiendo en
detalle su desarrollo.

Primero, se presentarán trabajos previos relevantes que hayan abordado esta tarea en
corpus o dominios similares. Luego, se describirán los aspectos metodológicos, incluyendo el
corpus utilizado, los métodos implementados, la experimentación realizada, los resultados
obtenidos y un análisis detallado de los mismos.

4.1. Introducción

La pandemia de COVID-19 planteó desaf́ıos significativos, incluyendo la incertidumbre
sobre la dinámica de transmisión y los śıntomas. La Organización Mundial de la Salud (OMS)
implementó en el año 2020 códigos de emergencia de la CIE-10 para infecciones por COVID-
19, pero la falta de estandarización inicial dificultó el análisis de tendencias epidemiológicas
y pudo haber retrasado intervenciones cruciales de salud pública y la asignación de recursos.

Además, en entornos con recursos limitados, la falta de pruebas de diagnóstico1 exacerbó
las disparidades globales. Es importante destacar que todas estas consideraciones siguen
siendo relevantes después de la COVID-19, ya que desde entonces han surgido dos nuevas
epidemias: la viruela del mono y la fiebre de Oropouche.

Para contribuir a estrategias que permitan una vigilancia más oportuna, en este caṕıtulo
nos centraremos en la clasificación automática del texto libre de las HCEs de La Rioja,
Argentina, en cinco categoŕıas relacionadas con COVID-19.

COVID positivo

COVID sospechoso

COVID negativo

COVID descartado

Sin información (si no hacen referencia a dicha patoloǵıa)

Usando técnicas de procesamiento de lenguaje natural (NLP), buscamos contribuir a la
generación de estad́ısticas más oportunas y a la complementación de los datos de vigilancia
nacionales, lo que podŕıa facilitar la identificación temprana de patrones en pandemias no
clasificadas en la CIE-10.

4.2. Trabajos Previos

Existen diferentes métodos de NLP que pueden utilizarse para extraer información au-
tomáticamente de las HCE. La clasificación y el reconocimiento de entidades nombradas
(NER, método que abordaremos en el Capitulo 5) son dos de ellos [70]. La clasificación

1 Incluyen pruebas moleculares (como RT-PCR) para detectar material genético del virus, pruebas de
ant́ıgenos para identificar protéınas virales, y pruebas serológicas para detectar anticuerpos en respuesta a
la infección.

45
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se ha utilizado para distintas tareas, como la asignación automática de códigos CIE-92 a
registros cĺınicos [75, 40, 56], la clasificación automática del subdominio médico de una nota
cĺınica, como cardioloǵıa o neuroloǵıa [81], la fenotipificación de HCEs3 [84], entre otras
tareas [50, 64]. Entre los estudios que utilizan clasificación para detectar la presencia o au-
sencia de COVID-19, existen herramientas de NLP de rápida implementación que también
consideran la importancia de la simplicidad (obteniendo aún aśı resultados acordes al esta-
do del arte de ese momento [51, 43, 22]), como nuestro enfoque. Sin embargo, estos fueron
desarrollados para el idioma inglés, evaluados con conjuntos de datos anotados muy redu-
cidos [51, 42] y carecen de una comparación detallada entre métodos complejos y simples.
Otros estudios no proporcionan detalles sobre los métodos de aprendizaje automático uti-
lizados y solo presentan métricas agregadas de rendimiento [22]. Otros trabajos usan NER
para detectar śıntomas de COVID-19 y, en algunos casos, modificadores (como negaciones)
en HCE en inglés [79, 5, 80, 49], o predicen resultados de pruebas basándose en śıntomas
auto-reportados por los pacientes [57]. Hasta donde sabemos, no se ha publicado un estudio
similar en español.

En Wagner et al. (2020) [79], se desarrolló un sistema basado en transformers que anali-
za registros electrónicos de salud de Estados Unidos (en inglés), similares a nuestras HCEs,
para detectar śıntomas tempranos de COVID-19 antes de la confirmación por PCR4. Ex-
perimentaron con distintos modelos basados en BERT (ver Sección 2.4) para clasificar los
śıntomas como presentes o no presentes en cada paciente, basándose en el texto circundante,
logrando identificar śıntomas como anosmia/disgeusia, fiebre/escalofŕıos y dificultad respi-
ratoria como indicadores tempranos de la enfermedad. Este trabajo destaca el potencial de
la inteligencia artificial utilizada en el marco de NLP para la detección temprana de enfer-
medades a partir de datos de registros médicos electrónicos. Algunos de los modelos que
utilizaron son similares a los que usamos en este trabajo, solo que nosotros nos enfocamos
en modelos para el idioma español.

Aunque, como ya mencionamos, la mayoŕıa de los trabajos relacionados están en inglés,
encontramos un estudio en español que se enfoca en informes radiológicos de tomograf́ıas
computarizadas de tórax (CT scans) en lugar de HCEs [47]. Este trabajo propone un sistema
de clasificación que combina dos tareas de NLP: utilizan la ontoloǵıa médica SNOMED-CT5

para que el sistema pueda extraer desórdenes médicos relevantes (usando un sistema de NER
desarrollado en [46]) y los usa como caracteŕısticas adicionales para entrenar un clasifica-
dor basado en un algoritmo de Support Vector Machine6 (SVM, por sus siglas en inglés),
que devuelve dos clases posibles: “COVID-19” y “No COVID-19”. Inicialmente, el sistema
alcanzaba una métrica F1 del 85%, pero la integración de SNOMED-CT mejoró signifi-
cativamente el rendimiento, alcanzando un 89%. Esto demuestra el potencial de combinar
distintas tareas de NLP, aprendizaje automático y ontoloǵıas médicas para la detección de
enfermedades.

En López-Úbeda et al. [47] se menciona que en la literatura actual, la mayoŕıa de los es-
tudios para la detección automática de COVID-19 se han llevado a cabo mediante el análisis
de imágenes de tomograf́ıas computarizadas, utilizando algoritmos de aprendizaje automáti-
co para la clasificación de imágenes, observándose una notable carencia de investigaciones
que apliquen tecnoloǵıas de NLP para la detección automatizada de COVID-19 a pesar del

2 El CIE-9 es el acrónimo de la Clasificación Internacional de Enfermedades, novena edición, publicada
en 1977 por la Organización Mundial de la Salud. Es la versión anterior al CIE-10.

3 Definida en [84] como “un procedimiento que utiliza datos de HCE para caracterizar pacientes”.
4 La , siglas en inglés de “Reacción en Cadena de la Polimerasa”, es una prueba de diagnóstico que permite

detectar un fragmento del material genético de un patógeno. En la pandemia de coronavirus, como en tantas
otras crisis de salud pública relacionadas con enfermedades infecciosas, se utiliza para determinar si una
persona está infectada o no con coronavirus.

5 SNOMED CT (Systematized Nomenclature of Medicine – Clinical Terms) es un vocabulario cĺınico
estandarizado que se utiliza para registrar información de salud en sistemas de salud.

6 Las máquinas de vectores de soporte (del inglés support-vector machines, SVM) son un conjunto de
algoritmos de aprendizaje supervisado, relacionados con problemas de clasificación y regresión. Dado un
conjunto de ejemplos de formación (de muestras) podemos etiquetar las clases y formar una SVM para
construir un modelo que prediga la clase de una nueva muestra.
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potencial demostrado por estas técnicas en la clasificación de informes médicos escritos [73,
48]. Nuestro estudio se distingue al abordar precisamente esta área poco explorada, utilizan-
do técnicas avanzadas de aprendizaje automático (como modelos basados en transformers
y BiLSTM ) aśı como métodos más sencillos (como regresión loǵıstica) para clasificar HCEs
en español. Es importante destacar que, mientras estudios previos como el de López-Úbeda
et al. se centran en reportes de CT, nuestro enfoque en el análisis de HCEs se alinea más
con nuestro objetivo de implementar “vigilancia basada en eventos” dado que las HCEs
representan el primer contacto del paciente con el sistema médico, lo cual puede ser muy
útil para la detección temprana de casos de COVID-19, especialmente cuando los reportes
de tomograf́ıas computarizadas de tórax pueden no estar disponibles inicialmente.

4.3. Dataset

En esta sección describimos la necesidad de realizar una anotación manual de las his-
torias cĺınicas electrónicas (HCEs) y el proceso llevado a cabo para seleccionar y crear el
dataset anotado utilizado en esta tarea. Como se mencionó previamente en la Sección 3.4, el
corpus original fue generado por el proyecto ARPHAI, y se consideró adecuado para nuestro
propósito sin necesidad de realizar modificaciones. Además, se presenta el procedimiento de
anotación, incluyendo los criterios utilizados y las clases definidas. Finalmente, se realiza un
análisis detallado del conjunto de datos definitivo.

Por qué anotar los registros manualmente

Inicialmente, la intención del proyecto ARPHAI era utilizar las etiquetas CIE-10 (códigos
U071 para COVID confirmado y U072 para COVID sospechoso) asignadas manualmente
por los médicos en los reportes para entrenar un algoritmo de aprendizaje automático. Sin
embargo, esta estrategia no fue aplicable en el caso del COVID-19. Esto se debió a que los
códigos CIE-10 espećıficos para COVID-19 no exist́ıan al inicio de la pandemia, ya que tanto
la enfermedad como su agente infeccioso eran desconocidos en ese momento. A medida que
se descubŕıa nueva información y aparećıan nuevas variantes, los criterios para diagnosticar
COVID-19 cambiaban, lo que generaba un retraso en la asociación de estos nuevos criterios
con los códigos CIE-10 correspondientes, aśı como en su adopción generalizada y correcta
por parte de la comunidad médica. Además, en los casos donde exist́ıan, las etiquetas CIE-
10 no siempre coincid́ıan con el diagnóstico real. Por lo tanto, en este conjunto de datos,
la presencia o ausencia de un código CIE-10 no es una fuente confiable de etiquetas para
entrenar un clasificador automático de historias cĺınicas electrónicas en cuanto a la presencia
o ausencia de COVID-19 del paciente y por este motivo se decidió llevar a cabo una anotación
manual de las HCEs.

Selección de los registros a anotar

Como se mencionó previamente (ver apartado 3.4), el corpus para la tarea de clasificación
fue elaborado desde el proyecto ARPHAI a partir de la selección de un subconjunto del
dataset original. Cómo sólo eran de interés casos de COVID-19, sólo se tomaron historias
cĺınicas cuya fecha sea posterior al 1 de Enero del 2020 (fecha aproximada a partir de la cual
comenzó a circular la enfermedad en Argentina7). Aún aśı la cantidad de HCEs resultante
era muy grande (636.543 HCEs).

Dado que era fundamental poder realizar la anotación en un tiempo acotado con los
recursos disponibles en ese momento, se necesitaba reducir considerablemente este número.
Además, era importante garantizar que la muestra seleccionada fuese significativa en relación
con los objetivos de la tarea. Para ello, se optó por dividir la totalidad de las HCEs en grupos

7 Primer caso detectado de coronavirus en Argentina
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según la aparición o ausencia de términos relacionados con el COVID-19 como se muestra
la Tabla 4.1:

Tipo de HCE Cantidad Porcentaje
Poseen diagnóstico CIE-10 U071 (COVID confirmado) 1.184 0,19%
Poseen diagnóstico CIE-10 U072 (COVID sospechoso) 1.612 0,26%
Mencionan “COVID” o algún śıntoma primario8 3.539 0,56%
Poseen diagnósticos no relacionados a COVID 168.217 26,91%
Sin diagnóstico y no mencionan COVID 450.395 72,08%

Tab. 4.1: Distribución de las historias cĺınicas electrónicas (HCE) según tipo de diagnóstico y men-
ción de COVID-19.

Para reconocer estos grupos, se utilizó un conjunto de reglas aplicadas por orden de
prioridad, priorizando la cobertura por sobre la precisión de la selección. El detalle completo
del conjunto de reglas se encuentra en el Apéndice A.1.

Esta clasificación nos muestra un marcado desequilibrio dentro del dataset entre los gru-
pos que mencionan COVID y aquellos que no lo hacen. Este desbalance planteó un desaf́ıo
en la selección final de ejemplos para la anotación. Para optimizar el rendimiento de un clasi-
ficador basado en aprendizaje automático, es crucial que la muestra de entrenamiento refleje
de manera fiel la diversidad de la población objetivo a predecir, al tiempo que mantenga una
representación adecuada de cada clase. Para lograr esto se realizo una selección aleatoria de
HCEs de tal manera que abarquen la variedad de subgrupos de la población, garantizando
una proporción equilibrada entre ejemplos positivos (HCEs que mencionen COVID y/o con-
tienen śıntomas relacionados) y negativos (las HCE que no mencionan COVID ni śıntomas
relacionados).

Proceso de anotación

Para la anotación manual de las historias cĺınicas, desde el proyecto ARPHAI se desa-
rrolló un documento con los criterios de anotación. Dicho documento establece qué se debe
anotar (fecha de diagnóstico y clasificación de la historia cĺınica como COVID confirmado,
COVID sospechoso, No COVID, COVID descartado o información insuficiente) y los crite-
rios espećıficos para realizar cada anotación. Entre otros aspectos, se define qué conjunto de
śıntomas determinan la clasificación de un paciente como COVID confirmado o sospechoso.

La definición de criterios fue realizada por dos investigadoras en procesamiento de len-
guaje natural con experiencia en la anotación de textos biomédicos y dos residentes de
epidemioloǵıa. Para ello, se utilizaron las normativas publicadas por el Ministerio de Salud
de la Nación Argentina con las definiciones operativas de un caso de COVID-19, que detallan
signos, śıntomas y otros aspectos epidemiológicos relevantes910.

Para el proceso de anotación se contó con la participación de tres anotadores con expe-
riencia en el dominio (estudiantes avanzados de medicina) y dos coordinadores (los residentes
de epidemioloǵıa mencionados previamente). Todos eran hablantes nativos de español argen-
tino, con los anotadores especializados en la lectura de historias cĺınicas y los coordinadores
en su redacción.

8 En el contexto de esta investigación, se refiere a aquellos śıntomas comúnmente asociados a la enfermedad
bajo estudio (como fiebre, tos o dificultad para respirar en el caso de COVID-19) que suelen ser clave para
un diagnóstico inicial.

9 Ministerio de Salud de la Nación Argentina (MSAL). Alerta Epidemiológica. 22 de
enero de 2020; último acceso 10/2024. https://www.argentina.gob.ar/sites/default/files/

20200123-coronavirus-alerta-epidemiologica-argentina.pdf
10 Ministerio de Salud de la Nación Argentina (MSAL). Recomendaciones pa-

ra equipos de salud. Definición de caso [Internet]. 2020 [actualizado el 11 de sep-
tiembre de 2020; último acceso: 10/2024]. https://www.argentina.gob.ar/noticias/

nueva-actualizacion-de-la-definicion-de-caso-sospechoso-de-covid-19
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El esquema y las directrices de anotación se desarrollaron de forma iterativa siguiendo el
MAMA Cycle (Model-Annotate-Model-Annotate) [61]. Se realizaron cinco rondas de anota-
ción. En cada una de ellas, una parte de los registros fue anotada por más de un anotador
para calcular métricas de acuerdo entre anotadores. Las dos primeras rondas, con 160 re-
gistros por anotador y un 40% de superposición, se utilizaron para refinar los criterios de
anotación, y posteriormente fueron reanotados para corregir errores. En las tres rondas fina-
les, cada anotador trabajó con 1.869 registros y un 10% de superposición. Las anotaciones
se realizaron utilizando la herramienta Label-Studio11.

Resultados de la anotación

El nivel de acuerdo (ver Sección 3.2) entre los anotadores mostró un aumento consistente
en cada etapa del proceso de anotación. En la última etapa, se obtuvo un acuerdo interano-
tadores (IAA, por sus siglas en inglés) de 0,798, medido como el promedio del coeficiente
Kappa [16] entre todos los pares de anotadores. Este valor de IAA indica una buena repro-
ducibilidad en las anotaciones. En la Tabla 4.2 podemos ver el coeficiente de Kappa para
cada par de anotadores de la última etapa.

Anotadores Kappa de Cohen
0 vs 1 0.816 (+/- .07)
0 vs 2 0.771 (+/- .02)
1 vs 2 0.781 (+/- .03)

Tab. 4.2: Acuerdo entre los distintos anotadores para la última etapa, dónde el 0, 1 y 2 hace refe-
rencia a los tres anotadores que formaron parte del proceso.

Finalmente, como podemos ver en la Tabla 4.3, el proceso de anotación para la tarea de
clasificación dio como resultado un conjunto de datos etiquetados manualmente que consta de
4.996 HCEs. Estos registros se dividieron en tres conjuntos utilizando la técnica de stratified
sampling12: el 70% (3.497 HCEs) se destinó al entrenamiento, el 15% (749 HCEs) para la
validación preliminar y otro 15% (750 HCEs) para la evaluación definitiva. La distribución
de las etiquetas asignadas manualmente se detalla en la siguiente tabla:

Etiqueta Cantidad Porcentaje (%)
COVID-CONFIRMADO 1374 27.5%
COVID-SOSPECHOSO 1125 22.5%
NO-COVID 2360 47.3%
COVID-DESCARTADO 60 1.2%
Información insuficiente 77 1.5%
Total 4996 100%

Tab. 4.3: Distribución de las etiquetas en el conjunto de datos anotados con sus respectivos porcen-
tajes.

4.4. Algortimos y Modelos

Implementamos distintos algoritmos y modelos para llevar a cabo la tarea de clasifica-
ción: Estos fueron Näıve Bayes, Regresión Loǵıstica y Clasificador de Gradiente Aumentado
(XGBoost) (introducidos en la Sección 2.1), modelos basados en una red neuronal recurrente
bidireccional (BiLSTM [69], más información en 2.4) con distintos embeddigs, y dos modelos

11 Label Studio: https://labelstud.io/. Último acceso 10/2024.
12 El muestreo estratificado (stratified sampling) es una técnica de división de datos que asegura que cada

subconjunto (estrato) del dataset original esté representado proporcionalmente en las particiones, mante-
niendo la misma distribución de clases en los conjuntos de entrenamiento y prueba.
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basados en transformers (ver Sección 2.4) [74]: BETO-Cĺınico y RoBERTa-Cĺınico. La salida
de los distintos clasificadores es una etiqueta con cinco valores posibles: COVID-sospechoso,
COVID-confirmado, COVID-rechazado, no-COVID e información insuficiente.

Para los primeros tres algoritmos (Näıve Bayes, Regresión Loǵıstica y XGBoost) utiliza-
mos sus implementaciones en scikit-learn13 [60].

Para los modelos BiLSTM, evaluamos una implementación sin word embeddings (ver
Sección 2.1) y con tres diferentes word embeddings para representar el texto:

embeddings preentrenados en dominio general en español utilizando el corpus descrito
en la Seccion 3.7, generados por el DCC UChile1415

embeddings preentrenados en dominio médico en español, basados en la base de datos
SciELO16 [59] (ver Sección 3.7) y art́ıculos de Wikipedia relacionados con el dominio
de la salud17

embeddings entrenados con nuestro conjunto de HCEs (aproximadamente 1 millón de
HCEs).

Para los modelos basados en transformers implementamos dos enfoques que introducimos
en la Sección 2.4: TAPT (Task-Adaptive Pretraining) y DAPT (Domain-Adaptive Pretrai-
ning) + TAPT. Para llevarlos a cabo, utilizamos dos modelos de base, BETO (dominio
general) [7], una adaptación en español de BERT [24] y roberta-base-biomedical-clinical-es
(dominio biomédico en español, por lo cual ya se encuentra orientado al dominio) un modelo
basado en RoBERTa [44], y los preentrenamos nuevamente utilizando nuestro conjunto de
datos no etiquetados, adaptándolos aśı al dominio espećıfico de nuestra tarea. Más adelante
en este trabajo (ver Sección 5.4) profundizaremos sobre cómo entrenamos estos modelos.

4.5. Experimentación

En esta sección detallaremos los distintos experimentos que llevamos a cabo con los
distintos algoritmos y modelos para el problema de clasificación. Además analizaremos el
impacto de utilizar la información “extra” (especialidad médica, códigos CIE-10 y presencia
de palabras clave relacionadas con COVID-1918) al texto libre de la HCE.

Los primeros tres algoritmos (Näıve Bayes, Regresión Loǵıstica y XGBoost) fueron entre-
nados desde el proyecto ARPHAI. Se utilizó una representación del texto en forma de bolsas
de palabras19 y n-gramas (introducidos en la Sección 2.1), es decir, se ignoró el orden abso-
luto de los n-gramas en el texto. Además, se exploraron diferentes rangos de n-gramas para
representar el texto y se probaron diversas combinaciones de hiperparámetros mediante una
búsqueda exhaustiva por grilla (grid search)20) para seleccionar los mejores hiperparáme-
tros, maximizando la métrica F1 en el conjunto de datos de validación. En la Tabla 4.4 se
muestran las distintas combinaciones de hiperparámetros evaluadas y los mejores valores
obtenidos.
13 scikit-learn es una biblioteca de aprendizaje automático gratuita y de código abierto para el lenguaje de

programación Python
14 Departamento de Ciencias de la Computación de la Universidad de Chile.
15 https://github.com/dccuchile/spanish-word-embeddings
16 Scientific Electronic Library Online es una biblioteca electrónica que conforma una red iberoamericana

de colecciones de revistas cient́ıficas en texto completo y con acceso abierto, libre y gratuito.
17 https://zenodo.org/records/3626806
18 En el proceso de anotación mismo se compiló una lista de palabras clave, como por ejemplo la palabra

COVID o nombres de śıntomas asociados a COVID
19 Del inglés bag of words, es una técnica utilizada en NLP para representar texto. En este enfoque, un

texto se convierte en una colección de palabras, ignorando el orden y la gramática.
20 Grid Search (Búsqueda en grilla): Es una técnica de optimización de hiperparámetros que consiste en

evaluar sistemáticamente todas las combinaciones posibles de valores dentro de un espacio de búsqueda
predefinido. Para cada combinación, se entrena y evalúa el modelo, y se selecciona la combinación que
produce el mejor rendimiento según una métrica de evaluación espećıfica. Debido a que se exploran todas
las posibilidades, esta técnica puede ser computacionalmente costosa si el espacio de búsqueda es grande.
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Modelo Hiperparámetro Valores Mejor Valor
Näıve Bayes alpha 0.01, 0.5, 1 1

max features 200, 500, 1000 1000
ngram range (1, 1), (1, 2), (1, 3) (1,1)
use phrases True, False False

Regresión Loǵıstica C 1.0, 2.0, 5.0, 10.0 2.0
max features 200, 500, 1000 500
ngram range (1, 1), (1, 2), (1, 3) (1,1)
use phrases True, False False

XGBoost n estimators 10, 50, 100 100
max depth 1, 2, 3 3
max features 200, 500, 1000 500
ngram range (1, 1), (1, 2), (1, 3) (1,3)
use phrases True, False True

Tab. 4.4: Tabla de hiperparámetros y configuraciones óptimas de los primeros 3 algoritmos.

A continuación explicaremos uno a uno que significan cada uno de estos hiperparametros:

alpha: parámetro de suavizado de Laplace o de Lidstone. Se utiliza para evitar pro-
blemas de probabilidad cero en el cálculo de las probabilidades condicionales de las
palabras. Un valor de α mayor que 0 asegura que no se asignen probabilidades nulas
a palabras que no aparecen en el conjunto de entrenamiento.

max features: número máximo de caracteŕısticas (o palabras) que se considerarán al
construir el modelo. Es una forma de limitar el vocabulario utilizado, seleccionando
solo las caracteŕısticas más importantes o frecuentes.

ngram range: indica el rango de tamaños de n-gramas que se utilizarán al extraer
caracteŕısticas del texto. Más información sobre los n-gramas en la Sección 2.1.

use phrases: si el modelo usa o no las palabras clave de la información “extra”,
relacionadas con la presencias de śıntomas de COVID-19.

C: El parámetro C en Regresión Loǵıstica controla la fuerza de la regularización
aplicada al modelo. Un valor C pequeño implica una regularización fuerte (ayuda a
evitar el sobreajuste), mientras que un valor de C grande reduce la regularización,
permitiendo que el modelo se ajuste más a los datos de entrenamiento.

n estimators: el número de árboles de decisión (o boosting rounds) que se construirán
en el modelo de XGBoost. Cada árbol es secuencialmente entrenado para corregir los
errores de los árboles anteriores.

max depth: profundidad máxima de cada árbol de decisión en el modelo. Determina
la cantidad de niveles que puede tener cada árbol, lo que a su vez afecta la capacidad
del modelo para capturar relaciones complejas en los datos.

BiLSTM. Para los clasificadores basados en BiLSTM inicialmente utilizamos como entrada
el texto sin procesar, que se transforma en vectores de palabras a través de una capa de word
embeddings. Como ya se comentó en la Sección 4.4 se realizaron pruebas con los siguientes
embeddings:

random (sin embeddings)

entrenados en dominio general en español mediante fastText

entrenados en dominio medico en español (wiki + SciELO)
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entrenados con nuestro conjunto de HCEs

Nuevamente los integrantes de ARPHAI probaron diversas combinaciones de hiper-
parámetros mediante grid search para distintos valores de hiperparámetros que se muestran
en la Tabla 4.5, con el objetivo de maximizar la métrica micro F1 en el conjunto de valida-
ción. Las distintas combinaciones se entrenaron por un máximo de 20 épocas, utilizando un
parámetro de paciencia de 4 iteraciones, que interrumpe el entrenamiento si no se registran
mejoras en la micro F1.

Hiperparámetro Valores Mejor Valor
tamaño de embeddings para
carácteres individuales

0, 8, 16, 32 8

unidades LSTM 30, 50, 100, 200 30
capa posterior de LSTM 0, 16, 32, 64 16
dropout ratio 0.1, 0.3, 0.5 0.5
factor de regularización 0, 0.0001, 0.001 0.001
largo de oración 50, 100, 200, 300 300
word embeddings random, fasttext, wiki+scielo, nuestros random

Tab. 4.5: Tabla de hiperparámetros y configuraciones óptimas para BiLSTM.

A continuación explicaremos uno a uno que significan cada uno de estos hiperparametros:

tamaño de embeddings para carácteres individuales21: tamaño de la represen-
tación basada en carácteres.

unidades LSTM: número de neuronas en las capas LSTM.

capa posterior de LSTM: cantidad y tamaño de capas entre la capa recurrente y
la capa final de clasificación.

dropout ratio: coeficiente de dropout22 aplicado a todas las capas.

factor de regularización: parámetro que se utiliza para controlar la cantidad de
penalización aplicada a los pesos del modelo durante el entrenamiento. Su objetivo es
evitar el sobreajuste al penalizar los valores grandes de los pesos.

largo de oración: largo máximo del documento. Sólo se utilizan las primeras n pa-
labras del documento.

word embeddings: explicados en la Subsección 2.1

Transfomers. Por último, para RoBERTa-Cĺınico y BETO-Cĺınico se utilizó la biblioteca
de transformers de HuggingFace para entrenarlos con los siguientes hiperparámetros: una
tasa de aprendizaje de 2e-5, un tamaño de lote de 8, 8 épocas de entrenamiento y una tasa de
decaimiento de peso (weight decay) de 0.01. Se utilizó el optimizador AdamW (Estimación
de momento adaptativo con regularización de peso) para las actualizaciones de los pesos del
modelo, dado su eficacia comprobada en varios contextos de aprendizaje profundo [74, 24,
66].

En la Tabla 4.1 mostramos la evolución del micro F1 durante el entrenamiento de estos
modelos. Este gráfico nos permite observar cómo vaŕıa el micro F1 a lo largo de las épocas

21 Los embeddings de caracteres son útiles para manejar palabras desconocidas (OOV, por sus siglas en
inglés) o en casos donde la información morfológica es importante (como en idiomas con inflexiones).
22 Técnica de regularización que consiste en “apagar” aleatoriamente un porcentaje de neuronas durante el

entrenamiento. Esto ayuda a prevenir el sobreajuste (overfitting) al forzar la red a aprender representaciones
más robustas.



4. Clasificación 53

y nos ayuda a determinar el número óptimo de épocas para entrenar los modelos definitivos
que se entrenarán utilizando el conjunto de desarrollo, que incluye tanto el conjunto de
entrenamiento como el de validación, y que serán evaluados con el conjunto de prueba.
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Fig. 4.1: Evolución de la métrica micro F1 durante el entrenamiento al evaluar en el conjunto de
validation al terminar cada época, para los modelos BETO-Cĺınico y RoBERTa-Cĺınico

Sobre el uso de información adicional al texto: “extra”
Dado que existe información adicional, aparte del texto libre de la HCE, realizamos un

experimento en conjunto con Rodrigo Laje para evaluar si la inclusión de esta información
podŕıa mejorar los resultados. La información adicional consiste en: el campo de especia-
lidad médica, los códigos CIE-10 asignados -cuando estaban presentes-, y la presencia de
palabras clave relacionadas con COVID, como anosmia, fiebre, entre otras. Este conjunto de
caracteŕısticas adicionales se denomina “extra” en el resto de la tesis.

Queŕıamos comprobar si los modelos rend́ıan al máximo cuando se basaban en las descrip-
ciones textuales o si el rendimiento pod́ıa mejorarse añadiendo toda la información disponible
de la HCE y las palabras clave (es decir, en términos estad́ısticos, un “control positivo” don-
de se espera un buen resultado). Nuestro razonamiento era que, si los modelos rend́ıan al
máximo basándose solo en el texto de las HCE, entonces añadir información adicional como
śıntomas y códigos CIE-10 (“extra”) llevaŕıa a un aumento pequeño o no significativo en
el rendimiento. Para ello, entrenamos y evaluamos los modelos de la misma forma en que
fue descrito en la Sección 4.5, pero esta vez incluyendo la información extra como parte
del conjunto de datos de entrada de los modelos. En la Figura 4.2 podemos observar los
resultados para cada muestra resultante de realizar bootstrapping (ver Sección 5.5) dónde
cada punto de la figura se corresponde con el valor F1 de una muestra, diferenciados por
color según si usa o no la información extra.
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Fig. 4.2: F1 en función del modelo y si utiliza la información extra o no. Los puntos pequeños repre-
sentan 1000 muestras de bootstrapping para cada modelo y condición (con uso de “extra”
o sin). Los puntos grandes son la media de las muestras con un intervalo de confianza del
95%. Los puntos naranja se corresponden a las muestras que usan la información extra y
los azules a las que no la usan.

Tomando el conjunto de 1000 valores de las muestras de F1 de cada combinación Mode-
lo/Información Extra, realizamos un ANOVA (ver Sección 5.5) de dos v́ıas con el F1 como
variable independiente y los factores Modelo (niveles Bayes, XGBoost, BiLSTM Clinico,
BiLSTM Vanilla, Logistic Regression, RoBERTa Clinico y BETO Clinico) e Información
Extra (niveles Śı/No), y un término de interacción Modelo x Información Extra.

Los resultados del ANOVA muestran que la inclusión de la información extra tiene un
impacto significativo (F (6) = 435,14; p < 2x10−16; η2p = 0,16)23, lo que significa que algunos
modelos se beneficiaron de la información extra mientras que otros no, o lo hicieron en
diferentes medidas. Luego realizamos 6 comparaciones post-hoc24 entre los niveles Śı/No del
factor Información Extra (una comparación para cada modelo). Todos los modelos excepto
Näıve Bayes y el BiLSTM Vanilla se beneficiaron de la información extra. Sin embargo, el
tamaño del efecto varió de pequeño a moderado, como se puede ver en la Figura 4.2 siendo
XGBoost el modelo más beneficiado, en 2.5 puntos porcentuales. Utilizamos las funciones
aov y effectsize de R para ANOVA, y emmeans, pairs y test de la biblioteca emmeans para
comparaciones post-hoc.

23 F es el valor estad́ıstico de la prueba, donde un valor alto como el obtenido sugiere que hay diferencias
significativas entre las condiciones. El bajo valor obtenido en el p-value indica que es extremadamente
improbable que las diferencias observadas entre los grupos se deban al azar y el valor η

2
p es una medida del

tamaño del efecto y nos dice que aproximadamente el 16% de la varianza en los resultados del F1 puede
explicarse por la interacción entre el modelo y el “extra”.
24 Pruebas estad́ısticas adicionales para determinar si la presencia o ausencia de “Información Extra” tuvo

un efecto significativo en los resultados de cada uno de los modelos.
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Evaluación de resultados

La métrica principal utilizada para medir el desempeño de los modelos fue el micro
F1 (ver Sección 2.5.1), monitoreando tanto la precision y el recall para cada clase. Para
observarlas en un único número para cada modelo, se obtuvo el promedio pesado por la
cantidad de ejemplos de cada clase (weighted average).

Todas las métricas son reportadas con sus errores estándar (con el 95% de confianza)
obtenido a través de bootstrapping con 1000 muestreos con reemplazo de sub-muestras del
tamaño original del dataset de test (750).

4.6. Resultados

En esta sección mostramos los resultados de nuestros modelos al ser evaluados en el
conjunto de datos de test y entrenados en el conjunto de desarrollo.

En la Tabla 4.6 podemos observar los resultados obtenidos para los distintos modelos.
Para el caso de los modelos basados en BiLSTM solo mostramos los que obtuvieron mejores
resultados, la versión que no usa word embeddings y la versión que usa los word embeddings
entrenados en nuestro corpus sin anotar.

Modelo Precision Recall F1
Näıve Bayes 78.58±.0005 80.20±.0004 79.38±.0004
Logistic Regression 84.95±.0005 85.23±.0004 85.09±.0004
XGBoost 82.31±.0004 82.70±.0003 82.50±.0004
BiLSTM Vanilla 83.75±.0004 84.10±.0004 83.92±.0004
BiLSTM Clinico 82.70±.0004 84.02±.0004 83.35±.0004
BETO-Clinico 88.08±.0004 88.18±.0004 88.13±.0004
RoBERTa-Clinico 86.44±.0004 87.60±.0004 87.01±.0004

Tab. 4.6: Micro-averaged precision, recall y F1 obtenidos por los diferentes enfoques de clasificación
automática de las HCEs para el conjunto de test. Se muestran los valores promedio y los
errores estándar obtenidos mediante bootstrapping (ver Sección 4.5).

4.6.1. Análisis de resultados

Comenzaremos analizando los resultados generales. Luego se presentarán los resultados
obtenidos para cada clase por los modelos de Regresión Loǵıstica (el mejor de los modelos
simples) y BETO Cĺınico (el mejor de todos los modelos) con el conjunto de test. Para este
último modelo se mostrará también la matriz de confusión.

Finalmente, detallaremos el enfoque utilizado para analizar las predicciones de los mo-
delos, espećıficamente los casos clasificados como COVID confirmado por los algoritmos y
las HCEs que cuentan con el código U071 (COVID confirmado) asignado por los médicos,
en comparación con los datos publicados en el Sistema Nacional de Vigilancia de la Salud
(SNVS) para la capital de La Rioja. A su vez analizaremos la distribución de los casos sos-
pechosos detectados por los algoritmos ya mencionados y las HCEs que disponen del código
U072 (COVID sospechoso) con respecto a los casos confirmados provistos por el SNVS (no
se proveen casos sospechosos de manera significativa25 por el SNVS). Este último análisis
resulta relevante, ya que nos permite explorar si la evolución temporal de los casos sospe-
chosos muestra alguna tendencia que se relacione con la de los casos confirmados reportados
por el SNVS, lo cual podŕıa aportar información valiosa sobre los patrones epidemiológicos
de la pandemia.

Al analizar los resultados de la Tabla 4.6, podemos notar que todos los modelos obtienen
un rendimiento de la medida F1 micro promediada superior al 79%. Aunque los modelos

25 De un total de 57.862 casos reportados, solo 1.005 casos fueron reportados como COVID sospechoso por
el SNVS, aproximadamente 1.74% de los casos.
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basados en transformers obtienen mejores resultados que la Regresión Loǵıstica, la diferen-
cia es de aproximadamente 3 puntos porcentuales para el mejor de ellos, BETO Cĺınico.
Además, los BiLSTM no ofrecieron mejores resultados que la Regresión Loǵıstica, a pesar
de ser considerablemente más complejos. La incorporación de word embeddings espećıficos
del dominio de la tarea y del dominio médico impactaron ligeramente de manera negativa
en el rendimiento del BiLSTM. Curiosamente, podemos observar que la Regresión Loǵıstica
obtuvo mejores resultados que los modelos más complejos de gradient boosting y BiLSTM:
el rendimiento F1 de la Regresión Loǵıstica fue superior al de BiLSTM sin word embeddings
en alrededor de 1,17 puntos porcentuales, mientras que el valor medio de F1 de BiLSTM
sin word embeddings a su vez fue superior al de XGBoost en 1,42 puntos porcentuales. Es-
tos resultados muestran que la Regresión Loǵıstica tuvo un rendimiento sorprendentemente
bueno, ya que su F1 fue inferior al de RoBERTa Cĺınico (basado en transformers) por solo
1,92 puntos porcentuales.

A continuación, en la Tabla 4.7 se presentan los valores de precision, recall y F1, junto con
el soporte (cantidad de apariciones) para cada clase (en el subconjunto de test), comparando
los resultados de dos modelos: Regresión Loǵıstica y BETO Cĺınico. El primero es el mejor
entre los modelos simples, mientras que BETO Cĺınico es el mejor de todos los modelos
evaluados, siendo este considerablemente más complejo. Esta comparación nos proporciona
una visión más detallada del desempeño en términos de las métricas clave para cada clase.

Clase
Regresión Loǵıstica BETO Cĺınico

Soporte
P R F1 P R F1

COVID-Confirmado 89% 81% 85% 91% 92% 91% 206
COVID-Descartado 75% 33% 46% 41% 78% 54% 9
COVID-Sospechoso 80% 80% 80% 83% 82% 82% 169
info insuficiente 100% 8% 15% 25% 8% 12% 12
NO-COVID 86% 94% 90% 92% 92% 92% 354
Metricas micro 86% 85% 85% 88% 88% 88% 750

Tab. 4.7: Se muestran las métricas de precision (P), recall (R) y F1 para cada clase predicha por
los algoritmos de Regresión Loǵıstica y BETO Cĺınico, junto con las métricas agregadas
de micro precision, micro recall y micro F1, además del soporte de cada clase.

Podemos observar que ambos enfoques predicen correctamente la clase mayoritaria, no-
COVID mostrando los resultados de Regresión Loǵıstica un leve sesgo a sobre-representar
esta clase (mayor recall que precision) a diferencia de BETO Clinico que obtiene los mismos
valores. Para la clase COVID-Confirmado cabe destacar que BETO Clinico obtiene un
recall significativamente superior al de Regresión Loǵıstica, de 11% en términos absolutos.
Por otro lado, ambos enfoques tienen dificultades para caracterizar las clases minoritarias.
Esto se debe a que hay muy pocas instancias de entrenamiento para estas clases y analizando
cada una de estas HCE clasificadas con estas etiquetas no vemos patrones espećıficos que las
diferencien. Estas clases eran periféricas al objetivo principal del proyecto y solo se incluyeron
para etiquetar casos poco claros. Por ejemplo, para el caso de COVID descartado, que teńıa
9 ocurrencias, al observar la matriz de confusión (Figura 4.3) notamos que se predijo un
total de 17 casos, siendo 10 de ellos erróneos. Y para el caso de información insuficiente se
dio la situación contraria, al subestimarse la presencia de esta clase, con solo 4 predicciones
cuando realmente ocurŕıa 12 veces.
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Fig. 4.3: Mapa de calor que muestra la matriz de confusión del modelo BETO Cĺınico. Las filas
representan las etiquetas reales, mientras que las columnas indican las predicciones del
modelo. Cada celda contiene el número de instancias clasificadas en cada categoŕıa, pro-
porcionando una visualización clara del rendimiento del modelo en términos de precisión
y errores de clasificación.

La matriz de confusión para BETO Cĺınico (Figura 4.3) muestra que, entre las tres clases
con mayor soporte, COVID-sospechoso es la etiqueta peor clasificada, tanto en términos rela-
tivos como absolutos, con las etiquetas incorrectas más frecuentes siendo COVID-confirmado
y no-COVID. Una gran parte de los casos de Información insuficiente también son mal eti-
quetados como COVID-sospechoso. Todo esto refleja la dificultad intŕınseca de clasificar un
caso ĺımite, especialmente en un contexto donde la definición de caso evolucionó a lo largo
del tiempo a partir de los descubrimientos sobre el comportamiento de la enfermedad.

Validación externa con datos del SNVS

Para la evaluación de nuestros modelos nos pareció interesante no solo medir su rendi-
miento con nuestros datos anotados, sino también compararlos con datos reales para obtener
una validación externa y aśı llevar a cabo un análisis de resultados más robusto. Para ello,
hemos decidido utilizar los datos de casos confirmados publicados por el Sistema Nacional
de Vigilancia de la Salud (SNVS) para la capital de La Rioja26. Dado que nuestro dataset
de test contiene únicamente 206 casos anotados como COVID confirmado, en comparación
con los 9.114 casos registrados por la capital de la provincia (en ese mismo intervalo de
tiempo), decidimos normalizar los datos para obtener una mejor visualización y utilizar la
correlación de Pearson para hacer una comparación justa. La normalización nos permite
ajustar las diferencias en la escala de los datos, mientras que la correlación de Pearson nos
ayuda a evaluar la relación entre las curvas de casos confirmados en nuestro dataset y la
distribución temporal reportada por el SNVS. Además, compararemos los resultados con el
código de diagnóstico CIE-10 U071 (que se encuentran en nuestras HCEs), que corresponde
a COVID confirmado, para evaluar qué tan bien se comporta respecto a la curva de casos

26 http://datos.salud.gob.ar/dataset/covid-19-casos-registrados-en-la-republica-argentina/

archivo/fd657d02-a33a-498b-a91b-2ef1a68b8d16 (último acceso: 19 de Agosto de 2024)
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reales y las predicciones de los modelos. En un principio, se consideró utilizar este código
como gold standard (ver Sección 4.3), pero se decidió que no eran del todo confiables. Con
este enfoque buscamos validar de manera más completa el rendimiento de nuestros modelos
en un contexto real.

Para llevar a cabo este análisis, utilizamos un enfoque visual para comparar la evolución
temporal de los casos positivos de COVID detectados por el SNVS, nuestros modelos y el
código de diagnóstico U071. Primero, obtuvimos los datos del SNVS27 y preprocesamos los
datos de las diferentes fuentes, asegurándonos de que todos los conjuntos de datos estuvieran
alineados en términos de fechas y casos confirmados. Para esto, normalizamos (el número de
casos se normaliza al máximo de cada curva) los conteos semanales de casos para facilitar
la comparación visual entre las diferentes series temporales.

Luego generamos dos gráficos que muestran la evolución de los casos positivos a lo largo
del tiempo (para cada semana epidemiológica de 2020, de domingo a sábado), utilizando
curvas para representar los datos del SNVS, la Regresión Loǵıstica, el modelo BETO Cĺınico
y el código de diagnóstico U071. En la Figura 4.4 utilizamos un solo eje Y, dónde los valores
van de 0 a 1, representando los casos COVID positivo acumulados para cada semana de
manera normalizada y configuramos el eje X para mostrar las fechas en formato MM/DD
(mes/d́ıa) mostrando las etiquetas cada dos semanas para obtener una visualización más
clara.
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Fig. 4.4: Comparación de los casos positivos de COVID-19 detectados por el SNVS para la capital
de La Rioja, Regresión Loǵıstica, BETO Clinico, y el código de diagnóstico U071. El
gráfico muestra las curvas de casos confirmados normalizados a lo largo del tiempo. En el
eje Y tenemos los casos confirmados normalizados, y en el eje X las fechas en intervalos
semanales (las etiquetas cada dos semanas), etiquetados en formato MM/DD (mes/d́ıa)
comenzando el 1 de Marzo de 2020 y finalizando el 3 de Enero del 2021.

El segundo gráfico (Figura 4.5) es casi idéntico al primero, pero ahora utilizamos dos ejes
Y para poder mostrar las diferentes escalas de conteos donde vemos los valores absolutos de
los casos detectados por el SNVS en el lado izquierdo y en el lado derecho para el resto de
las curvas. Podemos observar claramente la disparidad de los valores absolutos entre los dos
ejes, como ya mencionamos previamente.

27 Los datos utilizados son públicos y fueron obtenidos del sitio web: http://datos.salud.gob.ar/dataset/
covid-19-casos-registrados-en-la-republica-argentina
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Fig. 4.5: El gráfico se corresponde con el de la figura anterior 4.4, pero se diferencia en que posee
dos ejes Y, uno (eje izquierdo) para mostrar los valores absolutos del SNVS para La Rioja
y el otro (eje derecho) de los valores absolutos de los modelos y U071.

Al analizar ambas figuras (4.4 y 4.5), notamos que los algoritmos (representados por las
curvas azul y naranja, correspondientes a Regresión Loǵıstica y BETO Cĺınico) comienzan
a detectar casos positivos antes que el código U071 (curva verde). Además las formas de las
curvas son similares en todos los casos, lo que valida que los resultados son comparables a
los del SNVS y U071. Sin embargo, hacia el final de la serie, los casos reportados parecen
disminuir. Esto es posiblemente debido a retrasos en el reporte de casos (con un retraso
mı́nimo de un par de d́ıas, que puede extenderse hasta una semana). Los algoritmos propor-
cionan información en tiempo real, lo que nos ayudaŕıa a evaluar si la curva está realmente
en declive.

Además en la Tabla 4.8 podemos observar que la correlación entre los resultados de
nuestros algoritmos (BETO Clinico y Regresión Loǵıstica) y los datos del SNVS son mejores
que la correlación entre el código CIE-10 U071 y los casos confirmados por el SNVS. A su
vez se puede ver que BETO Cĺınico muestra una correlación ligeramente mayor con los datos
del SNVS que la Regresión Loǵıstica. Esto sugiere que puede ser beneficioso utilizar estos
algoritmos para la clasificación automática en lugar de asignar manualmente los códigos
CIE-10. Aunque tuvimos que entrenar los algoritmos basados en anotaciones manuales,
estas fueron significativamente menos numerosas que las requeridas para clasificar todos los
registros médicos con su respectivo código CIE-10 manualmente. En cuanto a la necesidad
o no de generar las anotaciones o utilizar los códigos CIE-10 para entrenar y evaluar los
algoritmos (ver Sección 4.3), observamos que las anotaciones no coinciden completamente
con los códigos CIE-10, lo que justifica la necesidad de realizarlas.

Modelo Correlación de Pearson p-value
Regresión Loǵıstica 0.840 8.1 ×10−14

BETO Cĺınico 0.872 6.2 ×10−16

U071 0.662 2.8 ×10−7

Tab. 4.8: Comparación de correlaciones de Pearson entre los datos del SNVS y los modelos.

ARREGLAR ESTE PARRAFO

Realizamos un análisis similar con los casos sospechosos de COVID. En la Figura 4.6, pre-
sentamos las series temporales de los resultados obtenidos por los algoritmos BETO Cĺınico
y Regresión Loǵıstica, y los códigos CIE-10 correspondientes a los casos sospechosos (U072).
Como los casos sospechosos de los datos del SNVS estaban sub-representados, utilizamos
nuevamente los casos confirmados de los datos del SNVS para realizar una comparación.
Podemos observar que, aunque tanto los casos confirmados del SNVS como los sospechosos
de nuestros algoritmos y del CIE-10 alcanzan su pico alrededor del mismo tiempo (16 de
agosto), la predicción de casos sospechosos de nuestros algoritmos comienza a crecer, leve-
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mente, alrededor de dos semanas antes que el aumento de la predicción de casos confirmados
de nuestros algoritmos (ver Figura 4.4) (12 de Julio vs. 26 de Julio, respectivamente). Es-
to sugiere que la predicción de casos sospechosos podŕıa ser útil para detectar de manera
temprana un posible brote.
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Fig. 4.6: Series temporales de casos sospechosos de COVID proporcionados por nuestros modelos
(Regresión Loǵıstica y BETO Cĺınico) y la clasificación U072 (sospechosos de COVID) en
el conjunto de prueba. También graficamos los casos confirmados de los datos del SNVS
2.0 para la capital de la provincia de La Rioja para comparación. Los valores están norma-
lizados por los valores máximos de cada serie temporal. Los resultados se muestran para
cada semana epidemiológica de 2020 (de domingo a sábado).

Por último, la Tabla 4.9 muestra la correlación de Pearson entre los casos confirmados y
sospechosos predichos por cada algoritmo (Regresión Loǵıstica y BETO Cĺınico) y los códigos
U071 (COVID confirmado) y U072 (COVID sospechoso) de la CIE-10. Ambos modelos
tienen una alta correlación con los códigos CIE-10 correspondientes (confirmados 0.940 y
0.902, respectivamente; sospechosos 0.960 y 0.954, respectivamente. p-value < 0.05 en todos
los casos).

Regresión Loǵıstica BETO Cĺınico
Correlación
de Pearson

p-value Correlación
de Pearson

p-value

U071 (confirmado) 0.940 5,1× 10−23 0.902 1,7× 10−18

U072 (sospechoso) 0.960 3,5× 10−27 0.954 7,1× 10−26

Tab. 4.9: Correlación de Pearson y su p-value entre el algoritmo de Regresión Loǵıstica y el algoritmo
BETO Cĺınico, y los códigos U071 (casos confirmados) y U072 (casos sospechosos) de la
CIE-10 .

4.7. Conclusiones

En este caṕıtulo, presentamos la clasificación automática de HCEs en 5 categoŕıas re-
lacionadas con la presencia o ausencia de COVID-19. Para esto, utilizamos un conjunto de
datos con 4.996 HCEs etiquetadas por expertos, en el marco del proyecto ARPHAI, prove-
nientes del sistema de salud de la provincia de La Rioja. Implementamos diversos modelos
de clasificación, que van desde técnicas más sencillas, como la Regresión Loǵıstica, hasta
modelos basados en transformers, como BETO Cĺınico.

El mejor rendimiento fue logrado por BETO Cĺınico, un modelo basado en transformers
que reentrenamos utilizando nuestro conjunto de datos no anotado, que alcanzó una puntua-
ción F1 del 88.13% en el conjunto de test. Sorprendentemente, la Regresión Loǵıstica —un
método mucho más simple— obtuvo una puntuación F1 de 85.09%. Además, la regresión



4. Clasificación 61

loǵıstica superó al modelo BiLSTM, que es mucho más complejo que esta (F1: 83,92%).
BETO Cĺınico y RoBERTa Cĺınico tuvieron los mejores resultados en términos de F1, su-
perando los resultados de la Regresión Loǵıstica en aproximadamente 3 puntos porcentuales,
en el mejor de los casos. Si bien esta mejora puede ser relevante, la implementación de estos
modelos más avanzados conlleva costos computacionales y energéticos mayores y además
requiere conocimientos técnicos más avanzados, lo que implica que estas mejoras deben ser
cuidadosamente evaluadas para determinar si justifican estos costos en aplicaciones futuras.

Al analizar los errores de clasificación, se identificaron dificultades para predecir ade-
cuadamente las clases minoritarias (“COVID Descartado” e “Información Insuficiente”),
especialmente aquellas con muy pocos casos anotados, ya que estas mostraron un menor
rendimiento. Esto podŕıa deberse a la baja representatividad de estas etiquetas en el con-
junto de datos. Estas clases fueron incluidas principalmente porque no se dispońıa de una
categorización más precisa para dichas HCEs. El equipo de ARPHAI hab́ıa realizado expe-
rimentos adicionales excluyendo estas etiquetas, y los resultados mostraron mejoras en los
modelos al simplificar la tarea de clasificación. Esto sugiere que una opción a considerar en
futuros trabajos es reevaluar la anotación de estas historias o directamente excluir dichas
etiquetas.

Con el fin de evaluar la validez externa de nuestros modelos, comparamos los resultados
obtenidos con los datos reales proporcionados por el SNVS para la provincia de La Rioja.
Esta comparación nos permitió verificar si las predicciones de casos confirmados por nues-
tros modelos segúıan una tendencia similar a la curva oficial. Como podemos observar en la
Tabla 4.8 los resultados mostraron una alineación suficiente como para respaldar la utilidad
del enfoque propuesto. Además en la Figura 4.4 se observa que la correlación entre nuestros
algoritmos (BETO Clinico y Regresión Loǵıstica) y los datos del SNVS fue superior a la co-
rrelación obtenida utilizando el código CIE-10 U071. Esto sugiere que podŕıa ser más efectivo
emplear algoritmos de clasificación automática que asignar manualmente los códigos CIE-10.
Si bien fue necesario entrenar los algoritmos utilizando anotaciones manuales, la cantidad
de anotaciones fue considerablemente menor que la requerida para clasificar manualmente
todos los registros médicos con los códigos CIE-10 correspondientes.

Este trabajo muestra que los modelos de clasificación implementados, incluso aquellos
simples, permitieron una detección temprana de una señal (aumento de casos) en el contexto
de una vigilancia basada en eventos. Nuestra predicción de casos confirmados identifica una
tendencia emergente en una etapa más temprana que el código CIE-10 correspondiente, al
mismo tiempo que la predicción de casos sospechosos sigue de cerca el reporte de casos
sospechosos (determinados por el código U072) aproximadamente dos semanas antes que
los casos confirmados. Además, el hecho de que nuestros dos algoritmos principales, muy
diferentes entre śı (BETO Cĺınico y Regresión Loǵıstica), muestren una evolución temporal
de casos similar al reporte de casos según la vigilancia basada en indicadores (en este caso
el SNVS) respalda la validez del enfoque metodológico empleado en esta tarea.

Además, nuestro resultado respecto a la pequeña mejora en el rendimiento cuando se
incluye información “extra” (ver Figura 4.2) nos indica que la información textual de las HCE
es suficiente por śı misma para determinar con alta fiabilidad si se está describiendo un caso
positivo. Confiar solo en el texto permite una mejor portabilidad e interoperabilidad de la
solución. Además, esto sugiere que utilizar un clasificador automático podŕıa ser más efectivo
que asignar a un especialista para codificar manualmente los registros médicos, permitiendo
aśı que estos especialistas se dediquen a tareas más significativas y enriquecedoras.

Aunque en este caṕıtulo nos enfocamos en la tarea de clasificación de HCEs, es impor-
tante destacar, como mencionamos en el Capitulo 1, que el equipo de ARPHAI consideró
que futuras mejoras podŕıan orientarse hacia la detección automática de śıntomas en lugar
de la clasificación general de historias cĺınicas. Este cambio de enfoque tiene varias ventajas.
Por un lado, aunque la clasificación de HCEs permite una categorización rápida y efectiva,
depende de definiciones estáticas como la de COVID-19, las cuales pueden volverse obsoletas
ante la evolución del conocimiento sobre una enfermedad. Por otro lado, priorizar el análi-
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sis basado en śıntomas permite una mayor adaptabilidad ante cambios en las definiciones
cĺınicas, lo que lo hace más adecuado para la vigilancia epidémica en escenarios dinámicos.
Además, este enfoque no solo es relevante para la pandemia de COVID-19, sino que tam-
bién facilita aplicaciones más amplias y flexibles frente a nuevas patoloǵıas. Esto es lo que
abordaremos en el siguiente caṕıtulo.



5. DETECCIÓN DE ENTIDADES NOMBRADAS

En el caṕıtulo anterior, presentamos algoritmos para clasificar HCEs en clases relaciona-
das con la presencia o ausencia de COVID-19, demostrando la rapidez y efectividad de este
enfoque. Sin embargo, también destacamos una de sus principales limitaciones: al depender
de anotaciones basadas en definiciones cĺınicas estáticas, como las asociadas a COVID-19,
este enfoque puede quedar desactualizado cuando dichas definiciones cambian. En este con-
texto, el equipo de ARPHAI identificó la necesidad de avanzar hacia la detección automática
de śıntomas como una solución más robusta. Este enfoque no solo permite una mayor flexi-
bilidad frente a la naturaleza cambiante de las enfermedades, sino que también proporciona
un marco adaptable para el análisis de śındromes emergentes en escenarios de vigilancia
epidémica.

Por lo tanto, en este caṕıtulo se aborda la tarea de detección automática de śıntomas, que
se enmarca en la tarea de NLP conocida como “reconocimiento de entidades nombradas”
(NER, introducida en la Sección 2.2). Comenzaremos por definir los términos que buscamos
identificar, destacaremos trabajos previos relevantes para contextualizar nuestro estudio, y
detallaremos la metodoloǵıa empleada. Exploraremos la construcción del conjunto de datos
anotados, los desaf́ıos encontrados durante este proceso, las decisiones estratégicas tomadas,
aśı como los modelos utilizados y los experimentos realizados. Finalmente, presentaremos
los resultados obtenidos y realizaremos un análisis exhaustivo de los mismos.

5.1. Introducción

Los modelos desarrollados para llevar a cabo esta tarea tendrán la capacidad de detec-
tar automáticamente los śıntomas asociados a cinco śındromes de interés: śındrome febril
agudo inespećıfico, COVID-19, diarrea, neumońıa y enfermedad tipo influenza. En total se
distinguieron 33 śıntomas diferentes.

Adicionalmente, se agruparán en una misma clase las siguientes patoloǵıas: COVID-
19, Dengue, Zika, Chikungunya, Fiebre Amarilla, Encefalitis de San Luis y Fiebre del Nilo
Occidental.

Por último, el modelo también identificará:

Términos de negación

Términos de especulación

Términos que hagan referencia a otros puntos en el tiempo o a aseveraciones condicio-
nales (agrupados en una sola clase como “condicional-temporal”).

5.2. Trabajos previos

Como mencionamos anteriormente (ver Caṕıtulo 1), actualmente hay una escasez de
textos anotados (corpora) disponibles públicamente en español. Hasta la fecha, hemos iden-
tificado cuatro corpus relevantes y recientes: tres de ellos fueron publicados en el marco de
competencias de procesamiento de lenguaje natural: Distemist (DISease TExt Mining Shared
Task) en 2022 [53], CodiESP (eHealth CLEF 2020 – Multilingual Information Extraction)
en 2020 [45], ambas apoyadas por el Plan de Impulso de las Tecnoloǵıas del Lenguaje del
gobierno de España, y SpRadIE (eHealth CLEF 2021 - Information Extraction Task), una
competencia impulsada por distintos páıses, entre ellos Argentina, en el año 2021. El cuarto
corpus, The Chilean Waiting List, está compuesto por textos cĺınicos de Chile, similares a los
utilizados en nuestro estudio. Además de estos trabajos, revisaremos otras investigaciones
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relevantes en el área de “reconocimiento de entidades nombradas” en el ámbito cĺınico en
español, aśı como estudios significativos en inglés.

DisTEMIST

En la competencia DisTEMIST [53] (2022), se presentó un corpus (que exploramos en
la Sección 3.7) y se plantearon dos tareas principales sobre ese corpus: el reconocimiento de
entidades nombradas (NER) y la normalización de estas entidades a conceptos de SNOMED-
CT. En la primera tarea, debido a la gran cantidad de posibles enfermedades (se identificaron
10.665 menciones a enfermedades con un total de 7.303 conceptos únicos de SNOMED-CT
que hacen referencia a esas enferemedades), no se utilizó una etiqueta individual para cada
śıntoma o hallazgo médico, ya que habŕıa resultado excesivamente granular. En su lugar, se
empleó una única etiqueta: “ENFERMEDAD”. Este enfoque también está alineado con el
objetivo final de la competencia, que es mapear estas entidades a conceptos espećıficos de
SNOMED-CT.

Esto contrasta con nuestra propuesta, donde limitamos las enfermedades de interés
(śındrome febril agudo inespećıfico, COVID-19, diarrea, neumońıa y enfermedad tipo in-
fluenza) y, por lo tanto, podemos asignar etiquetas espećıficas para cada śıntoma de interés,
lo que facilita la extracción de información detallada y más espećıfica. Esta diferenciación
nos sirve para aumentar la precisión y granularidad (en contraste con la etiqueta única
“ENFERMEDAD”) en la extracción de información de las HCEs.

En el trabajo presentado por Chizhikova et al. [15] en el marco de esta competencia
se utilizaron dos modelos basados en el transformer RoBERTa que fueron pre-entrenados
utilizando textos cĺınicos y literatura cient́ıfica del dominio biomédico (ver Biomedical and
EHR Corpus 3.7). Estos modelos son roberta-base-biomedical-clinical-es y bsc-bio-es de los
cuáles hablaremos luego en la Sección 5.4.

En cuánto a los resultados, el mejor trabajo de la competencia logró un puntaje F1 del
77% para la tarea de NER utilizando la etiqueta única “ENFERMEDAD”, un rendimiento
comparable al de nuestros modelos, a pesar de que nuestras etiquetas son más espećıficas
y numerosas. Sin embargo, para la tarea de normalización a conceptos de SNOMED-CT,
que es considerablemente más granular y compleja, los resultados fueron notablemente más
bajos, con un puntaje F1 del 56%. Esto refleja las dificultades inherentes a mapear entidades
a un conjunto tan amplio y diverso como SNOMED-CT, en contraste con nuestro enfoque,
que se centra en un conjunto reducido de entidades espećıficas relacionadas con śındromes
médicos de interés.

CodiEsp

Otra competencia relevante es CodiEsp [52] donde también se presentó un corpus (para
más información, ver Sección 3.7) y se planteo el objetivo de asignar códigos CIE-10 a
cada caso cĺınico del corpus mediante técnicas de clasificación. Aunque la tarea principal de
CodiEsp es la clasificación, la tercer tarea, CodiEsp-X, requiere justificar la asignación de
esos códigos, lo que implica realizar NER para detectar las entidades correspondientes a cada
código CIE-10. En López-Garćıa et al. [45] utilizaron las tres arquitecturas de transformers
existentes que soportaban el idioma español (a ese momento: 2021), multilingual BERT
(mBERT), BETO y XLM-RoBERTa (XLM-R) [17], éstos modelos fueron preentrenadas en
un corpus de casos cĺınicos reales de oncoloǵıa con el objetivo de adaptar los transformers
a las particularidades de los textos médicos en español. Dando como resultado que para
cada transformer analizado, la versión espećıfica del dominio superó al modelo original de
dominio general en esas tareas.
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SpRadIE

Otra contribución significativa en el ámbito de BioNLP en español y en este caso impulsa-
da por Argentina, entre otros páıses, fue la introducción por parte de Cotik et al. (2021) [19]
de SpRadIE (Information Extraction from Spanish radiology reports, eHealth CLEF 2021 ),
una competencia de extracción de información sobre un corpus de informes radiológicos en
español (que analizamos en la Sección 3.7) [18], publicado en el año 2018. La tarea se centró
en la detección de siete entidades nombradas (entidades anatómicas, hallazgos, ubicación,
medida, tipo de medida, grado y abreviaturas) y tres tipos de etiquetas de contexto (ne-
gación, incertidumbre y condicional-temporal). Los participantes utilizaron principalmente
enfoques basados en redes neuronales como transformers (modelos orientados al español o
multi-lenguajes basados en BERT y RoBERTa) y en BiLSTM-CRF, para abordar los des-
af́ıos espećıficos de los informes radiológicos. Si bien la tarea y el tipo de documento cĺınico
en que se basa el corpus no son idénticos a los nuestros, este trabajo es de gran relevan-
cia al tratarse del primer corpus de informes médicos en español anotado manualmente y
publicado en Argentina.

The Chilean Waiting List Corpus

Otro trabajo destacado en español es el realizado en Chile dónde introducen el corpus The
Chilean Waiting List Corpus (para más información ver la Sección 3.7), que es una nueva
fuente de datos para el NER cĺınico en español [3]. Este corpus está compuesto por referen-
cias desidentificadas de consultas especializadas en hospitales públicos chilenos. Considera-
mos que estas referencias son más parecidas a nuestras HCEs, ya que constituyen el primer
contacto del paciente con el profesional. Las etiquetas utilizadas en este corpus incluyen en-
fermedades y signos-śıntomas, pero se anotan de manera más general (e.g., “signo-sintoma”
en lugar de etiquetas espećıficas como “fiebre”), lo que reduce la granularidad comparado
con nuestro enfoque. Los modelos desarrollados en este trabajo obtienen una métrica F1
entre el 70 y el 75% para la entidad “enfermedad” (no llevaron a cabo experimentos para
la entidad “signo-sintoma”). Además, no utilizan transformers, sino que emplean Flair [2]
(una biblioteca de NLP que proporciona embeddings contextuales basados en secuencias de
caracteres y palabras, permitiendo capturar mejor la estructura lingǘıstica y semántica de
los textos cĺınicos) y embeddings espećıficos del dominio de la tarea junto a BiLSTM.

Otros trabajos relevantes

Existen varios otros trabajos relevantes que han abordado la detección de entidades
cĺınicas en español utilizando diferentes enfoques y conjuntos de datos:

PharmaCoNER: Esta tarea, parte de una competencia de 2019, utilizó un corpus
compuesto por 1000 art́ıculos de SciELO1 para mejorar el NER en narrativas cĺınicas
en español. A pesar de no utilizar HCEs, este trabajo muestra la aplicabilidad de
modelos como BERT y Flair entrenados espećıficamente en el dominio médico en
español [27].

Clinical Flair: Un modelo preentrenado para NLP cĺınico en español que utilizó el
Chilean Waiting List Corpus para obtener embeddings espećıficos del dominio. Aun-
que preliminarmente no obtuvo resultados superiores a otros modelos existentes, este
enfoque destaca la importancia de entrenar modelos en datos cĺınicos espećıficos del
idioma [65].

Clinical NER using Spanish BERT Embeddings: Este trabajo utilizó el corpus
CANTEMIST, centrado en la extracción de morfoloǵıa de tumores a partir de informes

1 Scientific Electronic Library Online es una biblioteca electrónica que conforma una red iberoamericana
de colecciones de revistas cient́ıficas en texto completo y con acceso abierto, libre y gratuito.
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cĺınicos en español, obteniendo un F1 Score del 73%. El uso de BETO, un modelo
BERT espećıfico para español, demostró ser más efectivo que el BERT multilingüe
[24] en la mayoŕıa de las tareas de NLP en español [78].

También vale destacar el trabajo realizado por el Hospital Italiano2 [10] para su partici-
pación en la competencia Distemist. Este trabajo utilizó enfoques basados en diccionarios y
expresiones regulares en lugar de aprendizaje automático, obteniendo resultados significati-
vamente inferiores (F1 de 43%) comparados con los métodos de aprendizaje profundo (F1
superiores al 70%) que presentaron otros participantes [15, 54]. Esto subraya la necesidad de
utilizar técnicas avanzadas de aprendizaje profundo para mejorar la precisión en la detección
de entidades cĺınicas.

En cuanto a los estudios para el idioma inglés, podemos mencionar el trabajo COVID-19
SignSym [80] desarrollado durante los inicios de la pandemia de COVID-19 ( 2021), donde
adaptan una libreŕıa denominada CLAMP (del inglés Clinical Language Annotation, Mo-
deling, and Processing Toolkit)3 [72] combinando técnicas básicas de NLP general (como
diccionarios, expresiones regulares, reglas y lexicons4) y modelos basados en BiLSTM-CRF
para identificar y normalizar signos y śıntomas espećıficos de COVID-19, demostrando altos
niveles de rendimiento (micro F1 cercano al 90%). Aunque este trabajo se enfoca en entida-
des generales como “signs/symptoms”, su metodoloǵıa y resultados proporcionan un marco
útil para la detección de śıntomas espećıficos en nuestras HCEs sugiriendo que la combina-
ción de métodos básicos de NLP con otros más avanzados puede dar buenos resultados.

En resumen, aunque existen varios trabajos previos relevantes en el campo de la detección
automática de entidades cĺınicas en español, nuestra propuesta se diferencia por su enfoque
en la granularidad y especificidad de las etiquetas, aśı como por la utilización de HCEs
de Argentina. Este enfoque permite una extracción de información precisa y útil para la
vigilancia basada en eventos.

5.3. Dataset

En esta sección se detalla el proceso de creación del dataset anotado que utilizaremos
para la tarea de detección de entidades nombradas. A diferencia del caṕıtulo anterior (ver
Sección 4.3), esta vez profundizaremos en cómo se construyó el corpus anotado, ya que si
bien el mismo fue creado exclusivamente por los integrantes de ARPHAI, vale la pena des-
tacar ciertos aspectos sobre los resultados obtenidos y cambios que consideramos necesarios
realizar en el mismo para facilitar la tarea de implementar una solución a la tarea de NER.
Comenzaremos con una explicación de la creación del dataset anotado, seguida de una breve
mención de las dificultades encontradas durante el análisis de las anotaciones. Luego expli-
caremos detalladamente los cambios, refinamientos y el proceso de limpieza llevados a cabo
durante la realización de este trabajo para “mejorar” el dataset. Finalmente, se realiza un
análisis sobre el conjunto de datos definitivo, que fue utilizado para realizar NER en este
trabajo.

Selección de los registros a anotar

En contraste con la tarea de clasificación, en la cual se buscaba identificar una enfer-
medad espećıfica (COVID-19), dónde los primeros casos se dieron a partir de una fecha

2 El Hospital Italiano de Buenos Aires es una asociación civil sin fines de lucro dedicada al cuidado
integral de la salud. Desde 1853, brinda asistencia médica, forma alumnos de grado y de posgrado, y realiza
investigación básica, cĺınica y poblacional.

3 CLAMP es un software integral de NLP cĺınico que permite el reconocimiento y codificación automática
de información cĺınica en informes narrativos de pacientes.

4 En el contexto de NLP cĺınico, los lexicons suelen contener términos médicos, nombres de enfermedades,
śıntomas, medicamentos y otros conceptos relevantes. Estas listas se usan para tareas como detección de
entidades nombradas, clasificación de textos, y extracción de información, proporcionando una base de datos
estructurada que ayuda a identificar y categorizar palabras espećıficas en los textos cĺınicos.
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en particular, la tarea actual implica la identificación de śıntomas generales que pueden
presentarse en cualquier peŕıodo de tiempo. Por lo que para esta tarea se consideró inne-
cesario aplicar una restricción temporal, ya que los śıntomas generales pueden manifestarse
de manera consistente a lo largo del tiempo. De esta manera, se tomaron todas las HCEs
disponibles como posibles candidatos para su anotación, permitiendo una cobertura más
amplia y representativa de los śıntomas en el corpus original.

Para mitigar el riesgo de obtener una cantidad insuficiente de HCEs con los śıntomas re-
levantes para nuestra tarea al seleccionar muestras al azar, ARPHAI implementó un proceso
de filtrado. Este proceso teńıa como objetivo asegurar que el conjunto de datos final contu-
viera una cantidad significativa de HCEs que mencionaran los śıntomas de interés, aśı como
HCEs sin menciones de los mismos. Esta estrategia de filtrado se diseñó con la intención de
proporcionar a los modelos que se implementaran, un conjunto de datos balanceado, para
que facilite el aprendizaje efectivo de la detección de los śıntomas relevantes en las HCEs,
al mismo tiempo que se buscó reflejar la variabilidad de las HCEs que se encuentran en la
práctica médica real.

Proceso de anotación

Para llevar a cabo el proceso de anotación, se definió un esquema y criterio de anota-
ción, siguiendo los lineamientos del MAMA Cycle [61] (ver Sección 3.2). Los criterios de
anotación fueron redactados por una lingüista computacional, una doctora en ciencias de la
computación con experiencia en la creación de corpus y dos residentes de epidemioloǵıa. El
proceso de anotación, es decir la anotación manual, fue llevado a cabo por un equipo de tres
estudiantes avanzados de medicina, junto con las residentes de epidemioloǵıa previamente
mencionadas, quienes revisaron la calidad de las anotaciones. Todos los participantes en la
anotación son hablantes nativos de español y están familiarizados tanto con la lectura (los
estudiantes) como con la redacción (las residentes) de historias cĺınicas.

Para llevar a cabo el proceso de anotación, se asignaron lotes de registros de igual tamaño
a cada anotador, los cuales fueron etiquetados utilizando la herramienta Label-Studio5. Se
mantuvo una parte de los registros superpuestos entre los anotadores con el fin de calcular
métricas de acuerdo entre diferentes anotadores.

En la Tabla 5.1 podemos observar las seis etapas de anotación, con los detalles para cada
una de ellas, en las que consistió la tarea de etiquetado. En la primera etapa, cada anotador
tuvo asignados 100 registros con un 40% de superposición. En la segunda etapa, se aumentó
la cantidad de registros a 200 por anotador, con un 10% de superposición. Ambas etapas
se utilizaron para refinar los criterios de anotación. La tercera etapa contó con 200 registros
por anotador y un 30% de superposición. Las dos últimas etapas totalizaron 2,500 registros
por anotador, con un 10% de superposición.

Fig. 5.1: Ejemplo de una HCE anotada

El proceso de anotación dio como resultado un conjunto de datos etiquetados manual-
mente que consta de 7.572 HCEs. En la Tabla 5.1 se muestran para cada etapa la cantidad
de registros anotados por cada anotador, la superposición y el resultado del IAA obtenido en
cada etapa utilizando el coeficiente de Kappa de Cohen (κ) [16], para cada etapa efectuada:

5 https://labelstud.io/
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Etapa Registros por anotador Superposición κ

1 100 40% 0.65
2 200 10% 0.55
3 200 30% 0.66
4 500 10% 0.65
5 500 10% 0.68
6* 2000 10% 0.50

Tab. 5.1: Cantidad de registros por etapa, superposición de registros y resultado según el coeficiente
Kappa de Cohen entre anotadores. La etapa 6 no pudo ser finalizada por todos los anota-
dores.

Como se puede notar, la tendencia creciente del valor de κ cambia de creciente a de-
creciente en la última ronda de anotación. Esto probablemente se deba a que no todos los
anotadores pudieron completar la ronda 6.

Dificultades y errores detectados

Al realizar un análisis exhaustivo del dataset creado durante el proyecto ARPHAI, iden-
tificamos ciertas dificultades y errores que requeŕıan un análisis más profundo y la toma de
decisiones adicionales. En primer lugar, encontramos una cantidad significativa de registros
repetidos (una HCE con múltiples anotaciones), lo que podŕıa introducir sesgos y afectar la
calidad de los modelos que implementáramos luego. Además, el acuerdo entre anotadores
no fue lo suficientemente alto como para confiar plenamente en que las anotaciones fueran
correctas (0.68, si se toma la quinta iteración, ya que la última no pudo ser realizada por
todos los anotadores).

Otra de las dificultades con las que nos enfrentamos fue la gran cantidad de etiquetas
distintas en el dataset generado por el proyecto ARPHAI, en gran parte debido a la de-
cisión, tomada en el proyecto, de identificar las relaciones entre los términos de negación,
especulación y temporalidad con los śıntomas o enfermedades. Debido a estas dificultadas
encontradas, nos propusimos trabajar en el refinamiento del dataset, proceso que detallamos
a continuación.

Refinamiento del Dataset

En este apartado, detallaremos las decisiones tomadas durante el proceso de refinamiento
del dataset con el objetivo de abordar las dificultades y errores identificados anteriormente.
Además, en este apartado también discutiremos los cambios realizados en el formato de las
etiquetas para estandarizarlas y la normalización del texto.

Remoción de registros repetidos:

Al analizar el dataset final identificamos la presencia de HCEs repetidas, donde una mis-
ma HCE teńıa múltiples anotaciones. En particular, identificamos tres tipos de repeticiones:

1. HCEs anotadas más de una vez por el mismo anotador, con anotaciones idénticas.

2. HCEs anotadas más de una vez por el mismo anotador, pero con anotaciones diferentes,
siendo la última una corrección de la anterior.

3. HCEs anotadas por dos o tres anotadores, con anotaciones que pod́ıan diferir o no
entre śı.

Abordamos cada tipo de repetición de manera espećıfica. Los dos primeros casos fue-
ron simples de resolver: para HCEs con múltiples anotaciones idénticas realizadas por un
mismo anotador simplemente conservamos una anotación; mientras que para aquellas con
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anotaciones diferentes de un mismo anotador, elegimos la última anotación realizada, ya que
representaba una corrección de la anterior.

Sin embargo, el tercer caso requirió un enfoque más complejo, ya que necesitábamos se-
leccionar la anotación más adecuada entre las realizadas por diferentes anotadores para cada
HCE. Para ello, contamos con la colaboración de una especialista en epidemioloǵıa, quien
también es co-directora de este trabajo y formó parte del equipo que revisó las anotaciones
y los criterios de anotación. Su labor consistió en evaluar las anotaciones repetidas y selec-
cionar, siguiendo los criterios de anotación establecidos, la mejor opción para cada HCE. En
total, 144 HCEs presentaban múltiples anotaciones realizadas por diferentes anotadores.

Para que la especialista pudiera abordar la tarea, desarrollamos un sistema que mostraba
inicialmente la HCE completa, resaltando en negrita los términos anotados por al menos
un anotador. Posteriormente, presentaba la misma HCE pero con las anotaciones de cada
término realizadas por los distintos anotadores, dónde cada etiqueta teńıa un color diferente.
Finalmente se mostraban las etiquetas finales que hab́ıa anotado cada anotador de las cuales
la especialista seleccionaba una de ellas y se descargaban los resultados en un archivo de
texto que indicaba para cada HCE cuál era la anotación seleccionada por la especialista.
Este “programa” se implementó utilizando el lenguaje python, javascript y HTML.

A continuación en la Figura 5.2 podemos ver un ejemplo de la selección de una anotación:

Fig. 5.2: Ejemplo de la selección de una anotación: primero mostramos la HCE sin etiquetar y luego
la HCE anotada por dos anotadores. Podemos ver que las anotaciones difieren en que un
anotador etiquetó la palabra irritativa como “tos I” y el otro anotador la etiquetó como
“O”. Cuando aparece “-” como etiqueta quiere decir que ese anotador no hab́ıa anotado
esa HCE.

Una vez finalizado el proceso de selección y refinamiento del dataset se produjo una
reducción significativa en el número de registros anotados, pasando de 7.572 a 6.228. Si
bien estas acciones fueron necesarias para mejorar la calidad y la consistencia de los datos,
introducen un desaf́ıo adicional al intentar comparar los resultados obtenidos por nuestros
modelos con los del equipo del proyecto ARPHAI. Debido a que los datasets resultantes
son diferentes, no es posible realizar una comparación directa de los resultados, ya que las
particiones del dataset en entrenamiento, validación y test serán distintas necesariamente.
Esto implica que tanto los modelos desarrollados en esta tesis como los implementados por
el proyecto ARPHAI se entrenaron y evaluaron en conjuntos de datos distintos. Por este
motivo no haremos un comparación de resultados entre los modelos implementados por
ARPHAI y los nuestros.

Reducción de la cantidad de etiquetas a predecir:

En el dataset final encontramos 350 etiquetas (contando las etiquetas begin e inside del
formato BIO, explicadas en la Sección 3.2), número que nos pareció excesivo para la tarea
propuesta ya que superaba ampliamente a la cantidad de śıntomas y śındromes. Por lo tanto
realizamos un análisis exhaustivo del por qué de ésta cantidad, notando que muchas de esas
etiquetas, 249, teńıan pocas ocurrencias (menos de 10) en el dataset. Gran parte de estas
etiquetas se generaron por la intención del proyecto ARPHAI de identificar las relaciones de
los términos de negación, especulación y temporalidad con los śıntomas o śındromes, pero
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también detectamos algunas etiquetas que no estaban bien formadas (errores ortográficos en
las etiquetas, repetición de las etiquetas, conjunción de etiquetas que no se correspond́ıan a
una relación, etc). En este apartado vamos a detallar los errores encontrados que debimos
subsanar y las decisiones tomadas desde el proyecto ARPHAI que debimos reconsiderar.

Para una mayor esquematización del problema, dividimos el conjunto de las etiquetas en
4 subconjuntos según cómo se formaron:

Etiquetas simples6 que corresponden a śıntomas, śındromes, y términos relacionados
con la negación, especulación y temporalidad. Es decir, aquellas etiquetas que se es-
peraba generar de forma directa.

Etiquetas compuestas7 que haćıan referencia a una relación entre términos de negación,
especulación y términos temporales con śıntomas o śındromes.

Etiquetas compuestas en las cuales se mencionaban dos etiquetas en una, que se forma-
ron por el hecho de que un mismo token teńıa más de una etiqueta pero que no fueron
el resultado de una relación entre dos etiquetas. Por ejemplo, encontramos etiquetas
como fiebre tos que se formaban al etiquetar el token “fiebre+tos” que aparećıa de esa
manera en la HCE ya que la tokenización standard no separaba las palabras.

Etiquetas que se notaban mal formadas por posibles errores a la hora de generar el
dataset.

El primer subconjunto se correspond́ıa con las etiquetas que considerabamos correctas,
por lo que no fue necesario realizar ninguna acción.

El segundo subconjunto de etiquetas se correspond́ıa con las diferentes relaciones que
se buscaban clasificar, por lo que las etiquetas estaban “bien” formadas. Sin embargo, esta
decisión planteaba ciertas dificultades. En primer lugar, la cantidad de etiquetas que se
pod́ıan generar siguiendo esta regla eran demasiado elevadas ya que por cada término de
los que se queŕıa clasificar su relación (negación, especulación y temporales), exist́ıa un
potencial de al menos 34 nuevas etiquetas (contando las 33 etiquetas correspondiente a los
śıntomas y los śındromes como una sola etiqueta). Esto implicaba la posible creación de 102
nuevas etiquetas a predecir, de tal manera que al pasar estas etiquetas al formato BIO nos
quedaban posiblemente 208 etiquetas nuevas.

Además de la dificultad de trabajar con tantas etiquetas, nos enfrentamos al problema
de que muy pocas de ellas teńıan más de 10 ocurrencias en todo el dataset. Los integrantes
de ARPHAI hab́ıan propuesto no tomar en cuenta aquellas etiquetas con menos de 10
ocurrencias, decisión con la que estamos de acuerdo, ya que si no hay tantas ocurrencias es
poco probable que los modelos puedan “aprender” a predecir esas mismas etiquetas, por lo
que al final, estas etiquetas no aparećıan en el dataset final.

Si bien este “corte” de las etiquetas con pocas ocurrencias “solucionaba” el problema
de lidiar con tantas etiquetas no nos pareció la solución más adecuada, ya que se perd́ıa
información por el hecho de que en el dataset final, habŕıa términos que fueron anotados
por los anotadores que no tendŕıan ninguna etiqueta. Fue por esto que decidimos buscar un
nuevo enfoque.

Por lo mencionado anteriormente y por el hecho de que la identificación de relaciones no
formaba parte de los objetivos iniciales de este trabajo, es que decidimos no tener en cuenta
las relaciones como entidades a predecir por nuestros modelos y sólo considerar las etiquetas
individuales de cada token. Para una mejor comprensión de nuestro enfoque, mostraremos
un ejemplo muy simple de cómo decidimos actuar ante estos casos.

6 Denominamos “etiqueta simple” a aquella que se corresponde únicamente con un término espećıfico que
buscamos identificar, como por ejemplo: fiebre, tos o negación.

7 Denominamos “etiqueta compuesta” a una etiqueta que está compuesta por más de un término a iden-
tificar. Por ejemplo, negación fiebre que relaciona el término negación con fiebre.
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Dado el texto: sin tos, siguiendo el criterio de anotación del proyecto ARPHAI, se ano-
taŕıa: [sin](negación) [tos](tos), y sin estará relacionado con tos resultando en una nueva
etiqueta: negación tos.

En este caso, por cómo está implementado, desde el proyecto ARPHAI, el algoritmo que
se encarga de generar el dataset final con las respectivas etiquetas, de las tres anotaciones
(negación, tos y negación tos) solo quedará como etiqueta: negación tos y si esta etiqueta que
se origina por la relación de las otras dos, no supera las 10 ocurrencias, ésta no aparecerá
en el dataset final y el texto sin tos no tendrá etiqueta alguna, perdiéndose información
importante. Notar que ni siquiera quedarán etiquetadas las palabras por separado, sin y tos
ya que por el hecho de querer anotar las relaciones se priorizó la etiqueta negación tos y un
token no puede tener más de una etiqueta en el formato BIO.

Lo que nosotros proponemos es no etiquetar las relaciones, por lo tanto, el texto sin
tos quedará etiquetado simplemente cómo: [sin](negación) [tos](tos). De esta manera no
perdemos las anotaciones de esas palabras.

El tercer caso es similar al anterior pero las etiquetas compuestas no se formaron por
ser parte de una relación, si no que se formaron porque ciertos tokens pueden ser tanto
śıntomas de un śındrome o enfermedad como śındromes en śı mismas. Por ejemplo, para
el texto śındrome febril, el token śındrome seŕıa etiquetado como Śındrome/Fenotipo B, in-
dicando que es el comienzo de un śındrome o enfermedad, mientras que febril tendŕıa dos
etiquetas distintas: Śındrome/Fenotipo I, indicando que es parte de un śındrome o enferme-
dad, y fiebre B, indicando que es el inicio de la entidad “fiebre”. Esto refleja una relación de
anidamiento entre las entidades nombradas (entidades anidadas, de las cuales hablamos en
3.2), donde febril es un śıntoma que puede formar parte de un śındrome o enfermedad más
amplio (śındrome) y, al mismo tiempo, es una entidad por śı misma (fiebre).

Por las razones que explicamos para el segundo caso, en este ejemplo, al token febril se
le asignaŕıa la etiqueta: fiebre B Śındrome/Fenotipo I, pero como esta etiqueta no ocurre
más de 10 veces en el dataset, desapareceŕıa del mismo. Por lo tanto actuamos de la misma
manera que ya explicamos previamente, para no perder todas las etiquetas, de tal manera
que ahora a febril se le asignará la etiqueta fiebre B.

En el último caso detectamos que algunos tokens teńıan más de una etiqueta debido a una
“mala” tokenización de ciertos conjuntos de palabras. Un ejemplo claro de esto es el siguiente:
El texto fiebre+poliartralgia+anorexia se tokenizaba como un sólo token de tal manera que la
etiqueta que le asgina el “script” creado por ARPHAI es: fiebre B artralgias B anorexia B.
Aśı cómo este caso hay varios más, dónde no siempre el error de la tokenización se origina
por no separar palabras distintas que se encuentran separadas en el texto por el signo “+”,
también encontramos casos similares donde el signo que evita que se tokenice correctamente
puede ser el “-”, el “.” o la barra invertida (“/”). Para solucionar estos problemas simple-
mente agregamos a la tokenización estándar (separación de tokens según los espacios en el
texto) que usaba ARPHAI, la posibilidad de separar en tokens a las palabras que conteńıan
estos śımbolos.

Es importante mencionar que esta decisión de dejar de lado las etiquetas compuestas no se
aplicó para todos los casos. La aplicación o no de este enfoque puede variar significativamente
según los śındromes o śıntomas espećıficos que se están investigando. Lo que puede ser
adecuado y efectivo para la detección de ciertos śındromes o enfermedades podŕıa no serlo
para otros. Por ejemplo para el caso de perdida del olfato y del gusto, consideramos que
mantener la etiqueta compuesta (disgeusia anosmia) era beneficiosa y relevante para la tarea,
ya que la ocurrencia en simultáneo de estos dos śıntomas teńıa una gran importancia para
la detección de COVID-19.

Esta flexibilidad en los enfoques refleja la naturaleza dinámica del procesamiento del
lenguaje natural en el ámbito médico. Los investigadores y profesionales de la salud deben
evaluar cuidadosamente los requisitos espećıficos de cada tarea y adaptar los enfoques de
etiquetado en consecuencia, considerando tanto la relevancia cĺınica como la eficacia del
procesamiento de datos en la obtención de resultados precisos y significativos.
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Estandarización de las etiquetas:
Para asegurar la compatibilidad con los modelos de lenguaje basados en transformers,

como los proporcionados por la biblioteca HuggingFace, optamos por normalizar el formato
de las etiquetas a la representación BIO estándar. Mientras que ARPHAI utilizaba una
notación del tipo entidad B/entidad I para marcar el comienzo (B) y el interior (I) de
las entidades nombradas, nosotros modificamos este formato al estándar B-ENTIDAD/I-
ENTIDAD que se usa con mayor frecuencia en HuggingFace y otras libreŕıas especializadas.

Normalización del texto:
Las tildes fueron eliminadas ya que hab́ıa palabras que teńıan las tildes y otras que no las

teńıan. Esto puede resultar en una pérdida de información, principalmente en los modelos de
lenguaje que tienen un vocabulario en español. Por ejemplo, la palabra: cĺınica puede existir
en ese vocabulario de tal manera que a la hora de tokenizar la palabra no sea necesario
dividirla, pero al quitar las tildes, nos queda la palabra clinica, que no va a existir en el
vocabulario del modelo (ver Sección 2.4), ya que no es una palabra realmente.

Además, decidimos pasar todo el conjunto de datos a minúscula ya que como menciona-
mos previamente (ver Sección 3.3) exist́ıan registros en los que se utilizaban las mayúsculas
arbitrariamente.

Y si bien, como mencionamos anteriormente, el dataset ya estaba tokenizado, introduji-
mos algunos cambios para una mejor separación de las palabras que no estaban separadas
por espacios, si no por ciertos śımbolos como “+”, “-”, “/” o “.”.

Distribución final de las HCEs

Como podemos ver en la Figura 5.3 el dataset anotado consistió en 6.228 HCE. A este
conjunto se lo dividió en un subconjunto de desarrollo (un total de 4.982 HCE, 80% del
dataset) que a su vez se dividió en training (80%) y validation (20%) y en un subconjunto
de test (en total 1246 HCE, 20% del dataset). El primero se utilizó para realizar el fine-tuning
de los modelos y el último para una evaluación final de los mejores modelos.

Fig. 5.3: Distribución final del conjunto de datos en Desarrollo (training y validation) y Test.
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Análisis del corpus anotado

Después de completar las anotaciones y dividir el conjunto de los datos en los conjuntos
de desarrollo (training y validation) y test, se procedió a realizar un análisis de los dis-
tintos conjuntos de datos anotados para determinar la cantidad de cada tipo de entidades
identificadas en los mismos.

En la tabla 5.2 se pueden observar la cantidad total de HCEs anotadas y cuántas de
ellas tienen anotaciones (entre paréntesis), dado que algunas pueden carecer de anotaciones,
la cantidad total de tokens8, el promedio de tokens por HCE y la longitud promedio de las
HCEs según la cantidad de caracteres.

# HCEs ano-
tadas (con
anotaciones)

# de tokens # promedio
de tokens por
HCE

# promedio de
caracteres por
HCE

6228 (4506) 414802 66 323

Tab. 5.2: Información sobre el corpus anotado. Se indica entre paréntesis la cantidad de HCEs que
contienen al menos una anotación, dado que algunas pueden carecer de anotaciones.

Entidades nombradas
En la Tabla 5.3 se muestra la cantidad total de etiquetas (entidades nombradas) identi-

ficadas por los anotadores en cada conjunto de datos. Además, entre paréntesis, mostramos
la cantidad de términos distintos que posee esa misma etiqueta (e.g, los términos fievre y
fiebre son distintos y ambos aparecen etiquetados como FIEBRE ).

A continuación mostramos algunas etiquetas (que aparecen con un * al final, en la Tabla
5.3) que eran muy largas como para mencionarlas con su nombre completo en la tabla.
En negrita mostramos las etiquetas reducidas y a la derecha, las etiquetas con su nombre
completo:

DIARREA CON S S F: DIARREA CON SANGRE SINDROME FENOTIPO

DIARREA S F: DIARREA SINDROME FENOTIPO

FIEBRE S F: FIEBRE SINDROME FENOTIPO

NEUMONIA S F: NEUMONIA SINDROME FENOTIPO

CONDICIONAL TEMP: CONDICIONAL TEMPORAL

Con respecto a las etiquetas que aparecen como śıntoma y como śındrome, en el docu-
mento de criterios de anotación delineados en el proyecto ARPHAI dice lo siguiente: “Hay
determinados conceptos que corresponden a enfermedades y a śıntomas. Por ej: diarrea pue-
de ser una enfermedad en śı misma (diarrea) o un śıntoma de una enfermedad (por ej.
covid-19). Lo mismo pasa con la neumońıa. En estos casos habrá que anotar los términos
como enfermedad y cómo śıntoma.”. Es por eso que tenemos etiquetas como:

DIARREA: que corresponde al śıntoma.

DIARREA SINDROME FENOTIPO: corresponde a la enfermedad.

8 Tomando en cuenta la tokenización standard junto a los cambios que nosotros introdujimos para separar
palabras que estaban unidas por śımbolos cómo “+”, “-”, “/” o “.”.
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Cantidad de etiquetas y su distribución
Etiqueta #Training #Validation #Test Total
FIEBRE 1026 (97) 293 (45) 317 (47) 1636 (152)
DOLOR ABDOMINAL 515 (79) 127 (39) 136 (33) 778 (118)
TOS 498 (51) 132 (17) 151 (18) 781 (66)
CEFALEA 472 (31) 115 (12) 156 (12) 743 (45)
VOMITOS 420 (20) 122 (12) 163 (11) 705 (36)
ODINOFAGIA 352 (34) 96 (9) 108 (16) 556 (48)
NAUSEAS 285 (14) 68 (7) 94 (9) 447 (19)
RINITIS 254 (42) 65 (20) 87 (22) 406 (58)
CONJUNTIVITIS 241 (29) 53 (11) 77 (14) 371 (41)
MIALGIAS 241 (32) 54 (11) 82 (13) 377 (42)
ARTRALGIAS 225 (34) 59 (10) 56 (12) 340 (43)
MALESTAR GENERAL 224 (34) 51 (12) 65 (16) 340 (43)
DIARREA 210 (27) 61 (13) 66 (15) 337 (44)
LEUCOPENIA 170 (35) 47 (12) 43 (10) 260 (53)
DOLOR RETROOCULAR 166 (22) 40 (9) 39 (9) 245 (26)
ANOSMIA 165 (9) 47 (6) 61 (10) 273 (17)
ESCALOFRIOS 141 (8) 38 (5) 49 (6) 228 (13)
ASTENIA 140 (20) 28 (9) 44 (9) 212 (27)
TROMBOCITOPENIA 139 (39) 46 (13) 41 (15) 226 (60)
ICTERICIA 119 (17) 22 (4) 50 (3) 191 (20)
ANOREXIA 115 (22) 20 (7) 31 (10) 166 (30)
DISGEUSIA 113 (20) 31 (12) 38 (11) 182 (33)
NEUMONIA 102 (24) 18 (6) 29 (8) 149 (28)
ERUPCIONES CUTANEAS 89 (27) 21 (10) 23 (12) 133 (36)
TAQUIPNEA 84 (3) 27 (2) 27 (2) 138 (5)
PETEQUIAS 68 (7) 18 (1) 31 (4) 117 (10)
DISNEA 51 (23) 2 (2) 10 (6) 63 (26)
DIARREA CON SANGRE 44 (10) 21 (5) 16 (6) 81 (18)
HEMORRAGIAS LEVES 36 (19) 9 (4) 14 (10) 59 (26)
ARTRITIS 35 (3) 9 (2) 14 (2) 58 (3)
ARTRALGIAS MIALGIAS 32 (12) 10 (6) 7 (5) 49 (15)
ESPLENOMEGALIA 25 (8) 5 (3) 10 (5) 40 (10)
HEMORRAGIA 11 (6) 7 (4) 3 (1) 21 (9)
DISGEUSIA ANOSMIA 9 (6) 3 (3) 4 (2) 16 (6)
SINDROME FENOTIPO 703 (59) 159 (21) 219 (34) 1081 (76)
DIARREA S F* 169 (9) 43 (4) 54 (7) 266 (13)
NEUMONIA S F* 147 (13) 43 (6) 49 (8) 239 (17)
FIEBRE S F* 51 (4) 14 (4) 15 (4) 80 (7)
DIARREA CON S S F* 29 (3) 3 (1) 7 (1) 39 (3)
TEMPORAL CERCANO 507 (229) 123 (78) 133 (90) 763 (319)
NEGACION FIEBRE 460 (12) 116 (4) 133 (4) 709 (17)
ESPECULACION 409 (36) 105 (14) 125 (12) 639 (48)
NEGACION 202 (47) 62 (21) 60 (16) 324 (68)
CONDICIONAL 152 (29) 40 (17) 51 (14) 243 (49)
CONDICIONAL TEMP* 54 (36) 13 (11) 21 (15) 88 (57)
TEMPORAL LEJANO 35 (30) 5 (4) 12 (10) 52 (39)

Total 19128 5005 5803 29936

Tab. 5.3: Tipos y cantidad de entidades identificadas por los anotadores en las HCEs, según al
conjunto de datos al que pertenezcan. Además, entre paréntesis, mostramos la cantidad
de términos distintos que posee esa misma etiqueta en cada conjunto de datos.
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Observando la Tabla 5.3 se puede notar claramente un marcado desbalanceo de clases
entre las distintas entidades nombradas que nos propusimos identificar. Además, aunque
no aparece en la tabla, predominan las palabras etiquetadas como outside of entity (“O”),
que representan palabras que no pertenecen a ninguna entidad etiquetada. Estas palabras
suman un total de 462.130, una cantidad ampliamente superior en comparación con las
29.936 entidades nombradas.

5.4. Modelos

En esta sección, presentamos los dos tipos de modelos que empleamos para la tarea de
detección de entidades nombradas en textos cĺınicos: BiLSTM [69] y transformers [74]. Estas
técnicas, ampliamente utilizadas en el campo de NLP, representan dos paradigmas de redes
neuronales profundas.

BiLSTM. Generamos tres modelos basados en esta arquitectura: 1) un modelo BiLSTM
con una capa inicial de word embeddings en español, ya existentes, obtenidos de fastText9,
entrenados en art́ıculos generales en español de Wikipedia; 2) un modelo BiLSTM-CRF
[38] que consta de tres módulos principales: la capa de embeddings ya mencionada, la capa
de codificación con un BiLSTM y la capa de clasificación, donde se obtiene la secuencia
de etiquetas más probable utilizando el algoritmo CRF (ver Sección 2.1); 3) en el modelo
anterior, reemplazamos los word embeddings por otros que generamos nosotros al entrenar
fastText con un conjunto de aproximadamente 1 millón de HCEs no etiquetadas -66 millones
de tokens- de nuestro conjunto de datos, al que llamamos BiLSTM-CRF-EHR WE.

Transformers. Se entrenaron varios modelos actualmente relevantes en el campo del idioma
español, incluyendo algunos modelos, ya existentes, pre-entrenados en inglés y dos modelos
que creamos mediante el pre-entrenamiento adicional de un modelo existente en español con
nuestro conjunto de HCEs sin etiquetar.

Trabajamos con:

1. Los modelos BERT [24] y RoBERTa [44], ambos pre-entrenados en inglés, consi-
derándolos como baseline (introducidos en la Sección 2.4).

2. BETO [7], basado en BERT y pre-entrenado en un corpus genérico en español (ver
Sección 3.7) [6], y una adaptación de BETO llamada BETO-clinical-wl-es10, creada
mediante el preentrenamiento de BETO con un conjunto de datos de diagnósticos
reales de la Chilean Waiting List Corpus [3].

3. Dos modelos basados en la arquitectura RoBERTa:

roberta-base-bne [29] (al que nos referiremos como RoBERTa-BNE): ha sido pre-
entrenado utilizando el corpus en español más grande conocido hasta la fecha
(ver Sección 3.7), con un total de 570 GB de texto procesado para este trabajo,
compilado a partir de las rastreos web realizados por la Biblioteca Nacional de
España desde 2009 hasta 2019.

roberta-base-biomedical-clinical-es [8] (al que nos referiremos como RoBERTa-
CLI-BIO): entrenado con un corpus (ver Sección 3.7) compuesto por varios cor-
pus biomédicos en español, recopilados de corpus disponibles públicamente, aśı
como un corpus cĺınico de casos reales, recopilado a partir de más de 278,000
documentos y notas cĺınicas.

bsc-bio-ehr-es [9] (de aqúı en adelante BSC-BIO-EHR-ES): mismo corpus de en-
trenamiento que el anterior pero este incluye HCEs similares a los nuestros.

9 https://fasttext.cc/
10 https://huggingface.co/plncmm/beto-clinical-wl-es
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4. Pre-entrenamos adicionalmente dos modelos, ya existentes, con nuestro conjunto de
HCEs sin etiquetar:

BETO-Clinico, basado en BETO

RoBERTa-Clinico, basado en roberta-base-biomedical-clinical-es

Los transformers descritos en 1, 2 y 3 son modelos ya existentes. En contraste, tanto
BETO-Clinico como RoBERTa-Clinico fueron desarrollados espećıficamente como parte de
este trabajo.

Pre-entrenamiento de BETO-Clinico y RoBERTa-Clinico

En este apartado, describimos el proceso de pre-entrenamiento que realizamos para ob-
tener los dos modelos basados en transformers mencionados previamente: BETO-Clinico y
RoBERTa-Clinico.

Inspirados en investigaciones previas [28], implementamos el enfoque de Task-Adaptive
Pretraining (TAPT), introducido en la Sección 2.4. Para ello, utilizamos dos modelos:
BETO (pre-entrenado en dominio general) y roberta-base-biomedical-clinical-es (pre-entrenado
directamente en datos biomédicos en español). Ambos modelos fueron nuevamente pre-
entrenados sobre nuestro conjunto de datos sin anotar, espećıfico de la tarea, con el objetivo
de adaptarlos aún más al dominio particular de nuestro problema.

El pre-entrenamiento para modelos basados en BERT, que incluye a RoBERTa, se realiza
entrenando el modelo en la tarea de Masked Language Model (concepto introducido en la
Sección 2.4) utilizando un corpus espećıfico, en este caso nuestro dataset sin anotar. Optamos
por usar los hiperparámetros estándar definidos para BERT y RoBERTa en sus respectivos
art́ıculos [24, 44], ya que realizar una selección de hiperparámetros más sofisticada no seŕıa
costo-efectiva debido a las altas demandas de recursos computacionales y tiempo que implica
el entrenamiento de estos modelos, incluso para adaptaciones. Sin embargo, tomamos algunas
decisiones importantes relacionadas con la tokenización y la preparación de los datos de
entrada, que detallamos a continuación.

Primero, tokenizamos todos los informes utilizando el tokenizador asociado al mode-
lo preentrenado. Aqúı surge una decisión cŕıtica: tanto BERT como RoBERTa tienen una
ventana de contexto de 512 tokens, lo que implica que los informes más cortos requieren pad-
ding11 y los más largos deben truncarse12. El truncado podŕıa causar pérdida de información.
Sin embargo, en nuestro caso, los informes tienen en promedio 66 tokens y sólo el 1% supera
los 512 tokens minimizando el impacto de esta decisión. El problema más significativo radi-
ca en la diversidad en la longitud de los documentos, lo que genera ineficiencias durante el
entrenamiento con batches13 de tamaño variable y la necesidad de ajustar dinámicamente el
padding. Para mitigar esto, adoptamos una solución común cuando se trabaja con textos de
longitud variable: unificamos todos los tokens en un solo texto continuo, insertando tokens
especiales como separadores de documentos, y luego lo dividimos en fragmentos (chunks) de
tamaño fijo (128 tokens en nuestro caso). Este proceso, conocido como chunking, mantiene
un tamaño de batch fijo sin perder información relevante.

Otra decisión clave fue la generación de las máscaras (ocultamiento de tokens) que el
modelo debe completar. Una primera opción fue si las máscaras deb́ıan aplicarse a nivel de
tokens individuales o a nivel de palabras completas (una técnica conocida como Whole Word
Masking). Si se enmascaran tokens individuales, una palabra puede quedar parcialmente
enmascarada (por ejemplo, “fiebre” podŕıa quedar como ”<MASK>bre”), mientras que en
el segundo caso, cada token de una palabra se enmascara (por ejemplo, “fiebre” se convierte

11 Inserción de tokens de relleno que aseguran el tamaño adecuado de entrada sin aportar información
adicional.
12 El truncado descarta los tokens que exceden el ĺımite máximo permitido.
13 Un batch (o lote) se refiere a un conjunto de muestras de datos que se procesan simultáneamente

en una iteración del entrenamiento. Esto permite aprovechar la paralelización y mejorar la eficiencia del
entrenamiento.
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en ”<MASK><MASK>”). Optamos por la opción de enmascarar palabras completas, ya
que reduce la ambigüedad y facilita un entrenamiento más coherente y efectivo al permitir
que el modelo trate con unidades textuales completas. La siguiente decisión a tomar consistió
en determinar si las máscaras deb́ıan definirse de manera estática antes del entrenamiento o
de forma dinámica durante la generación de cada mini-batch14, siguiendo una distribución de
probabilidad. Escogimos la segunda opción, que introduce mayor diversidad en los escenarios
de entrenamiento, ayudando a prevenir el overfitting. Utilizamos una distribución Binomial
(1, 0.15), lo que significa que cada palabra tiene un 15% de probabilidad de ser enmascarada
en cada nuevo mini-batch. Cabe destacar que, dado que esta probabilidad es por palabra,
la probabilidad de enmascarar un token individual puede ser superior al 15%, dependiendo
de la cantidad de tokens que conformen la palabra.

A pesar de las limitaciones computacionales que nos restringieron el entrenamiento, los
resultados fueron prometedores, especialmente para el modelo resultante de realizar TAPT
en roberta-base-biomedical-clinical-es, al cual llamamos RoBERTa-Clinico, que logró los me-
jores resultados en la métrica micro F1 en la fase de entrenamiento. El otro modelo resultante
de aplicar TAPT a BETO, lo llamamos BETO-Clinico y obtuvo resultados similares al resto
de los modelos basados en BETO. Los resultados en el conjunto de validation productos del
entrenamiento pueden verse en la Tabla 5.7.

5.5. Experimentación

En esta sección, describiremos los distintos experimentos que realizamos con los modelos
introducidos en la sección anterior. Primero, mencionaremos brevemente algunas limitacio-
nes que nos condicionaron al realizar estos experimentos. Luego, detallaremos los experi-
mentos llevados a cabo para determinar con qué datos entrenar a nuestros modelos. Por
último, analizaremos el entrenamiento y los resultados de todos los modelos.

Debido a la falta de una GPU (trabajamos con un procesador Intel® Xeon® E5-2680
v2 a 2.80 GHz, 20 CPUs y 65GB de RAM) para nuestros experimentos, nuestra capacidad
para probar una amplia gama de hiperparámetros fue limitada. Esto nos llevó a tomar
decisiones estratégicas para optimizar el rendimiento de nuestros modelos. En particular,
elegimos utilizar de manera consistente el optimizador ADAM (Estimación de Momentos
Adaptativos)15 [36] y su variante AdamW 16 (para transformers) para entrenar los diferentes
modelos, dada su eficacia probada en varios contextos de aprendizaje profundo [74, 24, 66].

Los primeros experimentos que llevamos a cabo fueron para determinar qué datos ı́ba-
mos a usar para el entrenamiento de nuestros modelos, tomando en cuenta que los mismos
estaban fuertemente desbalanceados (problema mencionado en la Sección 5.3). En el pro-
yecto ARPHAI, optaron por refinar el conjunto de datos conservando sólo las palabras de
contexto próximas a las entidades anotadas. Para el entrenamiento, no se incluyeron todas
las palabras no anotadas, sino solamente las dos palabras anteriores y posteriores a una pa-
labra anotada. Aśı, para una entidad ubicada en la posición i del texto, conservaron además
las palabras circundantes en las posiciones i-2, i-1, i+1 y i+2, con el objetivo de proveer
contexto a los modelos de NER. Inicialmente, nosotros adoptamos esta configuración, pero
rápidamente notamos que los modelos teńıan grandes problemas cuando, al evaluarlos con

14 Un mini-batch es un subconjunto de ejemplos de entrenamiento seleccionados de manera aleatoria o
secuencial a partir del conjunto de datos completo. Este enfoque permite entrenar el modelo en pequeños
lotes de datos en lugar de procesar todo el conjunto de datos a la vez, lo que es más eficiente y reduce los
requisitos de memoria computacional.
15 El optimizador ADAM (Adaptive Moment Estimation) es un algoritmo popular en el campo del apren-

dizaje automático y deep learning. Combina conceptos de los optimizadores RMSprop y momentum para
ajustar de manera eficiente los pesos de una red neuronal durante el entrenamiento. ADAM mantiene tasas
de aprendizaje adaptativas para cada parámetro y calcula momentos adaptativos de primer y segundo orden
de los gradientes. Esto lo hace efectivo para optimizar modelos con datos grandes y complejos, ajustando
los pesos de manera más precisa y rápida durante el proceso de entrenamiento.
16 AdamW es una extensión de Adam que incluye una forma de regularización de pesos para mejorar la

generalización del modelo.
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el conjunto de validación, deb́ıan clasificar palabras con las cuales no se hab́ıan topado en la
fase de entrenamiento. Esto resultó en muchos falsos positivos, ya que se asignaban etique-
tas a entidades que no deb́ıan ser etiquetadas. A ráız de estos resultados preliminares, nos
propusimos realizar un experimento para evaluar qué contexto de los datos proporcionar a
los modelos.

Primero generamos 4 datasets distintos a partir del original, según el contexto que to-
maŕıamos para entrenar los modelos. Los datasets resultantes fueron:

contexto 2: el ya mencionado dataset utilizado por el equipo de ARPHAI.

contexto 4: mismo concepto pero aumentamos la ventana de contexto a 4 entidades.

contexto 8: mismo concepto pero aumentamos la ventana de contexto a 8 entidades.

contexto completo, en el cuál tomamos todas las entidades de la HCE, sin importar si
estaban cercanas o no a alguna entidad nombrada.

Luego tomamos dos modelos: BERT y BETO, como representantes y los entrenamos con los
distintos datasets, los evaluamos con el dataset de validación original (el que contiene todas
las entidades, es decir, el contexto completo) y comparamos sus resultados, en términos de
micro precision, recall y F1. Notamos como el recall era superior (máximos de 82%) en los
casos en que entrenábamos con menos datos y disminúıa a medida que proporcionábamos
mayor contexto. Sin embargo, para esos mismos casos, el resultado obtenido en precision
era muy bajo, aumentando de manera lineal a medida que incrementábamos el contexto. Si
bien en la Sección 5.5 mencionamos que en caso de F1 similares, preferimos un mayor recall,
en estos casos la métrica F1 no era similar. La ganancia en recall del modelo entrenado con
el dataset de contexto 2, era de tres puntos porcentuales (82% contra un 79% del modelo
entrenado con el dataset con el contexto completo en el caso de BETO). En cambio, la
diferencia entre la precision era muy superior (nuevamente para el modelo BETO, cuando
era entrenado con el contexto 2, resultaba en una precision del 16% y cuando lo entrenába-
mos con el contexto completo, el valor máximo fue de 71%). Finalmente, a partir de estos
experimentos nos decidimos por entrenar a todos los modelos con el dataset con el contexto
de ventana completa.

Por último, analizamos el impacto de entrenar los modelos utilizando dos versiones dife-
rentes del conjunto de datos de entrenamiento (training): el conjunto completo, que incluye
3.985 registros, y un conjunto filtrado, de 2.913 registros, que excluye las HCEs sin ano-
taciones (HCEs en las que los anotadores no encontraron entidades de interés). Para esto,
tomamos como referencia cuatro modelos basados en transformers y los entrenamos prime-
ro con el conjunto de training completo y luego con el conjunto filtrado, para comparar los
resultados de la métrica micro F1 al ser evaluados en el conjunto de validación original. Se
observaron resultados consistentemente mejores en todos los modelos al usar el conjunto de
datos filtrado (i.e. el que excluye las HCEs sin anotaciones). En la Figura 5.5 podemos ver
la evolución de la métrica micro F1 para las distintas épocas y los distintos modelos.
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Fig. 5.4: F1 score por época para las distintas versiones del dataset de entrenamiento. Los modelos
que terminan en * -representados con lineas continuas- son aquellos entrenados con el
dataset filtrado.

En la figura podemos notar claramente cómo los modelos entrenados con el dataset
filtrado (ĺınea continua) obtienen sistemáticamente mejores resultados que al entrenar con el
dataset completo. Para este experimento, limitamos el entrenamiento a cinco épocas. Aunque
algunos modelos podŕıan haber mostrado mejoras adicionales con más épocas, el objetivo
principal era evaluar si exist́ıa una diferencia significativa al entrenar con los distintos tipos
de conjuntos de datos, lo cual quedó claramente evidenciado con este número de épocas.

Finalmente, durante el entrenamiento se exploraron diferentes combinaciones de hiper-
parámetros para todas las arquitecturas mencionadas anteriormente en la Sección 5.4. La
mejor configuración se seleccionó maximizando la métrica micro F1 en el conjunto de vali-
dación.

BiLSTM. Los modelos basados en BiLSTM se entrenaron durante un máximo de 40 épo-
cas, utilizando un parámetro de paciencia de 5 iteraciones para interrumpir el entrenamiento
si no se observaban mejoras en la función de pérdida. La Tabla 5.4 muestra los hiperparáme-
tros que arrojaron los mejores resultados. Excepto por el número de épocas, todos los demás
hiperparámetros se obtuvieron mediante una grid search como parte del proyecto menciona-
do anteriormente. Para entrenar nuestros word embeddings con nuestros datos sin anotar y
la biblioteca fastText, utilizamos 20 épocas, una tasa de aprendizaje de 0.1 y una dimensión
de 300 para los vectores de representación de cada palabra.

Parámetros Valor
max epochs 40
optimizer ADAM
batch size 32
initial learning rate 0.001
word dropout 0.25
BiLSTM layers 2
BiLSTM hidden size 64

Tab. 5.4: Hiperparámetros utilizados en los experimentos de BiLSTM.

Como puede verse en la Tabla 5.5, entre los modelos probados, el que mostró mejor
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rendimiento en el conjunto de validación fue el BiLSTM+CRF+EHR WE que utiliza la
capa de word embeddings entrenada a partir de nuestros datos sin anotar (puntuación F1
del 71.51%, en comparación con el 65.18% para el BiLSTM+CRF+Sp WE que utiliza word
embeddings genéricos de la Wikipedia en español, y un 61.85% F1 para el BiLSTM solo).

Modelo Precision Recall F1
BiLSTM 62.36 61.36 61.85
BiLSTM+CRF+ Sp WE 71.33 60.01 65.18
BiLSTM+CRF+ EHR WE 70.46 72.60 71.51

Tab. 5.5: Resultados de las diferentes implementaciones usando BiLSTM como base. Denominamos
BiLSTM+CRF+Sp WE al BiLSTM con una capa de CRF y los word embeddings genéri-
cos de la Wikipedia en español y llamamos BiLSTM+CRF+EHR WE al que utiliza los
word embeddings generados a partir de nuestro conjunto de datos sin anotar. Todas las
ejecuciones fueron realizadas con el conjunto de datos de entrenamiento y evaluados con
el conjunto de validación. Se muestra la precision, recall y F1 score para el conjunto de
validación.

Transformers. Para la experimentación con los distintos modelos de transformers, se uti-
lizó la biblioteca transformers de HuggingFace. El fine-tuning de estos modelos se realizó
utilizando la técnica de five-fold cross validation (ver Sección 2.5.2) usando nuestros datos
etiquetados del conjunto de desarrollo. La Tabla 5.6 muestra los hiperparámetros que pro-
dujeron los mejores resultados (tomando la mejor época para cada modelo, según la métrica
micro F1) y la Tabla 5.7 muestra los resultados de las experimentaciones.

Parámetros Valor
max epochs 8
optimizer AdamW
batch size 8

initial learning rate 2e-5
weight decay 0.01

Tab. 5.6: Hiperparámetros utilizados en los experimentos usando transformers.

Modelo
P-mean±std

(%)
R-mean±std

(%)
F1-mean±std

(%)
BERT (inglés) 63.46 ±2.84 73.02 ±0.69 67.88 ±1.71
BETO 66.94 ±2.97 75.71 ±1.06 71.03 ±1.77
BETO-Clinico 67.08 ±2.14 75.87 ±1.01 71.18 ±1.16
BETO-CLI-WL 66.85 ±2.28 75.59 ±1.34 70.93 ±1.32

RoBERTa (inglés) 65.88 ±2.74 77.32 ±1.08 71.11 ±1.49
RoBERTa-BNE 70.75 ±3.29 71.74 ±2.75 71.15 ±0.95
RoBERTa-CLI-BIO 68.51 ±3.21 76.73 ±0.47 72.36 ±1.93
BSC-BIO-EHR-ES 68.47 ±2.20 76.72 ±0.89 72.34 ±1.07
RoBERTa-Clinico 69.83 ±2.51 76.93 ±0.98 73.18 ±1.32

Tab. 5.7: Resultados de la experimentación con los modelos basados en transformers. Las columnas
se corresponden con: el promedio de micro precision, recall y F1 score, e incluyen las
desviaciones estándar, obtenidas al promediar las diferentes ejecuciones del método de
cross validation.

Además, en la Figura 5.5 se muestra la evolución del micro F1 Score a lo largo de cada
época para los distintos modelos. Los resultados presentados para cada época se obtuvieron
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calculando el promedio del micro F1 Score obtenido para cada ejecución (cinco ejecuciones
por modelo, dónde para cada ejecución, los conjuntos de training y validation difieren) de
la técnica de cross validation sobre el conjunto de desarrollo.

1 2 3 4 5 6 7 8
Época

0.63
0.64
0.65
0.66
0.67
0.68
0.69
0.70
0.71
0.72
0.73

F1
 S

co
re

 P
ro

m
ed

ia
do

BERT
BETO
BETO-Clinico
BETO-WL-CLI
RoBERTa
RoBERTa-BNE
RoBERTa-CLI-BIO-ES
BSC-BIO-EHR-ES
RoBERTa-Clinico

Fig. 5.5: Evolución del promedio del micro F1 Score obtenido para cada ejecución al realizar five-

fold cross validation con los distintos modelos basados en transformers, entrenados con el
conjunto de desarrollo.

Decidimos no continuar el entrenamiento más allá de la octava época porque al observar
las curvas de rendimiento en la Figura 5.5, en términos del micro F1 Score, estas muestran
una tendencia a estabilizarse. La mayoŕıa de los modelos alcanzaron su mejor rendimiento
alrededor de la sexta época, y aunque el modelo RoBERTa-Clinico mostró una ligera mejora
en la octava época en comparación con épocas previas, dicha mejora fue marginal y dentro
de una oscilación esperada en esta fase del entrenamiento.

Finalmente, también en la Figura 5.5 se observa cómo el modelo derivado de la continua-
ción del entrenamiento de roberta-base-biomedical-clinical-es (RoBERTa-CLI-BIO-ES) con
nuestras HCEs sin etiquetar (RoBERTa-Clinico) se destaca consistentemente frente a los
demás modelos, aunque por un margen pequeño de un punto porcentual como máximo.

Evaluacion de resultados

Medimos el rendimiento de nuestros algoritmos utilizando métricas de coincidencia exacta
y métricas de coincidencia parcial (o aproximada). Empleamos las métricas micro precision
(P), micro recall (R) y micro F1 Score, priorizando las métricas micro sobre las macro debido
al desbalanceo de clases. Sin embargo, en la Tabla 5.8, incluimos también las métricas macro
junto con las micro, ya que nos pareció interesante observar los resultados bajo ambas
métricas para analizar el impacto del desbalanceo de clases. Aunque las métricas macro
reflejan de manera más fiel cómo se comportan los modelos con las clases minoritarias, en el
resto del trabajo nos centramos únicamente en las métricas micro porque estas reflejan mejor
el rendimiento global del modelo al evaluar directamente el total acumulado de verdaderos
positivos, falsos positivos y falsos negativos sin distinguir entre clases, proporcionando una
visión integral del desempeño general del modelo.

Estas métricas, fueron introducidas en la Subsección 2.5.1, fueron calculadas utilizando
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el framework del lenguaje Python denominado sequeval17. Por otro lado, las métricas de
coincidencia parcial fueron calculadas en base a la Similaridad de Jaccard18, explicada en la
Subsección 2.5.1.

Calculamos el F1 porque es una métrica que balancea precision y recall, otorgándoles el
mismo peso, además de ser el estándar utilizado en NER, lo que permite una comparación
más directa con otros trabajos. Sin embargo, dado el objetivo de este trabajo en el marco de
la vigilancia basada en eventos, priorizamos la sensibilidad sobre la especificidad, prefiriendo
un mayor recall sobre una mayor precision en los casos donde la performance de F1 es similar.

5.6. Resultados

Aunque en la fase de entrenamiento desarrollamos 11 modelos diferentes, aquellos que
mostraron un desempeño más pobre, en el conjunto de desarrollo, en términos de F1 (o recall,
cuando el F1 era similar) no fueron evaluados en la fase de test. En particular, descartamos
todos los modelos basados en BERT debido a su menor rendimiento en comparación con
aquellos basados en RoBERTa y las primeras versiones de modelos basados en BiLSTM. A los
modelos evaluados los denominaremos de aqúı en adelante como los modelos seleccionados.

La Tabla 5.8 muestra los resultados obtenidos al utilizar match exacto para los modelos
seleccionados y la Tabla 5.9 muestra los resultados obtenidos al utilizar match parcial. Los
modelos fueron entrenados con el conjunto completo de desarrollo (nuevamente, dejando
de lado aquellas HCEs que no teńıan anotaciones) y evaluados en el conjunto de test. Se
utilizó el método de bootstrapping con 1000 remuestreos para estimar la variabilidad de los
resultados. La tabla muestra micro y macro precision, recall y F1. Los valores de los errores
estándar se encuentran entre 0.0005 y 0.0009 en todos los casos.

Model Micro mean (%) Macro mean (%)
Precision Recall F1 Score Precision Recall F1 Score

BiLSTM+CRF+EHR WE 67.57 75.70 71.40 54.88 63.12 56.99
RoBERTa (inglés) 60.80 78.19 68.40 47.16 64.52 53.34
RoBERTa-CLI-BIO 66.71 78.45 72.10 52.39 63.64 56.15
BSC-BIO-EHR-ES 64.61 78.58 70.91 49.76 63.29 54.29
RoBERTa-Clinico 64.03 79.30 70.85 52.13 66.15 56.57

Tab. 5.8: Resultados en el conjunto de datos de test para los modelos seleccionados, mostrando la
precision, el recall y el F1. Se proporcionan tanto las medias micro como macro.

Modelo
P-mean±std

(%)
R-mean±std

(%)
F1-mean±std

(%)
BiLSTM+CRF+EHR WE 73.26 ± .0006 79.38 ± .0005 76.22 ± .0005
RoBERTa (inglés) 68.49 ± .0006 83.56 ± .0005 75.29 ± .0005
RoBERTa-CLI-BIO 72.74 ± .0006 82.33 ± .0005 77.26 ± .0005
BSC-BIO-EHR-ES 70.87 ± .0006 82.46 ± .0005 76.24 ± .0005
RoBERTa-Cĺınico 69.86 ± .0006 83.28 ± .0005 76.00 ± .0005

Tab. 5.9: Resultados de match parcial de los modelos seleccionados evaluados en el conjunto de test.
Se muestra el promedio de la micro precision -P-, recall -R- y el F1 Score -F1- con sus
respectivos errores estándar.

17 https://huggingface.co/spaces/evaluate-metric/seqeval
18 El coeficiente de Similaridad de Jaccard se calcula dividiendo el tamaño de la intersección de los conjuntos

por el tamaño de la unión de los conjuntos.
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5.6.1. Análisis de resultados

Empezaremos analizando los resultados de los distintos modelos que se muestran en
las Tablas 5.8 y 5.9 en su versión de coincidencia exacta y coincidencia parcial. Luego
realizaremos un análisis de los resultados para cada etiqueta espećıfica que se obtuvieron
al evaluar el modelo RoBERTa Cĺınico con el conjunto de test. Finalmente detallaremos el
enfoque que utilizamos para analizar el impacto del nivel moderado del IAA en el rendimiento
de dos modelos espećıficos, BiLSTM+CRF+EHR WE y RoBERTa Cĺınico.

Podemos observar en la Tabla 5.8 que el modelo con el mayor F1 es RoBERTa-CLI-BIO y
el que tiene el mayor recall es RoBERTa-Clinico, el modelo preentrenado con nuestro corpus
de historias cĺınicas sin anotaciones. Por otro lado, BiLSTM-CRF+WE tiene una precision
más alta pero un recall significativamente más bajo en comparación con los modelos basados
en transformers.

En los resultados obtenidos utilizando match parcial (Tabla 5.9), como era de esperar,
se observa una mejora en el rendimiento de todos los modelos en todas las métricas. La
precision muestra una mejora relativa del 6% (salvo para RoBERTa que aumenta un 8%),
mientras que el recall obtiene una mejora entre el 4% y el 5%. Esto se traduce en un aumento
del F1 del 5% aproximadamente, salvo para RoBERTa que aumenta un 7%.

Podemos observar que el recall supera siempre y por amplio margen a la precision en
todos los modelos evaluados.

Resultados por entidad

En la Tabla 5.10 mostramos para cada una de las entidades nombradas de interés, las
métricas precision, recall y F1 obtenidas al evaluar nuestro modelo RoBERTa Cĺınico, con el
conjunto de test. También se muestra el soporte, que indica la cantidad de veces que aparece
la etiqueta asociada a la entidad nombrada en el dataset de desarrollo (training + validation),
ya que los modelos evaluados con el conjunto de test, fueron entrenados utilizando todo el
dataset de desarrollo. Las entidades nombradas están ordenadas de mayor a menor según su
F1 Score.

Elegimos presentar los resultados del modelo RoBERTa Cĺınico porque obtuvo el mejor
F1 Score durante la fase de entrenamiento utilizando la técnica de cross validation, que es
una metodoloǵıa robusta al evaluar el rendimiento en diferentes particiones del conjunto de
desarrollo. Además, este modelo fue pre-entrenado con nuestros datos sin etiquetar, lo que
lo hace particularmente relevante para este trabajo, y mostró el mejor recall en el conjunto
de test, alineándose con nuestra prioridad de maximizar esta métrica.
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Resultados por Entidad - RoBERTa Cĺınico
Etiqueta Precision (%) Recall (%) F1 (%) Soporte

ODINOFAGIA 95.73 97.39 96.55 448
ESCALOFRIOS 90.70 100.00 95.12 179
DOLOR RETROOCULAR 95.92 92.16 94.00 206
NAUSEAS 92.24 93.86 93.04 353
VOMITOS 88.48 95.42 91.82 122
CEFALEA 83.33 94.41 88.52 587
TAQUIPNEA 72.22 100 83.87 111
PETEQUIAS 76.67 92.00 83.64 86
ANOSMIA 77.97 88.46 82.88 212
TOS 80.23 84.15 82.14 542
FIEBRE 75.50 85.34 80.12 1319
DISGEUSIA 66.00 94.29 77.65 144
LEUCOPENIA 67.27 90.24 77.08 217
ARTRALGIAS 61.96 95.00 75.00 284
ANOREXIA 63.27 91.18 74.70 135
CONJUNTIVITIS 67.61 78.88 72.82 294
MIALGIAS 60.20 86.76 71.08 295
DOLOR ABDOMINAL 62.50 81.92 70.90 642
ESPLENOMEGALIA 66.66 75.00 70.58 30
ICTERICIA 55.93 94.29 70.21 141
MALESTAR GENERAL 64.13 76.62 69.82 275
DIARREA CON SANGRE 51.35 100.00 67.86 65
TROMBOCITOPENIA 53.57 73.17 61.86 185
RINITIS 55.86 68.89 61.69 319
ASTENIA 50.00 80.00 61.53 168
DIARREA 43.97 79.69 56.67 271
ARTRITIS 30.43 87.50 45.16 44
ARTRALGIAS MIALGIAS 80.00 28.57 42.11 42
ERUPCIONES CUTANEAS 29.63 55.17 38.55 110
HEMORRAGIAS LEVES 27.59 61.54 38.10 45
NEUMONIA 14.29 6.90 9.30 120
DISNEA 0.00 0.00 0.00 53
HEMORRAGIA 0.00 0.00 0.00 18
DISGEUSIA ANOSMIA 0.00 0.00 0.00 12

NEGACION FIEBRE 82.53 99.28 90.13 576
NEGACION 39.02 60.38 47.41 264
ESPECULACION 36.76 66.37 47.32 514
TEMPORAL CERCANO 45.69 72.60 56.08 630
CONDICIONAL 26.98 44.74 33.66 192
CONDICIONAL TEMP 0.00 0.00 0.00 67
TEMPORAL LEJANO 0.00 0.00 0.00 40

NEUMONIA SINDROME F 14.28 92.15 70.14 190
SINDROME FENOTIPO 56.28 65.33 60.47 862
DIARREA S F 44.44 7.84 13.33 212
FIEBRE S F 0.00 0.00 0.00 65
DIARREA CON S S F 0.00 0.00 0.00 32

Tab. 5.10: Precision, recall y F1 para cada entidad nombrada del modelo RoBERTa Cĺınico. La
columna soporte indica la cantidad de veces que esa entidad nombrada aparece en el
dataset de desarrollo.
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A partir de la Tabla 5.10, observamos que, a priori, parece existir una relación positiva
entre el valor de la métrica F1 y la cantidad de veces que aparece una entidad nombrada en
el dataset de desarrollo. Este resultado seŕıa esperable cuando se trata de entrenar modelos
de lenguaje basados en redes neuronales, como los modelos de transformers y BiLSTM. La
hipótesis subyacente es que las entidades con mayor frecuencia en el conjunto de desarrollo
aportan un mayor volumen de datos y contexto, facilitando que el modelo aprenda los
patrones y caracteŕısticas asociadas a dichas entidades. Para corroborar y visualizar mejor
esta posible correlación, generamos un gráfico que se presenta en la Figura 5.6.

Fig. 5.6: Gráfico de dispersión entre el F1 y el Soporte

Este gráfico muestra la relación entre el soporte (cantidad de apariciones de las entidades
nombradas en el dataset de desarrollo) y el puntaje F1 correspondiente a cada entidad
nombrada en el conjunto de test. En él se observa que, aunque las entidades con mayor
soporte tienden a tener un puntaje F1 más alto, esta tendencia no es muy marcada y
existen numerosas excepciones. Por ejemplo, algunas entidades con soporte bajo logran un
puntaje F1 elevado, mientras que otras con soporte alto obtienen un puntaje F1 bajo. Para
cuantificar esta relación, calculamos el coeficiente de correlación de Pearson, que resultó ser
0.40. Este valor, considerando que el coeficiente vaŕıa entre -1 (correlación negativa perfecta)
y 1 (correlación positiva perfecta), confirma que la correlación positiva existe pero es débil,
como se aprecia en el gráfico.

Este análisis sugiere que si bien el soporte influye en el rendimiento del modelo, no es el
único factor determinante. Otros factores, como la calidad de los datos o la complejidad de
la entidad, también pueden desempeñar un papel importante.

Matriz de confusión normalizada

En la Subsección 2.5.1 introdujimos el concepto de matriz de confusión. Ahora mostrare-
mos la matriz de confusión normalizada obtenida al analizar las predicciones realizadas por
el modelo RoBERTa Cĺınico para llevar a cabo un análisis más minucioso de los resultados
para cada entidad.
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Fig. 5.7: Matriz de confusión normalizada, obtenida al analizar las predicciones realizadas por el
modelo RoBERTa Cĺınico.

Hemos normalizado la matriz de confusión debido a la enorme cantidad de tokens eti-
quetados como “O”, que indican que no son de interés. Sin normalización, la matriz estaŕıa
dominada por estas etiquetas mayoritarias, lo que ocultaŕıa la verdadera performance del
modelo en las etiquetas de interés. Al normalizar, cada fila de la matriz representa la distri-
bución en porcentajes (del 0 al 1) de las predicciones del modelo con respecto a la etiqueta
verdadera espećıfica, permitiendo aśı una evaluación más clara y precisa de cómo el modelo
está manejando las etiquetas relevantes.

La diagonal principal muestra los casos correctamente clasificados y mientras más oscuro
sea el color (valores cercanos a 1) en la diagonal, mejor será el rendimiento del modelo para
esa etiqueta. Las celdas fuera de la diagonal muestran los errores de clasificación, indicando
qué etiquetas se confunden con otras. A partir de la matriz de confusión podemos analizar
si hay patrones espećıficos donde ciertas etiquetas tienden a ser confundidas con otras. Esto
puede indicar problemas en los datos o en la capacidad del modelo para distinguir entre estas
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etiquetas. Además podemos identificar las etiquetas que tienen más errores de clasificación
y entender por qué puede estar ocurriendo esto. Puede ser debido a una representación
insuficiente en los datos de entrenamiento o a la similitud entre clases.

A simple vista podemos notar que la mayoŕıa de las etiquetas tienen buenos resultados en
la diagonal principal, lo que sugiere que el modelo es bastante preciso. Aún aśı identificamos
varias etiquetas con distintos errores. Clasificaremos a estas etiquetas según si el error se
produce por una confusión con otra etiqueta, si no fue etiquetada por el modelo pero teńıa
una etiqueta asignada por los anotadores, o si suceden ambas posibilidades al mismo tiempo.

1. Confusión con otras etiquetas:

artralgias mialgias se etiqueta como mialgias en el 36% de los casos y en el 16%
de los casos con artralgias.

artritis un 22% con artralgias.

condicional temporal con temporal lejano un 73%.

diarrea con sangre s f con diarrea con sangre un 100%.

diarrea sindrome f con diarrea un 76%

disgeusia anosmia se etiqueta como anosmia (33%) y con disgeusia (67%)

2. Sin etiquetar (“O”), es decir, casos en los que las entidades correspondientes debeŕıan
haber sido anotadas pero el modelo no las identificó con ninguna etiqueta:

disnea en un 88%.

erupciones cutaneas en un 46%.

esplenomegalia en un 42%.

fiebre sindrome fenotipo en un 82%.

negacion en un 52%.

rinitis en un 30%

3. Mixtas:

hemorragia a veces se etiqueta como diarrea con sangre (25%), como petequias
(25%) o no se etiqueta (“O”) en un 50%.

neumonia se etiqueta como neumonia sindrome fenotipo en un 42% o no se eti-
queta (“O”) en un 51%.

temporal lejano se etiqueta como temporal cercano en un 44% o no se etiqueta
(“O”) en un 44%.

Al profundizar en el estudio de los errores notamos algunos casos interesantes. Para to-
das las entidades nombradas que tienen una versión sindrome fenotipo (fiebre, diarrea, dia-
rrea con sangre, neumonia), al menos una de las dos versiones muestra un bajo rendimiento.
En particular, sólo neumonia sindrome fenotipo tiene un rendimiento superior a neumonia,
y esto se debe a que la primera etiqueta aparece más frecuentemente en el conjunto de datos.
Para las demás entidades también observamos que aquellas con más apariciones en el con-
junto de datos tienden a tener un mejor rendimiento. Para entender mejor estos resultados,
analizamos los términos etiquetados con dichas etiquetas y notamos que son muy similares,
lo que podŕıa explicar la confusión del modelo entre estas etiquetas. En la introducción de las
entidades ya hab́ıamos mencionado esta distinción (ver Sección 5.3), la cual está detallada
en el documento de criterios de anotación del proyecto ARPHAI. Este documento establece
que ciertos conceptos corresponden a enfermedades y otros a śıntomas, y para determinar si
un término debe ser clasificado como śıntoma o enfermedad, es necesario evaluar el contexto
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completo de la HCE. Desde el principio, observamos que esta sutil diferencia seŕıa dif́ıcil de
detectar por parte de los modelos.

Luego encontramos casos donde ocurren confusiones por lo similares que son las distintas
entidades. Es el caso de artralgias mialgias con mialgias y artralgias, artritis con artralgias,
condicional temporal con condicional lejano, entre otros pares de entidades.

Reanotación de una muestra del dataset de test

Al analizar los resultados, detectamos términos que a nuestro entender debeŕıan haber
sido etiquetados pero no lo fueron, y considerando también el bajo IAA (ver Tabla 5.1), sos-
pechamos que la baja precision se debe a una sub-anotación, ya que si el modelo predice que
cierto token se corresponde con una etiqueta determinada y el anotador, equivocadamente,
no etiquetó ese token, se penaliza la precision pero no el recall. Para entender si nuestra
sospecha era cierta, seleccionamos un conjunto aleatorio de 100 HCEs pertenecientes al con-
junto de test. Nuevamente la co-directora de este trabjo revisó y corrigió las anotaciones
previas cuando fue necesario, siguiendo los criterios de anotación originalmente establecidos
(Sección 5.3). Posteriormente, calculamos el rendimiento para estos datos reanotados utili-
zando los modelos previamente entrenados BiLSTM+CRF+EHR WE y RoBERTa-Clinico.
La Tabla 5.11 muestra esos resultados, en los que se pueden observar mejoras considerables.
La ganancia en porcentaje que se obtuvo al comparar con las anotaciones revisadas, puede
verse en la Tabla 5.12.

Modelo
Precision Recall F1

Original Nueva Original Nueva Original Nueva
BiLSTM-CRF+WE 57.19 70.16 63.61 72.88 60.23 71.50
RoBERTa-Clinico 54.47 69.21 67.86 77.12 60.43 72.95

Tab. 5.11: Comparación de las métricas micro precision, recall y F1 entre el conjunto de HCEs
con anotaciones originales y las anotaciones re-anotadas. En la tabla, “Original” hace
referencia a las anotaciones realizadas por los anotadores en la etapa de anotación. Y
“Nueva”, a la re-anotación realizada por la co-directora de este trabajo.

Modelo Precision Recall F1
BiLSTM-CRF+WE +25.33% +14.57% +18.71%
RoBERTa-Clinico +27.02% +13.64% +20.67%

Tab. 5.12: Mejora de las métricas micro precision, recall y F1 en% al comparar las obtenidas
tomando como referencia las anotaciones originales y las nuevas.

Estos resultados nos muestran diferencias importantes tanto para la precision como para
el recall, de los cuales se desprende un aumento también importante para el F1 ya que este
se calcula a partir de ambos. Además podemos notar que el aumento de la precision es casi
el doble que la mejora obtenida para el recall, reforzando la hipótesis de que las anotaciones
originales presentaban una subestimación a la hora del etiquetado, lo que sugiere que es
probable que existieran tokens que requeŕıan anotación pero que fueron omitidos, lo que
afectó negativamente la calidad de las predicciones del modelo.

5.7. Conclusiones

En esta sección, presentamos los diferentes modelos de detección de entidades nombradas
implementados mediante el fine-tuning de modelos basados en BiLSTM y transformers pre-
entrenados. Algunos de estos modelos son de dominio general, mientras que otros han sido
pre-entrenados espećıficamente para el ámbito biomédico en español, siendo considerados
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actualmente como el estado del arte en BioNLP. Además, explicamos el proceso de pre-
entrenamiento adicional que realizamos sobre dos transformers, previamente pre-entrenados,
utilizando nuestro conjunto de datos no etiquetados (ver 5.4).

Para realizar el fine-tuning de los modelos para la tarea espećıfica de detección automáti-
ca de śıntomas, utilizamos el corpus en español proporcionado por el proyecto ARPHAI. Tras
un análisis detallado del corpus, identificamos diversas dificultades (ver Sección 5.3) que re-
quirieron tomar decisiones que modificaron el corpus original. Como resultado, la versión
final del corpus contiene 6.228 HCEs etiquetadas por expertos, con un total de 47 etiquetas,
y aproximadamente 1 millón de HCEs con información relevante no etiquetada (Sección 5.3).

Aunque las comparaciones directas con investigaciones previas son dif́ıciles debido a las
variaciones en las tareas y en los diferentes tipos de registros médicos, nuestros resultados,
que mostramos en la Tabla 5.8, se alinean bien con los reportados en la literatura similar [3].
Además, evaluamos nuestros algoritmos de NER utilizando dos enfoques: el match exacto
tradicional y un match parcial, cuyos resultados se muestran en la Tabla 5.9. En nuestra
opinión el match parcial nos parece más adecuado para este problema, ya que ofrece apro-
ximaciones relativamente precisas y, en nuestro caso de uso, es más relevante identificar la
presencia de una entidad que determinar todos sus términos con exactitud. Es importan-
te destacar que no pudimos comparar nuestros resultados con los obtenidos inicialmente
por ARPHAI utilizando modelos BiLSTM, debido a que fue necesario modificar el corpus
original para nuestras experimentaciones.

Mediante el análisis de la matriz de confusión (ver Figura 5.7) para uno de nuestros me-
jores modelos, preentrenado con nuestras HCEs sin etiquetar (RoBERTa Cĺınico), pudimos
identificar qué entidades presentaban mayores dificultades para ser detectadas correctamen-
te, afectando aśı al rendimiento global del modelo. Esta información podŕıa ser valiosa para
mejorar ciertos aspectos de la anotación, como también para la revisión de los criterios de
anotación o el aumento del número de anotaciones para determinadas etiquetas con pocos
ejemplos, lo que actualmente dificulta el aprendizaje de nuestros modelos. Otra limitación a
considerar es que el nivel moderado de acuerdo entre anotadores (IAA) podŕıa estar ocasio-
nando que se reporte un rendimiento del modelo inferior al real. De hecho, basándonos en el
experimento de re-anotación realizado, podemos concluir que con una corrección adecuada
de las anotaciones, las métricas de rendimiento del modelo alcanzaŕıan valores más altos.

Como trabajo futuro, seŕıa interesante mejorar la anotación del corpus, dado que el
acuerdo entre los anotadores resultó ser bajo y se detectó una sub-anotación en ciertos
casos. Esto se refuerza por el hecho de que al re-anotar una muestra de las HCEs anotadas, el
aumento obtenido para la métrica de precision casi duplicó la mejora obtenida para el recall.
Además, la integración de soluciones basadas en diccionarios podŕıa mejorar el rendimiento
para etiquetas con ocurrencias insuficientes, capturando términos espećıficos e infrecuentes
para mejorar la precisión y cobertura del modelo. También podŕıan implementarse técnicas
de data augmentation19 para evaluar su eficacia, especialmente para mejorar el rendimiento
de aquellas etiquetas con pocas ocurrencias. Sin embargo, es crucial tener el debido cuidado
al manipular las HCEs para evitar introducir sesgos o errores que comprometan la integridad
de los datos y los resultados del modelo.

19 Data augmentation es una técnica que se utiliza para aumentar la cantidad y diversidad de datos de
entrenamiento al aplicar transformaciones y variaciones en los datos existentes, con el objetivo de mejorar
la robustez y el rendimiento de los modelos de aprendizaje automático.
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En este caṕıtulo se resumen los principales aportes de esta tesis, integrando los hallazgos
obtenidos en las tareas de clasificación de historias cĺınicas electrónicas (HCEs) y detección
de entidades nombradas (NER). Se destacan las implicancias prácticas de los modelos desa-
rrollados, su contribución al procesamiento de lenguaje natural biomédico en español y las
oportunidades para su aplicación en sistemas de vigilancia epidémica y gestión de la salud
pública.

En el desarrollo de esta tesis, nos enfocamos en aprovechar las HCEs como fuente de datos
para contribuir a la “inteligencia epidémica”, espećıficamente en el contexto de la vigilancia
basada en eventos (EBS ). De esta forma, buscamos contribuir a la detección temprana de
señales en fuentes no estructuradas, como las HCEs, con el objetivo de identificar posibles
brotes de enfermedades y facilitar una respuesta oportuna en salud pública. Siguiendo este
enfoque es que nos planteamos, en el marco de los trabajos previamente realizados en el
proyecto ARPHAI, dos objetivos principales: la clasificación automática de HCEs según
la presencia o ausencia de COVID-19 y la detección automática de śıntomas asociados a
diversas patoloǵıas, con el fin de facilitar la detección temprana de señales relevantes para
la salud pública y mejorar la capacidad de respuesta ante posibles brotes.

Para llevar a cabo este trabajo utilizamos un corpus de textos provenientes de HCEs en
español, provenientes del sistema de salud de la provincia de La Rioja, Argentina, y generado
en el marco del proyecto ARPHAI. Este corpus contiene aproximadamente 1 millón de HCEs
con información relevante, de las cuales una parte fue anotada manualmente por un equipo
de expertos, del equipo de ARPHAI, conformado por estudiantes avanzados de medicina
y residentes en epidemioloǵıa, siguiendo criterios previamente definidos en un manual de
anotación desarrollado para garantizar consistencia y precisión.

Para la tarea de clasificación, se seleccionaron y etiquetaron manualmente 4.996 HCEs en
cinco categoŕıas relacionadas con la presencia o ausencia de COVID-19: COVID-sospechoso,
COVID-confirmado, COVID-rechazado, no-COVID e información insuficiente. Por otro lado,
para la tarea de detección de entidades nombradas (NER), se anotaron 6.228 HCEs utili-
zando un esquema de 47 etiquetas espećıficas, centradas principalmente en la identificación
de śıntomas, signos y otras entidades cĺınicas relevantes.

Empleamos modelos del estado del arte y técnicas más simples para abordar las tareas
de clasificación y de NER. Para la tarea de clasificación, implementamos desde modelos de
machine learning tradicionales como Regresión Loǵıstica, Näıve Bayes y XGBoost, hasta
modelos más avanzados basados en transformers, como BETO Cĺınico y RoBERTa Cĺınico.
En la tarea de NER, adoptamos un enfoque similar, implementando modelos basados en
BiLSTM y transformers. Algunos de estos transformers fueron pre-entrenados espećıfica-
mente en dominios biomédicos, como roberta-cli-bio-es, otros eran de dominio general, como
RoBERTa, y finalmente BETO Cĺınico y RoBERTa Cĺınico que fueron adaptados mediante
un pre-entrenamiento adicional con nuestro conjunto de datos sin etiquetar. El hecho de
probar con distintos tipos de modelos, unos más simples y otros del estado del arte nos
permitió explorar tanto la efectividad como la viabilidad de métodos simples frente a mo-
delos más complejos, considerando factores como los costos computacionales, la facilidad de
implementación y los recursos necesarios.

Un hallazgo interesante fue que, en la tarea de clasificación, modelos simples como la
Regresión Loǵıstica obtuvieron resultados competitivos, logrando un rendimiento levemente
inferior al de los modelos basados en transformers. Este resultado resalta que, aunque los
modelos avanzados ofrecieron mejoras marginales en el rendimiento, su implementación debe
evaluarse cuidadosamente frente a su costo computacional y complejidad técnica.

En el caso de la tarea de NER, observamos que los modelos basados en BiLSTM, que no
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utilizaban los word embeddings entrenados a partir de nuestro corpus no anotado, obtuvieron
resultados notablemente inferiores en comparación con los modelos basados en transformers.
En cambio, nuestro modelo BiLSTM+CRF+EHR WE, que utiliza los word embeddings en-
trenados espećıficamente a partir de nuestro corpus no anotado, obtuvo resultados levemente
inferiores a los basados en transformers. Este resultado demuestra la importancia de contar
con word embeddings espećıficamente entrenados para la tarea, es decir, generados a partir
de las HCEs sin anotar.

Consideramos que esta tesis contribuye al campo del procesamiento del lenguaje natural
biomédico (BioNLP) en español, abordando un vaćıo existente, especialmente en el contex-
to del español rioplatense y de los sistemas de salud de América Latina, y en particular
de Argentina, ya que no hemos encontrado estudios previos centrados en la detección au-
tomática de śıntomas ni en la clasificación de HCEs provenientes de este páıs. Además, las
investigaciones similares en el ámbito hispanohablante son escasas.

En esta tesis, a su vez, se brinda un análisis sobre las particularidades de los corpus
biomédicos en español más relevantes en la actualidad, aśı como las dificultades inherentes
al proceso de anotación. Estas incluyen problemas de sub-anotación, un nivel moderado de
acuerdo entre anotadores y el desaf́ıo de cómo lidiar con las entidades anidadas. Cabe des-
tacar también que, no solo identificamos estas limitaciones y propusimos mejoras espećıficas
para futuros trabajos, sino que también realizamos una re-anotación de un subconjunto de
HCEs para evaluar el posible impacto de dichas limitaciones en el rendimiento de los modelos.
Estos procedimientos, aunque habituales en el ámbito de la anotación de datos biomédicos,
proporcionan una perspectiva valiosa para futuros trabajos que busquen abordar problemas
similares en contextos médicos.

La alineación de los resultados obtenidos en la tarea de clasificación con los datos del
Sistema Nacional de Vigilancia de la Salud (SNVS) respalda la validez de los resultados
obtenidos en esta tarea. Esto sugiere que los modelos desarrollados podŕıan integrarse en
sistemas de vigilancia epidémica basados en eventos, proporcionando una herramienta efec-
tiva para la detección temprana y el monitoreo continuo de enfermedades. En particular, la
capacidad de nuestros modelos para identificar tendencias emergentes para la detección de
COVID-19 en una etapa más temprana que el código CIE-10 correspondiente, subraya su
potencial para mejorar la toma de decisiones en salud pública.

Asimismo, las soluciones propuestas no solo son aplicables a la vigilancia de COVID-19,
sino que ofrecen oportunidades para extender su uso a otros contextos, como el monitoreo
de enfermedades con potencial epidémico, como dengue, fiebre de Oropouche y también de
nuevas enfermedades aún no existentes. Esto es especialmente relevante en la tarea de NER,
donde la flexibilidad de los modelos desarrollados les permite adaptarse a la identificación
de śıntomas y śındromes de patoloǵıas emergentes. En conjunto, estas capacidades destacan
el impacto de los modelos en aplicaciones reales y su potencial para fortalecer la respuesta
ante futuros desaf́ıos epidemiológicos.

Este trabajo presenta ciertas limitaciones que afectan tanto a la tarea de clasificación
como a la detección de entidades nombradas (NER). En primer lugar, los datos utilizados
están restringidos a una única provincia de Argentina y a un dominio médico espećıfico, lo
que podŕıa limitar la capacidad de generalización de los modelos a otros contextos geográfi-
cos o áreas médicas. Por otro lado, las restricciones computacionales y la dependencia de
anotadores expertos representan un desaf́ıo significativo. La necesidad de especialistas para
realizar la anotación incrementa los costos y el tiempo necesario, mientras que las limitacio-
nes en la capacidad de cómputo restringen la capacidad para continuar pre-entrenando los
modelos basados en transformers con nuestras HCEs.

Otra limitación a considerar es que el nivel moderado de acuerdo entre anotadores (IAA),
para la tarea de NER, podŕıa estar ocasionando que se reporte un rendimiento del modelo
inferior al real. De hecho, basándonos en el experimento de re-anotación realizado, podemos
concluir que con una corrección adecuada de las anotaciones, las métricas de rendimiento
del modelo alcanzaŕıan valores más altos.
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Por último, otra limitación importante y común en esta área de investigación, es la falta
de corpus públicos disponibles en español que permitan realizar comparaciones con otros
estudios. La escasez de estos recursos dificulta la evaluación comparativa de los resultados
obtenidos, limitando las oportunidades para validar los hallazgos en un contexto más am-
plio. Adicionalmente, el corpus utilizado en este trabajo no podrá ser publicado debido a la
naturaleza sensible de los datos médicos y las estrictas normativas de privacidad que garan-
tizan la protección de la identidad de los pacientes. Estas limitaciones subrayan la necesidad
de esfuerzos adicionales para ampliar los datos disponibles y fomentar la creación de corpus
anotados accesibles en español, esenciales para avanzar en el campo del BioNLP.

Como trabajo futuro, como ya mencionamos en el Caṕıtulo 5, nos parece relevante para
la tarea de NER, mejorar la anotación del corpus, dado que el acuerdo entre los anotadores
fue de un nivel moderado (0.68 considerando la ultima ronda donde todos los anotadores
terminaron sus anotaciones) y se identificaron casos de sub-anotación, confirmados a través
de nuestro experimento de re-anotación. A su vez, la integración de soluciones basadas en
diccionarios podŕıa ser útil para mejorar el rendimiento en etiquetas con baja frecuencia,
al capturar términos espećıficos e infrecuentes y aśı aumentar tanto la precisión como la
cobertura del modelo. Por otro lado, seŕıa interesante implementar técnicas de data aug-
mentation para evaluar su eficacia en este contexto, con un enfoque particular en mejorar
el rendimiento de las etiquetas menos representadas.

La creación potencial de un modelo de detección automática de śıntomas y śındromes
en tiempo real podŕıa ser sumamente beneficiosa para los sistemas de vigilancia basados en
eventos, proporcionando información crucial para intervenciones oportunas en salud pública.
La etiquetación automática de HCEs permitiŕıa búsquedas eficientes a gran escala, facili-
tando la evaluación de la incidencia de enfermedades en poblaciones y regiones a lo largo
del tiempo al clasificar grandes volúmenes de HCEs existentes. Además, este modelo podŕıa
integrarse para la anotación prospectiva en tiempo real, permitiendo un análisis inmediato
de eventos y una toma de decisiones más ágil en salud pública.

Creemos que nuestro trabajo representa un paso preliminar hacia el desarrollo de he-
rramientas automáticas efectivas para la vigilancia epidémica basada en historias cĺınicas
electrónicas. Reconocemos que hay desaf́ıos adicionales y aspectos a considerar en investi-
gaciones futuras para lograr un despliegue efectivo y funcional en entornos operativos.
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A. Clasificador heuŕıstico

El modelo basado en reglas heuŕısticas se desarrolló adaptando los criterios utilizados
durante la anotación manual del conjunto de datos. Estas reglas son funciones que se aplican
a las historias cĺınicas electrónicas (HCE) y, si encuentran suficiente información relevante,
devuelven una etiqueta correspondiente. El clasificador aplica las reglas siguiendo un orden
de precedencia, asignando la primera etiqueta válida obtenida para cada registro.

Las reglas se basan en la correspondencia de patrones definidos a partir de palabras
clave. Durante el desarrollo de los criterios de anotación y el proceso de anotación manual,
se compiló una lista de palabras clave que incluye términos como “COVID” y nombres de
śıntomas asociados a esta enfermedad. Además, se verifica si estas palabras están negadas
utilizando una adaptación al español [20] del algoritmo para la detección automática de
negación en textos cĺınicos desarrollado por Chapman et al. [11].

A.1. Reglas

El clasificador cuenta con un total de 8 reglas, que se evalúan en el orden en que están
presentadas. Una vez que una regla se cumple para un registro, las reglas siguientes no
se consideran. Por ejemplo, si el diagnóstico médico del registro es U071 (regla 8), este se
clasifica automáticamente como COVID-CONFIRMADO, independientemente de si cumple
con criterios de otras reglas, como la especialidad médica (regla 1).
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Nombre de la regla Descripción Etiqueta que asigna
01 unrelated specialty La atención corresponde a alguna de

las siguientes especialidades médicas:
Oftalmoloǵıa, Psicoloǵıa, Psiquiatŕıa,
Odontoloǵıa.

NO-COVID

02 patient discharge Se menciona el alta del paciente. NO-COVID
03 has primary
symptoms

Los campos de texto contienen alguno
de los śıntomas primarios de COVID-
19, sin estar negados.

CONFIRMADO

04 has contact and
secondary symptoms

Los campos de texto contienen referen-
cias a contacto estrecho y al menos dos
de los śıntomas secundarios, sin estar
negados.

CONFIRMADO

05 has contact and
tertiary symptoms

Los campos de texto contienen referen-
cias a contacto estrecho, un śıntoma se-
cundario y un śıntoma terciario (vómi-
tos o diarrea o cefalea o mialgia).

CONFIRMADO

06 has contact and single
secondary symptoms

Los campos de texto contienen referen-
cias a contacto estrecho y a un único
śıntoma secundario, sin estar negados.

SOSPECHOSO

07 several symptoms Los campos de texto mencionan dos
o más de los siguientes śıntomas: fie-
bre, tos, odinofagia, dificultad respira-
toria, cefalea, mialgias, vómitos/diarrea
(vómitos y diarrea cuentan como un so-
lo śıntoma), rinitis/congestión nasal (ri-
nitis y congestión cuentan como un solo
śıntoma).

SOSPECHOSO

08 COVID diagnostic
cie10 es ’U071’
cie10 es ’U072’

CONFIRMADO
SOSPECHOSO

Default label NO-COVID

Tab. .1: Reglas del modelo heuŕıstico.

B. Etiquetas junto al texto etiquetado por los anotadores

A continuación, presentamos, para un conjunto seleccionado de etiquetas, los fragmentos
de texto más frecuentes que fueron anotados por los expertos durante la tarea de NER.
Estos fragmentos se encuentran organizados en tablas que muestran la etiqueta asociada y
los textos correspondientes. Las tablas están ordenadas de mayor a menor según la frecuencia
con la que cada texto fue etiquetado.
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fiebre #ocur
fiebre 1087
febril 178
sensacion febril 72
febricula 28
episodios febriles 14
episodio febril 11
sindrome febril 11
38c 11
38 10
fiebre , no especificada 8
fiebre 38 8
sd febril 8
fiebre- 7
fiebres 6
cuadro febril 6
sme febril 6
febriles 5
equivalentes febriles 4
fibre 4
38.5 3
fiebre 39c 3
fiebre.laboratorio 3
sind febril 2
fiebre 38c 2
fiebre.al 2
fiebre persistente 2
38 c 2
39 2
picos febriles 2
t 37,5 c 1

Tab. .2: Ejemplos de entidades anotadas pa-
ra fiebre con su frecuencia

śındrome fenotipo #ocur.
fiebre del dengue [ dengue clasico ] 316
dengue 193
covid-19 132
covid-19 , virus no identificado 73
gastroenteritis 62
covid-19 , virus identificado 49
del dengue 35
del dengue [ dengue clasico ] 28
dengue [ dengue clasico ] 25
covid 25
colitis 22
covid 19 18
covid positivo 6
dengue clasico 6
fiebre del dengue 6
fiebre del dengue hemorragico 4
covid + 4
covid19 3
dengue hemorragico 2
covid 19. 2
virus no identificado 2
covid+ 2
, no especificada 2
sindrome febril 2
dengue.antecedente 2
funcional 2
dengue- 2
paciente covid positivo 2
rinofaringitis aguda 2
dengue.esta 2

Tab. .3: Ejemplos de entidades anotadas pa-
ra śındrome fenotipo con su frecuen-
cia
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disnea #ocur
disnea 13
falta de aire 8
dificultad respiratoria 8
dificultad para respirar 7
sensacion de falta de aire 4
uso de musculos accesorios 2
agitacion 2
signos de dificultad respiratoria 1
tiraje supraclavicular 1
disnea funcional 1
copn falta de aire 1
falta de aire en la noche 1
falta de aire ( 1
cierre de pecho 1
) 1
dificultad respiratoia 1
tiraje subcostal leve 1
agitarse al hablar 1
disnea en reposo 1
tiraje intercostal y supraclavicular 1
falta de 1
-agitacion al corer 1
dificultad resp 1
dificultad respiratoris 1
tiraje 1
disnea leve 1

Tab. .4: Ejemplos de entidades anotadas pa-
ra disnea con su frecuencia

odinofagia #ocur
dolor de garganta 263
odinofagia 227
garganta 7
dolor de garganta- 5
dolor 3
dolor de 3
de garganta 3
odinofagia+ 2
dolor degarganta 2
dolor de garaganta 2
dolor garganta 2
dolor para tragar 1
social-dolor de garganta 1
adinofagia 1
congestivas.odinofagia.cervicalgia 1
odinofagia leve 1
molestias en la garganta 1
disfagia 1
dolor d garganta 1
dolor de garganta odinofagia 1
odinoifagia 1
mc.dolor de garganta 1
doora la garganta 1
control.odinofagia.deasarrollo 1
+odinofagia 1
irritacion en garganta 1

Tab. .5: Ejemplos de entidades anotadas pa-
ra odinofagia con su frecuencia
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especulación #ocur
presuntivo 508
sospecha 45
sospecha de 19
? 7
caso sospechoso 5
refiere 4
? ? 4
cuadro compatible 3
sospechoso 2
caso sospechosos 2
sugestivos 2
probable 2
refiere tener 1
padre refiere que el paciente 1
compatible 1
lbt-sospecha 1
no sabe si hizo 1
segun refiere su progenitora 1
refiere hace 3 dias 1
dco presuntivo 1
sospecharon 1
dx probable 1
sospechosos 1
presunto 1
se sintio 1
nexo epidemiologico 1

Tab. .6: Ejemplos de entidades anotadas pa-
ra especulación con su frecuencia

condicional #ocur
refiere 94
control 82
madre refiere 11
manifiesta 4
dolor retroocular 2
relata 2
y 2
refiere la madre 2
seguimiento 2
refiriendo 2
padre refiere 2
rutina.refiere 1
familiar quien refiere 1
refier 1
presentar 1
paciente que continua con 1
episodio de 1
la mama refiere que 1
decaimiento.madre refiere 1
en caso de 1
madre 1
contro 1
control de laboratorio , refiere 1
. 1
ref 1
la madre refiere 1
la mama refiere 1

Tab. .7: Ejemplos de entidades anotadas pa-
ra condicional con su frecuencia
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temporal lejano #ocur
1 mes de evolucion 4
2 semanas de evolucion 3
hace 1 mes 3
2 meses de evolucion 2
cronica 2
3 meses de evolucion 2
varios meses de evolucion 2
6 meses de evolucion 2
dos semanas de evolucion 2
30 dias de evolucion 1
de mas de 1 ano de evolucion 1
varios meses ed evolucion 1
mas de 15 dias de evolucion 1
2 meses de evolucefacion 1
mes de evolucion 1
24 dias de evolucion 1
hace varias semanas 1
agosto 1
2 semanas 1
hace 6 meses atras 1
hace 5 meses 1
15 dias 1
en marzo 1
8 meses de evolucion 1
en junio 1
varias semanas de evolucion 1
2-3 semanas de evolucion 1
mas de 3 semanas de evolucion 1

Tab. .8: Distintas entidades anotadas para
temporal lejano con su frecuencia

temporal cercano #ocur
3 dias de evolucion 48
2 dias de evolucion 39
4 dias de evolucion 38
24 hs de evolucion 36
5 dias de evolucion 18
desde ayer 16
1 dia de evolucion 14
48 hs de evolucion 13
48hs de evolucion 13
hace 3 dias 11
4 hs de evolucion 11
12 hs de evolucion 11
24hs de evolucion 11
hace 24 hs 11
7 dias de evolucion 11
un dia de evolucion 10
hace 2 dias 8
6 dias de evolucion 7
dos dias de evolucion 7
hace 4 dias 7
ayer 7
reciente comienzo 6
desde hace 2 dias 5
desde hace 24 hs 5
hs de evolucion 5
de 24 hs de evolucion 5
1 semana de evolucion 4

Tab. .9: Distintas entidades anotadas para
temporal cercano con su frecuencia



GLOSARIO DE TÉRMINOS MÉDICOS

atención primaria Primer nivel de contacto de los individuos con el sistema de salud, don-
de se brindan servicios básicos de prevención, diagnóstico, tratamiento y seguimiento
de diversas condiciones de salud.

CIE-10 La CIE-10 es el acrónimo de la Clasificación internacional de enfermedades, 10.ª
edición correspondiente a la versión en español de la versión en inglés ICD, siglas
de International Statistical Classification of Diseases and Related Health Problems y
determina la clasificación y codificación de las enfermedades y una amplia variedad
de signos, śıntomas, hallazgos anormales, denuncias, circunstancias sociales y causas
externas de daños y/o enfermedad.

enfermedad Trastorno bioqúımico, anatómico, fisiológico o psicológico. Ej. dengue, covid.

fenotipos Conjunto de caracteŕısticas cĺınicas observables en un paciente, como śıntomas,
signos f́ısicos y resultados de pruebas, que resultan de la interacción entre factores
genéticos y ambientales.

HCE Historia Cĺınica Electrónica, una versión digital del expediente de un paciente.

patógenos Microorganismos, como bacterias, virus, hongos o parásitos, que puede causar
enfermedades en otros organismos, incluyendo humanos.

PCR La PCR, siglas en inglés de ’Reacción en Cadena de la Polimerasa’, es una prueba de
diagnóstico que permite detectar un fragmento del material genético de un patógeno.
En la pandemia de coronavirus, como en tantas otras crisis de salud pública relacio-
nadas con enfermedades infecciosas, se está utilizando para determinar si una persona
está infectada o no con coronavirus.

śındrome Conjuntos de signos y śıntomas generados por la respuesta del organismo a la
enfermedad. Pueden estar asociados a varias enfermedades. Ej. śındrome febril agudo
inespećıfico.

śıntoma Manifestaciones que percibe el paciente o surgen de la anamnesis1. Lo que refiere
la persona, ej. me cuesta respirar, dificultad respiratoria. Son más bien subjetivos.

śıntoma primario En el contexto de esta investigación, se refiere a aquellos śıntomas
comúnmente asociados a la enfermedad bajo estudio (como fiebre, tos o dificultad
para respirar en el caso de COVID-19) que suelen ser clave para un diagnóstico inicial.

1 Información aportada por el paciente y por otros testimonios para confeccionar su historial médico.
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ANOVA Analysis of Variance o anaĺısis de la varianza.

ARPHAI Gestión epidemiológica basada en inteligencia artificial y ciencia de datos.

BERT Bidirectional Encoder Representations from Transformers o Representación de Co-
dificador Bidireccional de Transformadores.

BNE Biblioteca Nacional de España.

CIE Clasificación Internacional de Enfermedades.

CNN Convolutional Neural Networks o redes neuronales convolucionales.

csv Comma Separated Value o separado por comas.

CT Computarized Tomography o tomograf́ıa computarizadas.

DAPT Domain-Adaptive Pretraining o Preentrenamiento adaptativo al dominio.

EBS Event Based Surveillance o vigilancia basada en eventos.

EHR Electronic Health Records o registros médicos electrónicos.

EMA European Medicines Agency o Agencia Europea de Medicamentos.

FN False Negatives o falsos negativos.

FP False Positives o falsos positivos.

GAN Generative Adversarial Network o redes generativas adversarias.

GES Garant́ıas Expĺıcitas en Salud.

GPT Generative Pre-training Transformer o Transformador generativo de preentrenamien-
to.

GPU Graphics Processing Unit.

HCE Historia Cĺınica Electrónica.

HPC High Performance Computing o cómputo de alto rendimiento.

IBS Indicator Based Surveillance o vigilancia basada en indicadores.

IDRC International Development Research Centre o Centro Internacional de Investigacio-
nes para el Desarrollo.

JSON JavaScript Object Notation o Notación de objetos JavaScript.

LLM Large Language Model o modelos de lenguaje de gran tamaño.

LSTM Long short-term memory o memoria a largo y corto plazo.
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NER Named Entity Recognition o reconocimiento de entidades nombradas.

NLP Natural Language Processing o procesamiento del lenguaje natural.

OMS Organización Mundial de la Salud.

OPS Organización Panamericana de la Salud.

OPUS Online Publikationsverbund der Universität Stuttgart o Red de publicaciones en
ĺınea de la Universidad de Stuttgart.

PPMI Positive Pointwise Mutual Information o información mutua puntual positiva.

RNN Recurrent Neural Networs o redes neuronales recurrentes.

RoBERTa Robustly Optimized BERT Approach o Enfoque de BERT Optimizado de Forma
Robusta.

SciELO Scientific Electronic Library Online o Biblioteca electrónica cient́ıfica en ĺınea.

Sida Styrelsen för internationellt utvecklingssamarbete o Agencia Sueca Internacional de
Cooperación al Desarrollo.

SNVS Sistema Nacional de Vigilancia de la Salud.

SVM Support Vector Machines o máquinas de vectores de soporte.

TAPT Task-Adaptive Pretraining o Preentrenamiento adaptativo a la tarea.

TF-IDF Term Frequency-Inverse Document Frequency o Frecuencia de Término-Frecuencia
Inversa de Documento.

TN True Negatives o verdaderos negativos.

TP True Positives o verdaderos positivos.

URL Uniform Resource Locator o Localizador uniforme de recursos.

UTF Unicode Transformation Format o Formato de transformación Unicode.

WARC Web Archive o archivo web.



BIBLIOGRAF́ıA

[1] Acheampong Francisca Adoma, Nunoo-Mensah Henry y Wenyu Chen. ✭✭Comparative
analyses of bert, roberta, distilbert, and xlnet for text-based emotion recognition✮✮. En:
2020 17th International Computer Conference on Wavelet Active Media Technology
and Information Processing (ICCWAMTIP). IEEE. 2020, págs. 117-121.
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PMLR. 2023, págs. 38087-38099.

[84] Siyue Yang et al. ✭✭Machine learning approaches for electronic health records phe-
notyping: a methodical review✮✮. En: Journal of the American Medical Informatics
Association 30.2 (2023), págs. 367-381.
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