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EXTRACCION DE INFORMACION DE PELICULAS A TRAVES DE
SUBTITULOS UTILIZANDO ATRIBUTOS SINTACTICOS Y
SEMANTICOS EN ESPANOL

El procesamiento de lenguaje natural es un area que combina la inteligencia artificial y la
linglifstica para permitir la comprensién automatica de informacién expresada en lenguaje
humano. En el contexto de esta tesis, lo aplicamos al estudio de didlogos de peliculas.

El objetivo principal de este trabajo es analizar en qué medida el género de una pelicula
se relaciona no sélo con la trama sino también con la estructura gramatical y el contenido
emocional de sus didlogos, tomando como representacién de los mismos sus subtitulos en
espanol.

Con este fin, estudiamos de qué manera el género estéd asociado a la estructura grama-
tical de los didlogos de las peliculas, sin tomar en cuenta el contenido de aquello que se
estd diciendo. Luego, en una segunda etapa analizamos cémo la relacién existente entre el
género y las emociones transmitidas en el contenido de los didlogos.

Para realizar nuestros experimentos, extrajimos atributos a partir de subtitulos que
capturan aspectos de la estructura gramatical y del contenido emocional que luego fueron
utilizados en clasificadores automaéticos que infieren el género de peliculas a partir de esta
informacién.

El anélisis realizado nos permite concluir que el género de una pelicula tiene se relaciona
considerablemente tanto con la gramatica de sus didlogos como con las emociones que estos
transmiten.

Palabras claves: Aprendizaje Automético, Procesamiento de Lenguaje Natural, Clasifi-
caciéon Automédtica de Texto, Analisis Automatico de Emociones.



FILM INFORMATION EXTRACTION USING SYNTACTIC AND
SEMANTIC FEATURES FROM SPANISH SUBTITLES

Natural Language Processing is an area that combines both artificial intelligence and lin-
guistics to pursue the automatic understanding of information expressed in human lan-
guage. In the context of this thesis, we apply it to the study of film subtitles.

Our main goal is to analyze to what extent the genre of a film is related not only to the
plot but also to the grammatical structure and emotional content of its dialogues, taking
its Spanish subtitles as its representation.

To this end, we study how genre is related to the grammatical structure of the film
dialogues, without taking into account the content of what is being said. Then, in a
second stage, we analyze the relationship between genre and the emotions transmitted in
the content of the dialogues.

In order to perform our experiments, we extracted features from the subtitles that
capture aspects of grammatical structure and emotional content. Then they were fed into
automatic classifiers that infer the genre of films from this information.

The analysis allows us to conclude that the genre of a film is substantially related both
to the grammar of its dialogues and to the emotions it transmits.

Keywords: Machine Learning, Natural Language Processing, Automatic Text Classifica-
tion, Automatic Emotion Analysis.
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1. INTRODUCCION

1.1. Definicion del problema

Las peliculas son concebidas desde sus inicios como un medio de comunicacién en los
que se transmite un mensaje cargado de emociones y sensaciones a percibir por el especta-
dor. En ese sentido, las peliculas pueden ser clasificadas segiin su género cinematografico, el
cual la enmarca tanto en su contenido como en su estructura, permitiéndole al espectador
contar con una informacién minima de su guién.

Es evidente que el género de una pelicula se relaciona tanto con la trama como con
el tipo de acontecimientos que tienen lugar en su desarrollo. Lo que no resulta obvio es
la relaciéon que existe entre el género y la graméticaE] v las caracteristicas estructurales de
sus didlogos. En este contexto, el objetivo principal del presente trabajo es analizar en qué
medida el género de una pelicula se encuentra asociado no sélo al contenido sino también
a la gramatica de sus didlogos.

Para lograr este objetivo, estudiaremos caracteristicas que puedan obtenerse a partir
de los didlogos para comprender las diferencias entre cada género. Debido a la restriccién
de no contar con el libreto original, utilizaremos los subtitulos como la representacién méas
cercana de la cual disponemos para los didlogos. Dada esta restriccién, intentaremos distin-
guir de la mejor manera posible el género de una pelicula utilizando sélo caracteristicas que
extraeremos a partir del texto presente en los subtitulos. Luego, analizaremos qué aspectos
fueron los que dieron lugar a la distincién lo cual nos permitira elaborar conclusiones sobre
la forma en que se desarrollan los didlogos segin el género.

En general, los subtitulos pueden corresponderse tanto a trascripciones del didlogo en
el mismo idioma o a traducciones de éste en un idioma distinto al original. En el primer
caso, los subtitulos estan principalmente destinados a personas sordas o hipoacusicas, y
tienen el fin de comunicar todo lo que acontece en la pelicula, por lo que no sélo incluyen
el didlogo sino también otros detalles que narran la escena en cuestiéon. En el segundo
caso, el objetivo de los subtitulos es el de transmitir los didlogos que tienen lugar en la
pelicula para que puedan ser entendidos por los hablantes del idioma al que se traducen.
Por este motivo, junto con la intencién de realizar un trabajo en nuestro propio idioma
para aportar a la comunidad, utilizaremos subtitulos en el idioma espanol para analizar
peliculas cuyo idioma original es, en la mayoria de los casos, el inglés. La desventaja de
este enfoque es que los subtitulos han pasado por un proceso de traduccion, lo que puede
ocasionar que se pierda informacién de los didlogos originales, o que incluso se agreguen
variaciones propias de la traduccién en cuestion.

Al basarnos unicamente en atributos de texto, las técnicas que utilizaremos seréan de
clasificacion de texto, perteneciendo a los campos del procesamiento del lenguaje natural y
del aprendizaje automatico. El area de clasificacién de texto es un campo de investigacion
que ha crecido a pasos agigantados desde la aparicién masiva de documentos en internet.

! La gramaética comprende, entre otros aspectos, la estructura de las palabras y las maneras en las que
estas se enlazan en una oracién
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En lineas generales, en este tipo de tareas se propone clasificar un documento segin un
conjunto predefinido de categorias. En una de las dreas relevantes dentro del campo, el
objetivo es clasificar dichos documentos segin el género narrativo al que pertenecen, tarea
intrinsecamente ligada a nuestro trabajo.

1.2. Trabajo Previo

Mucho esfuerzo se ha puesto en el reconocimiento automatico de propiedades de pelicu-
las y, en particular, en la deteccién del género de las mismas. Gran parte de estos trabajos
han utilizado caracteristicas visuales y actsticas para dicha tarea. Uno de los precurso-
res de los estudios de este tipo fue el trabajo de Fischer, Lienhart y Effelsberg (1995),
donde se utilizan atributos audiovisuales para clasificar videos en las categorias: noticiero,
carrera de autos, partido de tenis, publicidad y dibujo animado. Con el mismo objetivo,
pero sobre distintos conjuntos de géneros, en Yuan, Song y Shen (2002) y Yuan y col.
(2006)) se utilizan atributos puramente visuales con las técnicas de clasificacién de arboles
de decisién y SVM respectivamente.

En otros trabajos, se combinan los atributos audiovisuales de las peliculas con los
extraidos del texto de sus subtitulos. En particular, muchos se centran en el estudio de
subtitulos en el idioma espanol. Este es el caso de Helmer y Ji (2012), dénde se utilizan
atributos extraidos del video y de los subtitulos en espanol de trailers de peliculas, para
clasificar su género y su rating MPAAE] Los autores utilizan un corpus de 312 trailers, de
los cudles sélo 100 tienen su subtitulo asociado, por lo que sugieren como trabajo futuro
repetir sus experimentos sobre un corpus més robusto.

A diferencia de los anteriores, también se han utilizado solamente subtitulos como
fuente de informacién. Por ejemplo en Katsiouli, Tsetsos y Hadjiefthymiades (2007) se ex-
traen automaticamente categorias de subtitulos en espanol de un corpus de documentales,
y proponen repetir el procedimiento para peliculas de cualquier género. En nuestro trabajo
nos centraremos en este tipo de atributos, pero para un corpus de tamano considerable,
compuesta por subtitulos de peliculas de varios géneros.

Un punto que tienen en comun los trabajos detallados anteriormente es que se enfocan
principalmente en intentar clasificar los géneros de la mejor manera posible, mientras que
el andlisis del contenido de los didlogos que produce esta diferenciacién ha sido dejado de
lado. En nuestro trabajo, utilizaremos la clasificacién automatica de los géneros como una
herramienta que nos permitira profundizar en este analisis.

1.3. Estructura de la tesis

En el capitulo[2|describiremos el conjunto de técnicas del area de aprendizaje automati-
co que utilizamos en la busqueda de cumplir el objetivo propuesto. Mas adelante, en el
capitulo [3] explicaremos el proceso seguido en el transcurso del trabajo, partiendo desde
la obtencién inicial de recursos y llegando hasta las pruebas de confianza y desempeno
sobre el clasificador construido. En el capitulo 4}, plantearemos las hipdtesis de nuestros
experimentos y analizaremos los resultados obtenidos. Finalmente, en el capitulo bl dare-

2 https://en.wikipedia.org/wiki/Motion_Picture_Association_of_America
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mos un cierre al trabajo comentando una serie de conclusiones finales sobre los resultados
alcanzados, y plantearemos posibles formas de continuar nuestro trabajo.



2. TECNICAS UTILIZADAS

El objetivo de este trabajo es analizar en qué medida se relaciona el género de una
pelicula tanto con la trama como con la gramatica de sus didlogos. En particular, se estu-
diard qué caracteristicas relevantes pueden ser extraidas de los subtitulos de las peliculas
para identificar su género. Una herramienta computacional que se puede utilizar para
abordar el estudio planteado es la del aprendizaje automatico.

El aprendizaje automdtico es una rama de la inteligencia artificial que se dedica al
desarrollo de técnicas que se utilizan para inferir modelos que explican comportamien-
tos a partir del estudio de casos conocidos. Luego, dichos modelos permiten estudiar o
generalizar el conocimiento deseado sin la necesidad de ser programados explicitamente.

Entre los diferentes enfoques existentes dentro del aprendizaje automatico, se encuentra
la técnica del aprendizaje supervisado. Su objetivo es construir automaticamente modelos
que estimen una funcién a partir de un conjunto de datos de entrada sobre los cuales se
conocen sus respectivas salidas. Esto permite predecir la salida para otros datos sobre los
cuales es desconocida. Cuando la salida de dicha funcién es de tipo categdrico, se trata
de un modelo de clasificacion. La mayor parte de estos modelos utilizan como entrada
vectores de valores numéricos. Por este motivo, a partir de los datos, deben extraerse
caracteristicas que contengan la mayor cantidad de informacién posible para distinguir
a cada una de las clases. Exhibimos en la figura 2.I] un diagrama sobre el esquema que
aplicaremos a nuestra tarea particular.

Datos (subtitulos)

Etiquetado

(géneros) | ERRREEEEEE S Aprendizaje Automatico

Limpieza y
preprocesamiento

1

Aprendizaje Supervisado

L]

Extraccion de

caracteristicas "| Clasificacion

Fig. 2.1: Esquema de clasificacion.
De la definicion explicitada previamente, se desprende que la tarea de predecir el género
de las peliculas a través de sus subtitulos, es de clasificacion.

En las proximas secciones detallamos la extraccién de atributos, y fundamentamos la
eleccién del algoritmo de clasificacién utilizado.
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2.1. Extraccién de atributos

Como mencionamos anteriormente, las técnicas de aprendizaje supervisado se alimen-
tan de vectores de valores numéricos que representan a cada instancia. El proceso de obte-
ner dichos valores es denominado extraccion de atributos (o extraccién de caracteristicas
principales) y en general consta de uno o mas procesos que se encargan de analizar cada
instancia (en este caso cada subtitulo) y devolver una o mds caracteristicas del mismo.

A continuaciéon comentamos los aspectos técnicos y conceptuales mas relevantes que
permitieron luego implementar cada uno de los extractores que fueron utilizados.

2.1.1. POS tagging

Para el estudio de atributos gramaticales nos basaremos fuertemente en el POS tag de
las palabras de los subtitulos. El POS (Part Of Speech) tagging, o etiquetado gramatical,
consiste en asignar a cada palabra de un texto, la categoria gramatical correspondiente.
En su versiéon mas simple, cada palabra puede etiquetarse segin su funcién en el texto
en una de las siguientes categorias: adjetivo, adverbio, articulo, conjunciéon, interjeccion,
preposicion, pronombre, sustantivo y verbo. Exhibimos en la figura un ejemplo de
etiquetado gramatical.

Oracion A donde vamos no necesitamos caminos
Palabras A donde vamos no necesitamos | caminos
POS tag | preposicion | pronombre | wverbo | adverbio verbo sustantivo

Tab. 2.1: Ejemplo de etiquetado gramatical.

Existen multiples algoritmos (llamados taggers) confeccionados para realizar esta ta-
rea. Nosotros utilizaremos una version desarrollada por el Instituto de Lingiiistica Compu-
tacional de la Universidad de Stuttgartﬂ descrito en (Schmid 2013)) y (Schmid|1995). Dada
una frase en espanol, el tagger devuelve una de 74 etiquetas posibles para cada una de
las palabras dentro de dicha frase. Exhibimos la lista de etiquetas de POS tag en espaiiol
completa junto con su descripcién, en el Apéndice [Etiquetas de POS tag en espanoll

Verbos dinamicos y estaticos

Existe una subclasificacion posible para los verbos en las categorias dindmicos y estdti-
cos, dependiendo de si refieren o no a acciones. Por ejemplo, el verbo “correr” es dindmico,
mientras que el verbo “entender” es estdtico.

La implementaciéon de POS tagger utilizada en nuestro trabajo incluye etiquetas sobre
distintos tipos de verbos. Sin embargo, no provee informacién acerca de si los verbos son
dindmicos o estaticos. Para conseguir dicha clasificacién, utilizamos un recurso externd?]
del que extrajimos una lista con 58 de los verbos estaticos mas frecuentes del idioma
espanol. Si un verbo estd presente en dicha lista, serda anotado como verbo estdtico; si no,
supondremos que no lo es y serd anotado como verbo dindmico.

'nttp://wuw.cis.uni-muenchen.de/~schmid/tools/TreeTagger/
2https://bibliotecadeinvestigaciones.wordpress.com/ingles/stative-verbs-los-verbos-de-estado/
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2.1.2. Emociones

Para el andlisis de emociones de la segunda parte del trabajo, extraeremos los atributos
de emociones utilizando el recurso “EmoLex” E] (Mohammad y Turney 2013|) Este consiste
en una lista de 14,182 palabras en inglés, que luego fueron traducidas autométicamente
al idioma espainiol utilizando el traductor de googleE] Cada una de estas palabras esta
asociada a ninguna, una o mas de ocho emociones bésicas (alegria, tristeza, enojo, miedo,
disgusto, sorpresa, confianza y anticipacién) y a una, o ninguna, de las polaridades positiva
y negativa. Al ser este un recurso concebido en inglés y posteriormente traducido al espanol
con un mecanismo automatico, contiene varias palabras repetidas con distintos valores de
emociones y polaridad. En estos casos, se decidi6 agrupar en la palabra todas las emociones
y valores de polaridad presentes en cada una de sus apariciones.

2.2. Modelo de clasificacién

Suponiendo que ya contamos con la traduccion de los datos a vectores numéricos,
tendremos los elementos necesarios para comenzar con la tarea de clasificacion. De todas
formas, queda una decisién por tomar: debemos decidir si nos interesa construir un modelo
que explique cada género por separado (por ejemplo a través de modelos generativos) o
queremos construir un modelo que permita encontrar fronteras en el espacio en que estan
representados los datos, tales que permitan separar los distintos géneros. En este caso,
optamos por utilizar un modelo discriminativo: Random Forest.

Random Forest es un tipo de modelo discriminativo basado en la combinacién de
multiples drboles de decisién. A continuacién presentaremos un breve resumen de estas
técnicas y veremos cémo utilizar estos modelos para cumplir los objetivos planteados.

2.2.1. Arboles de decisién

Un drbol de decision es un modelo de clasificacién automatica cuyo objetivo es encon-
trar automdticamente barreras o cortes en el espacio de los vectores de atributos, tales que
separen instancias segiin su clase tanto como sea posible. Con este fin, dado un conjunto
de datos de entrenamiento etiquetado, se comienza buscando en el espacio de atributos la
combinacién de < atributo, corte > que mejor permita discriminar las instancias de cada
clase segin alguna de las métricas de evaluacién existentes (daremos més detalles sobre
ellas en los siguientes péarrafos).

En la figura 2.2 exhibimos un conjunto de datos de ejemplo en donde contamos sélo con
los valores de dos atributos. Se puede ver que estos datos pertenecen a dos clases distintas
(circulos y cruces), que podemos intentar separar utilizando arboles de decisién. Para ello,
nos gustaria encontrar sectores en la figura tales que delimiten de la mejor manera posible
las distintas clases.

Siguiendo el primer paso que describimos anteriormente, buscamos el corte inicial mas
adecuado, que en este caso podria estar dado por la condicién cantidad de palabras = 50.

3http://saifmohammad.com/WebPages/NRC-Emotion-Lexicon.htm
“https://translate.google.com/


http://saifmohammad.com/WebPages/NRC-Emotion-Lexicon.htm
https://translate.google.com/

2. Técnicas Utilizadas 7

Esta condicion de corte del espacio sera la raiz del arbol, y se generara a partir de ella una
rama para cada sector delimitado por esa condicién.

Una vez separado el espacio segin el primer corte, se repite el mismo procedimiento
para cada sector creado en donde se examinan unicamente las instancias delimitadas por
el sector resultante. Este proceso se repite hasta que el corte a realizar ya no mejore
significativamente la distincion de clases del nodo superior segiin nuestra métrica.

En este punto, sélo resta determinar la clase que asignaremos a cada sector. Volviendo
a nuestro ejemplo, puede verse que cada sector contiene una clase que presenta mayor can-
tidad de instancias que el resto. Al finalizar el proceso, cada hoja del arbol se corresponde
con un sector del espacio de atributos al que habrd que asignarle una clase. La clase de
cada sector se suele identificar como aquella que contiene mayor cantidad de instancias.

En general, alcanzar el punto donde continuar haciendo cortes en el espacio ya no me-
jora la discriminacién de clases, es una manera de que el algoritmo detenga la construccién
del arbol. Sin embargo, también es usual configurar otra manera de detener el crecimiento
del modelo, que consiste en introducir una profundidad maxima més alla de la cudl no se
le permitira crecer.

Nuevamente en la figura, indicamos como quedan delimitadas las clases a devolver en
cada sector para el caso de ejemplo.

Cantidad de Cantidad de
letras “y” 2 letras “y”

28
%:% gﬁﬁ% Q&g B Cantidad de
palabras

8ETR

%ﬁg&%&’ <=50 >50

S5 8 —>
2
55 Eep ¥ e
%%9 &Y
©o

25

<=25 >25 <=10 >10

50 Cantidad de palabras 50 Cantidad de palabras

Fig. 2.2: Ejemplo de arbol de decisién con su delimitacién del espacio de atributos.

Una vez construido nuestro modelo, queremos utilizarlo para clasificar una instancia
de clase desconocida. Para esto, comenzamos obteniendo su vector de atributos correspon-
diente. Luego este vector es alimentado al modelo, evaluando las condiciones desde la raiz
y siguiendo la rama dada por sus valores hasta llegar a una hoja, que se correspondera con
la clase a predecir. Esto equivale a determinar en qué cuadrante del espacio de vectores
de atributos, delimitado por el arbol de decisién, se ubica la instancia a clasificar.

Segun la implementacién y el tipo de tarea, hay distintos pardmetros para configurar
en el modelo de los arboles de decisién que puede ser interesante estudiar. Entre los méds
relevantes se encuentran:

1. La profundidad maxima que se le permitira alcanzar al arbol, introduciendo un nuevo
criterio de parada en la construccion del modelo.

2. Un peso asociado a cada clase que utilizara el clasificador con el objetivo de com-
pensar problemas de desbalanceo. Dependiendo la implementacién, puede modificar
las decisiones de donde cortar o de que clase considerar para cada sector.
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3. Una métrica de evaluacion de atributos para evaluar la calidad de un atributo y
elegir el par < atributo, corte > que se utilizard en cada corte. Entre las métricas
mas comunmente utilizadas se encuentran “ganancia de informacién” e “impureza
de Gini”. La primera se basa en la entropia o informacién aportada por los datos a
cada lado del corte. La segunda, en cambio, se basa en la probabilidad de asignar de
manera aleatoria la etiqueta incorrecta a una instancia, asumiendo la distribucién
de las etiquetas del sector del corte al que pertenece. Para mayores detalles sobre
las métricas evaluacion, ver Raileanu y Stoffel (2004). En este trabajo, utilizaremos
la métrica impureza de Gini, que es la métrica por defecto de la implementacién
utilizada ]

Una propiedad esencial de los arboles de decisién en el contexto de nuestro trabajo,
es que es posible extraer del modelo la informacién aportada por cada atributo a la cla-
sificacién. Aquellos que aportan la mayor cantidad de informacién, son los que permiten
discriminar mejor entre las distintas clases y, por lo tanto, los mas importantes para la
tarea de clasificaciéon planteada. Para un atributo dado, la importancia se calcula com-
binando la informacién aportada en cada nodo en el que aparece, medido a través de la
métrica de evaluacién detallada en el item [3]

Los arboles de decisién presentan también algunas desventajas conocidas. Son propen-
sos a sobreajustar, es decir, el modelo podria describir los datos de entrenamiento pero
no generalizar correctamente. Esto puede ocasionar que su desempeno en datos no vistos
durante el entrenamiento sea significativamente peor que en otras instancias. Por otra
parte, también pueden presentar alta varianza, lo que significa que una leve variacién en
los datos de entrenamiento pueden cambiar en forma considerable el modelo obtenido.

Con el correr del tiempo, nuevas técnicas fueron desarrolladas con el fin de alcanzar
mayor poder de generalizacién sin perder la simplicidad y transparencia que proporciona
la técnica de arboles de decision. Entre estas técnicas se encuentran los llamados modelos
de ensamble: modelos conformados por muiltiples clasificadores utilizados de manera tal
que el resultado final de la clasificacion sera algun tipo de combinacion de los resultados
parciales de cada clasificador. En ese trabajo utilizaremos un algoritmo de ensamble que
estd basado en la combinacion de multiples drboles de decision: Random Forest.

2.2.2. Random Forest

Random forest, presentado en Breiman (2001)), se basa en la combinacién de multiples
arboles de decisién. Cada uno de estos arboles sera construido de manera independiente
utilizando una técnica conocida como “boostrapping”, que consiste en eligir al azar una
muestra con reposicion de la misma cantidad de instancias que el conjunto de datos de
entrenamiento original. De esta manera, cada arbol es construido sobre un conjunto de
instancias levemente diferente. La decision final de la clasificacion estard definida por una
combinacién de los resultados de cada arbol del bosque. En el trabajo de Breiman (2001)),
se devuelve la clase elegida por la mayoria de dichos arboles. En la implementacién que
utilizamos, el modelo devolverd la clase con mayor media de probabilidad entre todos los

Shttp://scikit-learn.org/stable/modules/generated/sklearn.ensemble.
RandomForestClassifier.html#sklearn.ensemble.RandomForestClassifier


http://scikit-learn.org/stable/modules/generated/sklearn.ensemble.RandomForestClassifier.html#sklearn.ensemble.RandomForestClassifier
http://scikit-learn.org/stable/modules/generated/sklearn.ensemble.RandomForestClassifier.html#sklearn.ensemble.RandomForestClassifier

2. Técnicas Utilizadas 9

arboles[f]

Otro aspecto importante del modelo, es que en cada divisién de un nodo, la eleccién
del atributo de separacion no se realiza sobre todos los atributos disponibles, sino sobre un
subconjunto de ellos tomado al azar. Esto contribuye a que todos los arboles del bosque
sean distintos entre si, y no haya un pequeno conjunto de atributos dominantes cerca de
las raices de todos.

Para definir un modelo de Random Forest, junto con la configuraciéon de sus arboles
internos mediante los parametros presentados en la seccién deben disponerse otros
dos aspectos importantes:

s La cantidad de drboles que se utilizaran.

= Kl ndmero de atributos a considerar en el momento de buscar el mejor corte para
cada nodo.

Es necesario detallar que el método tiene un mecanismo para, una vez entrenado el
modelo, analizar cudles fueron los atributos que permitieron separar las clases de la mejor
manera posible. Existe mas de una manera de calcular esta importancia de los atributos.
Nosotros trabajaremos con la més usual, que consiste en obtener la importancia de cada
atributo de manera andloga a la explicada en la seccién [2.2.1] pero promediada entre las
apariciones del atributo en cuestién en todos los arboles del bosque.

Esta tultima propiedad es la que nos lleva a decidirnos por utilizar Random Forest
cémo nuestro algoritmo de clasificacion frente a otros algoritmos del estado del arte, ya
que facilitara el analisis de la importancia de cada atributo utilizado en la clasificacién.
Ademsds, como mencionamos anteriormente, Random Forest tiene un alto poder de gene-
ralizacién en tareas relacionadas a la estudiada en este trabajo. Por ejemplo, en el trabajo
de Helmer y Ji (2012)) ya mencionado en la seccién Random Forest es la técnica que
alcanza mejores resultados para predecir el ranking MPAA, y sélo es superada por SVM
para la prediccién del género. Otro ejemplo es el trabajo de Meyer, Leisch y Hornik (2003)),
donde realizan comparaciones de desempeiio entre distintos modelos de clasificacién sobre
una amplia variedad de conjuntos de datos, resultando Random Forest uno de los algorit-
mos con mejor desempeno general. En las siguientes secciones detallaremos cémo podemos
medir su capacidad predictiva.

2.3. Evaluacién del modelo

Durante las secciones previas se hablé acerca del poder de generalizacién, o desempeno,
de los distintos modelos. Se trata de entender qué tan bien funcioné el modelo a la hora de
realizar una clasificacién. A continuacién presentamos un esquema ampliamente utilizado
para la evaluacién de clasificadores.

Shttp://scikit-learn.org/stable/modules/generated/sklearn.ensemble.
RandomForestClassifier.html#sklearn.ensemble.RandomForestClassifier.predict
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2.3.1. Validacién cruzada y K-folds

Es deseable que al realizar una estimacion del desempeno de un clasificador, esta se
asemeje lo mas posible al que se obtendria utilizandolo sobre datos nuevos. Una técnica
para obtener una estimacién con estas caracteristicas consiste en separar un porcentaje
de los datos de desarrollo para validar los modelos. Estos datos son elegidos de manera
aleatoria para evitar tener un conjunto sesgado por cualquier orden intrinseco en ellos.

Sin embargo, los resultados asi evaluados estardan atados a la forma en que son se-
parados los datos. Una forma de minimizar las posibilidades de que el azar empeore la
evaluacion es utilizar la wvalidacion cruzada de k-folds. Este enfoque plantea el siguiente
esquema:

1. Desordenar los datos aleatoriamente.
2. Separarlos en k subconjuntos del mismo tamano, llamados folds.
3. Paraie {1.k}:

3.1. Entrenar sobre todos los folds menos el i utilizando los datos junto a sus eti-
quetas.

3.2. Evaluar sobre el fold 3.

4. Obtener un resultado promediando o uniendo de alguna manera los resultados par-
ciales de cada fold.

En nuestro trabajo, utilizaremos una configuracién de wvalidacion cruzada de 10 folds.
Cabe destacar que la técnica de validacién cruzada debe ser acompanada con alguna
métrica a utilizar para la evaluacién de la clasificacién, como puede verse en el paso [3.2.
del esquema. A continuacién detallaremos sus aspectos méas relevantes.

2.3.2. Meétricas

Las métricas exhibidas a continuacién son funciones que, dada una clasificacién, de-
vuelven un valor numérico entre 0 y 1 que indica qué tan parecido a la realidad es el
resultado arrojado por el modelo. Mientras mas cercano a 1 sea dicho valor, mejor serd la
clasificacién evaluada. Veamos, entonces, algunas de las métricas mas ampliamente utili-
zadas:

Accuracy
Accuracy es el porcentaje de datos clasificados correctamente. La limitacién que tiene
esta métrica es que no provee informacion acerca de qué tipo de errores comete el modelo.

Para detallar otras que mejoren este aspecto, nos basaremos en la matriz de confusién
de la clasificacién binaria (ver Tabla [2.2)):
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Positivo Negativo
(predicho) | (predicho)
Positivo
(real) tp f
Negativo
(real) T tn

Tab. 2.2: Matriz de Confusién para Clasificaciéon Binaria

F-score

Utilizando la informacién de la matriz de confusién, podemos definir las métricas pre-
cision y recall:

tp
tp+ fn

tp

—_— Recall =
tp+ fp

Precision =

Precision puede entenderse como la fraccion de instancias positivas, dentro de todas
las que el sistema clasific6 como positivas.

Por otro lado, Recall representa la fracciéon de instancias que el modelo clasificé como
positivas, dentro del universo de instancias positivas reales.

Existe un compromiso entre precision y recall al momento de evaluar un sistema: es
posible aumentar el recall tanto como se quiera, sacrificando precision. En el caso extremo,
si se clasifican todas las instancias como positivas, se obtiene un recall perfecto (con valor
1) pero generalmente a costa de una muy baja precision.

Es por esto que existe otra métrica més robusta que tiene en cuenta la informacién de
ambas. Esta es llamada F-score y se calcula con la siguiente férmula:

Precision * Recall
(82 x Precision) + Recall

Fg=(1+p5)*
En particular, con g = 1:

Precision * Recall

F1:2*

Precision + Recall

F1 es una de las métricas mas comunmente utilizada y se entiende como la media
armonica de Precisiéon y Recall del modelo. Comuinmente, tiene a estar més cerca de
aquella de las dos que presente el menor valor.

AUC

La métrica AUC (drea bajo la curva) estd definida a partir de la curva ROC (Receiver
Operating Characteristic). Esta no es un valor numérico sino una representacion gréfica
de como varfa la relacién entre False Positive Rate (FPR) y True Positive Rate (TPR) al
desplazar el umbral de discriminacion. Este umbral de discriminacion o distincion es, en
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el contexto de Random Forest, el limite inferior de probabilidad de pertenencia a la clase
positiva, a partir del cudl el modelo clasifica la instancia con esa clase. Definimos entonces:

tp FPR— fp

TPR = Recall = ——— _—
tp+ fn fr+tn

Ambos valores se distribuyen entre 0 y 1, y se espera que aumenten a medida que
se disminuye el umbral de discriminacién. Cuanto mejor sea el algoritmo de clasificacién,
mayor diferencia habra entre TPR y FPR (con TPR > FPR).

Es usual contrastar la clasificacién contra el caso aleatorio, caracterizado con una
relacién del tipo FPR ~ TPR de la manera exhibida en la figura
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L7 - - - Random
004"
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False Positive Rate

Fig. 2.3: Ejemplo de curva ROC.

El AUC es una métrica para colapsar toda la informacién provista por la curva ROC
del sistema en un unico valor numérico entre 0 y 1, para facilitar la comparacion entre
distintos modelos. Se obtiene computando el area del espacio comprendido entre la curva
ROC y los bordes inferiores del grafico. Suele utilizarse el valor del area bajo la curva de
un sistema aleatorio (0.5) como baseline de comparacion.



3. DESARROLLO

En este punto, contamos con todos los conocimientos necesarios para comenzar con el
estudio planteado. Nos proponemos, en una primera etapa, estudiar cudles son los atributos
gramaticales que explican de mejor manera las diferencias entre géneros y en qué medida
permiten predecirlo. Luego, en una segunda etapa, realizaremos un andlisis similar sobre
las emociones que pueden ser detectadas en los subtitulos. En las secciones siguientes,
detallaremos la linea de trabajo que seguimos durante el transcurso del proyecto, que nos
permitira realizar los experimentos que describiremos en el capitulo

Comenzaremos, en la seccién [3.1] explicando la manera en que obtuvimos el conjunto
de subtitulos de peliculas junto con sus respectivos géneros para entrenar nuestro clasi-
ficador. En la seccion 3.2 presentamos detalles sobre la eleccién de géneros sobre los que
trabajaremos. En la seccion |3.3] puntualizaremos los atributos gramaticales a utilizar a lo
largo de todo el trabajo, y los atributos de emociones que incorporaremos al andlisis en
la segunda mitad del trabajo. En la seccién [3.4 nos concentraremos en la construccién de
nuestros clasificadores. Alli, analizaremos cémo configurar los parametros para obtener el
mejor desempeno posible y realizaremos una serie de pruebas para ganar confianza sobre
el funcionamiento del sistema, para finalmente poder utilizarlo en el estudio deseado.

3.1. Obtencién de corpus de subtitulos con anotacién de géneros

Utilizamos como corpus, el conjunto de subtitulos en espanol de la pagina opensub-
titlesﬂ Cada pelicula cuenta con multiples subtitulos disponibles. En nuestro caso parti-
cular, elegimos mantener un unico representante para cada uno, prefiriendo siempre aquel
que cuente con mayor cantidad de descargas y haya sido cargado en la pagina por un
usuario de mayor puntaje.

Junto con los subtitulos, contamos con un identificador univoco que lo vincula con su
detalle en la pigina imdbﬂ Dentro de esta informacién, contamos con los géneros asociados
a cada pelicula.

3.2. Eleccién de géneros

Cémo explicamos en la seccion [3.1) contamos con la informacién del género de los
subtitulos de nuestro corpus. Dado que estamos buscando conexiones entre los subtitulos
y propiedades asociadas a cada género, intentamos seleccionar géneros y peliculas que
permitan explotar estas diferencias. Es por ello que en este trabajo utilizaremos el siguiente
conjunto de géneros: Accion, Comedia, Drama y Terror.

Consideramos que estos géneros tienen la propiedad de ser ficiles de reconocer y separar
por personas y adicionalmente, coinciden con algunos de los géneros que cuentan con mayor

!http://www.opensubtitles.org/
2http://www.indb.com
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cantidad de instancias en nuestro corpus. Por otra parte, la eleccién estd basada en trabajos

anteriores como en el articulo de Rasheed, Sheikh y Shah (2005)) o el de Zhou y col. (2010))
en los que se utilizé el mismo conjunto de géneros.

En nuestro corpus, la mayor parte de los subtitulos estan clasificados como multi-géne-
ro, es decir que contienen etiquetas de més de una categoria simultaneamente. Es el caso,
por ejemplo, de la comedia-romantica y las peliculas de accion-terror, entre muchas otras
variantes. A continuacién estudiaremos cuanto ocurre esto en los géneros que hemos selec-
cionado, para luego entender si debemos utilizar este grupo de subtitulos tal como esta,
o si el conjunto de géneros parece demasiado difuso para que el clasificador pueda distin-
guirlos correctamente. En la figura exhibimos un grafico de barras con la cantidad de
subtitulos por género con los que contamos en nuestro corpus, manteniendo o desechando
las intersecciones entre ellos.

40000
[ Original
[ Sin intersecciones

35000

30000

25000

20000

Cantidad

15000

10000

5000

Accion Comedia Drama Terror
Género

Fig. 3.1: Cantidad de subtitulos por género, con y sin intersecciones de géneros. Para cada género,
la columna izquierda representa la cantidad original de subtitulos, y la columna derecha
la cantidad de subtitulos luego de eliminar todos aquellos que pertenecen a més de un
género dentro de las categorias seleccionadas.

Dado que estamos interesados en estudiar las diferencias entre géneros, decidimos tra-
bajar con el conjunto de subtitulos que sdlo contiene etiquetas pertenecientes a un tinico
género dentro de los elegidos e ignorar el resto de las peliculas. Puede verse en el grafico
que la cantidad de instancias disminuye considerablemente pero, como mostramos més
adelante, el numero final sera suficiente para que el clasificador funcione correctamente.
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3.3. Eleccién de atributos

La siguiente tarea fue la eleccién de atributos a utilizar. Estos atributos seran extraidos
de cada subtitulo para luego ser utilizados en la tarea de clasificacion.

Previo a realizar dicha extraccién, es necesario realizar un pre-procesamiento de los
datos originales, tal que facilite el funcionamiento de los métodos de extraccién. En este
trabajo, fue necesario obtener una versién limpia del texto contenido en los subtitulos, qui-
tando todos los caracteres propios del formato SubRipE] y eliminando simbolos extranos
que impedian el correcto funcionamiento del POS tagger, detallado en la seccién [2.1.1]
También es usual ver que en otros trabajos de este campo, se eliminen las “stopwords”,
o palabras vacias, del texto. Estas son palabras sin significado como los articulos, las pre-
posiciones y los pronombres. Sin embargo, existen también estudios sobre la importancia
que estas pueden tener en determinadas tareas de clasificacion cémo en Stamatatos, Fako-
takis y Kokkinakis (2000) y Yu (2008]). En nuestra tesis hemos optado por mantenerlas ya
que a pesar de tener poco significado semantico, pueden ser fundamentales para entender
aspectos relacionados a la estructura sintactica y gramatical del subtitulo.

Una vez realizado nuestro pre-procesamiento, debemos definir un procedimiento de
extraccion preciso que convierta cada subtitulo en un vector de valores numéricos. En este
punto, dividiremos el andlisis en dos etapas: una primera etapa en donde nos concentra-
remos Unicamente en atributos gramaticales de los subtitulos mientras que en la segunda,
evaluaremos atributos relacionados con emociones.

3.3.1. Atributos gramaticales

A continuacién el detalle de cada uno de los tipos de atributos seleccionados, separados
en grupos seguin sus caracteristicas. Entre paréntesis aclaramos la cantidad de atributos
que se extraen por cada tipo.

G1: Distribucién de POS tags (71 atributos)

» Proporcién de cada POS tag (71): cantidad de cada tipo de etiqueta de POS
tag dividido por la cantidad de palabras totales en el subtitulo. Como resultado
obtendremos un atributo por cada etiqueta de POS tag. Para mas informacion,
puede consultarse el Apéndice [Etiquetas de POS tag en espanoll

G2: Complejidad del lenguaje (6 atributos)

» Densidad de habla (1): cantidad de palabras dividido por la suma de tiempos de
todos los segmentos de habla en el subtl’tuloﬁ

» Palabras por oracién (1): cantidad de palabras dividido por la cantidad de ora-
ciones [l

3https://es.wikipedia.org/wiki/SubRip#Ejemplo_de_archivo_SubRip_.28.srt.29
4 Este atributo no es puramente gramatical, ya que tiene utiliza el tiempo de los segmentos de habla.
5 Para separar el subtitulo en oraciones se utilizé la librerfa de python nitk (http://www.nltk.org/)
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» Longitud media de palabras (1): promedio de la longitud de las palabras del
subtitulo. Las letras con tilde son contabilizadas como la misma letra, sin tilde.

G4: Distribucién de POS tags agrupados (5 atributos)

» Proporcién de cada POS tag agrupado (5): andlogo a G1 pero colapsando
todas las etiquetas de POS tag en cinco categorias bésicas: adjetivo, adverbio, sus-
tantivo, verbo y otros.

En la Tabla exponemos un ejemplo de extraccién de atributos gramaticales. Para
mayor detalle, puede consultarse el Apéndice [Iraduccion de nombres de atributos|
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00:01:20 —>00:01:22

MARTY, jtienes que venir conmigo!
Didlogo 00:01:23 —>00:01:25

LA dénde?

00:01:27 —>00:01:29

iDe regreso al futuro!

Grupo Atributo Valor Evidencia
tag_percentage(ADV) | 0.066 dénde
tag_percentage(CM) 0.066 “7

tag_percentage(CQUE) | 0.066 que
tag_percentage(FS) 0.2 “proower wr
c1 tag_percentage(NC) 0.133 regreso, futuro
tag_percentage(NP) 0.066 MARTY
tag_percentage(PAL) 0.066 al
tag_percentage(PREP) 0.2 conmigo, a, de
tag_percentage(VLfin) | 0.066 tienes
tag_percentage(VLinf) | 0.066 venir
avg_word_len 3.533
speech_density 2.5
G2 words_per_sentence 5.0
uppercase 0.133 MARTY
dynamic_verbs 0.071 venir
stative_verbs 0.071 tienes
letter_! 0.031
letter_? 0.015
letter_a 0.047
letter_c 0.015
letter_d 0.047
letter_e 0.126
letter_f 0.015
letter_g 0.031
letter_i 0.047
G3 letter_l 0.015
letter_m 0.031
letter_n 0.063
letter_o 0.079
letter_q 0.015
letter_r 0.079
letter_s 0.031
letter_t 0.047
letter_u 0.047
letter_v 0.015
letter_y 0.015
grouped_adjectives 0.0
grouped_adverbs 0.066 donde
G4 grouped_nouns 0.2 MARTY, regreso, futuro
grouped _verbs 0.133 tienes, venir
other 0.6 (todas las restantes)

Tab. 3.1: Ejemplo de extraccion de atributos. Se omiten los atributos de distribucién de POS tags
y proporcion de letras con valor 0.
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Cabe aclarar que los atributos que estudian cantidades han sido normalizados para
independizar su valor con respecto al largo de la pelicula o a la cantidad de didlogo en la
misma.

3.3.2. Atributos de emociones

A continuacién definimos los atributos que utilizaremos en la segunda parte del trabajo
con respecto a las emociones presentes en las palabras de los subtitulos.

En este caso, la extraccién de atributos se efectuara no sélo en el subtitulo completo,
sino también en tres intervalos de tiempo de la pelicula: comienzo, desarrollo y final.
Estos intervalos los obtenemos utilizando la duracién de los didlogos, siguiendo el esquema
indicado en la figura (3.2

Subtitulo

15 min 15 min }
S - N ) ) _J,/‘. ‘\\_77 -/

~N ~N ~

Comienzo Desarrollo Final
" - J

~
Completo

Fig. 3.2: Intervalos de los subtitulos obtenidos utilizando la duracién de los didlogos.

Veamos, entonces, cudles son los atributos de emociones que extraemos:

Polaridad (8 atributos)

Medida relacionada a la positividad y negatividad de un conjunto de palabras del
subtitulo. Se calcula cémo la cantidad de palabras de cada polaridad dividida por la
cantidad total de palabras anotadas con algun valor de polaridad.

Emociones (32 atributos)

Sentimiento que transmiten las palabras del subtitulo, segin las categorias: alegria,
anticipacién, confianza, disgusto, enojo, miedo, sorpresa y tristeza. Se calcula cémo la
cantidad de palabras de cada emocién dividida por la cantidad total de palabras anotadas
con alguna de todas las emociones posibles.

Mostramos en la Tabla [3.2] un ejemplo de extraccién de atributos de emociones.
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00:01:20 —>00:01:22
Cuando ese vehiculo llegue a las 88 millas por hora, te asombraras.
Didlogo 00:16:23 —>00:16:25
i, Construyé la méquina de tiempo con el DeLorean?
00:45:23 —>00:47:25
Ustedes no estan preparados para esta musica. jPero a sus hijos les encantara!
Grupo Atributo Valor Evidencia
complete_negative 0.0
complete_positive 1.0 asombrards, musica, encantard
beginning_negative 0.0
Polaridad begin.ning,posi.tive 1.0 asombrards
ending negative 0.0
ending_positive 1.0 mausica, encantard
mid_negative 0.0
mid_positive 0.0
complete_anger 0.0
complete_anticipation | 0.22 tiempo, encantard
complete_disgust 0.0
complete_fear 0.0
complete_joy 0.33 asombrards, misica, encantard
complete_sadness 0.11 musica
complete_surprise 0.22 asombrards, encantards
complete_trust 0.11 maquina
beginning_anger 0.0
beginning_anticipation 0.0
beginning_disgust 0.0
beginning_fear 0.0
beginning_joy 0.5
beginning_sadness 0.0
beginning_surprise 0.5
Emociones begigning,trust 0.0
ending_anger 0.0
ending_anticipation 0.2 encantard
ending_disgust 0.0
ending_fear 0.0
ending_joy 0.4 masica, encantard
ending_sadness 0.2 musica
ending_surprise 0.2 asombrards, encantard
ending_trust 0.0
mid_anger 0.0
mid_anticipation 0.5 tiempo
mid_disgust 0.0
mid_fear 0.0
mid_joy 0.0
mid_sadness 0.0
mid_surprise 0.0
mid_trust 0.5 maquina

Tab. 3.2: Ejemplo de extraccion de atributos de emociones.
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3.4. Construccion del clasificador

Llegado este punto, nos preguntamos si graficando la representacién en atributos de los
datos, podemos encontrar la manera de separar los géneros facilmente. Para eso, grafica-
mos histogramas de distribucion para cada atributo de manera independiente. En ningin
caso se observaron diferencias claras para distinguirlos, por lo que continuamos con la
construccion del clasificador automatico.

El préximo paso, entonces, consistié en construir el clasificador. Como mencionamos
previamente, sera utilizando el método de Random Forest. Ademads, decidimos llevar a ca-
bo la clasificacion sobre un género por vez, con el objetivo de discernir entre las instancias
de ese género contra los restantes. Definiremos la clase positiva como el género en cuestién,
v la negativa como la agrupacion de los otros tres géneros.

Como gran parte de los métodos de aprendizaje automético, Random Forest posee
pardametros que es necesario explorar y ajustar para mejorar el rendimiento en la tarea
especifica. A continuacién intentamos encontrar la combinacion de pardmetros optimal
para el desempeno de nuestro clasificador. Luego, una vez fija la configuracion del clasifi-
cador, procederemos a realizar pruebas de confianza sobre el modelo construido de manera
de tener mayor certeza sobre cudl es la significancia de las conclusiones y resultados que
obtendremos.

3.4.1. Eleccion de parametros del clasificador

Para encontrar la combinacién de valores optimal de los pardmetros, realizamos la
exploracién a través de la técnica Grid Search. Este método permite recorrer una cantidad
finita de combinaciones de valores para distintos pardmetros que se intentan fijar. Luego,
segun una funcién objetivo, se encuentran los valores que producen el 6ptimo local.

El funcionamiento de la técnica es el siguiente: se selecciona un conjunto finito de
valores para cada pardametro y se generan todas las combinaciones posibles entre cada
uno de ellos. De esta forma, todas las combinaciones son exploradas una vez, sin utili-
zar informacion sobre corridas anteriores para decidir cudl es la siguiente configuracién a
evaluar. Para este trabajo, utilizamos el valor por defecto de la mayor parte de los pardme-
tros y evaluamos aquellos que consideramos que podrian tener mayor incidencia sobre los
resultados ]

Los pardmetros a explorar fueron:

» La cantidad de arboles que se utilizaran en el modelo (pardmetro “n_estimators” en
la implementacién). Valores considerados: 10, 20, 50, 100, 500, 1000.

= El peso asociado a cada clase que utilizara el clasificador para compensar problemas
de desbalanceo (parametro “class_weight” en la implementacién). Valores consi-
derados: None, “balanced”, “balanced_subsample”.

5 Para una descripcién més precisa de los pardmetros ver: http://scikit-learn.org/0.18/modules/
generated/sklearn.ensemble.RandomForestClassifier.html y la seccién


http://scikit-learn.org/0.18/modules/generated/sklearn.ensemble.RandomForestClassifier.html
http://scikit-learn.org/0.18/modules/generated/sklearn.ensemble.RandomForestClassifier.html
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La opcién “balanced” utiliza la frecuencia de etiquetas de cada clase para ajustar
automaticamente los pesos de manera inversamente proporcional a este nimero.

La opcion “balanced_subsample” es equivalente a la anterior pero en este caso las
frecuencias son calculadas directamente sobre las instancias que se utilizan para
entrenar cada arbol particular y no las instancias originales.

= El nimero de atributos a considerar en el momento de buscar el mejor corte para cada
nodo (pardmetro “max_features” en la implementacién). Valores considerados:
“sqrt” (raiz cuadrada del total), “log2” (logaritmo en base 2 del total), 0.5 (la mitad
del total), None (todos los atributos).

Una vez decididos los pardmetros a estudiar, el experimento consiste en entrenar y
evaluar nuestros modelos utilizando la técnica de validacion cruzada para cada una de
las distintas configuraciones posibles de los parametros y luego, comparar el desempeiio
obtenido en cada combinacion.

Para esta prueba utilizaremos los atributos gramaticales G1, G2 y G3; y la métrica
F1 cé6mo medida de comparacién entre cada configuracién, sobre las peliculas del género
“Terror” que es el que tiene la menor cantidad de subtitulos. Elegimos este género en
donde creemos que més puede incidir la configuracion elegida debido al desbalance que
existe entre esta clase y las demads. El desbalance de clases es un problema comun a
la hora de armar un clasificador, que puede deteriorar drdsticamente el desempeno del
sistema (Kotsiantis, Kanellopoulos y Pintelas 2006). Ocurre cuando contamos con una
cantidad de instancias significativamente inferior de una clase en comparacién a otra. En
este escenario, los algoritmos de clasificacién se entrenaran maés en la clase mayoritaria,
presentando asi una tendencia a favorecer esta clase por sobre las demés.

En la figura[3.3] pueden observarse tres paneles, uno por cada configuracién del pardme-
tro “class_weight” posible. Dentro de cada uno de ellos, variamos el niimero de arboles y
mostramos en el eje Y el valor de la métrica F1 obtenido. A su vez, cada curva representa
una configuracién distinta para la cantidad de atributos a considerar en el corte de cada
nodo durante la construccion de los arboles.

Observamos que, en todos los casos, el clasificador consigue resultados con valores
de la métrica F1 menores a lo esperado, cercanos a 0,5. Analizando estos resultados,
encontramos que la clasificaciéon obtuvo valores relativamente altos para la métrica de
precision, pero extremadamente bajos (cercanos a cero) para recall. Con el objetivo de
estudiar en mayor profundidad a qué se deben los bajos niveles de desempeno obtenidos,
analizamos en detalle la confianza arrojada por el clasificador para cada instancia evaluada.
Para ello, construimos un histograma que puede verse en la figura[3.4 en donde mostramos
la probabilidad emitida por el clasificador para cada instancia separado por el género
real del subtitulo. En este tipo de figuras se espera ver una amplia separacién entre las
distribuciones de manera que la clasificacion sélo consista en fijar un umbral de distincion
adecuado.

Podemos observar que en casi la totalidad de los casos, el clasificador predice en contra
del género “Terror”. Entendemos que el clasificador tiene un sesgo producto del desbalance
de clases en los datos, ya que contamos con aproximadamente 1800 instancias para la clase
positiva y aproximadamente 36000 instancias para la clase negativa.
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Fig. 3.3: Grid Search de parametros del clasificador Random Forest, para las etiquetas “Terror”
y “no-Terror”, variando los parametros class_weight, max_features y n_estimators. Estos
resultados fueron obtenidos con un método de validacién cruzada de 10 folds. Las barras
verticales representan el desvio estandar entre los distintos folds.

Se presentan, entonces, al menos dos caminos de accién posibles para mejorar el desem-
peno del clasificador. Como primera opcién, se podria hacer un andlisis del umbral de
decisién para buscar un punto mas favorable y de esta manera tener mayor cantidad de
aciertos. Por otra parte, se podria trabajar en balancear la cantidad de instancias de cada
género qué utilizamos para entrenar el clasificador.

En el marco de nuestro trabajo, entendemos que balancear es la mejor decisiéon ya que
estamos interesados en estudiar de qué manera impactan los atributos en la prediccion del
género, y no en buscar un clasificador que maximice la cantidad de predicciones correctas
en una muestra realista de la poblaciéon en donde creemos que existe dicho desbalance.

Una técnica posible para balancear las clases es la del subsampleo. Consiste en eliminar
instancias elegidas al azar de la clase mayoritaria, para quedarnos con la misma cantidad
de datos en cada clase, y que el clasificador aprenda ambas en igual medida. La principal
desventaja de este enfoque, es que se podria estar descartando informacion relevante para
la clasificacién pero veremos mas adelante que tenemos informacion suficiente para realizar
la tarea planteada de todas maneras.

Reproducimos, a continuacion, el grid search subsampleando la cantidad de instancias
de entrenamiento de cada género. También fijamos “class_weight” con valor None, es decir,
todas las clases tienen el mismo peso relativo, porque estamos utilizando la misma canti-
dad de instancias para cada clase y este pardmetro no tiene relevancia cuando las clases
estdn balanceadas. Para subsamplear las instancias utilizamos la formula de la ecuacién
De esta manera, la cantidad de instancias de la clase positiva (Terror) y la clase ne-
gativa (% Accion, % Comedia, % Drama) es equivalente, con ~ 1800 instancias de cada
clase. Adelantandonos a la seccién [3.4.2] veremos que esta cantidad de instancias supera
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Fig. 3.4: Distribuciones de probabilidad de clasificacién en la clase “Terror” para las etiquetas
“Terror” y “no-Terror”. El eje X contiene los valores de dichas probabilidades, y el eje Y
la cantidad de casos en los que se obtuvo cada una de ellas. La curva roja es generada por
las instancias que verdaderamente pertenecen al género “Terror” y la curva azul por las
que no pertenecen a dicho género. Por otro lado, la linea vertical verde punteada representa
el umbral por defecto utilizado para decidir la clase de una instancia: si la probabilidad es
menor a 0.5, el clasificador decide en contra de la clase “Terror”; en caso contrario decide
a favor de ella. Estos resultados fueron obtenidos con un método de validacién cruzada
de 10 folds, con max_features=sqrt, class_weight=balanced y n_estimators=100

la cantidad minima obtenida mediante las curvas de aprendizaje, lo que nos indica que
podemos utilizar el subsampleo descrito de manera confiable.

subtitulosSampleados = tomarAlAzar(cantidad * 3, subtitulosGéneroPositivo)
U tomarAlAzar(cantidad, subtitulosGéneroNegativol)
U tomarAlAzar(cantidad, subtitulosGéneroNegativo2)
U tomarAlAzar(cantidad, subtitulosGéneroNegativo3)

(3.1)

|subtitulosGéneroPositivo|
3 J;
|subtitulosGéneroNegativol|,

cantidad = min { |

|subtitulosGéneroNegativo2|,
|subtitulosGéneroNegativo3| }
Podemos observar en la figura [3.5] que los resultados llegan en este caso a un valor de

F1 cercano a 0.8. Notamos también que hay poca diferencia entre cada curva, y que la
métrica no varia demasiado a partir de los 100 drboles (con excepcién de una curva).
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Fig. 3.5: Grid Search de parametros del clasificador Random Forest, para las etiquetas “Terror”
y “no-Terror”, variando los pardmetros max_features y n_estimators, con clases subsam-
pleadas. Estos resultados fueron obtenidos con un método de validacién cruzada de 10
folds. Las barras verticales representan el desvio estandar entre los distintos folds.

Generamos, ahora, el grafico de distribuciones a partir de la clasificacion con subsam-
pleo de los géneros en la figura En esta figura puede apreciarse que, con los géneros
subsampleados, el clasificador decide a favor y en contra de “Terror” casi en la misma
proporcién, con un alto grado de acierto en la elecciéon de etiqueta para ambas clases.

De aqui en més, optamos por fijar 100 arboles (n_estimators=100) porque hasta dicha
cantidad, el desempeno del clasificador varia considerablemente, pero después de este punto
ya no varia demasiado y la velocidad de procesamiento empeora notoriamente. También
utilizaremos maz_features=sqrt (raiz cuadrada de la cantidad de atributos) porque con la
configuracién planteada no se observa diferencia significativa entre los distintos valores de
este parametro, y se ejecuta de manera relativamente veloz ademés de ser el valor por
defecto de la implementacion utilizada[’]

Para resumir, elegimos la siguiente configuracion de parametros para utilizar a lo largo
del trabajo:

Subsamplear las clases para lograr un balance en los datos
» Utilizar 100 &rboles (n_estimators=100)

» No introducir pesos para las distintas clases (weight_class=None)

Utilizar la raiz cuadrada de la cantidad de atributos totales en cada corte del arbol
(max_features=sqrt)

"http://scikit-learn.org/stable/modules/generated/sklearn.ensemble.
RandomForestClassifier.html#sklearn.ensemble.RandomForestClassifier


http://scikit-learn.org/stable/modules/generated/sklearn.ensemble.RandomForestClassifier.html#sklearn.ensemble.RandomForestClassifier
http://scikit-learn.org/stable/modules/generated/sklearn.ensemble.RandomForestClassifier.html#sklearn.ensemble.RandomForestClassifier
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Fig. 3.6: Distribuciones de probabilidad de clasificacién en la clase “Terror” para las etiquetas
“Terror” y “no-Terror”. Los subtitulos con probabilidad mayor al umbral (linea verde
punteada) han sido clasificados como “Terror” y en el caso contrario como “no-Terror”.
Estos resultados fueron obtenidos con un método de validacién cruzada de 10 folds,
maz_feature=sqrt y n_estimators=100, sobre las clases subsampleadas.

3.4.2. Confianza sobre el sistema

Una vez que hemos elegido los pardmetros de nuestro clasificador, nos proponemos
realizar una serie de pruebas para ganar confianza sobre el funcionamiento del sistema.

Curvas de aprendizaje

Comenzamos preguntandonos si contamos con instancias suficientes para realizar la cla-
sificacién exitosamente. Para responder este interrogante, graficamos las curvas de apren-
dizaje para cada uno de los géneros. Estas constituyen una forma grafica de ver céomo
evoluciona el desempeno de un clasificador al aumentar la cantidad de datos de entrena-
miento. Entendemos que este experimento nos permitird determinar si tenemos, en todos
los casos, la cantidad de datos de entrenamiento suficientes para resolver la tarea de mane-
ra exitosa. Ademads, si el resultado es positivo, podremos observar a partir de qué cantidad
se estabiliza el desempeno. En la figura puede verse la evolucion del resultado de la
clasificacién a medida que agregamos ejemplos de entrenamiento.

Observamos que el comportamiento de las curvas de aprendizaje de todos los géneros
es muy similar, siguiendo una pendiente parecida, y alcanzando una estabilidad cerca de
las 200 instancias. A partir de ahi, el valor de F1 no aumenta considerablemente.

A partir de esto, entendemos que conseguir més datos de entrenamiento no tendria
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Fig. 3.7: Curvas de Aprendizaje del clasificador Random Forest, para las etiquetas “Accién”, “Co-
media”, “Drama’” y “Terror”. El eje X es la cantidad de datos de entrenamiento. El eje Y
el valor de F1 obtenido utilizando dicha cantidad. Cada una de las 4 curvas en distintos
tonos de verde representan el resultado de cada evaluar clasificadores para cada uno de
los géneros mediante la técnica de validacion cruzada de 10 folds.

un impacto significativo en el desempeno del clasificador, por lo que descartamos ese
camino. Ademds, reconocemos la cantidad de 300 instancias como el limite inferior para
subsamplear de manera confiable.

Test de permutacion

Nos proponemos ahora, comprobar que el funcionamiento del sistema no es producto
del azar sino que realmente los atributos utilizados contienen informacién relevante. Con
este objetivo es que realizamos un test de permutacion similar al que se explica en el tra-
bajo de Ojala y Garriga . Este método, tiene como objetivo estudiar si el clasificador
realmente logra encontrar el vinculo entre los datos de entrenamiento y su clase, o simple-
mente obtiene sus resultados producto del azar. Para esto, se contrasta el desempernio de
la clasificacién sobre los datos originales, contra N ejecuciones en donde las etiquetas de
clases se desordenan aleatoriamente. Idealmente, veremos que el desempeno del sistema
supera significativamente el de las permutaciones aleatorias.

En la figura mostramos en verde la curva ROC del clasificador original, una linea
punteada roja que representa la curva ROC de un sistema basado unicamente en el azar
(sistema “random”), y multiples (100) curvas azules que representan cada una, una eje-
cucion del clasificador con una permutacién aleatoria de las etiquetas originales. Podemos
ver que todas las permutaciones se ubican alrededor de la linea de la clasificacién random,
y muy por debajo de la curva de la clasificacién con el orden de etiquetas original. Este
resultado indica que los resultados obtenidos son estadisticamente significativos con un



3. Desarrollo 27

1.0

0.8

0.6

0.4

True Positive Rate

02 ROC (auc = 0.834)
permutaciones
= == random
0.0
0.0 0.2 0.4 0.6 0.8 1.0

False Positive Rate

Fig. 3.8: Curvas ROC de la clasificacion original contra 100 permutaciones aleatorias. Estos resul-
tados fueron obtenidos con un método de validacion cruzada de 10 folds.

p-valor menor a 0,01.

Otra forma de visualizar la significancia del resultado es analizando el drea bajo la curva
(AUC) de la clasificacién. E1 AUC original es de 0,834. Analizaremos cémo es la diferencia
en esta medida contra las clasificaciones realizadas sobre las permutaciones aleatorias de
las etiquetas. Lo graficamos utilizando el grafico de histogramas que puede observarse en
la figura En esta figura observamos como el drea bajo la curva de las curvas ROC
de las permutaciones aleatorias se centran en el valor 0.5 del histograma, muy por debajo
del area de la clasificacion original. De esta forma reafirmamos que las permutaciones se
comportan de la manera esperada y que el desempeno de nuestro clasificador las supera
ampliamente para este caso.

3.5. Resultados del clasificador utilizando atributos gramaticales

Los resultados y andlisis obtenidos en todas las pruebas, nos otorgan cierta confianza
sobre el funcionamiento del clasificador implementado. Es importante destacar que, aun-
que algunas de las pruebas exhibidas se refieren Unicamente al género terror, notamos
resultados similares en cuanto a la significancia de los resultados para todos los géneros
restantes. A sabiendas de esto, exponemos el desempeno alcanzado por clasificadores cons-
truidos con las propiedades antes mencionadas para cada uno de los géneros estudiados
en la Tabla[3.3

Observamos que las clasificaciones de todos los géneros alcanzaron valores parecidos
para cada una de las métricas, siendo “Comedia” el género que mejor desempeno consiguid,



3. Desarrollo

28

25

20

15

Cantidad

10

045 050 055 060 065 070
AUC

075 080

0.834

0.85

Fig. 3.9: Comparacién de AUC (4rea bajo la curva) de la clasificacién original contra 100 permuta-
ciones aleatorias. Estos resultados fueron obtenidos con un método de validacién cruzada
de 10 folds, con max_feature=sqrt y n_estimators=100, sobre las clases subsampleadas.

Género Accuracy AUC

Accion 0.776667  0.855410
Comedia  0.813459  0.893871
Drama 0.739878  0.815675
Terror 0.733777  0.817374

F1
0.776535
0.813448
0.739789
0.733703

Tab. 3.3: Resultados de las diferentes métricas utilizando atributos gramaticales, obtenidas con un

método de validacién cruzada de 10 folds.

y “Terror” y “Drama” los peoresﬁ

En resumen, podemos construir clasificadores que permiten discriminar el género de
una pelicula segun atributos extraidos de sus subtitulos con un desempeno superior a 0,7 y
en donde los resultados son significativamente superiores al azar. En el siguiente capitulo
utilizaremos el clasificador construido para cada género de manera de estudiar el impacto

de los distintos atributos.

8 Las diferencias de decimales entre las pruebas de calibracién y la tabla final son producto de utilizar

distintas semillas para generar nimeros aleatorios.



4. RESULTADOS

En esta seccion presentamos un andlisis completo de los experimentos realizados para
determinar la relacién que existe entre el género de una pelicula y el aspecto gramatical y
el contenido semantico de sus subtitulos.

Partimos de la hipdtesis de que esta asociacion existe, por lo que disenamos dichos
experimentos para buscar indicios que lo confirmen. Alimentar al clasificador automatico
con atributos de distintos tipos, permite ver cuales de los aspectos capturados por ca-
da atributo separan mejor los géneros. Es decir, que estos aspectos capturados por los
atributos ganadores son aquellos que presentan mayor relaciéon con el género en cuestién.

Entonces, comenzaremos estudiando qué atributos gramaticales explican de mejor ma-
nera las diferencias entre géneros y en qué medida permiten predecirlo. Luego, continuamos
con una segunda etapa en dénde analizamos el aspecto seméantico a través de las emociones
que pueden ser detectadas en las palabras utilizadas en los subtitulos.

4.1. Modalidad de los experimentos

Para responder las preguntas que impulsaron los experimentos que presentaremos a
continuacién, utilizamos el siguiente esquema:

1. Planteo de hipétesis sobre como afectaran los distintos atributos a la clasificacién en
cada género

2. Construcciéon de un clasificador utilizando la técnica de Random Forest con los
pardametros aprendidos anteriormente (ver seccién |3.4.1))

3. Andlisis de desempeno basado en distintas selecciones de atributos
4. Estudio de la importancia relativa de cada atributo en la clasificacion

5. Comparacion de atributos particulares y sus diferencias entre géneros

4.2. Primer experimento: atributos gramaticales

En este experimento nos proponemos estudiar la incidencia de los distintos atributos
gramaticales sobre la clasificacién de géneros. Como primer paso ejecutaremos el clasifi-
cador utilizando cada grupo de atributos para analizar cudl de ellos consigue un mayor
desempenio. Luego, estudiaremos qué atributos en particular resultaron tutiles en la clasi-
ficacién para cada uno de estos grupos e intentaremos explicar los motivos detras de los
resultados obtenidos.

29
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4.2.1.

Hipédtesis sobre los atributos gramaticales

Previo a ejecutar los experimentos, comenzamos desarrollando una serie de hipdtesis
sobre los atributos que explicamos en la seccion Estas hipdtesis clarifican qué espera-
mos ver utilizando dichos atributos y de qué manera y en qué medida creemos que van a
afectar a la clasificacion de los distintos géneros.

1. Distribucién de POS tags

)

Proporcion de cada POS tag: Esperamos que sea el atributo maés infor-
mativo. Suponemos que los géneros “Drama” y “Comedia” presentardn una
mayor proporcién de adjetivos y nombres propios originado por un lenguaje
mas descriptivo y con mayor cantidad de personajes.

2. Complejidad del lenguaje: suponemos que los géneros de “Comedia” y “Drama”
suelen tener didlogos mas largos y complejos, por lo que este grupo de atributos
podria resultar de mucha utilidad para distinguirlos.

a)

Densidad de habla: Esperamos ver que “Comedia” y “Drama” tengan mayor
cantidad de palabras en el mismo tiempo que “Accién” y “Terror”, ya que
suponemos que tienen didlogos més largos en tiempos de habla parecido.

Palabras por oracién: Creemos que “Comedia” y “Drama” tendrd mayor
cantidad de palabras por oracién que “Accién” y “Terror”, por un razonamiento
analogo al del atributo anterior.

Longitud media de palabras: Esperamos ver que “Comedia” y “Drama’
tengan palabras con mayor longitud que “Accién” y “Terror”, debido a la uti-
lizacién de vocabulario més complejo.

Proporciéon de palabras en mayuscula: Creemos que los géneros “Accién”
y “Terror” tendran mayor proporcion de palabras en mayuscula, relacionadas
a gritos y frases imperativas.

Proporciéon de verbos dindmicos y estaticos: Suponemos que en el géne-
ro “Accién” existird mayor proporcién de verbos dindmicos (de accién) y en
“Comedia” y “Drama” de verbos estaticos (abstractos).

3. Frecuencia de letras

a)

Frecuencia de simbolos de interrogacién y admiracién finales (“?” y
“1): creemos que los géneros “Accién” y “Terror” tendran mayor proporcién
de signos de admiracién, relacionadas a gritos y frases imperativas; mientras
que “Drama”, tendrd mayor proporcién de signos de pregunta originado por
una mayor cantidad de preguntas en sus didlogos.

Frecuencia de letras del abecedario (a,b,...,z): Lo agregamos a modo ex-
ploratorio. No creemos que vayan a hacer un aporte significativo, pero tal vez el
algoritmo logre encontrar alguna relacién inesperada con el género. Por ejem-
plo, es posible que aporte informacion por la aparicién de palabras especificas
en menor o mayor proporcién en algin género en particular que en el resto.

4. Distribucién de POS tags agrupados
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= Proporcién de POS tag agrupados: Esperamos que también con esta sim-
plificacién de las etiquetas sigan cumpliéndose las hipétesis del punto

4.2.2. Comparaciéon de grupos de atributos

Analizaremos ahora cudles son los grupos de atributos gramaticales que tienen mayor
incidencia en la clasificacién de géneros. Dichos grupos (explicados en la seccién [3.3)) son:

= G1: Distribucién de POS tags

= G2: Complejidad del lenguaje

= G3: Frecuencia de letras

= G4: Distribucién de POS tags agrupados

= G5: G1, G2 y G3 en conjunto

Para poder comparar la informaciéon que aporta cada grupo de atributos en cuanto al
poder predictivo del género de las peliculas, construimos clasificadores que sélo utilizan
un cierto grupo de atributos por vez, para asi lograr medir las diferencias en el desempeiio
obtenido entre uno y otro.

Cada punto de la figura [£.T) muestra el resultado de construir y evaluar un clasificador
utilizando el grupo correspondiente de atributos.

0.85
Accion
0.80 Comedia
Drama
Terror
0.75
0.70
~
[N
0.65
0.60
0.55
0.50
G5 Gl G3 G2 G4
Gramaticales POS Tags Frecuencia Letras Complejidad Lenguaje POS Tags Agrupados

Grupos de atributos

Fig. 4.1: Comparacién de desempeno de atributos gramaticales para cada género, obtenido con un
método de validacién cruzada de 10 folds y medido utilizando la métrica F1. Las barras
verticales representan el desvio estandar entre los distintos folds.

Puede verse que el grupo de atributos de POS tags resulta ser el de mayor poder
predictivo dentro de todos los gramaticales tal como habiamos predicho en la seccién
Sin embargo, no esperdbamos encontrar que los atributos de frecuencia de letras
tuvieran una importancia tan alta en comparacién a los de complejidad del lenguaje.
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Es importante destacar también la coherencia entre los distintos géneros. Es decir, que
el poder discriminativo que aporta cada grupo de atributos se comporta de manera muy
similar para todos los géneros.

Como conclusion del experimento vemos que, aunque el grupo de POS tags es el que
permite clasificar de mejor manera, todos los grupos contienen informacién relevante para
la clasificacién. Ademads, entendemos que la agrupaciéon de POS tags simplifica demasiado
los atributos, lo que resulta en un desempeno mucho més pobre del clasificador. Es por
estos motivos que a partir de este punto profundizaremos el estudio sobre los clasificadores
construidos utilizando el grupo G5 (todos los atributos gramaticales, salvo los POS tags
agrupados) y veremos cémo afecta cada atributo de manera particular.

4.2.3. Importancia de atributos
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Fig. 4.2: Importancia relativa de los 10 atributos gramaticales méas importantes para cada género,
arrojados por el clasificador Random Forest y obtenidos con un método de validacién
cruzada de 10 folds. Para mayor informacién, pueden verse los Apéndices
IPOS tag en espanoll y [Iraduccion de nombres de atributos|

Siguiendo con el andlisis acerca de qué atributos resultaron més importantes para rea-
lizar la tarea de clasificacién, reportaremos ahora cudles fueron los atributos individuales
con mayor relevancia para cada uno de los géneros. Nos basaremos en la importancia de
atributos que provee la implementacién de Random Forest utilizada (detallada en la sec-
cién , y graficaremos la importancia de los atributos relativa al primero del ranking
de cada género, en la figura [4.2]

Observamos céomo el ranking de atributos para cada género coincide fuertemente con el
grafico de comparacion de atributos de la figura[d.1} en “Accién” predominan los atributos
de distribucion de letras mientras que en todos los géneros restantes los atributos de POS
tags son los que aparecen con mayor frecuencia. Sélo en el caso de “Comedia” el atributo
con mayor importancia pertenece al grupo de distribucién de POS tags.
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4.2.4. Distribucion de atributos

Para comprender los motivos que originan la importancia de los atributos, decidimos
estudiar la distribucién de los valores de cada atributo comparando los subtitulos de cada
género contra el resto. Este andlisis no necesariamente explica el posicionamiento de los
atributos dentro del ranking en su totalidad. Por ejemplo, no estudia las relaciones entre
los distintos atributos, lo que puede ser un factor determinante. Sin embargo, provee infor-
macién valiosa para comprender las tendencias que dan lugar a elecciones del clasificador.
A su vez, contrastaremos estos resultados contra las hipotesis planteadas en la seccién
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Fig. 4.3: Distribucién de los 10 atributos gramaticales mas importantes para cada género, estan-
darizados.

En la figura [£.3] mostramos las distribuciones para los primeros diez atributos mas im-
portantes en la clasificacién a través de graficos de caja. Para esta visualizacién, decidimos
estandarizar los valores de cada atributo, lo que consiste en restarles la media y dividirlos
por el desvio estandar. De esta forma, todos los atributos quedaran en la misma escala y
sin unidad; lo que resultara en que sean mas faciles de comparar entre si.

Acerca de los atributos de POS tags, vemos que algunos de ellos estan relaciona-
dos a los signos de puntuacion. Por ejemplo, hay una mayor presencia tanto de comillas
(tag_percentage(QT)) como de comas (tag_percentage(CM)) en las peliculas de comedia
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que en el resto, y menor en el caso de las peliculas de accién. La apariciéon de comillas
puede explicarse como la cantidad de citas presentes en los subtitulos de cada uno de estos
géneros. La cantidad de comas, por otro lado, puede entenderse como parte de la nocién
de complejidad del lenguaje, para la que se cumplen las hipétesis planteadas acerca de que
la complejidad del lenguaje de las comedias supera a la de las peliculas de accién.

Otro atributo de POS tag interesante para analizar es el de cantidad de adjetivos
(tag-percentage(ADJ)). Vemos que las comedias presentan mayor cantidad de adjetivos
que el resto, como habiamos planteado en las hipdtesis. Sin embargo, la cantidad en los
dramas es menor a la de los géneros restantes.

Con respecto a la cantidad de verbos dindmicos, observamos que no aparece entre los
mas importantes para clasificar peliculas de accién, pero si surge para las comedias donde
presentan una cantidad menor al resto.

Sobre los atributos de complejidad del lenguaje, observamos que el atributo de densidad
de habla se comporta de la manera que esperabamos. Esto es, las comedias tienen mayor
cantidad de palabras por minuto de habla que los géneros restantes, mientras quede los
subtitulos de terror tienen menor cantidad. Estos tltimos tienen también menores valores
de palabras por oracion que los demas.

En cuanto al atributo de longitud media de palabras, los resultados fueron contrarios a
nuestras hipdtesis, siendo los subtitulos de accién los que presentan valores mayores a los
restantes.

Con respecto a los atributos de cantidad de ocurrencias de las letras, vemos que los
dramas presentan menor cantidad de simbolos de admiracion que los demaés. Esto podria
significar que hay menor presencia de gritos y frases en modo imperativo en ellos.

Los signos de prequnta, que dan nocién de la cantidad de dudas o preguntas presentes
en los subtitulos, ocurren en baja proporciéon en accién, tal como habiamos predicho. En
los de terror, en cambio, presentan una cantidad superior a los demas.

Un fenémeno no esperado en nuestras hipdtesis fue el de la gran importancia que
asigna el clasificador a la frecuencia de ciertas letras para algunos géneros. A continuacién
intentamos responder cudl fue el motivo para este suceso.

4.2.5. Estudio sobre los atributos de cantidad de ocurrencias de letras

La clasificacién de algunos géneros presenta alta importancia en la frecuencia de letras.
Partimos de la hipétesis de que las diferencias entre géneros de las frecuencias de las letras
se debe a la presencia o ausencia de palabras muy frecuentes asociadas a cada género
en particular. Para intentar explicar los casos con estas caracteristicas, y en particular
aquellos en que la cantidad de apariciones de dicha letra en el género es mayor que en los
géneros restantes, planteamos el estudio descrito a continuacién:

1. Elegimos la letra “r” por ser una de las letras utiles para que el clasificador distinga
el género accion. Dicha letra tiene mayor presencia en este género que en los demés.

2. Elegimos N = 10, 50, 100, 200 y 500.
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3. Tomamos el conjunto Cyecisn: las N palabras con mayor cantidad de apariciones en
el género accion que contienen la letra “r”.

4. Tomamos el conjunto Cjoaceién: las N palabras con mayor cantidad de apariciones

en todos los géneros distintos a accidon que contienen la letra “r”.

5. Contrastamos las diferencias entre las palabras de Cyccisn ¥ CroAccion-

En este punto, esperdbamos ver que, al elegir las palabras con mayor cantidad de apari-
ciones en el género accién con la letra “r”, surjan entre las primeras posiciones algunas
muy relacionadas con este tipo de peliculas, que no aparezcan tan frecuentemente en los

demaés.

Sin embargo, las palabras que surgen tanto en Ciecign ¢Omo en Chpaccion, SOn a grandes
rasgos las mismas. Ademds, y contrariamente a lo que esperdabamos, las palabras que
aparecen en Cge.ign tienen menor cantidad de ocurrencias en accion que las de Croaccion
en su complemento. Incluso dividiendo estas cantidades por la cantidad de palabras totales
del género, o géneros, sobre el que se evalian se mantienen las mismas tendencias.

Repetimos el experimento con varias combinaciones de letras y géneros importantes
para la clasificacion, obteniendo resultados analogos al anterior. Es decir, descartamos la
hipétesis de que la importancia de las letras se deba a presencia o ausencia de palabras
asociadas a cada género, sin haber encontrado razones intuitivas por las cudles la apariciéon
de ciertas letras pueda estar relacionada con el género de la pelicula.

4.3. Segundo Experimento: inclusion de emociones

Hasta el momento, hemos desarrollado todos nuestros andlisis utilizando tinicamente
atributos gramaticales (G5). A partir de este punto, contrastaremos los resultados an-
teriores contra nuevos resultados en donde incorporaremos atributos relacionados a las
emociones presentes en cada subtitulo.

4.3.1. Hipdtesis sobre los atributos de emociones

Naturalmente asociamos el género de las peliculas con las emociones y la polaridad que
ellas nos transmiten. Esperamos verlo reflejado en los atributos explicados en la seccién
3.3l Por ejemplo, que para el género “Comedia” la polaridad positiva y la emocién de
alegria sean dominantes, mientras que la polaridad negativa y la emocién de miedo lo sean
para “Terror”. Suponemos que estos tipos de atributos tendran superior desempeno que
los gramaticales debido a que parecen facilmente asociables a cada género.

4.3.2. Comparaciéon con el modelo anterior

Comenzamos analizando los valores de las métricas obtenidas al ejecutar la clasificacién
utilizando los atributos gramaticales junto con los de emociones. En la Tabla |4.1| podemos
ver el impacto que estos ultimos tienen en el desempeno del clasificador.
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Atributos Género Accuracy AUC F1
Accién 0.776667  0.855410 0.776535
Comedia  0.813459  0.893871 0.813448
Drama 0.739878  0.815675 0.739789
Terror 0.733777  0.817374 0.733703
Accién 0.798413  0.880575 0.798362
Comedia  0.858292  0.933980 0.857957
Drama 0.789795  0.869827 0.789648
Terror 0.776761  0.861266 0.776723

Sin emociones

Con emociones

Tab. 4.1: Resultados de las diferentes métricas utilizando atributos gramaticales sin y con emocio-
nes, obtenidas con un método de validacién cruzada de 10 folds.

Notamos un incremento en los valores de todas las métricas para cada uno de los
géneros de entre 0.02 y 0.05 puntos, siendo “Accion” el género cuyo desempeiio se ve
menos beneficiado tras la adicion de los atributos de emociones, y “Drama” el que mayor
impacto recibid.

4.3.3. Comparaciéon de atributos

Hemos observado que los atributos de emociones aportan informacién relevante a nues-
tra tarea de clasificaciéon. Veamos nuevamente la diferencia de desempeno, medido utili-
zando la métrica F1, que existe para cada grupo de atributos, pero agregando esta vez los
atributos de emociones a la comparacién [£.4]
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Fig. 4.4: Comparacién de desempeno de atributos gramaticales y de emociones para cada género,
obtenido con un método de validacién cruzada de 10 folds y medido con la métrica F1.
Las barras verticales representan el desvio estandar entre los distintos folds.

Notamos como el grupo de atributos de emociones resulta el mas informativo para la
clasificacién de los géneros “Comedia” y “Terror”, pero no asi para los géneros “Accion”
y “Drama”, dénde la frecuencia de letras y la distribucion de POS tags son los grupos de
atributos que dominan la métrica.
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4.3.4. Importancia de atributos

Como paso siguiente, estudiamos cudles son los atributos particulares que resultan de
mayor relevancia para la clasificacién incluyendo tanto los atributos de emociones como

los gramaticales.
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Fig. 4.5: Importancia relativa de los 10 atributos gramaticales y de emociones méas importantes
para cada género, arrojados por el clasificador Random Forest y obtenidos con un método
de validacién cruzada de 10 folds. Para mayor informacién, pueden verse los Apéndices

|Etiquetas de POS tag en espanol| y [Iraduccion de nombres de atributos|

En la figura[4.5]podemos observar el ranking de los diez atributos més importantes para
cada género. Vemos que en todos los casos predominan aquellos del grupo de atributos que
en la figura [£.4] resultaron de mayor importancia. Por ejemplo, para el género “Comedia”
todos los atributos del ranking son de emociones, mientras que s6lo 2 lo son para el género
“Accién”.

Repetiremos ahora el anélisis de distribuciones de los atributos de mayor relevancia en
cada género, pero esta vez incluyendo los atributos de emociones (ver figura .

Observamos que todos los atributos de polaridad destacados surgen en la seccién central
de los subtitulos. Vemos en ellos varios aspectos coincidentes con lo que se esperaria de
cada género. Por ejemplo, en los subtitulos de terror, hay mayor cantidad de palabras con
polaridad negativa que en los demés; asi como en las comedias hay menor cantidad de
palabras con polaridad negativa.

Sin embargo, algunos otros atributos de este tipo no resultan intuitivos. Es el caso de
los dramas, dénde hay més palabras con polaridad positiva; y de las comedias, que tienen
menos palabras con polaridad positiva que el resto.

En cuanto a los atributos de emociones, hay varios aspectos particulares a analizar sobre
cada género. Las peliculas de accion tienen poca presencia de estos atributos, surgiendo
Unicamente alegria en menor cantidad que los demés géneros, tanto en la seccién inicial
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Fig. 4.6: Distribucién de los 10 atributos gramaticales y de emociones més importantes para cada
género estandarizados.

como en el subtitulo completo.

Dentro de las comedias, vemos que la alegria en el subtitulo completo supera amplia-
mente la del resto de los géneros, como era de esperarse. Todos los atributos restantes
para las comedias pertenecen al centro de las peliculas, y se ve qué todos ellos aparecen
en menor cantidad en este género que en el resto. Esto es esperable para las emociones
de disgusto, miedo, enojo y tristeza; pero no para las emociones de sorpresa y, sobretodo,
alegria.

En los dramas, los atributos provienen en su totalidad de la parte central de las pelicu-
las. Al contrario de las comedias, aqui todas las emociones superan a las de los géneros
restantes. Estas son: alegria, enojo, confianza, disgusto y miedo. Entendemos que los dilo-
gos de los dramas estan mucho mas cargados de todo tipo de emociones que los demas.

Por tdltimo, en terror, los atributos de miedo tanto en el subtitulo completo, como en la
seccién central y la seccion final superan las cantidades de los géneros restantes, tal como
era de esperarse. Lo mismo sucede con la emocién de disgusto en la seccion central de las
peliculas. La emocién de confianza también tiene un papel importante para este género,
en donde la cantidad es menor que en los géneros restantes tanto para las secciones central
y final, como para el subtitulo entero.



5. CONCLUSIONES

Las peliculas pueden ser clasificadas segin su género cinematografico, el cual la en-
marca tanto en su contenido como en su estructura, permitiéndole al espectador contar
con una informacién minima de su guidn.

El objetivo principal de esta tesis consistid en analizar en qué medida el género de
una pelicula se relaciona con la gramatica y el contenido emocional de sus didlogos. Para
esto, construimos un clasificador automaéatico basado en la técnica de Random Forest, y
extrajimos caracteristicas de los subtitulos para intentar capturar las diferencias entre
cada género.

Este andlisis fue emprendido a través de dos experimentos. En el primer experimento,
estudiamos el desempenio obtenido utilizando atributos tnicamente gramaticales, y luego
estudiamos cudles fueron los atributos mas relevantes para la clasificacion. En el segundo
experimento, los resultados del punto anterior fueron contrastados contra la inclusién de
atributos de las emociones transmitidas por los subtitulos.

A partir de la realizacién de este estudio, pudimos concluir que:

1. El género de una pelicula no sélo se relaciona con su trama, sino también con la
estructura gramatical de sus didlogos. Sin embargo, no tenemos completa certeza de
lo anterior debido a que no contdbamos con transcripciones del guién de los didlogos
sino con una traduccién de ellos. Resulta un trabajo a futuro interesante, repetir el
andlisis de este trabajo con transcripciones de los guiones en su idioma original, para
asi entender cuanto se vieron afectados nuestros resultados por la traduccion.

2. El género de una pelicula se relaciona sustancialmente y en manera similar tanto
con las emociones que transmite en sus didlogos como con su estructura gramatical.
Esto provino de ver céomo los atributos de emociones y de distribucion de POS
tags resultan ser los mas utiles para la clasificacion de géneros de las peliculas.
Podemos concluir que los atributos de emociones y gramaticales extraidos con las
técnicas utilizadas en nuestro trabajo, aportan un grado de informacién similar para
la clasificacién de géneros, ya que en ningin caso se observa una amplia diferencia a
favor de uno por sobre el otro.

3. El género de una pelicula estd asociado considerablemente a la distribucion de letras
de sus didlogos. Pudimos entenderlo debido a que la proporcién de letras constituyé
un atributo razonablemente ttil para clasificar los géneros de las peliculas. A pesar
de nuestros intentos, no conseguimos dar con los motivos que ocasionaron estos
resultados. Entendemos que profundizar en este estudio representa una tarea para
un trabajo futuro.

4. Utilizando los atributos estudiados durante el transcurso del trabajo, el género Co-
media es el mds fdcilmente identificable.
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Apéndice



POS tag
ACRNM
ADJ
ADV
ALFP

ALFS

ART
BACKSLASH
CARD

CC

CCAD

CCNEG
cM
CODE
COLON
CQUE
CSUBF

CSUBI
CSUBX

DASH
DM
DOTS
FO

FS
INT

ITJN
LP
NC

NEG
NMEA
NMON
NP
ORD
PAL
PDEL
PE
PERCT
PNC
PPC
PPO
PPX

PREP
PREP

Al. ETIQUETAS DE POS TAG EN ESPANOL

Descripcion

Acronym (ISO, CEI)

Adjectives (mayores, mayor)

Adverbs (muy, demasiado, c6mo)
Plural letter of the alphabet

(As/Aes, bes)

Singular letter of the alphabet (A, b)
Articles (un, las, la, unas)

Backslash (\ )

Cardinals

Coordinating conjunction (y, o)
Adversative coordinating conjunction
(pero)

Negative coordinating conjunction (ni)
Comma (,)

Alphanumeric code

Colon (:)

“Que” (as conjunction)

Subordinating conjunction that
introduces finite clauses (apenas)
Subordinating conjunction that
introduces infinite clauses (al)
Subordinating conjunction
underspecified for subord-type (aunque)
Dash (-)

Demonstrative pronouns (ésas, ése, esta)
POS tag for “...”

Formula

Full stop punctuation marks
Interrogative pronouns

(quiénes, cudntas, cudnto)

Interjection (oh, ja)

Left parenthesis (“(”, “[”)

Common nouns

(mesas, mesa, libro, ordenador)
Negation

Measure noun (metros, litros)

Month name

Proper nouns

Ordinals (primer, primeras, primera)
Portmanteau word formed by a and el
Portmanteau word formed by de and el
Foreign word

Percent sign (%)

Unclassified word

Clitic personal pronoun (le, les)
Possessive pronouns (mi, su, sus)
Clitics and personal pronouns

(nos, me, nosotras, te, si)

DEL Complex preposition “después del”

Preposition and Negative preposition (sin)
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POS tag
QT

QU

REL

RP

SE
SEMICOLON
SLASH

SYM

UMMX

VCLIfin
VCLIger
VCLIinf
VEadj
VEfin
VEger

VEinf
VHadj

VHfin
VHger
VHinf
VLadj
VLfin

VLger

VLinf
VMadj
VMfin

VMger
VMinf
VSadj
VSfin
VSger
VSinf

Descripcién
Quotation symbol
Quantifiers (sendas, cada)

Relative pronouns (cuyas, cuyo)

Right parenthesis (“)”, “|”)
“Se” (as particle)
Semicolon (;)

Slash (/)

Symbols

Measure unit (MHz, km, mA)

Clitic finite verb

Clitic gerund verb

Clitic infinitive verb

Verb estar. Past participle
Verb estar. Finite

Verb estar. Gerund

Verb estar. Infinitive
Verb haber. Past participle

Verb haber. Finite

Verb haber. Gerund

Verb haber. Infinitive
Lexical verb. Past participle
Lexical verb. Finite

Lexical verb. Gerund

Lexical verb. Infinitive
Modal verb. Past participle
Modal verb. Finite

Modal verb. Gerund
Modal verb. Infinitive
Verb ser. Past participle
Verb ser. Finite

Verb ser. Gerund

Verb ser. Infinitive



A2. TRADUCCION DE NOMBRES DE ATRIBUTOS

Tipo

Nombre del atributo

Descripcion

Proporcion de POS tags

tag_percentage(posTag)

proporcién del POS tag posTag

Complejidad del lenguaje

speech_density

densidad del habla

words_per_sentence

cantidad de palabras por oracién

avg_word_len

longitud media de palabras

uppercase

proporcién de palabras en mayusculas

dynamic_verbs

proporcién de verbos dindmicos

stative_verbs

proporcién de verbos estaticos

Frecuencia de letras

letter_letter

proporcién de la letra letter

Proporcion de POS tags agrupados

grouped_adjectives

en la categoria adjetivos

grouped_adverbs

en la categoria adverbios

grouped_nouns

en la categoria sustantivos

grouped_verbs

en la categoria verbos

other

en la categoria otros

Proporcion de polaridad

complete_polarity

del subtitulo completo

beginning_polarity

del subtitulo en el comienzo de la pelicula

ending_polarity

del subtitulo en el final de la pelicula

mid_polarity

del subtitulo en el desarrollo de la pelicula

Proporcién de emociones

complete_emotion

del subtitulo completo

beginning_emotion

del subtitulo en el comienzo de la pelicula

ending_emotion

del subtitulo en el final de la pelicula

mid_emotion

del subtitulo en el desarrollo de la pelicula
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